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前  言

写作背景

2014年IDC预测，未来全球大数据市场将以每年超过30％的速度增长，而我国更快，
预计将超过50％。
2014年，麦肯锡统计美国医疗行业通过大数据获得潜在价值超3000亿美元，欧洲各国

利用大数据节省开支超1000亿欧元。未来在全球的交通运输、电力、医疗健康等七大领域，
大数据将会撬动超过3万亿美元的市场需求。

大数据时代，各种大数据处理技术百花齐放，有基于磁盘进行数据计算的通用批处理框

架MapReduce（Hadoop生态系统的大数据计算框架），有低延迟的实时流处理框架 Storm，
也有提供快速、交互式查询的工具 Impala等多种针对不同应用场景而特殊化的处理系统。
Spark作为后起之秀，采用Scala编写，底层使用Akka框架进行各个模块之间的通信，代码
十分简洁。而且它立足于内存计算，以其RDD（弹性分布式数据集）模型的强大表现能力，
不断完善自己的功能，逐渐形成了一套自己的生态系统，提供了Full－stack（一栈式）的解
决方案。该生态系统中主要包括负责即时查询的 SparkSQL、负责实时流处理的 Spark
Streaming、负责图计算的SparkGraphX以及机器学习子框架 MLlib。由于 Spark在性能和扩
展性上有快速、易用、通用等特点，使它正在加速成为一体化、多元化的大数据通用计算平

台和库。

Spark技术在国内外的应用越来越广泛，它正在逐渐走向成熟，并在这个领域扮演更加
重要的角色。国外一些大型互联网公司已经部署了Spark。例如，一直支持Hadoop的四大商
业机构 （Cloudera、MapR、Hortonworks、EMC）已纷纷宣布支持 Spark；Mahout（Apache
SoftwareFoundation（ASF）旗下的一个开源项目，提供一些可扩展的机器学习领域经典算法
的实现）也表示，将不再接受任何形式的以 MapReduce实现的算法，同时还宣布了接受基
于Spark新的算法；而Cloudera的机器学习框架 Oryx的执行引擎也将由 Hadoop的 MapRe-
duce替换成 Spark；Google也已经开始将负载从 MapReduce转移到 Pregel和 Dremel上；
Facebook也宣布将负载转移到Presto上。而目前，国内的淘宝、优酷土豆、网易、百度、腾
讯等企业在自己的商业生产系统中也已经使用Spark技术。

鉴于Spark的 “Onestacktorulethemall”的架构理念和基于内存进行计算的性能优势，
笔者有理由相信Spark作为大数据技术领域的星星之火，终将成为燎原之势。由于目前市场
上介绍Spark技术的书籍比较少，我们特意编写了这本理论和实战相结合的 Spark书籍，同
时在介绍Spark核心技术的同时穿插了对其源代码的分析，使读者能从更深层次来把握
Spark的核心技术，因为我们始终坚信Linux作者的一句话：“源码是一切问题出现的根源和
一切问题解决的答案所在”。

本书内容

本书总体可以分为三大部分：第1～2章介绍 Spark的生态系统、Spark集群的安装部
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署，第3～5章介绍SparkCore的运行原理和编程实践，第6～9章围绕Spark的四大子框架
SparkSQL、SparkStreaming、SparkGraphX、MLlib的工作原理和技术特点展开了一系列的编
程实践。在本书推出之前，SparkR已经作为 Spark的一个新的子框架发布出来，这无疑更
加快了Spark技术的成长速度。本书各章的主要内容介绍如下。

第1章：阐述了Spark的发展历程、Spark的优势和Spark的生态系统全景。
第2章：介绍了Hadoop集群和Spark集群的安装部署过程，在搭建完成Spark集群之后

又通过Spark提供的示例LocalPi测试了Spark集群。
第3章：首先详细介绍RDD的概念、特征、操作分类，然后以实战的方式演示了Spark

API编程实践，接着介绍了基于IntelliJIDEA开发工具使用SparkAPI开发应用程序，最后分
别介绍了使用SBT编译Spark应用程序和使用Maven构建Spark应用程序。

第4章：介绍了Spark的工作流程、Spark应用程序部署、Spark的各种运行模式、Spark
运行模式的内部实现原理以及各种模式实例部署和运行演示。

第5章：介绍了Spark集群的架构、Spark的作业和任务调度、容错机制、存储模块和
存储模块的架构、缓存实现原理、缓存策略、Spark的消息传递机制 Akka的源码解析、
Shuffle机制 （Shuffle的读和写操作）、广播变量、累加器、Spark性能调优。

第6章：介绍了SparkSQL原理和实现、SparkSQL运行架构、Hive在 Spark上的使用、
源码解析SQL语句和 HiveQL语句的执行过程。最后用案例深入浅出地介绍了 SparkSQL的
操作。

第7章：介绍了SparkStreaming运行原理、编程模型 DStream、容错和持久化、性能调
优、源码解析SparkStreaming的运行过程。最后用多个案例进行了SparkStreaming操作实例
演示。

第8章：介绍了弹性分布式属性图、图的切分和存储策略、图的操作、图计算框架、图
算法的实现方法。最后用案例演示了图的使用方法。

第9章：介绍了机器学习的概念、机器学习的分类、机器学习的常用算法、MLlib的架
构、MLlib的数据类型。最后用案例介绍了机器学习的使用，包括 K－Means算法解析和实
战、协同过滤算法分析和案例实战。
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力有限，书中难免存在错误或表述不准确的内容，恳请大家批评指正，希望大家一起努力使
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书书书

1.1 Spark是什么

1.2 Spark生态系统BDAS



1.1 Spark是什么

Spark最初是由伯克利大学的 AMPLab于2009年提交的一个项目，现在已经是 Apache
软件基金会旗下最活跃的开源项目之一。对于 Spark，ApacheSpark官方给出的定义：Spark
是一个快速和通用的大数据处理引擎。可以通俗地将Spark理解为一个分布式的大数据处理
框架，它基于RDD（弹性分布式数据集），立足于内存计算，在 “Onestacktorulethemall”
的思想引领下，打造了一个可以进行流式处理 （SparkStreaming）、机器学习 （MLlib）、即
时查询 （SparkSQL）、图计算 （GraphX）等各种大数据处理、无缝连接的一栈式计算平台。
由于Spark在性能和扩展性上有快速、易用、通用等特点，使它正在加速成为一体化、多元
化的大数据通用计算平台和库。

Spark的一栈式解决方案有很多优势，具体如下。
（1）快速处理。图1－1展示了使用逻辑回归算法处理同样大小的数据，Hadoop使用的

时间是110s，而Spark仅仅使用了0.9s，这里Spark的速度几乎是Hadoop的100倍。

图1－1 逻辑回归算法在Hadoop和Spark上处理的性能比较

Spark之所以比Hadoop快的原因之一是 Spark是基于内存进行计算的，而 Hadoop是基
于磁盘进行计算的。Hadoop每一次读取数据后的计算结果都会直接存储到磁盘上，然后再
从磁盘读取上次计算的结果进行第二次计算，依此类推，这样就产生了非常大的I／O处理工
作量，所以速度就慢下来了。而Spark把数据读取处理后的计算结果直接放入内存里面，然
后再在内存中使用这个结果进行第二次计算，依此进行下去。所以在迭代计算上Spark明显
比Hadoop占据优势。

Spark比Hadoop之所以快的另外一个原因是Hadoop的计算是按部就班一步一步进行的，
而Spark的计算是具有预先筹划的，Spark把数据读取进来之后在使用这些数据计算之前会
把整个运算过程绘制成一幅图，这个图叫作 DAG图 （有向无环图），然后计算的时候按图

索骥，这样就有了方向性，进而有了优化的运算路径，减少大量的 I／O读取操作。当然，
Spark比Hadoop快的原因还有很多，例如容错机制和高效可靠的任务调度等。

（2）易于使用，支持多语言编程。Spark易用性的直接表现就是代码量少，例如计算同
样的一个文件中有多少个单词时，Spark使用三行代码即可完成，如下所示。
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而完成同样的工作Hadoop却需要60多行代码 （如下所示），两相对比，Spark可以让
开发者节省大量的开发时间，并且维护起来也方便很多。
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同时，Spark本身是用 Scala语言写的，但它也提供了多语言 （包括 Java、Scala、Py-
thon）的API，能够快速实现应用。安装部署也无须复杂的配置，使用API可以轻松地构建
分布式应用程序。

（3）通用性强。Spark提供了一个强大的技术堆栈，是一个可以进行流式处理、机器学

图1－2 Spark的技术堆栈

习、即时查询、图处理等多种无缝大数据处理连接的

计算平台，如图1－2所示。Spark之所以可以实现这
些通用性是源于它的 RDD（弹性分布式数据集），
Spark提供了各种不同的 RDD对不同的数据进行处
理。而Hadoop的技术堆栈则相对独立也较为复杂，
各个框架都是独立的系统，给集成带来了很大的复杂

性和不确定性。

（4）可以与Hadoop和已存的Hadoop数据集成。Spark可以独立运行，除了可以运行在
Mesos、Yarn等集群资源管理系统之外，它还可以读取已有的任何 Hadoop数据，这是个非
常大的优势，它可以运行在任何Hadoop数据源上，如Hive、HBase、HDFS等。同时如果你
已经安装了第二代的Hadoop集群，即可以直接运行Spark。图1－3展示了一些可以与 Spark
集成的框架。

图1－3 Spark支持的技术框架

（5）活跃和迅速壮大的社区。Spark起源于2009年，至今已有超过50个机构、250个
工程师贡献过代码。Spark的创始团队成立了 Databricks公司，全力支持 Spark的生态发展。
同时Spark非常重视社区活动，组织也极为规范，定期或不定期地举行与Spark相关的会议。
随着Spark的发展势头日趋迅猛，它已被广泛应用于Yahoo！、Twitter、阿里巴巴、百度、网
易、英特尔、腾讯等各大公司的生产环境中。
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1.2 Spark生态系统 BDAS

BDAS（theBerkeleyDataAnalyticsStack）的全称是伯克利数据分析栈，是 AMP实验室
打造的一个开源的大数据处理一体化的技术生态系统 （如图1－4所示）。到目前，这个技术
生态系统已经包含多个子项目，其核心框架是 SparkCore，同时还涵盖了支持结构化数据
SQL查询与分析的SparkSQL，提供机器学习功能的底层分布式机器学习库MLlib，并行图计
算框架GraphX，流计算框架SparkStreaming，采样近似查询引擎 BlinkDB，内存分布式文件
系统Tachyon，分布式文件系统HDFS、S3，集群资源管理框架Mesos、Yarn等子项目。正是
这个生态系统，让Spark可以实现 “Onestacktorulethemall”，它既可以完成批处理也可以
从事流计算，从而避免了去实现两份逻辑代码。

图1－4 Spark技术生态系统

1.2.1  SparkCore

SparkCore是整个BDAS生态圈的核心组件，是一个分布式大数据处理框架，包含Spark
的基本功能。它不仅比MapReduce计算速度快好多倍，还提供了比 MapReduce更为丰富的
操作函数，如filter、union、sortsByKey等。它有一些核心组件，比如 RDD、DAGScheduler、
TaskScheduler、Stage等，而整个 Spark的理论基石就是 RDD（弹性分布式数据集），通过
RDD实现了应用任务调度、RPC、序列化和压缩，并为运行在其上的上层子框架提供API。

Spark将数据在分布式环境下分区，然后将作业转化为有向无环图 （DAG），减少了多
次计算之间中间结果I／O开销，并分阶段进行DAG的调度和任务的分布式并行处理。Spark
采用容错的、高可伸缩性的 AKKA作为通信框架，减少了多线程并发运行所带来的不确定
性。还采用多线程池模型来减少task的启动开销。
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RDD可以想象为一个个的 partition，退一步也可理解为一个非常大的 List（1，2，……，
9），使用三个Partition分别保存这个List的3个元素，而每个 partition（或者 split）都会有

图1－5 RDD依赖图

一个函数去计算。同时，RDD之间是可以相互依赖
的，一旦有 RDD的分区数据丢了，能通过父 RDD
自动重建，保证了容错性。窄依赖 （NarrowDepend-
ency）和宽依赖 （WideDependency）是 Spark中另
外两个重要的概念 （如图 1－5所示）。对比后者，
NarrowDependency无论是在从容错性上，还是在执
行效率上都占有优势。

然后，可以为 Key－value型的 RDD指定 parti-
tioner组件，RDD中的每个分区也都有各自的 preferredlocation（首选地点），这个理念存在
于当下的众多分布式系统中，也就是计算跟着数据走。通常情况下，转移计算的时间远远小

于转移数据的时间。对于 Hadoop来说，因为数据在磁盘中，磁盘本地性通常达到了顶峰，
而对于Spark来讲，因为数据可以保存在内存中，所以内存本地性才具备最高优先级。

1.2.2  SparkSQL

SparkSQL是Spark1.0.0新推出的基于Catalyst作查询解析和优化器，使用SchemaRDD
来操作SQL的SQL技术，这个功能类似于Shark，但是比Shark支持更多的查询表达式。用
户可以在Spark上直接书写SQL，相当于为Spark扩充了一套SQL操作，这无疑更加丰富了
Spark的功能，同时SparkSQL支持 Hive、JSON、HDFS、Parquet等持久化存储 （如图1－6
所示），为其发展奠定广阔的空间。

图1－6 SparkSQL支持的数据类型

1.2.3  SparkStreaming

SparkStreaming是一个对实时数据流进行高通量、容错处理的流式处理系统，可以对多
种数据源 （如 Kafka、Flume、Twitter、Zero和 TCP套接字）进行类似 map、reduce、join、
window等复杂操作，并将结果保存到外部文件系统、数据库或应用到实时仪表盘 （如图1－7
所示）。

SparkStreaming是大规模流式数据处理的 “新贵”，基本原理是将流式计算分解成一系
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图1－7 SparkStreaming的输入输出类型

列短小的批处理作业。这里的批处理引擎是 Spark，也就是把 SparkStreaming的输入数据按
照batchsize（如1s）分成一段一段的数据，每一段数据都转换成Spark中的RDD，然后将
SparkStreaming中对DStream的Transformation操作变为针对Spark中对RDD的Transformation
操作，将RDD经过操作变成中间结果保存在内存中。整个流式计算根据业务的需求可以对
中间的结果进行叠加，或者存储到外部设备。与另一种流处理框架 Storm相比，其吞吐量远
远高于Storm。同时相比基于Record的Storm，RDD数据集更容易做到高效的容错处理。

1.2.4  SparkGraphX

GraphX的核心抽象是ResilientDistributedPropertyGraph，一种点和边都带有属性的有向
多重图。它扩展了SparkRDD的抽象，有 Table和 Graph两种视图，只需要一份物理存储。
两种视图都有自己独有的操作符，从而提高了操作灵活性和执行效率。

GraphX是基于BSP模型，在 Spark之上封装类似 Pregel的接口，进行大规模同步全局
的图计算，尤其是当用户进行多轮迭代时，基于 Spark内存计算的优势尤为明显。GraphX
的架构可以参考图1－8（将在后续章节详细介绍）。

图1－8 SparkGraphX的架构图

1.2.5  MLlib

MLlib（MachineLearninglib）是Spark对常用的机器学习算法的实现库，同时包括相关
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的测试和数据生成器。Spark的设计初衷就是为了支持一些迭代的工作，这正好符合很多机
器学习算法的特点。MLlib目前支持四种常见的机器学习问题：分类、回归、聚类和协同
过滤。

1.2.6  Tachyon

Tachyon是一个高容错、高性能的开源的分布式内存文件系统，可以理解为内存中的
HDFS。允许文件以内存的速度在集群框架中进行可靠的共享。Tachyon工作集文件缓存在内
存中，并且让不同的Jobs／Queries以及框架都能以内存的速度来访问缓存文件。因此，Tach-
yon可以减少那些需要经常使用的数据集通过访问磁盘来获得的次数。Tachyon兼容Hadoop，
现有的Spark和 MapReduce不需要任何修改即可运行，Tachyon与大数据构建的技术堆栈如
图1－9所示。

图1－9 Tachyon与大数据构建的技术堆栈

1.2.7  BlinkDB

BlinkDB是一个用于在海量数据上进行交互式 SQL查询的大规模并行查询引擎。它允许
用户通过权衡数据精度来提升查询响应时间，其数据的精度被控制在允许的误差范围内。为

了达到这个目标，BlinkDB的核心思想是：通过一个自适应优化框架，随着时间的推移，从
原始数据建立并维护一组多维样本；通过一个动态样本选择策略，选择一个适度大小的示

例，然后基于查询的准确性和响应时间满足用户查询需求。

BlinkDB通过独特的采用优化技术实现了比 Hive快百倍的速度，同时能把误差控制在
2％～10％。

至此，了解了Spark的概念和生态系统后，我们接下来正式进入Spark技术的学习。

思考题

1.Spark的 “Onestacktorulethemall”思想指导下的一栈式解决方案有哪些优势？
2.Spark的生态系统都包括哪些技术框架？
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2.1 搭建Hadoop分布式集群

2.2 Spark安装和集群部署

2.3 测试Spark集群



  Spark在生产环境中主要是部署在Linux的环境下，由于我们在Spark集群中会用到Ha-
doop集群的HDFS（HadoopDistributedFileSystem）文件系统，所以在部署Spark集群之前会
首先部署Hadoop集群。笔者是在 Windows8上部署 Hadoop集群和 Spark集群的，而在部署
Hadoop集群和Spark集群之前，需要安装VMWare虚拟机和Ubuntu的ISO镜像文件。

考虑到我们学习时的计算机硬件条件所限，在这里我们用三台机器来搭建Hadoop集群和
Spark集群，其中一台机器作为Master结点 （主结点），另外两台作为Slaves结点 （从结点）。

2.1 搭建 Hadoop分布式集群

Hadoop是一个开发和运行处理大规模数据的软件平台，是Apache的一个用Java语言实
现的开源软件框架，用于实现在大量计算机组成的集群中对海量数据进行分布式计算。Ha-
doop框架中最核心的设计就是：HDFS和 MapReduce。HDFS提供了海量数据的存储能力，
MapReduce提供了对数据的计算能力。这里使用的计算框架是 Spark而不是 Hadoop的 Ma-
pReduce，但是我们要用到Hadoop的HDFS文件系统，所以首先应搭建Hadoop集群。

2.1.1  安装 VMware虚拟机

VMWare虚拟机可以从网上直接下载，下载地址是：https：／／my.vmware.com／cn／web／
vmware／info／slug／desktop＿end＿user＿computing／vmware＿workstation／11＿0，笔者这里使用的版
本是VMwareWorkstation10.0.0forWindows。安装VMWare时需要序列码，读者可以自己从
网上下载。

单击下载好的VMWare可执行文件，按照默认的流程一步步安装即可。在安装的时候有
个对话框显示 “EnterLicenseKey”，此时需要输入从网络上下载的对应VMWare版本的产品

图2－1 VMWare虚拟机主界面

序列码。安装完成后，打开VMWare虚拟机，显示的主界面如图2－1所示。
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2.1.2  安装 Ubuntu的镜像文件

Ubuntu系统是一款优秀的、基于GNU／Linux平台的桌面系统，是搭建Hadoop集群常用
的操作系统之一。Ubuntu的 ISO镜像文件下载地址为：http：／／www.ubuntu.org.cn／down-
load／alternative－downloads。下面进行Ubuntu的安装。

（1）打开自己的VMwareWorkstation10虚拟机，进入主页，然后点击 【创建新的虚拟

机】，如图2－2所示。

图2－2 创建新的虚拟机

（2）然后需要选择一个适合类型的配置，选择 【典型】，然后点击 【下一步】，如图2－3
所示。

（3）这个时候，系统会让我们选择光盘所在的位置，选择第三项 【稍后安装操作系

统】，之后点击 【下一步】，如图2－4所示。

图2－3 虚拟机类型配置 图2－4 选择光盘所在的位置
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（4）然后根据你需要安装的虚拟机类型选择合适的客户机操作系统与版本，如果是32
位的，选择 【Linux】－【Ubuntu】；如果是64位的，选择 【Linux】－【Ubuntu64位】。然后点
击 【下一步】，如图2－5所示。

（5）这里可以为我们的虚拟机取名字，选择其存放的位置，然后点击 “下一步”，如

图2－6所示。

图2－5 选择客户机操作系统 图2－6 为虚拟机取名字

（6）之后的步骤都可以继续选择 【下一步】，最后点击 【完成】，如图2－7所示。
（7）单击我们新创建的虚拟机，找到 【设备】，然后选中 【CD／DVD（IDE）】，在右侧

选择好你的Ubuntu系统存放的位置，然后点击 【确定】，如图2－8、图2－9所示。

图2－7 准备创建虚拟机 图2－8 新创建的虚拟机
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图2－9 虚拟机映像文件设置

（8）在图2－10左侧点击 【内存】，此时可以设置虚拟机的内存，这里笔者设置为2GB，

图2－10 虚拟机内存设置

然后点击 【确定】完成设置。单击图2－11的 “开启此虚拟机”，正式进入 Ubuntu系统的
安装。
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图2－11 开启虚拟机

（9）进入欢迎页面之后，我们点击 【安装UbuntuKylin】，如果是Ubuntu原版的话，这
里就是 【安装Ubuntu】，如图2－12所示。

图2－12 安装Ubuntu

（10）然后我们点击 【继续】，如图2－13所示。这里不做任何选择，如果选择的话，安
装速度将非常慢。

（11）选择好你所在的时区，然后点击 【继续】，如图2－14所示。

41



图2－13 准备安装UbuntuKylin

图2－14 时区选择

（12）选择好你的键盘布局，我们这里选择 【Chinese】－【Chinese】，然后点击 【继续】，

如图2－15所示。
（13）输入想要为你的Ubuntu操作系统起的名字以及密码等相关信息，点击 【继续】，

进入自动安装过程，如图2－16所示。
（14）安装完毕，我们重启就可以了。然后我们点击 【现在重启】，如图2－17所示。
（15）为了简化权限等问题，需要以root用户的身份登录使用Ubuntu系统，而在默认的

情况下Ubuntu没有开启root用户，这里需要做相关设置。在命令终端输入 “sudo－s”命令，
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图2－15 键盘布局选择

图2－16 用户名和密码设置

图2－17 重启系统

然后输入密码，进入root用户权限模式。在命令终端输入 “vim ／etc／lightdm／lightdm.conf”
命令，修改lightdm.conf的文件内容为：
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保存文件，然后退出。在命令终端输入：“sudopasswdroot”，然后按 〈Enter〉键，按要
求设置好root用户的密码，最后在命令行输入：“reboot－hnow”，重新启动系统。在系统界面
单击 “Login”，输入 “root”账户，然后输入密码，此时已经使用root账户登录Ubuntu系统。

2.1.3  安装 JDK

（1）从Oracle的官网下载相应的JDK版本，最好是JDK1.6以后的版本，笔者下载的是
JDK1.7.0＿67，然后对下载好的JDK进行解压，解压后的文件最好放在自己创建的目录下。

    

（2）修改环境变量，在Ubuntu的shell命令终端输入：vim～／.bashrc进入配置文件，把
JDK的环境变量加入其中，保存并退出。然后在命令终端输入：source～／.bashrc使配置文
件的修改生效。

    

（3）我们可以在命令终端查看刚刚安装的JDK版本，如下所示。

    

2.1.4  搭建另外两台Ubuntu系统并配置SSH免密码登录

1.在VMWare虚拟机上搭建另外两台Ubuntu系统
在VMWare虚拟机搭建另外两台 Ubuntu系统的步骤与前面搭建第一台系统相同，在此

不再详谈，需要注意两点：

（1）为了简化Hadoop的配置，保持最小的Hadoop集群，在搭建另外两台系统的时候使
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用相同的root超级用户的方式登录系统。
（2）JDK可以直接在另外两台机器上直接安装，但最好安装在和第一台机器相同的目录

下，方便管理。或者等下面的SSH免密码登录配置好后，直接用 SSH的 scp命令把第一台
机器上安装的JDK复制过去，同时要配置好各机器的～／.bashrc文件。
2.配置SSH免密码登录
SSH为 SecureShell的缩写，即安全外壳协议，由 IETF的网络工作小组 （NetworkWork-

ingGroup）所制定。SSH为建立在应用层和传输层基础上的安全协议，是目前较可靠、专为远程
登录会话和其他网络服务提供安全性的协议。利用SSH协议可以有效防止远程管理过程中的信息
泄露问题。SSH最初是UNIX系统上的一个程序，后来又迅速扩展到其他操作平台。SSH在正确
使用时可弥补网络中的漏洞。SSH客户端适用于多种平台。几乎所有UNIX平台———包括HP－
UX、Linux、AIX、Solaris、DigitalUNIX、Irix，以及其他平台，都可运行SSH。

Hadoop的Master和Slave结点之间的通信，以及Spark的Master和Worker结点之间的通
信，都是通过SSH来完成的。我们不希望它们之间每次通信都输入一次密码，所以需要配
置SSH免密码登录。

（1）在第一台Ubuntu的命令终端，可以在命令终端采用 “apt－getinstallssh”命令完
成SSH的在线安装。安装完成后，在终端输入 “／etc／init.d／sshstart”启动服务。

    

（2）SSH正常启动后，下面设置免密码登录，生成私钥和公钥。在命令终端输入 “ssh
－keygen－trsa－p“””命令，这样在／root／.ssh目录下生成了两个文件：id＿rsa和 id＿
rsa.pub。其中id＿rsa为私钥，id＿rsa.pub为公钥，我们将公钥 id＿rsa.pub追加到 authorized＿
keys文件中，因为authorized＿keys用于保存所有允许以当前用户身份登录到 ssh客户端用户
的公钥内容。可以通过 “cat～／.ssh／id＿rsa.pub＞＞～／.ssh／authorized＿keys”命令来实现。

（3）测试SSH能否免密码登录，在命令终端输入：“sshlocalhost”命令，下面的提示信
息显示系统已可以免费登录SSH。

    

（4）按照上面的步骤，在第二、三台机器上的命令终端执行同样的命令，在各自的／
root／.ssh目录下生成各自的私钥和公钥 （这里我们假设1～3台机器的名字分别为 Master、
Slave1、Slave2）。此时在 Slave1结点上执行 “scpid＿rsa.pubroot＠Master：／root／.ssh／id＿
rsa.pub.slave1”命令，在Slave2结点的终端执行 “scpid＿rsa.pubroot＠Master：／root／.ssh／id
＿rsa.pub.slave2”命令，把各自的 id＿rsa.pub传给 Master。在 Master机器上检查 Slave1和
Slave2的公钥是否复制过来，此时发现Slave1和Slave2结点的公钥已经传输过来。

    

（5）在Master结点上把Slave1和Slave2结点发过来的公钥都追加到authorized＿keys文件
里，命令终端输入：“catid＿rsa.pub.Slave1＞＞authorized＿keys”和 “catid＿rsa.pub.Slave2＞＞
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authorized＿keys”。
（6）将Master结点的公钥信息authorized＿keys文件复制到 Slave1和 Slave2结点的／root／

.ssh目录下，Master结点的命令终端输入以下命令：

    scpauthorized＿keysroot＠Slave1：／root／.ssh／authorized＿keys
scpauthorized＿keysroot＠Slave2：／root／.ssh／authorized＿keys

（7）此时Master结点通过 SSH访问 Slave1和 Slave2结点已经不需要密码了，同样地，
Slave1或者Slave2通过SSH访问其他两个结点也不需要密码了。

2.1.5  安装 Hadoop和搭建 Hadoop分布式集群

1.安装Hadoop
（1）下载Hadoop（笔者使用的版本是hadoop－2.4.1），并解压到自己创建的目录下。

    

（2）在／hadoop－2.4.1／etc／hadoop／hadoop－env.sh文件中配置 JDK的安装信息，配置
内容如下：

    

（3）为了方便我们开机启动后也可以立即使用 Hadoop的 bin目录下的相关命令，可以
把hadoop的bin目录配置到 “～／.bashrc”文件中，修改后的文件内容为：

    

保存并退出，使用 source～／.bashrc命令使配置信息生效。
2.配置Hadoop分布式集群
（1）在／etc／hostname文件中修改主机名，并在 ／etc／hosts文件中配置主机名和 IP地址

的对应关系。可以在命令终端使用 ifconfig命令查看当前机器的IP地址。在这里考虑到我们
最终是为了构建 Spark集群，所以三台机器的主机名定为：SparkMaster、SparkWorker1、
SparkWorker2。如果修改完三台机器各自的／etc／hostname文件后，主机的名字没有生效，重
新启动系统后就可以了。
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（2）在hadoop的目录下用 mkdir命令创建namenode和datanode目录：tmp、hdfs、hdfs／
data、hdfs／name。

（3）修改SparkMaster的配置文件
1）修改core－site.xml文件，修改后的内容为：

    

2）修改mapred－site.xml文件，修改后的内容为：

    

3）修改hdfs－site.xml文件，把 “dfs.replication”的值设为2，这样数据就会有两份副
本。修改后的内容为：
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4）修改masters和slaves文件的内容，在 masters文件里，把 “localhost”改为 “Spark-
Master”，slaves文件的内容修改后为：

    

（4）将SparkMaster结点上Hadoop的所有文件通过pssh复制到另外两个结点上去。在终
端输入命令：.／pssh－hhost.txt－r／usr／local／hadoop。

（5）进入SparkWorker1、SparkWorker2检查Hadoop的文件内容。
3.测试Hadoop分布式集群
（1）在 SparkMaster结点格式化集群的文件系统，在命令终端输入：hadoopnamenode

－format
（2）启动Hadoop集群，进入Hadoop的sbin目录，然后在shell命令终端输入：.／start－

all.sh命令，可以看到SparkMaster、SparkWork1以及SparkWorker2全部已经启动。

    

（3）通过JPS命令查看一下各个结点的进程信息：

    

     

在SparkMaster结点出现了进程ID为4433的 NameNode，SparkWorker1结点出现了进程
ID为2444的 DataNode，以及 SparkWorker2结点出现了进程 ID为2193的 DataNode。此时
Wadoop分布式集群搭建完成。

12



2.2 Spark安装和集群部署

2.2.1  安装 Scala

（1）Spark官方对配套的Scala版本有规定，所以要根据自己的实际情况来选择Scala的
版本，笔者这里下载的是scala－2.11.4。Scala安装包的官方下载地址是：http：／／www.scala
－lang.org／download／。
（2）下载Scala安装包之后对其进行解压，并把解压后的文件存放到自己新创建的目录

下面。

（3）修改环境变量，打开 “～／.bashrc”文件，配置 Scala的环境变量。保存并退出，
并使用 “source～／.bashrc”命令使配置文件的修改生效。

    

（4）在命令终端输入 “scala－version”可以查看Scala的版本信息。

    

（5）在命令终端输入 “scala”后就进入了Scala的命令交互界面。

    

（6）由于Spark需要运行在三台机器上，另外两台同样需要安装Scala，在这里可以使用
“scp”命令把SparkMaster机器上的Scala的安装目录和 “～／.bashrc”文件都复制到另外两
台机器相同的目录下。安装好后，记得测试一下Scala的安装效果。

2.2.2  安装 Spark和集群部署

Spark需要运行在三台机器上，这里先安装 Spark到 SparkMaster这台机器上，另外两台

22



的安装方法一样，也可以使用SSH的 “scp”命令把SparkMaster机器上的安装好的Spark目
录复制到另外两台机器相同的目录下。

（1）从Spark官网下载Spark安装包，笔者用的是 spark－1.1.0。下载完后解压，并存
放到自己指定的存储目录下：

    

（2）配置环境变量，打开 “～／.bashrc”文件，添加 “SPARK＿HOME”，并把 Spark的
bin目录添加到PATH中：

    

保存并退出，并使用 “source～／.bashrc”命令使配置文件的修改生效。
（3）配置Spark。需要配置spark－env.sh文件和slaves文件，首先需要在当前目录下复

制spark－env.sh.template文件为spark－env.sh文件，如下所示：

    

用vim打开spark－env.sh文件，配置的内容如下：
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保存并退出后，记得使配置信息生效。配置信息所表示的意义分别为：

1）JAVA＿HOME指的是Java的安装目录；
2）SCALA＿HOME指的是Scala的安装目录；
3）HADOOP＿HOME指的是Hadoop的安装目录 （或者说HDFS的部署路径，因为Spark

需要和HDFS中的结点在一起工作）；
4）HADOOP＿CONF＿DIR指的是Hadoop集群的配置文件的目录；
5）SPARK＿MASTER＿IP指的是Spark集群的Master结点的IP地址；
6）SPARK＿WORKER＿MEMORY指的是每个 Worker结点能够最大分配给 Exectors的内

存大小；

7）SPARK＿WORKER＿CORES指的是每个Worker结点所占有的CPU核数目。
8）SPARK＿WORKER＿INSTANCE指的是每台机器上开启的Worker结点的数目。
接下来配置slaves文件，把Worker结点的主机名都添加进去，修改后的内容为：

    

可以看到我们只设置了两台机器作为工作结点。

（4）SparkWorker1和SparkWorker2采用与 SparkMaster结点相同的安装配置，可以使用
SSH通信直接复制Spark的安装目录和 “～／.bashrc”文件到另外两台机器相同的目录下，
这里不再详解。

（5）启动并测试集群的状况。
1）当前我们只使用Hadoop的HDF文件系统，所以可以只启动Hadoop的HDFS文件系

统。进入Hadoop的sbin目录下，然后在shell命令终端输入：.／start－dfs.sh命令，可以看
到SparkMaster启动了 namenodes，SparkWorker1和 SparkWorker2都启动了 datanode，表示
HDFS文件系统已经启动。

    

2）用Spark的sbin目录下的 “start－all.sh”命令启动 Spark集群，这里需要注意的是
在命令终端必须写成 “.／start－all.sh”，因为在 Hadoop的 sbin目录下也有一个 “start－
all.sh”可执行文件。
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3）此时使用JPS在SparkMaster结点、SparkWorker1和SparkWorker2结点分别可以查看
到新开启的Master和Worker进程。

    

4）可以进入Spark的WebUI页面，访问 “SparkMaster：8080”，如图2－18所示 （8080
为Spark的WebUI监听端口，7077是Spark集群的Master的内部监听端口）。

图2－18 SparkMaster的WebUI

从图2－18可以看出有两个正在运行的Worker结点。
5）进入Spark的bin目录 （当然因为我们已经把 Spark的 bin目录设置在 ～／.bashrc文

件中，可以直接在其他目录下使用 spark－shell命令），使用 “spark－shell”命令可以进入
spark－shell控制台：
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我们也可以在WebUI页面输入 “http：／／SparkMaster：4040”从 Web的角度了解 Spark
－Shell（如图2－19所示）。

图2－19 Spark－Shell的WebUI页面

这时，Spark集群部署成功，下面进行集群的测试。

2.3 测试 Spark集群

2.3.1  通过 Spark提供的示例 LocalPi测试 Spark集群

该示例是用Spark的run－example命令在Spark集群里运行示例LocalPi，最终打印Pi的
一个大约的值到Shell控制台。

（1）启动Spark集群和SparkShell。
（2）进入Spark的bin目录下，用run－example命令运行 Spark自带的示例 LocalPi，该

示例的源码如下：
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    packageorg.apache.spark.examples
importscala.math.random
importorg.apache.spark.＿
importorg.apache.spark.SparkContext.＿
objectLocalPi｛
 defmain（args：Array［String］）｛
  varcount＝0
  for（i＜－1to100000）｛
   valx＝random* 2－1
   valy＝random* 2－1
   if（x*x＋y*y＜1）count＋＝1
  ｝
println（＂Piisroughly＂＋4* count／100000.0）
 ｝
｝

在SparkMaster结点的Spark的bin目录下输入以下命令：

    

从运行结果看到在Shell控制台打印出了 “Piisroughly3.12928”。

2.3.2  通过 SparkShell测试 Spark集群

该示例是在SparkShell中，对从HDFS文件系统加载进来的README.md文件进行一系
列的操作，最终求出 “Spark”这个单词在文件中一共出现了多少次。详细操作步骤如下：

（1）启动Spark集群和SparkShell。
（2）在SparkMaster重新开启一个命令终端，把Spark安装目录下的 “README.md”文

件复制到HDFS系统的data文件目录下。

    

此时查看一下Web控制台，可以发现文件已经成功上传上去了 （如图2－20所示）：

图2－20 HDFS中保存的README.md文件

（3）在启动SparkShell之后，会看到一个sc，这个sc指的是SparkContext，它是把代码
提交到集群或者本地的通道。SparkShell启动的时候会自动帮我们生成sc。
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（4）在SparkShell下编写代码，运行刚上传到HDFS的 “README.md”文件。

    

从执行结果中，可以看到 “Spark”这个词一共出现了21次。
此时查看SparkShell的Web控制台 （如图2－21所示），可以看到我们提交了一个任务

并成功完成。

图2－21 任务运行状况

单击这个完成的任务的 Description选项，可以看到它执行的详细情况 （如图 2－22
所示）。 
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图2－22 任务执行的详细情况

思考题

1.SSH免密码登录如何配置？
2.Spark集群如何启动？如何通过 SparkShell提交任务给集群？如何在 WebUI中查看

Spark任务的运行状况？
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3.1 RDD介绍

3.1.1  RDD是 Spark的核心抽象

弹性分布式数据集 （RDD，ResilientDistributedDatasets），是 Spark的核心抽象，是对
分布式内存的抽象使用，它表示已被分区、只读的、并提供了一组丰富的操作方式来操作这

些数据集合。这些数据集的全部或部分可以缓存在内存中，在多次计算间重复使用，省去了

大量的磁盘 IO操作。在这些操作中，诸如 map、flatMap、filter等转换操作很好地契合了
Scala的集合操作。除此之外，RDD还提供了诸如join、groupBy、reduceByKey等更为方便的
操作，以支持常见的数据运算。

RDD具备像MapReduce等数据流模型的容错特性，允许用户在大型集群上执行基于内
存的计算。现有的数据流系统对两种应用的处理并不高效：一是迭代式算法，这在图应用和

机器学习领域很常见，二是交互式数据挖掘工具。这两种情况下，将数据保存在内存中能够

极大地提高性能。为了有效地实现容错，RDD提供了一种高度受限的共享内存，即RDD只
能基于在稳定物理存储中的数据集和其他已有的 RDD上的执行批量操作 （如 map、join和
groupby）来创建，但是这些限制使得实现容错的开销很低。与分布式共享内存系统需要付
出高昂代价的检查点和回滚机制不同，RDD通过Lineage机制来重建丢失的分区：一个RDD
中包含了如何从其他RDD衍生 （计算）出本RDD所必需的相关信息 （即Lineage），据此可
以从物理存储的数据计算出相应的RDD分区，从而不需要检查点操作就可以重构丢失的数
据分区。尽管RDD不是一个通用的共享内存抽象，但却具备了良好的描述能力、可伸缩性
和可靠性，能够广泛适用于数据并行类应用。

通常来讲，针对数据处理有几种常见模型，包括：迭代计算 （IterativeAlgorithms）、交
互式查询 （RelationalQueries）、批处理 （MapReduce）、实时流处理 （StreamProcessing）。
例如 HadoopMapReduce采用了 MapReduces模型，Storm则采用了 StreamProcessing模型。
RDD混合了这四种模型，使得 Spark可以应用于大多数大数据处理场景，图 3－1展示了
Spark基于RDD的编程模型。

图3－1 Spark基于RDD应对多种大数据处理场景

3.1.2  RDD的特征

简单地说，每个RDD都包含有如下特点：
（1）一组RDD分区 （partition，即数据集的原子组成部分）。
（2）计算每个分片的函数 （根据父RDD计算出此RDD）。
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（3）对父RDD的一组依赖，这些依赖描述了 RDD的 Lineage，依赖还具体分为窄依赖
和宽依赖，但并不是所有的RDD都有依赖。

（4）key－value型的RDD是根据哈希算法来分区的，这是一个可选项 （可选项就是可

以指定也可以不指定，不指定时使用默认的），可以由 RDD的具体子类来指定自己的分区
类型。

（5）每一个分片的优先计算位置 （preferredlocation），这是一个可选项，可以由 RDD
的具体子类来指定自己的优先计算位置。

表3－1总结了每个RDD的核心内部接口：

表3－1 RDD的核心内部接口

Spark中RDD的内部接口

操  作 含  义

getPartitions（） 返回一组Partition对象，即一个Partition类型的数组

getPreferredLocations（p） 根据数据存放的位置，返回分区p在哪些结点访问更快

getDependencies（） 返回依赖关系的一个集合

compute（split，context） 对RDD的每个Partition进行计算

partitioner（） 返回RDD是否hash／range分区的元数据信息

RDD作为数据结构，本质上是一个只读的分区记录集合。一个 RDD可以包含多个分
区，每个分区就是一个dataset片段，RDD可以相互依赖。如果RDD的每个分区最多只能被
一个ChildRDD的一个分区使用，则称之为narrowdependency；若多个 ChildRDD分区都可
以依赖，则称之为widedependency。不同的操作依据其特性，可能会产生不同的依赖。例如
map操作会产生narrowdependency，而join操作则产生wide（shuffle）dependency（如图3－2
所示）。

图3－2 RDD依赖图

3.2 RDD的操作分类

Spark用Scala语言实现了RDD的API。Scala是一种基于JVM的静态类型、函数式、面
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向对象的语言。Spark选择Scala是因为它简洁 （特别适合交互式使用）、有效 （因为是静态

类型）。下面就来介绍常用的RDD操作。

3.2.1  输入操作

在Spark程序运行中，RDD的数据既可以由并行Scala集合转化而来 （如通过parallelize
方法输入 Scala集合数据），也可以从外部文件存储系统获取 （如通过 textFile方法读取
HDFS上的数据等）。
1.Scala集合转换输入
SparkContext提供了parallelize（）和makeRDD（）两个方法从Scala集合中生成RDD，不同

的一点是makeRDD方法还提供了一个可以指定每一个分区preferredLocations参数的实现。

    defparallelize［T］（seq：Seq［T］，numSlices：Int＝defaultParallelism）（implicitarg0：ClassTag
［T］）：RDD［T］

  DistributealocalScalacollectiontoformanRDD.

defmakeRDD［T］（seq：Seq［T］，numSlices：Int＝defaultParallelism）（implicitarg0：ClassTag

［T］）：RDD［T］

  DistributealocalScalacollectiontoformanRDD.

下面是在Spark交互式工具SparkShell上的演示代码：
通过SparkContext的parallelize方法，把Scala集合转换成了ParallelCollectionRDD。

    

对于parallelize方法，还可以设置参数numSlices，该参数表示对数据集进行切片，每个
分片启动一个Task进行处理。下面代码中parallelize方法中的2表示的切片为2。

    

通过makeRDD方法生成了一个 ParalleCollectionRDD，在这个 RDD的 preferredLocations
方法中可以通过指定每个分区值的最优存放位置。

    

在以上的代码中，我们指定了Range（1，2，3，4，5）的最优存放位置是 List（host1，host2），
由makeRDD方法生成的rdd2，它的partitions（0）指的就是 Range（1，2，3，4，5），当调用 rdd2
的preferredLocations方法时得出Range（1，2，3，4，5）的最优存储位置是List（host1，host2）。
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2.外部文件存储系统输入
Spark的生态系统与Hadoop是完全兼容的，所以也支持与 Hadoop相关的文件类型或者

数据库类型。另外，Spark为了能够兼容Hadoop新旧两个的版本，也提供了两套输入操作接
口，这些接口主要包含以下四个参数：

a.输入格式 （InputFormat）：指定数据输入的类型，如TextInputFormat等。
b.键类型：指定［K，V］键值对中的K的类型。
c.值类型：指定［K，V］键值对中的V的类型。
d.分区值：指定由外部存储生成的RDD的 partition数量的最小值，如果没有指定，系

统会使用默认值defaultMinSplits。
（1）使用textFile方法可以将本地文件或 HDFS文件转换成 RDD，如果要读取本地文

件，各个结点都要有该文件，或者使用网络共享文件。它支持整个文件目录读取，如 text-
File（“／my／directory”）。它也支持压缩文件读取，比如 textFile（“／my／directory／*.gz”）。还
支持通配文件读取，如 textFile（“／my／directory／*.txt”）。对于 textFile方法而言，只有 path
这个指定文件路径的参数，minPartittion参数在系统内部指定了默认值。

    deftextFile（path：String，minPartitions：Int＝defaultMinPartitions）：RDD［String］
  ReadatextfilefromHDFS，alocalfilesystem（availableonallnodes），oranyHadoop－supported
filesystemURI，andreturnitasanRDDofStrings.

（2）hadoopFile方法可以从Hadoop相关的文件系统读取文件。

    defhadoopFile［K，V，F＜：InputFormat［K，V］］（path：String）（implicitkm：ClassTag［K］，vm：
ClassTag［V］，fm：ClassTag［F］）：RDD［（K，V）］
  SmarterversionofhadoopFile（）thatusesclasstagstofigureouttheclassesofkeys，valuesandthe
InputFormatsothatusersdon＇tneedtopassthemdirectly

（3）newAPIHadoopFile方法是针对Hadoop的新API提供的读取输入数据的方法。

    defnewAPIHadoopFile［K，V，F＜：InputFormat［K，V］］（path：String，fClass：Class［F］，kClass：
Class［K］，vClass：Class［V］，conf：Configuration＝hadoopConfiguration）：RDD［（K，V）］
  GetanRDDforagivenHadoopfilewithanarbitrarynewAPIInputFormatandextraconfiguration
optionstopasstotheinputformat.

（4）对于有很多小文件需要处理的情况来说，Spark也提供了 wholeTextFiles方法来支
持。这个方法返回的结果是键值对。键是文件名，值是文件内容。

    defwholeTextFiles（path：String，minPartitions：Int＝defaultMinPartitions）：RDD［（String，
String）］
  ReadadirectoryoftextfilesfromHDFS，alocalfilesystem（availableonallnodes），oranyHa-
doop－supportedfilesystemURI.

下面简单演示Spark用textFile方法从HDFS文件系统上读取数据，然后使用 count方法
统计一下该文件的行数。
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可以看到，我们调用sc（SparkContext的实例）的textFile方法从HDFS文件系统加载了一
个README.md文件，然后调用RDD（变量line）的count方法得出该文件一共有141行。

3.2.2  转换操作

转换操作是SparkRDD的两大核心操作之一，它使用了链式调用的设计模式，对一个
RDD进行计算后，变换成另外一个RDD，然后这个RDD又可以进行另外一次转换。这个过
程是分布式的，它必须等行动操作 （action）出现后，才真正触发 Spark提交作业，开始执
行计算。对于转换操作，可以分为两类：一类是对 Value型数据进行的操作，一类是对
Key－Value类型进行的操作。
1.Value型数据转换操作
（1）map方法将原来RDD中类型为T的元素，通过map中的用户自定义函数 f一对一

地映射为U类型的元素。新产生的RDD的实际类型是MappedRDD。

    defmap［U］（f：（T）⇒U）（implicitarg0：ClassTag［U］）：RDD［U］
ReturnanewRDDbyapplyingafunctiontoallelementsofthisRDD.

（2）mapPartitions与map转换操作类似，只不过映射函数的输入参数由 RDD中的每一
个元素变成了RDD的中的每一个分区的迭代器，在函数中通过这个分区的迭代器对整个分
区的元素进行操作。最后生成的MapPartitionRDD。

    defmapPartitions［U］（f：（Iterator［T］）⇒ Iterator［U］，preservesPartitioning：Boolean＝false）
（implicitarg0：ClassTag［U］）：RDD［U］
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ReturnanewRDDbyapplyingafunctiontoeachpartitionofthisRDD.

（3）mapPartitionsWithIndex和 mapPartitions基本类似，只是输入参数多了一个分区的
TaskContext。一个TaskContext对象包含一个StageId和一个PartitionId。

    DeveldefmapPartitionsWithContext［U］（f：（TaskContext，Iterator［T］）⇒ Iterator［U］，pre-
servesPartitioning：Boolean＝false）（implicitarg0：ClassTag［U］）：RDD［U］

ReturnanewRDDbyapplyingafunctiontoeachpartitionofthisRDD.

（4）zip方法的功能是将两个 RDD组成后成键值对 （Key－Value）形式的 RDD，这里
默认两个RDD的partition数量以及元素数量都相同。

    defzip［U］（other：RDD［U］）（implicitarg0：ClassTag［U］）：RDD［（T，U）］
ZipsthisRDDwithanotherone，returningkey－valuepairswiththefirstelementineachRDD，sec-

ondelementineachRDD，etc

（5）union方法是将两个RDD集合中的数据进行合并，返回两个RDD的并集。使用 u-
nion需要注意的是要保证两个RDD的数据类型一致，保存所有的元素，并不会去掉重复的
元素。

    defunion（other：RDD［T］）：RDD［T］
ReturntheunionofthisRDDandanotherone.

（6）distinct方法是将RDD执行去重操作，操作的结果是有重复的元素只保留一份。

    defdistinct（）：RDD［T］
ReturnanewRDDcontainingthedistinctelementsinthisRDD.

（7）filter方法是对RDD中的元素进行过滤操作，对RDD中的每个元素应用f函数，返
回值为true的元素保留，返回值为false的元素将被过滤掉，最后生成一个FilteredRDD。

    deffilter（f：（T）⇒Boolean）：RDD［T］
ReturnanewRDDcontainingonlytheelementsthatsatisfyapredicate.

（8）toDebugString方法是用来描述 RDD和它依赖的父 RDD之间的关系的，我们在
spark－shell中经常会用到，来查看一个 RDD的产生在中间经过了那些显性和隐性的 trans-
formation操作。

    deftoDebugString：String
AdescriptionofthisRDDanditsrecursivedependenciesfordebugging.

（9）三个 substact方法都相当于进行集合的差操作，RDD1去除 RDD1和 RDD2交集中
的所有元素。

第一个subtract中的参数Partitioner表明可以选用Hash或者Range分区，第二个substact
方法中的numPartition表示可以指定分区个数，第三个subtract方法使用的是RDD1默认的分
区数。

    defsubtract（other：RDD［T］，p：Partitioner）（implicitord：Ordering［T］＝null）：RDD［T］
ReturnanRDDwiththeelementsfromthisthatarenotinother.
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defsubtract（other：RDD［T］，numPartitions：Int）：RDD［T］
ReturnanRDDwiththeelementsfromthisthatarenotinother.

defsubtract（other：RDD［T］）：RDD［T］
ReturnanRDDwiththeelementsfromthisthatarenotinother.

（10）coalesce和repartition方法都是对 RDD分区的重新划分。repartition只是 coalesce
方法中shuffle为true的简易实现。Shuffle为 true的情况指的是的需要重新划分成的分区个
数比原来的RDD的分区个数多。

    defcoalesce（numPartitions：Int，shuffle：Boolean＝false）（implicitord：Ordering［T］＝null）：RDD
［T］

ReturnanewRDDthatisreducedintonumPartitionspartitions.

defrepartition（numPartitions：Int）（implicitord：Ordering［T］＝null）：RDD［T］
ReturnanewRDDthathasexactlynumPartitionspartitions.

（11）sample方法是将 RDD集合中的元素进行采样，返回原来元素的一个子集。用户
可以通过传参设定是否有放回的抽样、百分比、随机种子，进而决定采用何种抽样方式。

    defsample（withReplacement：Boolean，fraction：Double，seed：Long＝Utils.random.nextLong）：
RDD［T］

ReturnasampledsubsetofthisRDD.

（12）preferredLocations方法可以通过传入的参数split来指定RDD的优先计算位置。

    finaldefpreferredLocations（split：Partition）：Seq［String］
Getthepreferredlocationsofapartition（ashostnames），takingintoaccountwhethertheRDDisch-

eckpointed.

（13）这三个intersection方法都是指返回两个 RDD的交集，并且交集中不会包含相同
的元素。第一个带参数 numPartitions的 intersection方法可以指定分区大小，第二个带参数
Partitioner的intersection方法可以选择采用Hash分区还是Range分区，第三个intersection方
法的分区大小使用的调用它的RDD的分区大小。

    defintersection（other：RDD［T］，numPartitions：Int）：RDD［T］
ReturntheintersectionofthisRDDandanotherone.

defintersection（other：RDD［T］，partitioner：Partitioner）（implicitord：Ordering［T］＝null）：
RDD［T］

ReturntheintersectionofthisRDDandanotherone.

defintersection（other：RDD［T］）：RDD［T］
ReturntheintersectionofthisRDDandanotherone.

（14）groupBy指的是将元素通过函数 f生成相应的 Key，数据格式就转换为键值对
（key－value）形式，之后将Key相同的元素分为一组。
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    defgroupBy［K］（f：（T）⇒K，numPartitions：Int）（implicitkt：ClassTag［K］）：RDD［（K，Iterable
［T］）］

ReturnanRDDofgroupedelements.

（15）glom方法是将RDD中的每一个分区中类型为 T的元素转换成数组 Array［T］，最
后返回的RDD类型是GlommedRDD。

    defglom（）：RDD［Array［T］］
ReturnanRDDcreatedbycoalescingallelementswithineachpartitionintoanarray.

（16）flatMap方法则是将原来 RDD中的每个元素通过函数 f转换为新的元素，并将生
成的RDD的每个集合中的元素合并为一个集合。

    defflatMap［U］（f：（T）⇒TraversableOnce［U］）（implicitarg0：ClassTag［U］）：RDD［U］
ReturnanewRDDbyfirstapplyingafunctiontoallelementsofthisRDD，andthenflatteningthere-

sults.

（17）randomSplit方法是根据参数weights权重将一个RDD切分成多个RDD。

    defrandomSplit（weights：Array［Double］，seed：Long＝Utils.random.nextLong）：Array［RDD
［T］］

RandomlysplitsthisRDDwiththeprovidedweights.

2.Key－Value型RDD转换操作
（1）mapValue方法和flatMapValue方法是对 ［Key－Value］类型的数据中的 V值分别

进行map操作和flatMap操作。

    defmapValues［U］（f：（V）⇒U）：RDD［（K，U）］
Passeachvalueinthekey－valuepairRDDthroughamapfunctionwithoutchangingthekeys；this

alsoretainstheoriginalRDD’spartitioning.

defflatMapValues［U］（f：（V）⇒TraversableOnce［U］）：RDD［（K，U）］
Passeachvalueinthekey－valuepairRDDthroughaflatMapfunctionwithoutchangingthekeys；

thisalsoretainstheoriginalRDD’spartitioning

（2）partitionBy方法是对 RDD进行分区操作。如果原有 RDD的分区器和现在分区器
（partitioner）一致，则不重新分区。如果不一致，则会根据分区器生成一个新的 Shuffle-
dRDD。

    defpartitionBy（partitioner：Partitioner）：RDD［（K，V）］
ReturnacopyoftheRDDpartitionedusingthespecifiedpartitioner.

（3）combineByKey方法是将RDD［K，V］转换成返回类型RDD［K，C］，createCombiner负
责如何将value转换成 combine的输入 C，mergeCombiners定义如何合并两个 C，mergeValue
定义如何将新来的V与已有的C合并，partitioner指定分区，MapSideCombine指定是否需要
在Map端进行combine操作。

    defcombineByKey［C］（createCombiner：（V）⇒C，mergeValue：（C，V）⇒C，mergeCombiners：
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（C，C）⇒C）：RDD［（K，C）］
SimplifiedversionofcombineByKeythathash－partitionstheresultingRDDusingtheexistingparti-

tioner／parallelismlevel.

defcombineByKey［C］（createCombiner：（V）⇒C，mergeValue：（C，V）⇒C，mergeCombiners：
（C，C）⇒C，numPartitions：Int）：RDD［（K，C）］

SimplifiedversionofcombineByKeythathash－partitionstheoutputRDD.

defcombineByKey［C］（createCombiner：（V）⇒C，mergeValue：（C，V）⇒C，mergeCombiners：
（C，C）⇒C，partitioner：Partitioner，mapSideCombine：Boolean＝true，serializer：Serializer＝
null）：RDD［（K，C）］

Genericfunctiontocombinetheelementsforeachkeyusingacustomsetofaggregationfunctions.

（4）reduceByKey方法在一个（K，V）对的数据集上使用时，返回一个（K，V）对的数据
集，key相同的值，都被使用指定的 reduce函数聚合到一起。在 reduceByKey方法内部会继
续调用 combineByKey［C］（createCombiner：（V）⇒C，mergeValue：（C，V）⇒C，mergeCom-
biners：（C，C）⇒C，numPartitions：Int）：RDD［（K，C）］方法，numPartitions会被包装成 new
HashPartitioner（numPartitions）。

    defreduceByKey（func：（V，V）⇒V，numPartitions：Int）：RDD［（K，V）］
Mergethevaluesforeachkeyusinganassociativereducefunction.

（5）foldByKey方法类似于 reduceByKey方法，只是在 reduce函数聚合的时候可能会加
上zeroValue的值。

    deffoldByKey（zeroValue：V，numPartitions：Int）（func：（V，V）⇒V）：RDD［（K，V）］
Mergethevaluesforeachkeyusinganassociativefunctionandaneutral＂zerovalue＂whichmaybe

addedtotheresultanarbitrarynumberoftimes，andmustnotchangetheresult（e.

（6）groupByKey方法在一个由（K，V）对组成的数据集上调用，返回一个 （K，Seq［V］）
对的数据集。在 groupByKey方法内部也是使用了 comBineByKey方法来完成操作最终的实
现，在groupByKey方法内部首先会将 createCombiner、mergeValue和 mergeCombiners这三个
函数具体化，然后再将这三个函数作为参数传递给groupByKey方法内部的 comBineByKey方
法。下面是createCombiner、mergeValue和mergeCombiners这三个函数的具体实现：

    defcreateCombiner（v：V）＝ArrayBuffer（v）
defmergeValue（buf：ArrayBuffer［V］，v：V）＝buf＋＝v
defmergeCombiners（b1：ArrayBuffer［v］，b2：ArrayBuffer［v］＝b1＋＋＝b2）

bufs＝combineByKey［Arraybuffer［V］］（）。逻辑是将同一个Key的value简单地放到一个
ArrayBuffer里，最后返回bufs.asInstanceOf［RDD［（K.Seq［V］）］］

    defgroupByKey（numPartitions：Int）：RDD［（K，Iterable［V］）］
GroupthevaluesforeachkeyintheRDDintoasinglesequence.

（7）当有两个key－Value类型的元素（K，V）和（K，W）时，cogroup方法返回的是（K，Seq
［V］，Seq［W］）的集合的迭代器，numPartitions为并发的任务数。
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    defcogroup［W］（other：RDD［（K，W）］，numPartitions：Int）：RDD［（K，（Iterable［V］，Iterable
［W］））］

Foreachkeykinthisorother，returnaresultingRDDthatcontainsatuplewiththelistofvaluesfor
thatkeyinthisaswellasother.

（8）join方法是对两个需要连接的RDD进行cogroup操作，然后对每个key下的元素进
行笛卡尔积操作，返回的结果再展平。

    defjoin［W］（other：RDD［（K，W）］，numPartitions：Int）：RDD［（K，（V，W））］
ReturnanRDDcontainingallpairsofelementswithmatchingkeysinthisandother.

（9）leftOutJoin方法与join方法一样，都是针对RDD［K，V］中K值相等的连接操作，分
别对应于左外连接和内连接，最终都会调用cogroup函数来实现。

    defleftOuterJoin［W］（other：RDD［（K，W）］，numPartitions：Int）：RDD［（K，（V，Option
［W］））］

Performaleftouterjoinofthisandother.

（10）SortByKey方法是按照 Key的大小进行排序，默认是升序的方式排序，如果想降
序排序，设置Boolean为false。

    defsortByKey（ascending：Boolean＝true，numPartitions：Int＝self.partitions.size）：RDD［（K，V）］
SorttheRDDbykey，sothateachpartitioncontainsasortedrangeoftheelements.

3.2.3  行动操作

Action操作是和transformation操作相对应的另外一种RDD的核心操作，在Spark的程序
运行中，每调用一次Action操作，都会触发一次Spark的作业提交并返回相应的结果。从目
前Spark提供的API来看，Action操作可以分为以下两种类型：

（1）Action操作将标量或者集合返回给 Spark的客户端程序，比如返回 RDD中数据集
的数量或者是返回RDD中的一部分符合条件的数据。

（2）Action操作将RDD直接保存到外部文件系统或者数据库中，比如将 RDD保存到
HDFS文件系统中。
1.Scala集合标量Action操作
（1）count方法返回RDD中元素的个数。

    defcount（）：Long
ReturnthenumberofelementsintheRDD.

（2）collect方法相当于toArray，toArray已经过时不推荐使用，collect将分布式的 RDD
返回为一个单机的scalaArray数组。

    defcollect（）：Array［T］
ReturnanarraythatcontainsalloftheelementsinthisRDD.

（3）reduce方法相当于对 RDD进行 reduceleft方法的操作。reduceLeft先对两个元素
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Key－Value进行reduce操作，然后将结果和迭代器取出的下一个元素进行 reduce操作，直
到迭代器遍历完所有元素，得到最后结果。

    defreduce（f：（T，T）⇒T）：T
ReducestheelementsofthisRDDusingthespecifiedcommutativeandassociativebinaryoperator.

（4）take方法将RDD作为集合，返回结合中［0，num－1］下标的元素。

    deftake（num：Int）：Array［T］
TakethefirstnumelementsoftheRDD.

（5）first方法返回RDD的第一个元素。

    deffirst（）：T
ReturnthefirstelementinthisRDD.

（6）fold方法是 aggregate的便利接口，其中，op操作既是 seqOp操作也是 combOp操
作，且最终的返回类型也是T，即与RDD中的每一个元素的类型是一样的。

    deffold（zeroValue：T）（op：（T，T）⇒T）：T
Aggregatetheelementsofeachpartition，andthentheresultsforallthepartitions，usingagivenasso-

ciativefunctionandaneutral＂zerovalue＂.

（7）foreach方法在数据集的每一个元素上，运行函数f。这通常用于更新一个累加器变
量，或者和外部存储系统做交互。

    defforeach（f：（T）⇒Unit）：Unit
AppliesafunctionftoallelementsofthisRDD.

（8）lookup方法是针对Key－Value类型的操作，对于给定的值，返回与此键值对应的
所有值。

    deflookup（key：K）：Seq［V］
ReturnthelistofvaluesintheRDDforkeykey.

（9）takeOrdered方法返回最小的num个元素，并且在返回的数组中保持元素的顺序。

    deftakeOrdered（num：Int）（implicitord：Ordering［T］）：Array［T］
ReturnsthefirstK（smallest）elementsfromthisRDDasdefinedbythespecifiedimplicitOrdering

［T］andmaintainstheordering.

（10）top方法返回最大的num个元素。

    deftop（num：Int）（implicitord：Ordering［T］）：Array［T］
ReturnsthetopK（largest）elementsfromthisRDDasdefinedbythespecifiedimplicitOrdering

［T］.

（11）aggregate操作主要需要提供两个函数，一个是seqOp函数，其将RDD（RDD中的
每个元素的类型是T）中的每一个分区的数据聚合成类型为U的值。另一个是combOp函数
将各个分区聚合起来的值合并在一起得到最终类型为U的返回值。这里的RDD的元素类型
和返回值的类型U可以为同一个类型。
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    defaggregate［U］（zeroValue：U）（seqOp：（U，T）⇒U，combOp：（U，U）⇒U）（implicitarg0：
ClassTag［U］）：U

Aggregatetheelementsofeachpartition，andthentheresultsforallthepartitions，usinggivencom-
binefunctionsandaneutral＂zerovalue＂.

2.输出数据到外部文件存储系统的Action操作
RDD最后的归宿除了可以返回为集合和标量，也可以存储到外部文件系统或者数据库

中，Spark系统与Hadoop系统是完全兼容的，所以对于 MapReduce所支持的读写文件或者
数据库类型，Spark也同样支持。另外，由于Hadoop的API有新旧两个版本，所有Spark为
了能够兼容Hadoop所有的版本，也提供了两套API。

（1）saveAsObjectFile方法生成包含序列化对象的SequenceFile写到本地或者hadoop文件
系统。

    defsaveAsObjectFile（path：String）：Unit
SavethisRDDasaSequenceFileofserializedobjects.

（2）saveAsTextFile方法将数据集的元素，以 textfile的形式，保存到本地文件系统，
hdfs或者任何其他hadoop支持的文件系统。具体来说，在SaveAsTextFile方法内部会先通过
调用RDD的 map（x＝＞（NullWritable.get（），newText（x.toString）））方法将 RDD中的每个元
素转换为文件中的一行文本，然后在 SaveAsTextFile方法内部会继续调用 saveAsHadoopFile
方法将数据保存到本地文件系统或者Hadoop支持的文件系统。

    defsaveAsTextFile（path：String）：Unit
SavethisRDDasatextfile，usingstringrepresentationsofelements.

（3）saveAsHadoopDataset方法的参数类型JobConf，JobConf是Hadoop的配置对象，Job-
Conf既可以通过它的 setInputFormat方法来指定输入路径集合，也可以通过 setOutputFormat
方法设置任务结果输出路径，所以在这里 saveAsHadoopDataset方法不仅能将 RDD存储到
HDFS文件系统中，也可以将 RDD 存 储 到 其 他 数 据 库 中，如 Hbase、MangoDB、
Cassandra等。

    defsaveAsHadoopDataset（conf：JobConf）：Unit
OutputtheRDDtoanyHadoop－supportedstoragesystem，usingaHadoopJobConfobjectforthat

storagesystem.

（4）saveAsHadoopFile方法支持RDD存储到Hadoop支持的文件系统 （比如HDFS）中。
将RDD保存到Hadoop支持的文件系统中通常情况下考虑五个参数，包括文件保存的路径、
RDD中key的类型，RDD中 value的类型、RDD的输出格式 （outputFormat，如 TextOutput-
Format、SequenceFileOutputFormat），以及参数codec是否需要进行压缩。
1）第一个 saveAsHadoopFile方法中的参数列表中需要传入 path（文件保存的路径）、

keyClass（RDD中key值的类型）、valueClass（RDD中 value值的类型）、outputFormatClass
（RDD的输入格式）以及参数codec的默认值None。

    defsaveAsHadoopFile（path：String，keyClass：Class［＿］，valueClass：Class［＿］，outputFormat-
Class：Class［＿＜：OutputFormat［＿，＿］］，conf：JobConf＝...，codec：Option［Class［＿＜：Com-

24



pressionCodec］］＝None）：Unit

OutputtheRDDtoanyHadoop－supportedfilesystem，usingaHadoopOutputFormatclasssupport-

ingthekeyandvaluetypesKandVinthisRDD.

2）第二个saveAsHadoopFile方法中的参数列表中需要传入 path（文件保存的路径）、
keyClass（RDD中key值的类型）、valueClass（RDD中 value值的类型）、outputFormatClass
（RDD的输入格式）以及参数codec的值。

    defsaveAsHadoopFile（path：String，keyClass：Class［＿］，valueClass：Class［＿］，outputFormat-
Class：Class［＿＜：OutputFormat［＿，＿］］，codec：Class［＿＜：CompressionCodec］）：Unit

OutputtheRDDtoanyHadoop－supportedfilesystem，usingaHadoopOutputFormatclasssupport-

ingthekeyandvaluetypesKandVinthisRDD.

3）第三个saveAsHadoopFile方法中的参数列表中需要传入 path（文件保存的路径）和
参数codec的值。

    defsaveAsHadoopFile［F＜：OutputFormat［K，V］］（path：String，codec：Class［＿＜：Compression-
Codec］）（implicitfm：ClassTag［F］）：Unit

OutputtheRDDtoanyHadoop－supportedfilesystem，usingaHadoopOutputFormatclasssupport-

ingthekeyandvaluetypesKandVinthisRDD.

4）第四个saveAsHadoopFile方法中的参数列表中只需要传入path（文件保存的路径）。

    defsaveAsHadoopFile［F＜：OutputFormat［K，V］］（path：String）（implicitfm：ClassTag［F］）：Unit
OutputtheRDDtoanyHadoop－supportedfilesystem，usingaHadoopOutputFormatclasssupport-

ingthekeyandvaluetypesKandVinthisRDD.

（5）针对新版本HadoopAPI提供了三个action操作，与旧版本的Hadoop的函数使用方
法类似，后两个API支持将RDD保存到HDFS中，而 saveAsNewAPIHadoopDataser则支持所
有MapReduce兼容的输入输出类型。

    defsaveAsNewAPIHadoopDataset（conf：Configuration）：Unit
OutputtheRDDtoanyHadoop－supportedstoragesystemwithnewHadoopAPI，usingaHadoop

Configurationobjectforthatstoragesystem.

defsaveAsNewAPIHadoopFile（path：String，keyClass：Class［＿］，valueClass：Class［＿］，outputFormat-

Class：Class［＿＜：OutputFormat［＿，＿］］，conf：Configuration＝self.context.hadoopConfiguration）：Unit

OutputtheRDDtoanyHadoop－supportedfilesystem，usinganewHadoopAPIOutputFormat（ma-

preduce.

defsaveAsNewAPIHadoopFile［F＜：OutputFormat［K，V］］（path：String）（implicitfm：ClassTag

［F］）：Unit

OutputtheRDDtoanyHadoop－supportedfilesystem，usinganewHadoopAPIOutputFormat（ma-

preduce.
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3.2.4  控制操作

对于控制操作，一般是分为persist操作 （持久化操作）和checkpoint操作。下面我们分
析一下这两种类型的操作。

在Spark中通过对 RDD进行持久化操作可以实现 RDD的容错，针对这一点 Spark有多
种缓存策略，既可以将RDD持久化在内存中，也可以持久化在磁盘中，后续的操作可以重
复使用这些持久化的数据。需要注意的一点是，SparkRDD的持久化操作并没有在原来的
RDD的基础上产生新的RDD，它只是改变了RDD的元数据信息。
1.持久化操作
（1）persist（）方法是把RDD数据缓存到内存。

    defpersist（）：RDD.this.type
PersistthisRDDwiththedefaultstoragelevel（MEMORY＿ONLY）.

（2）persist（newlevel）方法会根据newLevel参数的实际值不同，把数据持久化到不同的
存储介质中。

    defpersist（newLevel：StorageLevel）：RDD.this.type
SetthisRDD＇sstorageleveltopersistitsvaluesacrossoperationsafterthefirsttimeitiscomputed.

（3）cache方法和不传参数的persist（）方法功能一致，因为它的实现就是调用 persist（）
方法，他们都是把RDD数据只缓存到内存中，如果数据溢出，数据将丢失。

    defcache（）：RDD.this.type
PersistthisRDDwiththedefaultstoragelevel（MEMORY＿ONLY）.

（4）unPersis方法对RDD进行标记，解除它的持久化，原来存储在内存和磁盘的数据
将被清除。

    defunpersist（blocking：Boolean＝true）：RDD.this.type
MarktheRDDasnon－persistent，andremoveallblocksforitfrommemoryanddisk.

2.checkpoint操作
checkpoint是将RDD持久化在HDFS中，与persist（如果也持久化在磁盘上）的一个区

别是checkpoint将会切断此RDD之前的依赖关系，而persist方法依然保留着 RDD的依赖关
系。Checkpoint的作用有以下两点：对于一个长时间运行的Spark程序，定期进行checkpoint
操作能有效节省系统资源；checkpoint可以使Spark具有很强的容错能力。

    defcheckpoint（）：Unit
MarkthisRDDforcheckpointing.

3.3 SparkShell下的 SparkAPI编程实践

SparkShell是Spark的交互式脚本 （或者称作交互式工具），是一种学习 API的简单途
径，也是分析数据集交互的有力工具。下面我们演示用SparkShell操作SparkAPI。
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3.3.1  Local模式下实践 map、filter和 collect方法

（1）以Local方式启动SparkShell

    

（2）通过SparkContext提供的 parallelize方法把 Scala的集合转化为 RDD，然后对 RDD
里的数据进行filter操作，最后返回一个单机数组给用户。这里需要注意的是 collect方法不
适合用于操作数据量大的场景，因为它返回的结果是一个单机数组，数据量大的话，会有很

多I／O开销，一般只用Collect方法来进行一些简单的测试。

    

3.3.2  
集群模式下实践 textFile、sortByKey和 saveAstext
File方法

（1）启动HDFS。这里我们的Spark集群只用到了Hadoop的HDFS文件系统，所以没必
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要开启Hadoop的所有功能，只开启HDFS即可。

    

（2）启动 Spark集群。这里需要注意一点：因为在 Hadoop的 sbin目录下，有同样的
“start－all.sh”命令，为了避免冲突，这里输入 “.／start－all.sh”表示当前目录下的命令。

    

（3）让 SparkShell运行在 Spark集群上。通过 Spark－shell附加的参数 master的设置，
就可以使得在spark－shell中运行的程序提交到 Spark集群中。如果想了解更多的 spark－
shell附加参数信息，可以在命令终端输入 “spark－shell－－help”命令进行查看。

    

（4）读取HDFS上的 “README.md”文件，然后对数据进行降序排序，最后用saveAs-
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TextFile操作把结果保存到 HDFS文件的 “output”目录下。Spark的排序功能比 MapReduce
强很多，即使在不使用Spark内存迭代计算优势的情况下，仅仅使用MapReduce十分之一的
计算资源，相同数据的排序上，Spark比MapReduce快了整整三倍。

    

在WebUI中查看计算结果 （如图3－3所示）。可以用 HDFS的合并文件命令把存储到
HDFS的分片文件合并成一个文件，然后在命令终端查看文件内容。

图3－3 保存在HDFS上的计算结果

3.3.3  集群模式下实践union、join、reduce和lookup方法

（1）用parallelize方法从 Scala的集合生成两个 RDD，对 RDD进行 union操作，并用
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collect操作返回一个单机数组。

    

（2）读取HDFS上的 “README.md”文件，执行groupByKey操作，使用collect操作返
回一个单机数组。

    

（3）用parallelize方法从Scala的集合生成两个 RDD，对 RDD进行 join操作，并用 col-
lect操作返回一个单机数组。
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（4）用parallelize方法使Scala的集合生成一个RDD，对 RDD进行 reduce操作 （reduce
本身是一个action操作）。

    

（5）用parallelize方法使 Scala的集合生成一个键值对 RDD，对 RDD进行 lookup操作
（lookup本身是一个action操作）。
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（6）可以用toDeubgString方法调试程序。toDebugString方法是一个常用的调试程序的工
具方法，通过它可以很清晰地查看到RDD之间的相互依赖关系。有时候一个操作方法产生
的不止是一个RDD，在这个过程中，可能系统内部已经生成了其他的RDD。比如在 reduce-
ByKey操作的过程中，一共连续产生了MapPartitionRDD、ShuffledRDD和MapPartitionRDD三
个RDD，而一般我们只看到了最后产生的MapPartitionRDD。

    

3.3.4  搜狗日志数据分析实践

本节所用的数据是来自搜狗实验室的用户查询日志 （SogouQ），该日志数据是搜索引擎
查询日志库设计的为包括约1个月的Sogou搜索引擎部分网页查询需求及用户点击情况的网
页查询日志数据集合。为进行中文搜索引擎用户行为分析的研究者提供基准研究语料。

数据下载地址为：http：／／www.sogou.com／labs／dl／q.html。用户可以根据自己的 Spark
机器配置的实际情况选择下载不同的版本，这里我们使用的是迷你版本的 tar.gz格式的文
件，其大小为211KB，打开该文件，其内容如图3－4所示。

该文件的格式是：访问时间＼t用户ID＼t查询词＼t该URL在返回结果中的排名＼t用户点
击的顺序号＼t用户点击的URL。

用 “hadoopfs－copyFromLocalSogouQ.mini／data”命令把文件复制到HDFS文件系统的
data目录下。从Web控制台看一下该文件 （如图3－5所示）。

下面我们来动手操作搜狗实验室的日志文件：

（1）通过 sc（SparkContext的实例对象）的 textFile方法读取已经上传到 HDFS上的
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图3－4 搜狗日志文件

图3－5 HDFS上存储的SogouQ.mini文件

SogouQ.mini文件，生成一个RDD（变量名称为sougou），然后调用sougou.count来看一下一
共有多少条数据。
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通过以上运行结果的最后一行，我们可以知道加载进来的 SogouQ.mini文件中一共有
2000条数据。

（2）过滤出有效的数据。首先调用sougou.map（＿.split（“＼t”））方法，根据 “＼t”这个
符号对RDD中的每行数据进行切分生成一个字符数组，然后会调用 RDD的 filter方法对切
分后的数据进行过滤，只保留每个字符数组的长度为6的数据，最后会调用RDD的count方
法来统计一下过滤后的数据量。

    

通过以上运行结果，我们知道对加载进来的SogouQ.mini文件进行过滤操作后，满足要
求的数据还是2000条。

（3）获得搜索结果排名和点击结果排名都是第一的数据。搜索结果排名对应的是该文件
中URL在返回结果中的排名，点击结果排名指的是用户点击的顺序号。经过上面第2步过
滤有效数据的操作，我们已经把每行数据切分成一个长度为6的字符数组，要获得搜索结果
排名和点击结果排名都是第一的数据也就是RDD中每个字符数组中第4个元素 （索引为3）
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和第5个元素 （索引为4）的值都为1才满足。因此在下面我们会连续调用两个 filter方法
来对数据进行过滤，然后调用RDD的count来统计满足要求的数据量。

    

经过以上操作，我们发现，搜索结果排名和点击结果排名都是第一的数据一共有

794条。
（4）计算用户查询次数排行榜 （降序），并把结果存储到HDFS文件的 “／data／sgqResult”

目录下。用户的查询次数指的是每个用户一共查询了多少单词，也就是指同样的用户ID一共
查询了多少单词。这里我们在上面第3步生成的rdd3的基础上来计算用户查询次数排行榜，
首先会调用rdd3的map方法把rdd3中的每个字符数组中索引为1的元素通过一个函数生成
key－value型的元组；然后调用RDD的reduceByKey方法对key相同的元素进行求和操作；再
调用map方法调整每个元组中key和value的顺序；接着调用sortByKey方法对交换过key和
value顺序的元组按照key的大小进行降序排序；之后在交换每个元组的key和value的顺序；
最后通过saveAsTextFile方法把操作结果保存到HDFS文件系统中的sgqResult目录下。
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由于我们把运行结果保存到了 HDFS文件系统中，所以在 shell控制台看不到保存后的
文件，需要到Web控制台查看结果 （如图3－6所示）。在HDFS的data目录下存储了名称为
sgqResule的文件

图3－6 查询次数排行榜计算结果sgqResult

这时我们在 shell命令终端通过 Hadoop的命令把 sgqResult目录下的两个文件的内容合
并成一个名称为CombinedResult的文件，然后可以在本地查看该文件。命令如下：

    hdfsdfs－getmergehdfs：／／SparkMaster：9000／data／sgqResult.txtCombinedResultpickedup＿JAVA＿
OPTIONS：－Xms512m －Xmx1024m －XX：PermSize＝1024m

使用 “head”命令查看一下合并后的本地文件内容：

    

head命令本身只能显示10行数据，其中第1列是用户 ID，第2列是用户 ID对应的查
询次数，且查询次数是按降序排列进行存储和显示的。

3.4 基于IntelliJIDEA使用SparkAPI开发应用程序

IntelliJIDEA，是Java语言开发的集成环境，IntelliJ在业界被公认为最好的 Java开发工
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具之一，尤其在智能代码助手、代码自动提示、重构、J2EE支持、Ant、JUnit、CVS整合、
代码审查、创新的GUI设计等方面的功能可以说是超常的。现在它同样是对 Scala语言支持
最好的集成开发环境，也提供了像智能代码助手和各种开发工具等功能。

3.4.1  搭建和设置 IntelliJIDEA开发环境

因为Spark集群在生产中都是部署在Linux系统中，这里我们只讲在Ubuntu下的IntelliJ
IDEA搭建和配置。

（1）安装JDK，在前面的章节我们已经安装成功了JDK，这里不再做介绍。为了获得最
好的支持，JDK的版本一定要是1.6以后的。

（2）安装Scala。Spark对Scala的版本也有一定的要求，所以必须要下载指定的Scala安
装包。前面的章节我们已经安装成功，这里不再做介绍。

（3）安装 IntellijIDEA。下载 IntellijIDEA安装包，因为免费的 “CommunityEdition
FREE”版本完全满足我们开发的需要，所以建议大家选择此种版本。下载好后解压到自己
新建的文件目录中。同时为了方便使用 IntelliJIDEA的 bin命令，建议在 “～／.bashrc”文
件里配置 IntelliJIDEA的环境变量。配置完后记得使用 “source～／.bashrc”命令使配置
生效。

    

（4）在IntelliJIDEA中安装Scala插件。为了在IntelliJIDEA中配置 Scala插件，需要先
打开IntelliJIDEA，在命令终端直接输入以下命令即可打开。

    

在IntelliJIDEA中选择 “Configure”选项→ “Plugins”选项下的 “Browserepositories”按
钮，在弹出的界面中输入“scala”搜索插件，然后点击相应安装按钮进行安装 （如图3－7、
图3－8、图3－9和图3－10所示），最后重启IntelliJIDEA使配置生效。或者通过选择 “File”
菜单→ “Settings”选项，在弹出的界面中搜索 “Plugins”选项，弹出Plugins界面，后面的
步骤跟上一种方法一样。

（5）配置 Spark应用开发的环境。配置 Spark的应用开发环境，主要指的是在建立的
Scala工程里面，把 Spark应用程序所依赖的 Spark的 Jar包、Scala的 Jar包还有安装好的
JDK导入进来。具体步骤是在 IntelliJIDEA中新建一个 ScalaProject（名称可以自己定），
这里我们新建的工程名是 FirstSparkApp。然后选择 “File”选项→ “projectstructure”选
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图3－7 IntelliJIDEA的 “Configure”选项

图3－8 IntelliJIDEA的 “Plugins”选项

图3－9 点击 “Plugins”选项后弹出的界面
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图3－10 安装Scala插件

项→ “Libraries”选项，然后选择 “＋”，导入相应的 Spark和 Scala的 Jar包 （如图3－11
所示）。

图3－11 配置Spark的应用开发环境

JDK的安装也是直接在 “ProjectStructure”界面下点击 “project”选项后，在弹出的对
话框中的 “ProjectSDK”选项里设置即可 （如图3－12所示）。
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图3－12 导入JDK

至此，IntelliJIDEA的Spark开发环境就搭建起来了，下面的小节我们进行在 IntelliJI-
DEA下开发并部署Spark应用程序的实践操作。

3.4.2  在 IntelliJIDEA下开发并部署 Spark应用程序

在这里，我们借用Spark源码的 examples包中提供的应用程序示例 SparkPi，这个示例
就是根据传入ObjectSparkPi的参数值进行计算，然后打印出Pi的大约值。首先我们需要在
IntelliJIDEA中建立一个应用名为 FirstSparkApp的工程，创建过程可以通过选择 “File”菜
单栏→ “NewProject”选项，然后弹出一个NewProject界面，如图3－13所示。

图3－13 创建Scala工程
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接下来我们选择 “Scala”选项，然后点击 “Non－SBT”，最后点击 “Next”按钮，来
完成工程的创建 （如图3－14所示），需要注意的是这里我们以 Non－SBT的方式创建工程，
Maven和SBT的方式我们会在后面的小节讲解。

图3－14 创建Scala工程

在图 3－14中我们需要设置一下 Projectname的值，这里我们设置工程名字是
FirstSparkApp，然后点击 “Finish”按钮，就可以完成工程的创建。

FirstSparkApp工程创建成功后，选择 “File”菜单栏→ “projectstructure”选项→
“Modules”选项，在Sources选项的 src文件夹下再创建两个文件夹，文件夹名为 main和
scala，并且右击这两个文件夹选择source属性来对其进行设置，点击 “OK”按钮完成 （如

图3－15所示）。这样设置的原因是因为这是Spark项目的标准格式。
然后我们就可以在 FirstSparkApp的 src／main／scala文件夹下创建一个名称为 SparkPi的

ScalaObject，最后我们把Spark源码的 examples包中的 SparkPi实例复制过来，修改代码中
SparkConf实例化时Master和 AppName的值，这里我们先设置 Master是 local（本地模式），
AppName（应用名称）是FirstSparkApp，如图3－16所示。

下面我们通过Local模式和Spark集群的模式对创建的FirstSparkApp工程进行测试。
1.以Local模式测试搭建好的应用环境
在IntelliJIDEA中测试Local模式很简单，由于我们已经在图3－16所示的程序中实例化

SparkConf时设置了它的运行模式是Local模式，因此我们直接运行就可以了。

95



图3－15 创建main和scala文件夹

图3－16 FirstSparkApp工程中的ObjectSparkPi程序

（1）在程序页面右击，选择 Run‘FirstSparkApp’，就会在 IntelliJIDEA的控制台运行
（如图3－17所示）。

（2）运行结果如图 3－18所示，可以看到在 IntelliJIDEA控制台已经显示出 “Piis
roughly3.14252”的结果。
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图3－17 选择 Run‘FirstSparkApp’

图3－18 Local模式运行SparkPi的结果

2.在Spark集群上运行在IntelliJIDEA上开发的应用程序
（1）由于我们要在 Spark集群的模式下运行 FirstSparkApp工程，首先要对代码做下修

改，设置SparkConf对象的setMaster（）方法的参数为 spark：／／SparkMaster：7077，注意这里设
置的Master是笔者自己主机的主机名和Master的端口号，如图3－19所示。

要想通过shell命令终端在Spark集群上运行该工程，必须把程序打成Jar包，以下的一
系列步骤可以完成打包操作。

（2）选择 “File”菜单栏→ “ProjectStructure”按钮，然后选择 “Artifact”选项，单击
“＋”按钮，选择 “Jar”选项→ “FromModduleswithdependencies”选项 （如图3－20所示）。

（3）选择MainClass选项的下拉菜单，在弹出的对话框中选择 SparkPi，并单击 “OK”
按钮 （如图3－21所示）。

（4）在上一步单击 “OK”按钮后，在 Artfact界面我们通过 name选项重新设置一下
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图3－19 SparkPi.scala应用程序

图3－20 打包

Jar包的名字为 FirstSparkAppJar，同时由于集群中的每台机器上已经安装了Spark和Scala，
所以在图3－22的 OutputLayout选项中可以把Spark应用所依赖的Spark和Scala的Jar包都
删除，这样做的好处是可以减小输出的 Jar包的大小。然后点击 “OK”按钮，完成打包
的第一步。
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图3－21 选择SparkPi为MainClass

图3－22 删除依赖的Spark和Scala的Jar包

（5）接下来就要进行 Jar包的编译工作了，在主菜单的上方选择 “Build”菜单栏→
“BuildArtifact”选项，来编译Jar包 （如图3－23所示）。
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图3－23 编译Jar包第一步

（6）对于编译，第一次编译的时候选择 “Build”选项，如果以后同样的工程要做编
译，就需要选择 “Rebuild”选项 （如图3－24所示）。

图3－24 编译Jar包第二步

（7）编译完成后，可以到指定目录下 （在打包时设置的输出目录下）查看编译成功的

Jar文件 （如图3－25所示）。
（8）在Spark集群的Master结点，通过使用交互式工具 SparkSubmit把生成的 Jar包提

交给Spark集群运行。
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图3－25 FirstSparkAppJar包所在的目录

首先进入Spark的bin目录，然后在shell命令终端输入以下命令：

    .／spark－submit－－masterspark：／／SparkMaster：7077 －－classSparkPi ／root／Downloads／
FirstSparkApp／out
／artifacts／FirstSparkAppJar／FirstSparkAppJar.jar

其中spark－submit是向Spark集群提交任务的工具；－－masterspark：／／SparkMaster：7077
指的是Master结点的地址；－－classSparkPi指的是Main方法所在的object；／root／Downloads／
FirstSparkApp／out／artifacts／FirstSparkAppJar／FirstSparkAppJar.jar指的是Jar所在地址。

运行结果如下面所示，跟前面我们通过在 IntellijIDEA运用 Local模式的结果一致，都
是输出：Piisroughly3.13544。

    

至此，基于IntellijIDEA的Spark开发环境搭建以及 Spark程序在 Local模式和 Spark集
群模式下的实践操作就分析完了。

3.4.3  使用 SBT编译 Spark应用程序

SBT是一个代码编译工具，可以用来编译 Scala、Java等语言编写的应用程序，SBT在
使用时需要得到JDK1.6以上的支持。SBT编译应用程序时需要固定的目录格式，并且需要
联网，SBT会将依赖的jar包下载到用户的home／.ivy2／cache目录下面。

下面我们使用SBT编译一个简单的Spark应用程序。这里的应用程序我们选取 Spark官
方提供的单词计数 （WordCount）的案例代码，在这个应用案例中，我们统计一个文件中单
词的数量。

在编译这个Spark应用程序之前，必须准备：
（1）下载 Spark－1.1.0的安装包和 Scala2.10.4的安装包，然后进行解压安装，并配

置它们各自的PATH路径到到 ～／.bashrc文件中去。
（2）下载并安装SBT，同时配置SBT的PATH环境变量，保证在Shell控制台中可以使

用SBT命令。为了使用SBT成功编译Spark，我们需要SBT0.13.0或其以后版本必须首先已
经安装就绪，笔者这里使用的 SBT的版本是0.13.8，可以在 Shell控制台输入 sbtsbt－ver-
sion命令来查看已安装的SBT的版本，运行结果如下：

    root＠SparkMaster：／usr／local／sbt／bin＃sbtsbt－version
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［info］Setcurrentprojecttobin（inbuildfile：／usr／local／sbt／bin／）
［info］0.13.8

完成以上准备工作以后，我们开始建立用SBT进行Spark应用程序编译的案例，步骤如下：
（1）构建一个SBT环境的项目，项目名称为spark＿wordcount，并创建SBT编译时需要的

固定的目录结构格式，可以在Shell控制台输入以下命令来完成此步骤。

    mkdir－p～／spark＿wordcount／lib
mkdir－p～／spark＿wordcount／project
mkdir－p～／spark＿wordcount／src／main／scala
mkdir－p～／spark＿wordcount／src／test／scala
mkdir－p～／spark＿wordcount／target

通过以上的命令，我们在系统的Home目录下创建了一个spark＿wordcount目录，在spark
＿wordcount目录中是SBT需要的一些目录结构：lib／（该目录下存储与编译相关的 jar文件）、
project／、src／main／scala／、src／main／test／scala、／target。

（2）复制 Spark安装包的 lib目录下的 jar文件 spark－assembly－1.1.0－ha-
doop2.4.0.jar到 ～／spark＿wordcount／lib目录下，需要在Shell控制台输入命令如下：

    cp／usr／local／spark／spark－1.1.0－bin－hadoop2.4／lib／spark－assembly－1.1.0－hadoop2.4.0.ja
r～／spark＿wordcount／lib

（3）在Shell控制台的～／spark＿wordcount目录下输入 catbuild.sbt来新建一个 build.sbt
配置文件，在该文件中输入以下的一些配置信息，这里需要注意各行配置内容之间需要有一

个空行来进行分割。

    name：＝＂WordCount＂

version：＝＂1.1＂

scalaVersion：＝＂2.10.4＂

libraryDependencies＋＝＂org.apache.spark＂％％ ＂spark－core＂％ ＂1.1.0＂

resolvers＋＝＂AkkaRepository＂at＂http：／／repo.akka.io／releases／＂

配置完成后，保存并退出该文件。

（4）WordCount程序编写及编译，具体步骤如下。
1）建立WordCount.scala源代码文件，假设需要包为 spark.example，在 Shell控制台输

入命令如下：

    mkdir－p～／spark＿wordcount／src／main／scala／spark／example
vim －p～／spark＿wordcount／src／main／scala／spark／example／WordCount.scala

然后复制以下的具体实现代码到该WordCount.scala源代码文件中，并保存该文件。

    packagespark.example
importorg.apache.spark.＿
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importSparkContext.＿

objectWordCount｛
 defmain（args：Array［String］）｛
  ／／命令行参数个数检查
  if（args.length＝＝0）｛
   System.err.println（＂Usage：spark.example.WordCount＜input＞＜output＞＂）
   System.exit（1）
  ｝
  ／／使用hdfs文件系统
  valhdfsPathRoot＝＂hdfshost：9000＂
  ／／实例化spark的上下文环境
  valspark＝newSparkContext（args（0），＂WordCount＂，
   System.getenv（＂SPARK＿HOME＂），SparkContext.jarOfClass（this.getClass））
  ／／读取输入文件
  valinputFile＝spark.textFile（hdfsPathRoot＋args（1））
  ／／执行WordCount计数读取inputFile执行方法flatMap，将每行通过空格分词；
  ／／然后将该词输出该词和计数的一个元组，并初始化计数为 1，然后执行reduceByKey
  ／／方法，对相同的词计数累加。
  valcountResult＝inputFile.flatMap（line＝＞line.split（＂＂））
           .map（word＝＞（word，1））
           .reduceByKey（＿＋＿）
  ／／输出WordCount结果到指定目录
  countResult.saveAsTextFile（hdfsPathRoot＋args（2））
 ｝
｝

2）进入spark＿wordcount目录，对其执行编译操作。在Shell控制台输入以下内容：

    cd～／spark＿wordcount／
.／sbtcompile

3）编译过后，在 spark＿wordcount目录下输入 .／sbtpackage命令把负责单词计数的
WordCount文件打成jar包。
4）在编译的过程中，SBT需要上网下载依赖的工具包，编译完成后可以在 ～／spark＿

wordcount／target／scala－2.10／目录下找到打包好的jar文件。
5）使用Spark集群运行已经编译并打包好的 jar文件，进入 Spark的 bin目录下，使用

spark－submit工具来完成任务的提交，在Shell控制台输入的命令如下：

    .／spark－submit-classwordCounttarget／scala－2.10／wordcount＿2.10.jar
＜input＞＜output＞

其中＜input＞指的是需要被单词计数的文件的地址，＜output＞指的是进行完单词计数
的操作后所产生的结果要保存的地址。

至此，我们就简单介绍了如何使用SBT编译 Spark应用程序，SBT工具在 Spark中还是
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比较常用的，希望读者在自己的机器上实践用SBT编译Spark应用程序。

3.4.4  使用 Maven构建 Spark应用程序

Spark源码除了用 sbt／sbtassembly编译，也可用Maven进行编译。Maven是基于项目对
象模型 （POM），并可以通过一小段描述信息来管理项目的构建、报告和文档的软件项目管
理工具。其中POM是 Maven对一个单一项目的描述。没有 POM的话，Maven是毫无用处
的，因为POM是Maven的核心，是POM实现并驱动了这种以模型来描述的构建方式。

Maven除了以程序构建能力为特色之外，还提供高级项目管理工具。由于 Maven的缺省
构建规则有较高的可重用性，所以常常用两三行 Maven构建脚本就可以构建简单的项目。
由于 Maven的面向项目的方法，许多 ApacheJakarta（Jakarta是 Apache组织下的一套 Java
解决方案的开源软件的名称，它包括了很多子项目）项目发文时使用 Maven，而且公司项目
采用 Maven的比例在持续增长

下面我们用Maven在IntellijIDEA中构建Spark源代码的阅读环境。
（1）首先用git命令，把Spark源码从网上克隆下来。命令如下：

    gitclonehttp：／／github.com／apache／spark

（2）选择 “File”菜单栏→ “NewProject”选项，然后选择 “Maven”选项，点击
“next”按钮进入下一个界面 （如图3－26所示）。

图3－26 用Maven搭建工程
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（3）这里有两个选项要填，GroupID是项目组织唯一的标识符，实际对应 JAVA的包的
结构，是main目录里java的目录结构。ArtifactID就是项目的唯一的标识符，实际对应项目
的名称，就是项目根目录的名称。在这里我们两个都填入 “Spark－1.2”，然后点击 “next”
按钮 （如图3－27所示）。

图3－27 填写GroupId和ArtifactId

（4）这里选择从网上下载下来的源码存放目录，点击 “OK”按钮，最后再点击 “Fin-
ish”按钮 （如图3－28所示）。

图3－28 选择源码存放目录
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（5）剩下Maven会自动完成项目构建，搭建好的源码阅读环境如图3－29所示。

图3－29 搭建成功的源码阅读环境

3.4.5  Spark工具

在前面的章节我们已经使用了Spark的两个工具：SparkShell和SparkSubmit，这两个工
具对于Spark程序的调试和运行发挥着重要的作用。因此在这里我们对 Spark的这两个工具
的使用做进一步的分析，使我们可以在调试或者运行程序的时候能够更深入的使用这两个工

具来进行Spark程序的计算。
1.Spark交互式工具SparkShell
SparkShell是Spark特意为用户提供一种交互式命令终端，是学习SparkAPI的一种非常

简单有效的工具。通过SparkShell我们不仅可以进行 RDD各种方法的操作，还可以结合它
的Web控制页面对任务的运行进行监控，方便于对程序调试。SparkShell不仅可以本地
（Local）模式运行，还可以向集群提交任务。本质上看，SparkShell是对 SparkSubmit的一
种封装 （或者说SparkShell是调用了 SparkSubmit）。

（1）下面代码显示的是以本地 （Local）模式进入SparkShell的命令。由于在安装Spark
的时候，已经把Spark的bin目录配置在系统环境变量中，所以现在可以直接在其他目录下
使用此命令。
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可以看到我们使用 Spark版本是 version1.1.0，Scala的版本是 2.10.2，Java的版本
是1.8.0.20

（2）下面的代码显示的是让 SparkShell运行在集群之上。在其后面加入了参数 master
和它的参数值spark：／／SparkMaster：7077。

    

（3）可以在Shell命令终端输入 “spark－shell－－help”命令查看 SparkShell的附加参
数信息 （如图3－30所示）。

在图3－30中，－－class指的是Spark程序的Main方法所在的object（Scala语言里的伴
生对象）；－－jar指的是要向集群提交的Jar包以及该Jar包的绝对路径；－－executor－mem-
ory指的是每个Executor的内存大小；－－executor－cores指的是每个 Executor的 CPU个数。
这些参数都可以在SparkShell向集群提交作业的时候作为SparkShell的附加参数进行设置，
而且这些参数一旦在 SparkShell提交作业时设置，它们的优先级是大于系统配置已经在
Spark应用程序里的设置的。
2.Spark应用程序部署工具SparkSubmit
SparkSubmit是目前常用的提交Spark应用给集群的工具，其基本的格式是：

    spark－submit［option］ ＜appjar｜pythonfile＞［appoptions］

查看spark－submit的参数，可以在命令终端使用 spark－submit－－help命令，在其附
加参数中可以指定Driver和Executor相关配置的信息。如表3－2所示。

spark－submit把Spark应用提交给集群之后，无论是哪种运行模式都可以在Web控制台
查看当前作业的运行状况，作业运行的WebUI地址为：http：／／＜driver－node＞：4040，其
中driver－node指的是Spark的驱动程序 （Driver）所在的结点的主机名，4040是Spark运行
的作业在WebUI上的端口号 （如图3－31所示）。
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图3－30 spark－shell的参数

表3－2 spark－submit的参数

参 数 名 称 含  义

 －－masterMASTER＿URL  可以是spark：／／host：port，mesos：／／host：port，yarn，yarn－cluster，yarn－client，local

 －－deploy－modeDEPLOY＿MODE  Driver程序运行的地方，client或者cluster

 －－classCLASS＿NAME  主类名称，含包名

 －－nameNAME  Application名称

 －－jarsJARS  Driver依赖的第三方jar包

 －－py－filesPY＿FILES  用逗号隔开的放置在Python应用程序PYTHONPATH上的.zip，.egg，.py文件列表

 －－filesFILES  用逗号隔开的要放置在每个executor工作目录的文件列表

 －－properties－fileFILE  设置应用程序属性的文件路径，默认是conf／spark－defaults.conf

 －－driver－memoryMEM  Driver程序使用内存大小

 －－driver－java－options
 Driver程序运行时所使用的一些Java配置选项，比如 GC相关信息，新生代大

小设置等

 －－driver－library－path  Driver程序的库路径

 －－driver－class－path  Driver程序的类路径

 －－executor－memoryMEM  executor内存大小，默认1GB
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（续）

参 数 名 称 含  义

 －－driver－coresNUM  Driver程序的使用CPU个数，仅限于SparkAlone模式，默认是1个

 －－supervise  失败后是否重启Driver，仅限于Standalone模式

 －－total－executor－coresNUM  executor使用的总核数，仅限于Standalone、SparkonMesos模式

 －－executor－coresNUM  每个executor使用的内核数，默认为1，仅限于SparkonYarn模式

 －－queueQUEUE＿NAME
 提交应用程序给哪个YARN的队列，默认是default队列，仅限于SparkonYarn

模式

 －－num－executorsNUM  启动的executor数量，默认是两个，仅限于SparkonYarn模式

 －－archivesARCHIVES
 逗号分隔的归档文件列表，会被解压到每个 Executor的工作目录中，仅限于

SparkonYarn模式

图3－31 Spark作业运行的WebUI地址

思考题

1.如何理解RDD是Spark的核心抽象？是基石？是桥梁？
2.RDD的转换操作 （transformation）和行动操作 （action）是 Spark最常用的两种操作

算子，对于其中各个具体的操作算子的含义和如何使用你了解多少？

3.IntellijIDEA是我们开发Spark程序的首选平台，基于 IntelliJIDEA如何搭建开发平
台？并且你是否已经使用IntelliJIDEA开发并运行成功一个Spark程序？
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4.4 Yarn－Cluster模式
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4.6 Mesos模式



4.1 Spark的运行模式概览

Spark非常重视打造自己的生态系统，它不仅支持多种外部文件存储系统，还为了提升
自己在实际生产中的运行效率提供了多种多样的集群运行模式。Spark部署在单台机器上
时，既可以用本地 （Local）模式运行，也可以使用伪分布式模式来运行；当以分布式集群
部署的时候，可以根据自己集群的实际情况选择Standalone模式 （Spark自带的模式）、Yarn
模式 （Yarn又分为 Yarn－Client模式和 Yarn－Cluster模式）或者 Mesos模式，在这方面
Spark的选择显得非常灵活多变。

Standalone模式，即独立模式，通过它可以独立地部署 Spark集群，比如当我们只需要
借助Spark进行大数据的计算时，此模式是最佳模式。但是当我们同时需要多种计算框架
（比如Spark和MapReduce）时，就需要引入外部的资源管理系统 （Yarn和 Mesos模式）对
硬件资源的使用进行调度了。Spark一开始就支持Mesos，这也使得Spark运行在Mesos上会
比运行在Yarn上更加灵活，更加自然 （比如Mesos又分为粗粒度和细粒度两种调度模式）。
而Yarn上的Container资源是不可以动态伸缩的，具体来说，一旦Container启动之后，可使
用的资源不能再发生变化，这也使得Yarn目前只支持粗粒度的调度模式。但是对于Yarn运
行模式一个好处是由于淘宝网在大量的使用Yarn模式来进行数据计算，这也使得Yarn运行
模式的发展很有前景。

总体来说，Spark的各种运行模式虽然在启动方式、运行位置、调度策略上各有不同，
但它们的目的基本都是一致的，就是在合适的位置安全可靠地根据用户的配置和Job的需要
运行和管理Task。

本章具体介绍Spark的各种运行模式时，我们都会通过它们的实例部署和内部实现原理
两个方面来进行分析。通过实例部署可以熟悉如何在生产环境中快速的使用它们；而结合

Spark的源代码对每种运行模式的内部实现原理的分析，可以使我们更深层次的了解 Spark
的运行机制，当在生产中遇到问题时，可以结合着内部实现原理一步步地进行程序调试并解

决问题。

在具体介绍Spark的各种运行种模式之前，首先介绍一些基本的概念术语和编程模型
（如表4－1所示）。

表4－1 概念术语

概 念 术 语 含  义

Application  用户构建的Spark应用程序，包括驱动程序 （一个Driver功能的代码）和在集群的多个工作
结点上运行的Executor代码

Driver

 运行Application中的main（）函数并创建SparkContext的进程，初始化SparkContext是为了准备
Spark应用程序的运行环境，在Spark中由SparkContext负责与集群进行通信，进行资源的申请、
任务的分配和监控等。当Worker结点中的 Executor部分运行完毕后，Driver同时负责将 Spark-
Context关闭

Executor  在工作结点中为Spark应用所启动的一个进程，它可以运行任务 （Task）也可以在内存或磁
盘中保存数据。每一个应用都有属于自己的独立的一批Executor
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续表

概 念 术 语 含  义

ClusterManager  在集群上获取资源的扩展服务，目前Spark主要支持三种类型：Standalone模式、Mesos模式、
Yarn模式

Worker  集群中任何可以运行Spark应用的结点，在Standalone运行模式中指的是通过Spark的conf目
录下的slave文件配置的Worker结点，在SparkonYarn运行模式中指的是NodeManager结点

Task  一个可以发给Executor执行的工作单元，是运行Spark应用的基本单元

Job  包含多个Task组成的并行计算，往往由 Spark的 action触发产生。一个 Application中可能有
多个Job。在Spark中通过runJob方法向Spark集群中提交Job

Stage
 每个Job会因为RDD之间的依赖关系被拆分成多个 Task集合，其名称为 Stage，也可以叫
TaskSet。Stage的划分是由 DAGScheduler来划分的。Stage有 ShuffleMapStage和 ResultStage
两种

DAGScheduler  DAGScheduler是面向Stage的任务调度器，负责接收Spark应用提交的Job，根据RDD的依赖
关系划分Stage，并提交Stage给TaskScheduler

TaskScheduler  TaskScheduler是面向Task的任务调度器，它接受DAGScheduler提交过来的TaskSets，然后以
把一个个Task提交到Work结点运行，每个Executor运行什么Task也是在此处分配的

RDD
 Spark的编程模型 （基本计算单元），它提供了非常丰富的操作算子，主要分为 transformation
算子和action算子。它表示已被分区，被序列化的，不可变的，有容错机制的，并且能够并行
操作的数据集合

4.1.1  Spark的基本工作流程

图4－1所示是Spark官网提供的Spark运行时的基本工作流程图。

图4－1 Spark基本工作流程图

（1）任何spark的应用程序都包含 Driver代码和 Executor代码。Spark应用程序首先在
Driver初始化 SparkContext。因为 SparkCotext是 Spark应用程序通往集群的唯一路径，在
SparkContext里面包含了 DAGScheduler和 TaskScheduler两个调度器类。在创建 SparkContext
对象的同时也自动创建了这两个类。

（2）SparkContext初始化完成后，首先根据 Spark的相关配置，向 ClusterMaster申请所
需要的资源，然后在各个Worker结点初始化相应的Executor。Executor初始化完成后，Driv-
er将通过对Spark应用程序中的RDD代码进行解析，生成相应的RDDgraph（RDD图），该
图描述了RDD的相关信息及彼此之间的依赖关系。
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（3）RDD图构建完毕后，Driver将提交给 DAGScheduler进行解析。DAGScheduler在
解析 RDD图的过程中，当遇到Action算子后将进行逆向解析，根据RDD之间的依赖关系
以及是否存在 shuffle等，将 RDD图解析成一系列具有先后依赖关系的 Stage。Stage以
shuffle进行划分，即如果两个 RDD之间存在宽依赖的关系，DAGScheduler将会在这 RDD
之间拆分为两个 Stage进行执行，且只有在前一个 Stage（父 Stage）执行完毕后，才执行
后一个 Stage。

（4）DAGScheduler将划分的一系列的Stage（TaskSet），按照Stage的先后顺序依次提交
给底层的调度器TaskScheduler去执行。

（5）TaskScheduler接收到 DAGScheduler的 Stage任务后，将会在集群环境中构建一个
TaskSetManager实例来管理Stage（TaskSet）的生命周期。

（6）TaskSetManager将会把相关的计算代码、数据资源文件等发送到相应的 Executor
上，并在相应的Executor上启动线程池执行。TaskSetManager在执行过程中，使用了一些优
化的算法，用于提高执行的效率，譬如根据数据本地性决定每个 Task最佳位置、推测执行
碰到Straggle任务需要放到别的结点上重试、出现 shuffle输出数据丢失时要报告 fetchfailed
错误等机制。

（7）在Task执行的过程中，可能有部分应用程序涉及到I／O的输入输出，在每个Exec-
utor由相应的 BlockManager进行管理，相关 BlockManager的信息将会与 Driver中的 Block
tracker进行交互和同步。

（8）在TaskThreads执行的过程中，如果存在运行错误、或其他影响的问题导致失败，
TaskSetManager将会默认尝试3次，尝试均失败后将上报 TaskScheduler，TaskScheduler如果
解决不了，再上报DAGScheduler，DAGScheduler将根据各个 Worker结点的运行情况重新提
交到别的Executor中执行。

（9）TaskThreads执行完毕后，将把执行的结果反馈给 TaskSetManager，TaskSetManager
反馈给TaskScheduler，TaskScheduler再上报DAGScheduler，DAGScheduler将根据是否还存在
待执行的Stage，将继续循环迭代提交给TaskScheduler去执行。

（10）待所有的Stage都执行完毕后，将会最终达到应用程序的目标，或者输出到文件、
或者在屏幕显示等，Driver的本次运行过程结束，等待用户的其他指令或者关闭。

（11）在用户显式关闭 SparkContext后，整个运行过程结束，相关的资源被释放或回收。
从以上工作流程上可以看出，所有的 Spark程序都离不开 SparkContext和 Executor两部

分，每个SparkApplication都有自己的 Executor进程，此进程的生命周期和整个 Application
的生命周期相同，此进程内部维持着多个线程来并行地执行分配给它的 Task。这种运行形
式有利于不同Application之间的资源调度隔离，但也意味着不同的Application之间难以做到
相互通信和信息交换。同时需要注意由于Driver负责所有的任务调度，所以他应该尽可能地
靠近Worker结点，如果能在一个网络环境中那就更好了。

4.1.2  Spark应用程序部署

在Spark1.0之后，Spark应用程序的提交方式有了很大的变化，各种运行模式试图通过
统一的脚本来提交应用程序，目前最常用的就是spark－submit工具，其基本的提交格式为：
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    .／bin／spark－submit ［options］ ＜appjar pythonfile＞［appoptions］

options参数的选择和运行模式相关，不同的运行模式会有自己特有的 options选项。如
果想了解options选项的具体细节，可与在命令终端输入 spark－submit－－help命令查看，
如下：

    

对于提交的任务，无论是哪种运行模式提交的，在运行 Spark应用程序的时候，都可以
通过WebUI控制台页面来看具体的运行细节。只要输入地址：http：／／＜driver－node＞：4040
就可以查看当前的运行状态。但是该 WebUI随着应用程序的完成而关闭端口，也就是说，
Spark应用程序运行完后，将无法查看应用程序的历史记录。SparkHistoryServer就是为了应
对这种情况而产生的，通过配置，Spark应用程序在运行完应用程序之后，将应用程序的运
行信息写入指定目录，而SparkHistoryServer可以将这些运行信息装载并以web的方式供用
户浏览。要使用HistoryServer，对于提交应用程序的客户端需要配置以下参数 （在$SPARK
＿HOME／conf下的spark－defaults.conf文件中配置）：

（1）spark.eventLog.enabled。是否记录Spark事件，用于应用程序在完成后重构WebUI。
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（2）spark.eventLog.dir。如果spark.eventLog.enabled为 true，该属性为记录 spark事件
的根目录。在此根目录中，Spark为每个应用程序创建分目录，并将应用程序的事件记录到
在此目录中。用户可以将此属性设置为HDFS目录，以便HistoryServer读取历史记录文件。

（3）spark.yarn.historyServer.address。SparkHistoryServer的地址 （不要加http：／／）。这
个地址会在Spark应用程序完成后提交给YARNRM，然后RM将信息从 RMUI写到 History
ServerUI上。

而对于HistoryServer的服务端，可以配置以下环境变量：

    SPARK＿DAEMON＿MEMORY   分配给historyserver的内存大小，默认512MB。
SPARK＿DAEMON＿JAVA＿OPTS  historyserver的JVM选择，默认为空。
SPARK＿PUBLIC＿DNS  historyserver的公网地址，如果不设置，可以用内网地址来访

问。默认为空。

SPARK＿HISTORY＿OPTS  historyserver的属性设置，属性如表4－2所示，默认为空。

HistoryServer的属性列表如表4－2所示。

表4－2 HistoryServer的属性列表

属 性 名 称 默认值 含  义

spark.history.updateInterval 10  以秒为单位，多长时间 historyserver显示的信息进行更新。每次更新都
会检查持久层事件日志的任何变化

spark.history.retainedApplications 250  在historyserver上显示的最大应用程序数量，如果超过这个值，旧的应
用程序信息将被删除

spark.history.ui.port 18080  HistoryServer的默认访问端口

spark.history.kerberos.enabled false  是否使用kerberos方式登录访问 HistoryServer，对于持久层位于安全集
群的HDFS上是有用的。如果设置为true，就要配置下面的两个属性

spark.history.kerberos.principal 空  用于HistoryServer的kerberos主体名称

spark.history.kerberos.keytab 空  用于HistoryServer的kerberoskeytab文件位置

spark.history.ui.acls.enable false

 授权用户查看应用程序信息的时候是否检查acl。如果启用，无论应用程
序的spark.ui.acls.enable怎么设置，都要进行授权检查，只有应用程序所
有者和spark.ui.view.acls指定的用户可以查看应用程序信息；如果禁用，
不做任何检查

spark.eventLog.enabled false  是否记录Spark事件

spark.evnetLog.dir  保存日志相关信息的路径，可以是hdfs：／／开头的HDFS路径，都需要提
前创建

spark.yarn.historyServer.address  Server端的URL：ip：port或者host：port

4.2 Local模式

4.2.1  Local模式实例部署及运行演示

Local模式，就是在本地运行，如果在命令语句中不加任何配置，Spark默认设置为
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Local模式。Local模式最大的用处就是可以很方便地在单机上调试我们写的 Spark应用程
序。由于Local模式的实例部署很简单，这里我们还是使用在第2章2.3.1节进行过演示的
Spark源码中的示例代码LocalPi为例，演示Spark如何在本地运行。

下面是Spark1.2中的org.apache.spark.examples包下给出的 LocalPi案例代码，最终的
运行结果是要求出Pi的大约值。

（1）本地运行。对于 Spark自己提供的案例，都是放在 org.apache.spark.examples包下，
并且它提供了一个 run－example命令可以让我们直接运行这些案例。下面我们直接进入到
Spark的bin目录下，使用run－example命令运行 org.apache.spark.examples.LocalPi这个类。

    

在Shell命令终端，可以看到打印出了 “Piisroughly3.14976”这个结果。
（2）本地模式的标准写法是local［N］，这里的 N表示的是打开 N个线程进行多线程运

行。下面演示的是使用4个线程来运行 LocalPi，只需要在 run－example命令的附加参数加
上local［4］，当然这里最终的运行结果和上面的一样。

    

（3）除了在命令终端提交任务的部署工具后面的附加参数添加运行模式，我们还可以
直接在自己编写的代码的具体实现中添加运行模式。比如在下述案例代码中，通过在Spark-
Conf对象的setMaster方法里添加local来指定是本地运行模式。

    

这里需要注意的是，在用户自己编写的程序中设置的运行模式的优先级要大于在 Spark
应用程序部署工具附加的参数里设置的值。比如在 SparkSubmit的附加参数中添加 Yarn运
行模式，而在用户自己写的应用程序里设置了 Local运行模式，这时 Spark应用程序在实际
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运行的时候会采用Local运行模式。但是我们为了使得应用程序能够更加灵活多变地部署在
各种模式下，不建议把运行模式相关的值在自己编写的代码里写入。

4.2.2  Local模式内部实现原理

本地模式 （Local）使用 LocalBackend类配合 TaskSchedulerImpl类来完成任务的调度。
下面我们结合Spark1.2的源代码来分析一下它的内部实现原理。
1.在SparkContext对象创建的时候会同时在其内部调用自己的 createTaskScheduler（）方

法初始化TaskSchedulerImpl调度器，同时会根据运行模式的参数值来匹配所需要选择的运行
模式，然后生成LocalBackend的对象。并把backend当作参数传递给TaskSchedulerImpl的in-
tialize方法。

     ／**
 * CreateataskschedulerbasedonagivenmasterURL.
 * Returna2－tupleoftheschedulerbackendandthetaskscheduler.
 *／
 privatedefcreateTaskScheduler（
   sc：SparkContext，
   master：String）：（SchedulerBackend，TaskScheduler）＝｛
  ／／Regularexpressionusedforlocal［N］andlocal［*］masterformats

  valLOCAL＿N＿REGEX＝＂＂＂local＼［（［0－9］＋ ＼*）＼］＂＂＂.r

  ／／Regularexpressionforlocal［N，maxRetries］，usedintestswithfailingtasks

  valLOCAL＿N＿FAILURES＿REGEX ＝＂＂＂local＼［（［0－9］＋ ＼*）＼s*，＼s*（［0－9］＋）

＼］＂＂＂.r
  ／／RegularexpressionforsimulatingaSparkclusterof［N，cores，memory］locally
valLOCAL＿CLUSTER＿REGEX＝
＂＂＂local－cluster＼［＼s*（［0－9］＋）＼s*，＼s*（［0－9］＋）＼s*，＼s*（［0－9］＋）＼s*］＂＂＂.r
  ／／RegularexpressionforconnectingtoSparkdeployclusters
  valSPARK＿REGEX＝＂＂＂spark：／／（.*）＂＂＂.r
  ／／RegularexpressionforconnectiontoMesosclusterbymesos：／／orzk：／／url

  valMESOS＿REGEX＝＂＂＂（mesos zk）：／／.*＂＂＂.r

  ／／RegularexpressionforconnectiontoSimrcluster
  valSIMR＿REGEX＝＂＂＂simr：／／（.*）＂＂＂.r

  ／／Whenrunninglocally，don′ttrytore－executetasksonfailure.
  valMAX＿LOCAL＿TASK＿FAILURES＝1

  mastermatch｛
   case＂local＂＝＞  ／／初始化TaskSchedulerImpl
    valscheduler＝newTaskSchedulerImpl（sc，MAX＿LOCAL＿TASK＿FAILURES，isLocal＝true）
 ／／由于是Local模式，这里选择的是LocalBackend
    valbackend＝newLocalBackend（scheduler，1） 
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    scheduler.initialize（backend）
    （backend，scheduler）

   caseLOCAL＿N＿REGEX（threads）＝＞
    deflocalCpuCount＝Runtime.getRuntime.availableProcessors（）
    ／／local［*］estimatesthenumberofcoresonthemachine；local［N］usesexactlyNthreads.
    valthreadCount＝if（threads＝＝＂*＂）localCpuCountelsethreads.toInt
    if（threadCount＜＝0）｛
     thrownewSparkException（s＂Askedtorunlocallywith$threadCountthreads＂）
    ｝
    valscheduler＝newTaskSchedulerImpl（sc，MAX＿LOCAL＿TASK＿FAILURES，isLocal＝true）
    valbackend＝newLocalBackend（scheduler，threadCount）
    ／／backend当作参数传递给TaskSchedulerImpl的intialize方法
    scheduler.initialize（backend）
    （backend，scheduler）
......
 ｝
｝

2.这时候TaskScheduler（TaskSchedulerImpl的父类）中调用 submitTasks方法提交任务
的时候，它内部的 backend是 LocalBackend对象。backend调用 reviveoffers方法进行资源
申请。

    overridedefsubmitTasks（taskSet：TaskSet）｛
 valtasks＝taskSet.tasks
 logInfo（＂Addingtaskset＂＋taskSet.id＋＂with＂＋tasks.length＋＂tasks＂）
 this.synchronized｛
  valmanager＝newTaskSetManager（this，taskSet，maxTaskFailures）
  activeTaskSets（taskSet.id）＝manager
  schedulableBuilder.addTaskSetManager（manager，manager.taskSet.properties）

  if（！isLocal＆＆！hasReceivedTask）｛
   starvationTimer.scheduleAtFixedRate（newTimerTask（）｛
    overridedefrun（）｛
     if（！hasLaunchedTask）｛
      logWarning（＂Initialjobhasnotacceptedanyresources；＂＋
       ＂checkyourclusterUItoensurethatworkersareregistered＂＋
       ＂andhavesufficientmemory＂）
     ｝else｛
      this.cancel（）
     ｝
    ｝
   ｝，STARVATION＿TIMEOUT，STARVATION＿TIMEOUT）
  ｝
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hasReceivedTask＝true
 ｝
 backend.reviveOffers（） ／／这里的backend是Localbackend
｝

3.在LocalBackend调用reviveOffers（）方法后，会发送一个ReviveOffers消息给自己的内
部类LocalActor接收并处理该消息。

    private［spark］classLocalBackend（scheduler：TaskSchedulerImpl，valtotalCores：Int）
 extendsSchedulerBackendwithExecutorBackend｛

 privatevalappId＝＂local－＂＋System.currentTimeMillis
 varlocalActor：ActorRef＝null

 overridedefstart（）｛
  localActor＝SparkEnv.get.actorSystem.actorOf（
   Props（newLocalActor（scheduler，this，totalCores）），
   ＂LocalBackendActor＂）
 ｝

 overridedefstop（）｛
  localActor！StopExecutor
 ｝

 overridedefreviveOffers（）｛
  localActor！ReviveOffers  ／／发送申请资源的消息给LocalActor处理
  ｝
......
｝

4.localActor通过自己的receiveWithLogging（）方法接受到ReviveOffers消息，并结合Sca-
la语言的模式匹配进行消息的处理，这时会继续调用LocalBackend的reviveOffers（）方法。需
要注意的是，在这里的消息通信用到的是基于 Scala语言的 Actor模型的 Akka通信，对于
Akka通信原理的详细分析，我们会在第5章详细介绍。

     overridedefreceiveWithLogging＝｛
  caseReviveOffers＝＞
   reviveOffers（）
......
 ｝

5.localbackend根据可用的CPU核 （freeCores）设定值生成资源 （offers）返回给 Task-
ShedulerImpl使用，最后通过Executor的 launchTask方法把 task发送到线程池中运行。因为
Local模式不需要任何配置，所有的代码都是在本地运行，因此我们可以经常用Local模式来
跟踪调试程序用。
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     defreviveOffers（）｛
  valoffers＝Seq（newWorkerOffer（localExecutorId，localExecutorHostname，freeCores））
  for（task＜－scheduler.resourceOffers（offers）.flatten）｛
   freeCores－＝scheduler.CPUS＿PER＿TASK
   executor.launchTask（executorBackend，task.taskId，task.name，task.serializedTask）
  ｝
 ｝

至此，我们把Local模式的内部实现原理做了一个简单的分析，考虑到它的内部实现原
理只是Spark的Standalone运行模式的一个特例，所以我们会把 Standalone模式作为一个重
点内容进行分析，当理解了 Standalone模式的内部实现原理后，对于更深入地理解 Local模
式以及Yarn模式就会感到很容易。

4.3 Standalone模式

Standalone模式是Spark自身实现的资源调度框架，也就是说当不需要其他的计算框架
（比如MapReduce、Storm）而只用Spark进行大数据计算时，我们就可以采用 Standalone模
式。它主要的结点有 Client结点、Master结点和 Worker结点。其中 Driver既可以运行在
Master结点上，也可以运行在本地客户端。当用 SparkShell交互式工具提交 Spark的 Job或
者直接使用run－example来运行Spark官方提供的示例时，Driver在 Master结点上运行；当
使用spark－submit工具提交 Job或者在 Eclipse、IDEA等开发平台上使用 “newSpark-
Conf.setManager（“spark：／／master：7077”）”方式运行 Spark任务时，Driver是运行在本地客
户端上的。Worker结点可以通过 ExecutorRunner来控制运行在当前结点上的 CoarseGraine-
dExecutorBackend进程。每个Worker上存在一个或多个 CoarseGrainedExecutorBackend进程，
每个进程包含一个 Executor对象，该对象持有一个线程池，每个线程可以执行一个 Task。
Client、Master和Worker都是基于AKKA通信的actor实现的进程，彼此之间可以相互通信。

Spark的架构采用了分布式计算中常见的 Master－Slaves模型，和大部分的 Master－
Slaves架构一样，都存在着Master单点故障问题，目前Spark提供了两种方案来解决此问题，
一种是基于文件系统的故障恢复模式，这种方式适合当 Master进程挂掉之后，直接重启即
可；另一种方式是基于Zookeeper的HA（HighAvailable，也就是高可用性群集）方式，Ac-
tiveMaster挂掉之后，StandbyMaster会立即切换过去继续对外提供服务。

4.3.1  Standalone模式实例部署及运行演示

1.SparkStandalone模式部署的特点
（1）必须把Spark的部署包安装到到每一台结点上，并且每台结点上的Spark的部署目

录都应相同。

（2）配置好Master结点到其他结点的 SSH无密钥登录，在前面的章节已经演示过 SSH
的无密钥配置。
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（3）修改三个都在$SPARK＿HOME／conf目录下的配置文件，三个文件分别是 spark－
env.sh、spark－defaults.conf和slaves文件 （考虑到现在电脑的硬件条件以及我们学习Spark
时的最低配置要求，我们在本书中采用的都是三台机器的集群配置，其中一台作为 Master
结点，两台分别作为Slaves结点）。
2.集群参数配置
通过对集群参数的配置，我们可以更加灵活的控制Spark集群的运行环境。下面 表4－3

列了一些常见的配置参数。

（1）spark－env配置参数。

表4－3 spark－env配置参数

参 数 名 称 含  义

SPARK＿MATER＿PORT  Master服务端口，默认是7077

SPARK＿MASTER＿WEBUI＿PORT  Master结点对应的Web服务的端口

SPARK＿MASTER＿OPTS  设置只适用于Master的配置属性，形式为 “－Dx＝y”（默认值：无）

SPARK＿LOCAL＿DIRS  设置Spark缓存空间目录，包括存储在磁盘上的映射输出文件和RDDS；这可以是
一种快速的本地磁盘系统，也可以是一个以逗号分隔的位于不同磁盘上的多个目录

SPARK＿WORKER＿CORES  设置每个结点提供给Applications可用的CPU总数 （默认：可用的全部CPU数）

SPARK＿WORKER＿MEMORY  设置每个结点提供给Applications可用的内存总量。注意：单个Application的内存
配置使用它的spark.executor.memory属性

SPARK＿WORKER＿PORT  在特定端口上启动orker（默认：随机值）

SPARK＿WORKER＿WEBUI＿PORT  WorkerWebUI端口 （默认值：8081）

SPARK＿WORKER＿INSTANCES

 在每台机器上运行的Worker实例数量 （默认值：1）。如果你有非常多的机器，并
且希望启动多个spark－worker进程，可以使 Worker的实例数大于1。如果这样设
置，还要确保设置环境变量SPARK＿WORKER＿CORES来明确限制每个 Worker所允
许使用的内核总数，否则每个Worker将会尝试使用所有的处理器内核

SPARK＿WORKER＿DIR  设置applications的运行目录，包括日志和暂存空间 （默认值：SPARK＿HOME／
work）

SPARK＿WORKER＿OPTS  设置只适用于Worker的配置属性，形式为 “－Dx＝y”（默认值：无）

SPARK＿DAEMON＿MEMORY  为Master和Worker的守护进程分配内存 （默认值：512M）

SPARK＿DAEMON＿JAVA＿OPTS

 Master和Worker守护进程的JVM选项，（默认为：无）。例如：SPARK＿DAEMON＿JA-
VA＿OPTS＝”－Dspark.deploy.recoveryMode＝ZOOKEEPER－Dspark.deploy.zookeeper.url＝
host1：port，host2：port －Dspark.deploy.zookeeper.dir＝／spark”：用于指定Master的HA，
此处采用的是zookeeper方式，并且属性”spark.deploy.zookeeper.url”对应的值为Zoo-
keeper集群的地址，”spark.deploy.zookeeper.dir”为Spark在Zookeeper集群上注册结点
路径

SPARK＿JAVA＿OPTS
 用于限定每个提交的SparkApplication使用的 CPU核的数目，因为默认情况下提
交的 Application会使用所有集群中剩余的 CPUcore。例如：SPARK＿JAVA－OPTS
＝”－Dspark.cores.max＝4”

SPARK＿PUBLIC＿DNS  设置Masterr和Workers的公共DNS名称 （默认值：无）

（2）slaves文件配置。Slaves结点中保存的是 Worker结点的 HostName或者 IP，类似如
下的配置：

    SparkWorker1   ／／HostName
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SparkWorker2   ／／HostName

将配置好的 Spark文件用 SSH的 scp命令复制到 Spark集群的其他结点的相同路径中，
在系统环境变量中配置上 SPARK＿HOME方便使用 spark－shell或者其他 Spark的命令
脚本。

另外要注意每个Worker结点进程的CPU个数和内存的大小，要结合机器硬件的实际情
况来配置，如果一个Worker结点上的所有Worker进程需要的CPU总数目或者内存大小超过
当前Worker结点的硬件条件，则Worker进程会启动失败。
3.Standalone模式下的Spark应用程序运行演示
对于Standalone运行模式下的Spark应用程序的运行，在这里我们通过两个实例来演示：

一个实例是用Spark的交互工具SparkSubmit提交Spark应该程序给Spark集群运行，第二个
实例是使用分布式系统中经常使用的HA（（HighAvailable）工具Zookeeper来处理 Spark应用
程序在Spark集群运行过程中的Master单点故障问题。

（1）用SparkSubmit工具提交Spark应用程序给集群运行。
在这里我们还是化繁为简，用 Spark1.2源码提供的示例代码 SparkPi来演示如何通过

SparkSumit工具提交Spark应用程序给Spark集群运行，然后在Spark的WebUI上查看Spark
作业 （应用）运行消息。

1）启动HDFS。因为我们是用 Spark来进行数据计算，而数据的存储使用的是 HDFS，
所以这里需要启动HDFS文件系统，但是不需要启动Hadoop。

    

2）启动Spark集群。启动Spark集群的命令在Spark的sbin目录下，这里需要注意的是
由于Hadoop也有 start－all.sh命令，为了跟它区分开来，我们在Spark的sbin目录下，会用
.／start－all.sh命令来启动Spark集群，其中 “.”表示的就是当前目录了。

    

3）用 SparkSubmit提交作业。在 spark－submit命令的附加参数里我们加入了 “－－
class”、“－－master”以及伴生对象SparkPi所在的Jar包。
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4）在Spark的WebUI控制台查看作业 （应用）运行情况 （如图4－2所示）。在 Spark
WebUI中，对作业监控的IP和地址是：MasterIP：8080，其中MasterIP就是Master结点的IP
地址或主机名，8080端口是默认的监控端口，如果不想使用 8080端口，需要在 spark－
env.sh文件里面配置SPARK＿MASTER＿WEBUI＿PORT来重新指定端口号。

图4－2 作业运行情况

在图4－2中，我们在CompletedApplication选项下面看到运行了一个Name为SparkPi的
作业，并且该集群中一共有两个Worker结点，四颗CPU（Cores）。

（2）在HA方式下用SparkSubmit工具提交Spark应用给集群运行。
在使用基于Zookeeper的HA之前我们先简单介绍一下HA和Zookeeper的基本概念。
高可用性 （HighAvailability，简称HA）集群是共同为客户机提供网络资源的一组计算

机系统。其中每一台提供服务的计算机称为结点 （Node）。当一个结点不可用或者不能处理
客户的请求时，该请求会及时转到另外的可用结点来处理，而这些对于客户端是透明的，客

户不必关心要使用资源的具体位置，集群系统会自动完成。

而ZooKeeper是一个开放源码的分布式应用程序协调服务，它也是一个为分布式应用提
供一致性服务的软件，提供的功能包括：配置维护、名字服务、分布式同步、组服务等。

Zookeeper通过一种和文件系统很像的层级命名空间来让分布式进程互相协同工作。这
些命名空间由一系列数据寄存器组成，我们也叫这些数据寄存器为znodes。这些znodes就有
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点像是文件系统中的文件和文件夹。和文件系统不一样的是，文件系统的文件是存储在存储

区上的，而Zookeeper的数据是存储在内存上的。同时，这就意味着Zookeeper有着高吞吐和
低延迟。Zookeeper实现了高性能、高可靠性和有序的访问。高性能保证了Zookeeper能应用
在大型的分布式系统上；高可靠性保证它不会由于单一结点的故障而造成任何问题；有序的

访问能保证客户端可以实现较为复杂的同步操作。

下面我们演示 Zookeeper的安装以及通过 Zookeeper方式 Spark作业的运行以及如何
容错。

1）安装Zookeeper。下载Zookeeper安装包，并解压到自己创建的目录下进行管理。同
时创建两个目录，一个是数据目录，一个日志目录。

    

2）配置：进到conf目录下，把 zoo＿sample.cfg复制一份为 zoo.cfg（这一步是必须的，
否则zookeeper不认识zoo＿sample.cfg），并添加如下内容：

    dataDir＝／root／install／zookeeper－3.4.6／data
dataLogDir＝／root／install／zookeeper－3.4.6／logs
server.1＝spark1：2888：3888
server.2＝spark2：2888：3888

3）在／usr／local／zookeeper－3.4.6／data目录下创建myid文件，并在里面写1。

    cd／root／install／zookeeper－3.4.6／data
echo1＞myid

用vim打开myid文件，查看里面的内容。

4）把Spark1结点上的／usr／local／zookeeper－3.4.6整个目录复制到Spark集群的其他结
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点 （这里我们的集群只包括Spark1和Spark2两个结点）上。

    scp－r／usr／local／zookeeper－3.4.6root＠spark2：／usr／local／

5）登录到Spark2结点上，修改myid文件里的值，将其修改为2。

    

输入以下命令：

    cd／usr／local／zookeeper－3.4.6／data
echo2＞myid

用vim打开myid文件，查看里面的内容。

6）在Spark1，Spark2两个结点上分别启动 Zookeeper，查看进程是否开启，其中 Quo-
rumPeerMain就是Zookeeper的进程。

    cd／usr／local／zookeeper－3.4.6
bin／zkServer.shstart

［root＠spark2zookeeper－3.4.6］＃bin／zkServer.shstart

JMXenabledbydefault

Usingconfig：／root／install／zookeeper－3.4.6／bin／..／conf／zoo.cfg

Startingzookeeper...STARTED

［root＠spark2zookeeper－3.4.6］＃jps

2490Jps

2479QuorumPeerMain
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7）配置Spark的HA。进到Spark的conf目录，在spark－env.sh修改代码如下：

    

8）使用以下命令把spark－env.sh配置文件分发到其他各个结点上去。

    scpspark－env.shroot＠spark2：／usr／local／spark／spark－1.1.0－bin－hadoop2.4／conf／

9）使用以下命令在Spark1结点上启动Spark集群。

    root＠Spark1：／usr／local／spark／spark－1.1.0－bin－hadoop2.4／sbin＃.／start－all.sh

10）进到Spark2结点的sbin目录下，启动 “start－master.sh”命令，当 Spark1结点挂
掉时，Spark2结点顶替当Spark1。

    

11）在命令终端用jps命令查看Spark1和Spark2上运行了哪些进程。

    ［root＠spark1spark－1.1］＃jps
5797Worker
5676Master
6287Jps
2602QuorumPeerMain
［root＠spark2spark－1.1］＃jps
2479QuorumPeerMain
5750Jps
5534Worker
5635  ter

12）测试HA是否生效。先查看一下两个结点的运行情况，现在 Spark1运行了 Master
（如图4－3所示），Spark2是待命状态 （如图4－4所示）。

在Spark1上把Master服务停掉。

    ［root＠spark1spark－1.1］＃sbin／stop－master.sh
stoppingorg.apache.spark.deploy.master.Master
［root＠spark1spark－1.1］＃jps
5797Worker
6373Jps
2602QuorumPeerMain
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图4－3 Spark1的运行状况

图4－4 Spark2的运行状况

在WebUI上访问Spark1的8080端口，看是否还处于运行状态 （active）。从图4－5中可
以看到显示 “unabletoconnect”，这表示Spark1结点上的Master已经挂掉。

再用 WebUI访问查看 Spark2的状态，从图 4－6看出，Spark2已经被切换当
Master了。

通过以上两个案例，我们分析了在 Standalone运行模式下如何向 Spark集群提交作业
（应用），以及对于 Spark集群本身的单点故障问题，如何通过基于 Zookeeper的 HA进行
解决。在讲解了 Standalone运行的实际部署问题后，我们下一步趁热打铁结合 Spark1.2
的源码来更深层次的分析 Standalone模式的内部实现原理。还是那句话，精通原理会使得
我们更容易从整体上把握 Standalong模式的精髓，在实际生产环境中出现问题时可以轻松
地解决。
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图4－5 Spark1的运行状况

图4－6 Spark的运行状况

4.3.2  Standalone模式内部实现原理

我们使用SparkSubmit方式提交作业为例说明 Standalone模式结合的运行原理，这里需
要注意的是，一个Spark应用可以包含多个作业，在这里为了简单明了地讲清楚原理，我们
一般把一个Spark应用看成只有一个作业，而对于 Spark应用程序的提交运行最重要的就是
作业的调度了，所以在下面的内容我们常会用作业来代指一个 Spark应用程序。由于根据
Driver（驱动程序）在集群中所处结点位置 Standalone模式也可以分为两种情况：一种是
Driver在Worker结点上运行的 Cluster模式，一种是 Driver在 Client（客户端）结点运行的
Client模式。在这里，我们选择 Standalone的 Cluster模式来讲解，而对 Standalone的 Client
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模式的分析我们会在第5章讲解Spark的运行机制时再分析。
这里涉及的结点主要有Master结点、Worker结点、Client结点。涉及的进程主要有客户

端提交任务进程 Client、Master、Worker、CoarseGrainedExecutorBackend。下面我们会以
图4－7所示的通过SparkSubmit的方式向Spark集群提交作业的流程图，以及通过Spark1.2
的源代码来分析以Standalone模式运行的Spark内部实现原理。

图4－7 SparkSubmit方式提交作业流程图

Spark作业 （应用）运行的主要流程如下 （以SparkSubmit模式提交）：
（1）我们已经知道启动Spark集群是通过 Spark的 sbin目录下的 start－all.sh命令来进

行的，那么现在我们用vim文本编辑器打开start－all.sh文件来看一下它的具体实现。
1）在start－all.sh这个shell脚本文件中可以看到，最终会调用两个可执行文件 start－

master.sh和start－slaves.sh来分别启动Spark集群的Master结点和Worker结点。

    

2）继续跟踪start－master.sh文件，在用vim打开的start－master.sh文件里，最终会通
过org.apache.spark.deploy.master.Master类的伴生对象启动Master。
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3）在start－slaves文件里，通过执行slaves.sh命令，会在$SPARK＿HOME／conf目录下
的 slaves文件里找到集群搭建时设置的 Worker结点的主机名。最终会通过调用
org.apache.spark.deploy.worker.Worker类的伴生对象来启动所有Worker结点。

    

（2）Master类和Worker类都实现了基于Akka通信的Actor类，所以他们之间的消息通
信都是借助Akka通信框架来进行的。在Master类和Worker类的初始化过程中，除了要初始
化内部的成员变量，还会自动调用各自的preStart方法来完成Master结点和Worker结点的启
动过程中的一些配置操作。当然对于Worker结点来说，它在启动的过程中，还需要向 Mas-
ter发送消息，申请注册。
1）在Worker类中，会在preStart（）方法内部调用 Worker类的 registerWithMaster（）来向

已经启动的Master结点进行注册。

    overridedefpreStart（）｛
 assert（！registered）
 logInfo（＂StartingSparkworker％s：％dwith％dcores，％sRAM＂.format（
  host，port，cores，Utils.megabytesToString（memory）））
logInfo（＂Sparkhome：＂＋sparkHome）
createWorkDir（）
 context.system.eventStream.subscribe（self，classOf［RemotingLifecycleEvent］）
 shuffleService.startIfEnabled（）
 webUi＝newWorkerWebUI（this，workDir，webUiPort）
 webUi.bind（）
 registerWithMaster（） ／／Worker启动后，会调用registerWithMaster（）方法向Master注册
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 metricsSystem.registerSource（workerSource）
 metricsSystem.start（）
｝

2）我们继续跟踪 registerWithMaster（）方法，看它的内部实现，这时它会继续调用
Worker类的tryRegisterAllMasters（）方法来完成注册。

    defregisterWithMaster（）｛
 ／／DisassociatedEventmaybetriggeredmultipletimes，sodon′tattemptregistration
 ／／ifthereareoutstandingregistrationattemptsscheduled.
 registrationRetryTimermatch｛
  caseNone＝＞
   registered＝false
   tryRegisterAllMasters（） ／／继续调用tryRegisterAllMasters（）方法来完成注册
   connectionAttemptCount＝0
   registrationRetryTimer＝Some｛
   context.system.scheduler.schedule（INITIAL＿REGISTRATION＿RETRY＿INTERVAL，
     INITIAL＿REGISTRATION＿RETRY＿INTERVAL，self，ReregisterWithMaster）
   ｝
  caseSome（＿）＝＞
   logInfo（＂Notspawninganotherattempttoregisterwiththemaster，sincethereisan＂＋
    ＂attemptscheduledalready.＂）
 ｝
｝

3）在tryRegisterAllMasters（）方法内部，会首先通过Worker初始化时绑定的Master结点
的masterUrl拿到当前启动的Master结点的引用，然后通过Master结点的引用向 Master发送
RegisterWorker消息。

    privatedeftryRegisterAllMasters（）｛
 ／／考虑到Spark集群可能会使用HA解决单点故障问题，设置的masterUrls不止一个
 ／／但是在集群启动的时候只有一个Master结点出去active状态
 for（masterUrl＜－masterUrls）｛
  logInfo（＂Connectingtomaster＂＋masterUrl＋＂...＂）
 ／／这里的 actor是当前启动的Master结点的引用
  valactor＝context.actorSelection（Master.toAkkaUrl（masterUrl））
／／发送RegisterWorker消息给Master，Master中的receiveWithLogging（）方法接受消息并处理
／／然后返回注册成功的RegisteredWorker消息给Worker
  actor！RegisterWorker（workerId，host，port，cores，memory，webUi.boundPort，publicAddress）
 ｝
｝

（4）Master类和Worker类都是通过各自的receiveWithLogging方法进行消息的接受和处
理，当Master类的 receiveWithLogging方法收到 RegisterWorker消息后会根据 RegisterWorker
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所携带的要注册的Worker结点的一系列信息 （比如workerHost、workerPort、cores等）对其
进行注册，当注册成功后会发送一个RegisteredWorker消息给要注册的Worker结点，否则会
发送一个RegisterWorkerFailed消息来告诉Worker结点注册失败。

    caseRegisterWorker（id，workerHost，workerPort，cores，memory，workerUiPort，publicAddress）＝＞
｛

 logInfo（＂Registeringworker％s：％dwith％dcores，％sRAM＂.format（
  workerHost，workerPort，cores，Utils.megabytesToString（memory）））
 if（state＝＝RecoveryState.STANDBY）｛
  ／／ignore，don′tsendresponse
 ｝elseif（idToWorker.contains（id））｛
  sender！RegisterWorkerFailed（＂DuplicateworkerID＂）
 ｝else｛
  valworker＝newWorkerInfo（id，workerHost，workerPort，cores，memory，
   sender，workerUiPort，publicAddress）
  if（registerWorker（worker））｛
   persistenceEngine.addWorker（worker）
   sender！RegisteredWorker（masterUrl，masterWebUiUrl）
   schedule（）
  ｝else｛
   valworkerAddress＝worker.actor.path.address
   logWarning（＂Workerregistrationfailed.Attemptedtore－registerworkeratsame＂＋
    ＂address：＂＋workerAddress）
   sender！RegisterWorkerFailed（＂Attemptedtore－registerworkeratsameaddress：＂
    ＋workerAddress）
   ｝
  ｝
｝

（5）当Worker类 （Worker结点）的 receiveWithLogging方法接受到 Master发送过来的
消息，结合Scala的模式匹配进行消息的判断，如果是 RegisteredWorker（注册成功）的消
息，就会调用changeMaster（）方法重新绑定当前启动的Master结点的masterUrl，并同时设置
心跳 （HEARTBEAT）的配置，定时向 Master发送心跳。如果收到的消息是 RegisterWorker-
Failed（注册失败），很简单，它会打印当前 Work结点注册失败的日志消息并调用 Sys-
tem.exit（1）结束当前运行的进程 （每个开启的Work结点是在一个JVM中运行的进程）。

    overridedefreceiveWithLogging＝｛
 caseRegisteredWorker（masterUrl，masterWebUiUrl）＝＞
  logInfo（＂Successfullyregisteredwithmaster＂＋masterUrl）
  registered＝true
  changeMaster（masterUrl，masterWebUiUrl）
  context.system.scheduler.schedule（0millis，HEARTBEAT＿MILLISmillis，self，SendHeartbeat）
  if（CLEANUP＿ENABLED）｛
   logInfo（s＂Workercleanupenabled；oldapplicationdirectorieswillbedeletedin：$workDir＂）
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   context.system.scheduler.schedule（CLEANUP＿INTERVAL＿MILLISmillis，

    CLEANUP＿INTERVAL＿MILLISmillis，self，WorkDirCleanup）

  ｝

 caseRegisterWorkerFailed（message）＝＞

  if（！registered）｛

   logError（＂Workerregistrationfailed：＂＋message）

   System.exit（1）

  ｝

｝

到这里，我们的Spark集群已经完全开启，下面就是介绍如何使用SparkSumit工具来向
集群提交我们自己编写的Spark应用程序了 （在提交应用的过程我们重点讲述的是 Spark应
用程序中的作业调度）。

（3）在Spark中我们向集群中提交作业用的SparkSumit工具，它的具体实现在Spark的
bin目录下的spark－submitshell脚本文件中。
1）首先我们进入Spark的bin目录，然后用 ls命令列出当前目录下的所有可执行文件。

    

2）我们用vim命令打开spark－submit脚本文件，里面的内容如下：
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在上面展示的spark－submit脚本文件的最后一行我们可以看到，在提交任务时实际执
行的是org.apache.spark.deploy.SparkSubmit类 （当然这里需要注意的是 SparkSubmit其实是
一个对象，因为在Scala语言中，main方法只能放在对象里）。既然这样，我们就需要看一
下SparkSubmit对象的具体实现。
3）在SparkSubmit对象中会先初始化相关成员变量，比如 Clustermanagers（集群资源

管理器）和Deploymodes（部署模式）。当然在 SparkSubmit对象中最重要的就是 main方法
里对 SparkSubmitArguments类初始化，以及 createLaunchEnv方法和 launch方法的调用。
SparkSubmitArguments类的初始化是对SparkSubmit脚本提交任务时带的附加参数进行解析并
把解析后的结果赋值给SparkSubmitArguments的成员变量。createLaunchEnv方法通过传给它
的SparkSubmitArguments对象实例，创建Launch环境 （提交作业的 Spark环境）。在这里我
们使用的Standalone运行模式下的Cluster部署模式，所以launch方法用来启动Client伴生对
象的main方法。

    ／**
 * MaingatewayoflaunchingaSparkapplication.
 *
 * ThisprogramhandlessettinguptheclasspathwithrelevantSparkdependenciesandprovides
 * alayeroverthedifferentclustermanagersanddeploymodesthatSparksupports.
 *／
objectSparkSubmit｛

 ／／Clustermanagers
 privatevalYARN＝1
 privatevalSTANDALONE＝2
 privatevalMESOS＝4
 privatevalLOCAL＝8

 privatevalALL＿CLUSTER＿MGRS＝YARN STANDALONE MESOS LOCAL

 ／／Deploymodes
 privatevalCLIENT＝1
 privatevalCLUSTER＝2

 privatevalALL＿DEPLOY＿MODES＝CLIENT CLUSTER

 ......
 defmain（args：Array［String］）｛
  ／／SparkSubmitArguments类对SparkSubmit脚本的附加参数进行解析并赋值
  valappArgs＝newSparkSubmitArguments（args）
  if（appArgs.verbose）｛
   printStream.println（appArgs）
  ｝
  ／／创建Launch环境。在createLaunchEnv（）方法里，我们选择的是Standalone运行模式下的
  ／／Cluster部署模式
  val（childArgs，classpath，sysProps，mainClass）＝createLaunchEnv（appArgs）
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  ／／启动Client伴生对象的main方法
  launch（childArgs，classpath，sysProps，mainClass，appArgs.verbose）
 ｝

 ／**
 * ＠returnatuplecontaining
 *     （1）theargumentsforthechildprocess，
 *     （2）alistofclasspathentriesforthechild，
 *     （3）alistofsystempropertiesandenvvars，and
 *     （4）themainclassforthechild
 *／
 private［spark］defcreateLaunchEnv（args：SparkSubmitArguments）
   ：（ArrayBuffer［String］，ArrayBuffer［String］，Map［String，String］，String）＝｛

  ／／Valuestoreturn
  valchildArgs＝newArrayBuffer［String］（）
  valchildClasspath＝newArrayBuffer［String］（）
  valsysProps＝newHashMap［String，String］（）
  varchildMainClass＝＂＂

  ／／Settheclustermanager
  valclusterManager：Int＝args.mastermatch｛
   casemifm.startsWith（＂yarn＂）＝＞YARN
   casemifm.startsWith（＂spark＂）＝＞STANDALONE
   casemifm.startsWith（＂mesos＂）＝＞MESOS
   casemifm.startsWith（＂local＂）＝＞LOCAL
   case＿＝＞printErrorAndExit（＂Mastermuststartwithyarn，spark，mesos，orlocal＂）；－1
  ｝

  ／／Setthedeploymode；defaultisclientmode
  vardeployMode：Int＝args.deployModematch｛

   case＂client＂ null＝＞CLIENT

   case＂cluster＂＝＞CLUSTER
   case＿＝＞printErrorAndExit（＂Deploymodemustbeeitherclientorcluster＂）；－1
  ｝
  ......
  ／／Instandalone－clustermode，useClientasawrapperaroundtheuserclass
  if（clusterManager＝＝STANDALONE＆＆deployMode＝＝CLUSTER）｛
  ／／由于我们选择的是Standalone运行模式下的Cluster部署模式，对应要初始化的类就

是org.apache.spark.deploy.Client伴生对象
   childMainClass＝＂org.apache.spark.deploy.Client＂
   if（args.supervise）｛
    childArgs＋＝＂－－supervise＂
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   ｝
   childArgs＋＝＂launch＂
   childArgs＋＝（args.master，args.primaryResource，args.mainClass）
   if（args.childArgs！＝null）｛
    childArgs＋＋＝args.childArgs
   ｝
  ｝
 ｝

4）这里我们结合SparkSubmit内部的 launch方法来分析一下它是如何启动 Client类的
main方法。在此强调一下：因为我们选用的 Standalone运行模式下的 Cluster部署模式，在
SparkSubmit的launch方法里会通过反射调用 org.apace.spark.deploy.yarn.Client伴生对象。
具体实现如下：

    privatedeflaunch（
  childArgs：ArrayBuffer［String］，
  childClasspath：ArrayBuffer［String］，
  sysProps：Map［String，String］，
  childMainClass：String，
  verbose：Boolean＝false）｛
 ......
 try｛ ／／通过Java的反射机制调用org.apache.spark.deploy.Client伴生对象
  mainClass＝Class.forName（childMainClass，true，loader）
 ｝catch｛
  casee：ClassNotFoundException＝＞
   e.printStackTrace（printStream）
   if（childMainClass.contains（＂thriftserver＂））｛
    println（s＂Failedtoloadmainclass$childMainClass.＂）
    println（＂YouneedtobuildSparkwith－Phiveand－Phive－thriftserver.＂）
   ｝
   System.exit（CLASS＿NOT＿FOUND＿EXIT＿STATUS）
 ｝

 valmainMethod＝mainClass.getMethod（＂main＂，newArray［String］（0）.getClass）
 if（！Modifier.isStatic（mainMethod.getModifiers））｛
  thrownewIllegalStateException（＂Themainmethodinthegivenmainclassmustbestatic＂）
 ｝
 try｛ ／／调用Client伴生对象的main（）方法
  mainMethod.invoke（null，childArgs.toArray）
 ｝catch｛
  casee：InvocationTargetException＝＞e.getCausematch｛
   casecause：Throwable＝＞throwcause
   casenull＝＞throwe
  ｝
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 ｝
｝

（4）通过以上的launch方法，最后直接执行了Client伴生对象的main（）方法，在main（）
方法主要做一件事，就是启动Client类 （也就是客户端）的Actor———ClientActor，ClientActor
类主要负责Client结点和Master结点的通信，比如ClientActor可以向Master发送注册Driver的
消息。

1）在Client的main创建ClientActor对象。在Spark中各个模块 （比如Client、Master和
Worker结点）之间的通信采用的是 Akka通信框架，而在 Spark中使用 AkkaUtils工具类对
Akka进行了封装，这样做的好处在创建负责通信的模块 （比如 ClientActor类）的时候不需
要关注Akka本身的很多实现细节。对于Akka的介绍，我们会在第5章讲Spark的运行机制
时再分析。下面的Spark源代码中就是创建负责消息通信的ClientActor对象。

    ／**
 * Executableutilityforstartingandterminatingdriversinsideofastandalonecluster.
 *／
objectClient｛
 defmain（args：Array［String］）｛
  if（！sys.props.contains（＂SPARK＿SUBMIT＂））｛
   println（＂WARNING：ThisclientisdeprecatedandwillberemovedinafutureversionofSpark＂）
   println（＂Use.／bin／spark－submitwith＼＂－－masterspark：／／host：port＼＂＂）
  ｝

  valconf＝newSparkConf（）
  valdriverArgs＝newClientArguments（args）

  if（！driverArgs.logLevel.isGreaterOrEqual（Level.WARN））｛
   conf.set（＂spark.akka.logLifecycleEvents＂，＂true＂）
  ｝
  conf.set（＂spark.akka.askTimeout＂，＂10＂）
  conf.set（＂akka.loglevel＂，driverArgs.logLevel.toString.replace（＂WARN＂，＂WARNING＂））
  Logger.getRootLogger.setLevel（driverArgs.logLevel）

  val（actorSystem，＿）＝AkkaUtils.createActorSystem（
   ＂driverClient＂，Utils.localHostName（），0，conf，newSecurityManager（conf））
  ／／在Client伴生对象中通过Akka通信框架启动ClientActor类并向他发送消息
  actorSystem.actorOf（Props（classOf［ClientActor］，driverArgs，conf））

  actorSystem.awaitTermination（）
 ｝
｝

2）在 ClientActor类中向 Master注册 Driver。这时在 ClientActor类主要做了三件事：第
一是根据ClientActor类初始化时传递进来的参数driverArgs来获得当前正在运行的 Master结
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点的引用，ClientActor通过Master结点的引用向Master发送消息；第二是也是通过参数driv-
erArgs并结合Scala语言的模式匹配来生成DriverDescription对象，DriverDescription对象中封
装了要向Master结点中的Driver的所有信息；第三是通过 Akka通信框架向 Master发送 Re-
questSubmitDriver消息。

    privateclassClientActor（driverArgs：ClientArguments，conf：SparkConf）
 extendsActorwithActorLogReceivewithLogging｛

 varmasterActor：ActorSelection＝＿
 valtimeout＝AkkaUtils.askTimeout（conf）

 overridedefpreStart（）＝｛
 ／／获得Master结点的引用，通过这个引用ClientActor向Master发送消息
 masterActor＝context.actorSelection（Master.toAkkaUrl（driverArgs.master））

 context.system.eventStream.subscribe（self，classOf［RemotingLifecycleEvent］）

 println（s＂Sending$｛driverArgs.cmd｝commandto$｛driverArgs.master｝＂）

 driverArgs.cmdmatch｛
  case＂launch＂＝＞
   ／／TODO：Wecouldaddanenvvariablehereandinterceptitin′sc.addJar′thatwould
   ／／truncatefilesystempathssimilartowhatYARNdoes.Fornow，wejustrequire
   ／／peoplecall′addJar′assumingthejarisinthesamedirectory.
   valmainClass＝＂org.apache.spark.deploy.worker.DriverWrapper＂

   valclassPathConf＝＂spark.driver.extraClassPath＂
   valclassPathEntries＝sys.props.get（classPathConf）.toSeq.flatMap｛cp＝＞
    cp.split（java.io.File.pathSeparator）
   ｝

   vallibraryPathConf＝＂spark.driver.extraLibraryPath＂
   vallibraryPathEntries＝sys.props.get（libraryPathConf）.toSeq.flatMap｛cp＝＞
    cp.split（java.io.File.pathSeparator）
   ｝

   valextraJavaOptsConf＝＂spark.driver.extraJavaOptions＂
   valextraJavaOpts＝sys.props.get（extraJavaOptsConf）
    .map（Utils.splitCommandString）.getOrElse（Seq.empty）
   valsparkJavaOpts＝Utils.sparkJavaOpts（conf）
   valjavaOpts＝sparkJavaOpts＋＋extraJavaOpts
   valcommand＝newCommand（mainClass，Seq（＂｛｛WORKER＿URL｝｝＂，driverArgs.
mainClass）＋＋
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   driverArgs.driverOptions，sys.env，classPathEntries，libraryPathEntries，javaOpts）

   valdriverDescription＝newDriverDescription（
    driverArgs.jarUrl，
    driverArgs.memory，
    driverArgs.cores，
    driverArgs.supervise，
    command）
   ／／使用AKKA通信框架向Master发送提交Driver的消息
   masterActor！RequestSubmitDriver（driverDescription）

   case＂kill＂＝＞
    valdriverId＝driverArgs.driverId
    masterActor！RequestKillDriver（driverId）
  ｝
 ｝
  ......
｝

（5）在Master结点的receiveWithLogging方法中，对接受到的消息会结合Scala语言的模
式匹配进行匹配，然后进行处理。

1）在这里Master结点收到了 ClientActor类发送过来的 RequestSubmitDriver消息，经过
匹配判断后，它会先判断当前的Master结点是否处于活动状态 （RecoveryState.ALIVE），如
果当前的Master处于活动状态，那么它会先调用 createDriver方法初始化Driver的描述信息，
然后添加Driver的信息到 Master的 waitingDrivers中 （waitingDrivers是一个 ArrayBuffer），最
关键的是最后对 schedule方法的调用，在 schedule方法中，会根据在 Master结点注册的
Worker结点的资源情况来进行调度。而我们这里的 Driver的启动就是在 schedule方法里
实现的。

    overridedefreceiveWithLogging＝｛
 ／／Master结点收到ClientActor发送过来的RequestSubmitDriver消息
 caseRequestSubmitDriver（description）＝＞｛
  if（state！＝RecoveryState.ALIVE）｛
   valmsg＝s＂CanonlyacceptdriversubmissionsinALIVEstate.Currentstate：$state.＂
   sender！SubmitDriverResponse（false，None，msg）
  ｝else｛
   logInfo（＂Driversubmitted＂＋description.command.mainClass）
   valdriver＝createDriver（description）  ／／初始化Driver的描述信息
   persistenceEngine.addDriver（driver）
   waitingDrivers＋＝driver
   drivers.add（driver） ／／添加driver的信息到Master的一个HashSet成员变量中
   schedule（） ／／schedule（）方法里会有具体的处理过程
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   ／／TODO：Itmightbegoodtoinsteadhavethesubmissionclientpollthemasterto
   ／／determinethecurrentstatusofthedriver.Fornowit′ssimply＂fireandforget＂.

   sender！SubmitDriverResponse（true，Some（driver.id），
    s＂Driversuccessfullysubmittedas$｛driver.id｝＂）
  ｝
｝

......
 ｝

2）下面我们来看Master类的schedule方法，在schedule方法中，首先会在 Master结点
注册的所有Worker结点中随机选取一些来启动Driver，接着会从 Master的成员变量 waiting-
Drivers中提取出等待启动的Driver，然后调用Master的launchDriver方法在对应的Worker结
点启动Driver。

    privatedefschedule（）｛
 if（state！＝RecoveryState.ALIVE）｛return｝

 ／／Firstscheduledrivers，theytakestrictprecedenceoverapplications
 ／／Randomizationhelpsbalancedrivers
 valshuffledAliveWorkers＝Random.shuffle（workers.toSeq.filter（＿.state＝＝
   WorkerState.ALIVE））
 valnumWorkersAlive＝shuffledAliveWorkers.size
 varcurPos＝0

 for（driver＜－waitingDrivers.toList）｛／／iterateoveracopyofwaitingDrivers
  ／／Weassignworkerstoeachwaitingdriverinaround－robinfashion.Foreachdriver，we
  ／／startfromthelastworkerthatwasassignedadriver，andcontinueonwardsuntilwe
  ／／haveexploredallaliveworkers.
  varlaunched＝false
  varnumWorkersVisited＝0
  while（numWorkersVisited＜numWorkersAlive＆＆！launched）｛
   valworker＝shuffledAliveWorkers（curPos）
   numWorkersVisited＋＝1
   if（worker.memoryFree＞＝driver.desc.mem＆＆worker.coresFree＞＝driver.desc.cores）
   ｛
    launchDriver（worker，driver） ／／在Worker结点上启动Driver
    waitingDrivers－＝driver
    launched＝true
   ｝
   curPos＝（curPos＋1）％ numWorkersAlive
   ｝
  ｝
 ......
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｝

3）我们接着跟踪Master类的launchDriver方法的源代码，在Master的launchDriver方法
中，会发送LaunchDriver消息给Worker结点 （这里的worker.actor就是Worker类的引用）。

    deflaunchDriver（worker：WorkerInfo，driver：DriverInfo）｛
 logInfo（＂Launchingdriver＂＋driver.id＋＂onworker＂＋worker.id）
 worker.addDriver（driver）
 driver.worker＝Some（worker）
 worker.actor！LaunchDriver（driver.id，driver.desc）
 driver.state＝DriverState.RUNNING
｝

（6）Worker结点的 receiveWithLogging方法接收到 Master结点发送过来的 LaunchDriver
消息后，首先会做两件事：第一是实例化一个 DriverRunner，DriverRunner对象负责管理
Driver的执行。第二是 Driver启动后会向 Master结点发送 RegisterApplication消息 （注册

Spark应用）。
1）receiveWithLogging方法收到的消息匹配 LaunchDriver（driverId，driverDesc）样例类

后先实例化DriverRunner对象，需要被启动的Driver的信息 （driverId，driverDesc）作为参数
传递给DriverRunner对象。接下来DriverRunner调用自己的start方法，在start方法内部会开
启一个线程来运行和管理 Driver。此时 Driver会初始化 SparkContext、DAGScheduler、Task-
Scheduler等。

    caseLaunchDriver（driverId，driverDesc）＝＞｛
 logInfo（s＂Askedtolaunchdriver$driverId＂）
 valdriver＝newDriverRunner（conf，driverId，workDir，sparkHome，driverDesc，self，akkaUrl） 
 ／／初始化DriverRunner，并在其内部开启一个线程来管理Driver
 drivers（driverId）＝driver
 driver.start（）

 coresUsed＋＝driverDesc.cores
 memoryUsed＋＝driverDesc.mem
｝

（7）Driver启动后会向Master发送RegisterApplication消息来申请注册Spark应用，Mas-
ter类的receiveWithLogging方法收到该消息后主要做三件事：第一是调用 registerApplication
注册该Spark应用；第二是发送 RegisteredApplication消息给 Driver；第三是调用 schedule（）
方法来启动Driver请求的Executor资源。
1）下面是Master的eceiveWithLogging方法接受到 RegisterApplication消息后进行的一系

列处理。

    caseRegisterApplication（description）＝＞｛
 if（state＝＝RecoveryState.STANDBY）｛
  ／／ignore，don′tsendresponse
 ｝else｛
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  logInfo（＂Registeringapp＂＋description.name）
  valapp＝createApplication（description，sender）
  registerApplication（app）
  logInfo（＂Registeredapp＂＋description.name＋＂withID＂＋app.id）
  persistenceEngine.addApplication（app）
  sender！RegisteredApplication（app.id，masterUrl）
  schedule（）
 ｝
｝

2）这时我们继续跟踪schedule（）方法的实现，在 schedule（）方法中根据 Master结点中
注册的Worker结点的资源情况来调用 Master的 launchExecutor（）方法，在 launchExecutor（）
方法里会向Worker发送LaunchExecutor消息来启动Executor。

    deflaunchExecutor（worker：WorkerInfo，exec：ExecutorInfo）｛
 logInfo（＂Launchingexecutor＂＋exec.fullId＋＂onworker＂＋worker.id）
 worker.addExecutor（exec）
 worker.actor！LaunchExecutor（masterUrl，
  exec.application.id，exec.id，exec.application.desc，exec.cores，exec.memory）
 exec.application.driver！ExecutorAdded（
  exec.id，worker.id，worker.hostPort，exec.cores，exec.memory）
｝

（8）Worker根据Master的资源分配结果来创建Executor。
1）在Worker类的 receiveWithLogging方法收到 LaunchExecutor消息后，会实例化一个

ExecutorRunner对象，并且会调用该对象的 start方法。ExecutorRunner对象负责管理 Coar-
seGrainedExecutorBackend进程的运行。

    caseLaunchExecutor（masterUrl，appId，execId，appDesc，cores＿，memory＿）＝＞
 if（masterUrl！＝activeMasterUrl）｛
  logWarning（＂InvalidMaster（＂＋masterUrl＋＂）attemptedtolaunchexecutor.＂）
 ｝else｛
  try｛
   logInfo（＂Askedtolaunchexecutor％s／％dfor％s＂.format（appId，execId，appDesc.name））

   ／／Createtheexecutor′sworkingdirectory
   valexecutorDir＝newFile（workDir，appId＋＂／＂＋execId）
   if（！executorDir.mkdirs（））｛
    thrownewIOException（＂Failedtocreatedirectory＂＋executorDir）
   ｝
  ／／实例化ExecutorRunner对象
   valmanager＝newExecutorRunner（appId，execId，appDesc，cores＿，memory＿，
    self，workerId，host，sparkHome，executorDir，akkaUrl，conf，ExecutorState.LOADING）
   executors（appId＋＂／＂＋execId）＝manager
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   manager.start（） ／／调用ExecutorRunner对象的start方法
   coresUsed＋＝cores＿
   memoryUsed＋＝memory＿
   master！ExecutorStateChanged（appId，execId，manager.state，None，None）
  ｝catch｛
   casee：Exception＝＞｛
    logError（s＂Failedtolaunchexecutor$appId／$execIdfor$｛appDesc.name｝.＂，e）
    if（executors.contains（appId＋＂／＂＋execId））｛
     executors（appId＋＂／＂＋execId）.kill（）
     executors－＝appId＋＂／＂＋execId
     ｝
     master！ExecutorStateChanged（appId，execId，ExecutorState.FAILED，
     Some（e.toString），None）
   ｝
  ｝
｝

2）在ExecutorRunner的start（）方法中，会开启一个线程，在这个线程中会调用fetchAn-
dRunExecutor（）方法，该方法负责从Driver上下载并运行准备好的ApplicationDescription。

    defstart（）｛
 workerThread＝newThread（＂ExecutorRunnerfor＂＋fullId）｛
  overridedefrun（）｛fetchAndRunExecutor（）｝
 ｝
 workerThread.start（）
 ／／Shutdownhookthatkillsactorsonshutdown.
 shutdownHook＝newThread（）｛
  overridedefrun（）｛
   killProcess（Some（＂Workershuttingdown＂））
  ｝
 ｝
 Runtime.getRuntime.addShutdownHook（shutdownHook）
｝

3）接下来在 fetchAndRunExecutor（）方法中会启动 ApplicationDescription中携带的
org.apache.spark.executor.CoarseGrainedExecutorBackend类。其中CommandUtils类的buildPro-
cessBuilder（）方法中的参数appDesc指的就是ApplicationDescription。

    deffetchAndRunExecutor（）｛
 try｛
  ／／Launchtheprocess
  valbuilder＝CommandUtils.buildProcessBuilder（appDesc.command，memory，
   sparkHome.getAbsolutePath，substituteVariables）
  valcommand＝builder.command（）
  logInfo（＂Launchcommand：＂＋command.mkString（＂＼＂＂，＂＼＂＼＂＂，＂＼＂＂））
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  builder.directory（executorDir）
  ／／IncasewearerunningthisfromwithintheSparkShell，avoidcreatinga＂scala＂
  ／／parentprocessfortheexecutorcommand
  builder.environment.put（＂SPARK＿LAUNCH＿WITH＿SCALA＂，＂0＂）
  process＝builder.start（）
  valheader＝＂SparkExecutorCommand：％s＼n％s＼n＼n＂.format（
   command.mkString（＂＼＂＂，＂＼＂＼＂＂，＂＼＂＂），＂＝＂* 40）

  ／／Redirectitsstdoutandstderrtofiles
  valstdout＝newFile（executorDir，＂stdout＂）
  stdoutAppender＝FileAppender（process.getInputStream，stdout，conf）

  valstderr＝newFile（executorDir，＂stderr＂）
  Files.write（header，stderr，UTF＿8）
  stderrAppender＝FileAppender（process.getErrorStream，stderr，conf）

  ／／Waitforittoexit；executormayexitwithcode0（whendriverinstructsittoshutdown）
  ／／orwithnonzeroexitcode
  valexitCode＝process.waitFor（）
  state＝ExecutorState.EXITED
  valmessage＝＂Commandexitedwithcode＂＋exitCode
  worker！ExecutorStateChanged（appId，execId，state，Some（message），Some（exitCode））
 ｝
 ......

｝

4）CoarseGrainedExecutorBackend启动后，会向 Driver端的 CoarseGrainedSchedulerBack-
end中的DriverActor发送 RegisterExecutor（executorId，hostPort，cores）消息，DriverActor会
回复RegisteredExecutor消息，此时 CoarseGrainedExecutorBackend的 receiveWithLogging方法
收到消息后会创建一个org.apache.spark.executor.Executor对象。

    overridedefreceiveWithLogging＝｛
 caseRegisteredExecutor＝＞
logInfo（＂Successfullyregisteredwithdriver＂）
  val（hostname，＿）＝Utils.parseHostPort（hostPort）
  executor＝newExecutor（executorId，hostname，sparkProperties，cores，isLocal＝false，
   actorSystem）
 ......
 ｝

至此，Executor创建完毕。Executor创建完毕后，Driver就可以向 Spark的 Worker结点
提交作业了，下面我们开始分析 Driver是如何一步步把作业划分成任务并提交给 Worker上
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的Executor进行执行。
（9）对于我们编写的 Spark应用程序，它向集群提交的唯一入口就是 SparkContext类，

而Spark应用里的每一个作业只有等到有Action操作的时候才会真正地向集群提交作业。比
如sc.textFile（＂README.md＂）.count（）这段代码 （这是一个常见的统计加入到内存的文件

有多少行的例子），其中 sc表示的是 SparkContext的实例化对象，在这段代码中 RDD的
count（）方法是一个Action操作，它会触发Spark作业的提交。
1）我们看一下Spark1.2源码中的count（）方法的实现，可以发现它会调用SparkContext

的runJob（）方法来向Worker结点提交作业，这里的runJob（）方法最终会返回一个单机数组，
该数组调用sum方法完成单词计数。

    ／**
 * ReturnthenumberofelementsintheRDD.
 *／
 defcount（）：Long＝sc.runJob（this，Utils.getIteratorSize＿）.sum

2）接下来我们就需要看一下SparkContext类中的runJob（）方法的实现。在 SparkContext
类中对runJob（）方法实现了一系列的重载，在我们上面使用 sc.runJob（）方法提交作业的过
程中，它会连续调用自己重载过的方法，每个 runJob（）方法调用的自己的重载方法都会通
过在参数列表增加参数来实现功能的添加，最终调用的下面的 SparkContext的 runJob（）方
法。例如在该runJob（）方法中，参数 allowLocal表示是否允许作业在本地运行，参数 re-
sultHandler是一个匿名函数，它是一个对最终的计算结果进行处理的句柄。

    defrunJob［T，U：ClassTag］（
  rdd：RDD［T］，
  func：（TaskContext，Iterator［T］）＝＞U，
  partitions：Seq［Int］，
  allowLocal：Boolean，
  resultHandler：（Int，U）＝＞Unit）｛
 if（dagScheduler＝＝null）｛
  thrownewSparkException（＂SparkContexthasbeenshutdown＂）
 ｝
 valcallSite＝getCallSite
 valcleanedFunc＝clean（func）
 logInfo（＂Startingjob：＂＋callSite.shortForm）
 ／／在SparkContext中调用DAGScheduler的runJob方法提交作业
 dagScheduler.runJob（rdd，cleanedFunc，partitions，callSite，allowLocal，
  resultHandler，localProperties.get）
 progressBar.foreach（＿.finishAll（））
／／每次作业执行完成后，RDD会重新调用doCheckpoint（）方法来判断是否要进行checkpoint
／／操作，对于checkpoint操作的详细分析，我们会在Spark的运行机制中讲解
 rdd.doCheckpoint（）
 ｝

在以上的runJob方法中，最关键的一段代码就是dagScheduler.runJob（......），因为对

901



于向Spark集群提交的作业，首先要经过DagScheduler调度器对其进行划分Stage。下面我们
进入DagScheduler类的源码，看一下它的具体实现。

（10）在DagScheduler类中会对要提交的作业进行划分 Stage，并决定各个 Stage之间的
依赖关系并以TaskSet的方式向 TaskScheduler调度器进行 Stage的提交，其中 TaskSet是对
Stage的封装，每一个TaskSet对应一个Stage。
1）我们首先看一下 DAGScheduler的 runJob（）方法，在该方法内部会继续调用 dag-

Scheduler的submitJob（）方法，其中submitJob（）方法会返回一个 JobWaiter类的对象 waiter，
这里的waiter会处于一个阻塞状态，直到该作业执行完毕或者作业被消息后才会解除阻塞
状态。

    defrunJob［T，U：ClassTag］（
  rdd：RDD［T］，
  func：（TaskContext，Iterator［T］）＝＞U，
  partitions：Seq［Int］，
  callSite：CallSite，
  allowLocal：Boolean，
  resultHandler：（Int，U）＝＞Unit，
  properties：Properties＝null）
｛

 valstart＝System.nanoTime
 valwaiter＝submitJob（rdd，func，partitions，callSite，allowLocal，resultHandler，properties）  ／／
提交作业

 waiter.awaitResult（）match｛
  caseJobSucceeded＝＞｛
   logInfo（＂Job％dfinished：％s，took％fs＂.format
    （waiter.jobId，callSite.shortForm，（System.nanoTime－start）／1e9））
  ｝
   caseJobFailed（exception：Exception）＝＞
    logInfo（＂Job％dfailed：％s，took％fs＂.format
     （waiter.jobId，callSite.shortForm，（System.nanoTime－start）／1e9））
    throwexception
  ｝
｝

2）我们继续跟踪dagScheduler的submitJob（）方法。在submitJob（）方法中主要做的一件
事是，把作业相关的信息封装成一个 JobSubmitted样例类，然后会发送 JobSubmitted消息给
自己的消息处理器dagSchedulerEventProcessActor去集中处理。

    defsubmitJob［T，U］（
   rdd：RDD［T］，
   func：（TaskContext，Iterator［T］）＝＞U，
   partitions：Seq［Int］，
   callSite：CallSite，
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   allowLocal：Boolean，
   resultHandler：（Int，U）＝＞Unit，
   properties：Properties＝null）：JobWaiter［U］＝
 ｛
  ／／Checktomakesurewearenotlaunchingataskonapartitionthatdoesnotexist.
  valmaxPartitions＝rdd.partitions.length

  partitions.find（p＝＞p＞＝maxPartitions p＜0）.foreach｛p＝＞

   thrownewIllegalArgumentException（
  ＂Attemptingtoaccessanon－existentpartition：＂＋p＋＂.＂＋
     ＂Totalnumberofpartitions：＂＋maxPartitions）
  ｝

  valjobId＝nextJobId.getAndIncrement（）
  if（partitions.size＝＝0）｛
   returnnewJobWaiter［U］（this，jobId，0，resultHandler）
  ｝

  assert（partitions.size＞0）
  valfunc2＝func.asInstanceOf［（TaskContext，Iterator［＿］）＝＞＿］
  valwaiter＝newJobWaiter（this，jobId，partitions.size，resultHandler）
／／dagScheduler发送消息给自己的eventProcessActor（也就是
  ／／dagSchedulerEventProcessActor），进行消息的集中处理
  eventProcessActor！JobSubmitted（
   jobId，rdd，func2，partitions.toArray，allowLocal，callSite，waiter，properties）
  waiter
｝

3）dagSchedulerEventProcessActor的 receive方法收到 JobSubmitted消息后，会继续调用
dagScheduler自己的handleJobSubmitted（）方法去继续处理作业的提交。

    defreceive＝｛
 caseJobSubmitted（jobId，rdd，func，partitions，allowLocal，callSite，listener，properties）＝＞
  dagScheduler.handleJobSubmitted（jobId，rdd，func，partitions，allowLocal，callSite，
   listener，properties）
 ......
 ｝

4）在handleJobSubmitted（）方法中会根据传递进来的参数 finalRDD来创建 finalStage。
finalStage，顾名思义，就是对要提交的作业划分Stage后，处在这个相互依赖的Stage链的最
后的那个Stage。在创建好finalStage后，会首先判断该finalStage是否满足本地模式 （Local）
运行的条件，在下面源代码中，如果变量 shouldRunLocally的值为真，则会调用 runLocally
（job）方法在Local模式下运行，否则会调用submitStage（finalStage）方法继续提交作业。

    private［scheduler］defhandleJobSubmitted（jobId：Int，
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  finalRDD：RDD［＿］，
  func：（TaskContext，Iterator［＿］）＝＞＿，
  partitions：Array［Int］，
  allowLocal：Boolean，
  callSite：CallSite，
  listener：JobListener，
  properties：Properties＝null）
｛

 varfinalStage：Stage＝null
 try｛
  ／／Newstagecreationmaythrowanexceptionif，forexample，jobsarerunona
  ／／HadoopRDDwhoseunderlyingHDFSfileshavebeendeleted.
  finalStage＝newStage（finalRDD，partitions.size，None，jobId，callSite）
 ｝catch｛
  casee：Exception＝＞
   logWarning（＂Creatingnewstagefailedduetoexception－job：＂＋jobId，e）
   listener.jobFailed（e）
   return
 ｝
 if（finalStage！＝null）｛
  valjob＝newActiveJob（jobId，finalStage，func，partitions，callSite，listener，properties）
  clearCacheLocs（）
  logInfo（＂Gotjob％s（％s）with％doutputpartitions（allowLocal＝％s）＂.format（
   job.jobId，callSite.shortForm，partitions.length，allowLocal））
  logInfo（＂Finalstage：＂＋finalStage＋＂（＂＋finalStage.name＋＂）＂）
  logInfo（＂Parentsoffinalstage：＂＋finalStage.parents）
  logInfo（＂Missingparents：＂＋getMissingParentStages（finalStage））
／／Local模式运行作业的四个条件：spark.localExecution.enabled设置为true；用户程序显式
指定可以本地运行；finalStage的没有父Stage；仅有一个partition
  valshouldRunLocally＝
   localExecutionEnabled＆＆allowLocal＆＆finalStage.parents.isEmpty＆＆partitions.length＝＝1
  if（shouldRunLocally）｛
   ／／Computeveryshortactionslikefirst（）ortake（）withnoparentstageslocally.
   listenerBus.post（SparkListenerJobStart（job.jobId，Seq.empty，properties））
   runLocally（job）
  ｝else｛
   jobIdToActiveJob（jobId）＝job
   activeJobs＋＝job
   finalStage.resultOfJob＝Some（job）
   valstageIds＝jobIdToStageIds（jobId）.toArray
   valstageInfos＝stageIds.flatMap（id＝＞stageIdToStage.get（id）.map（＿.latestInfo））
   listenerBus.post（SparkListenerJobStart（job.jobId，stageInfos，properties））
   submitStage（finalStage） ／／提交Stage
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   ｝
  ｝
  submitWaitingStages（）
｝

5）在submitStage（）方法中，会根据 finalStage的依赖 getMissingParentStages来求出它的
所有父Stage，并调用List集合的 sortBy（＿.id）方法按照 id的大小进行排序后赋值给变量
missing。接着会判断变量missing是否为Nil，如果missing＝＝Nil，表明传递进来的Stage没
有父Stage，这时就会调用 submitMissingTasks（stage，jobId.get）继续向集群提交 Stage；否
则会遍历该Stage的父Stage，然后继续回调submitStage（）方法。

    ／** Submitsstage，butfirstrecursivelysubmitsanymissingparents.*／
privatedefsubmitStage（stage：Stage）｛
 valjobId＝activeJobForStage（stage）
 if（jobId.isDefined）｛
  logDebug（＂submitStage（＂＋stage＋＂）＂）
  if（！waitingStages（stage）＆＆！runningStages（stage）＆＆！failedStages（stage））｛
   valmissing＝getMissingParentStages（stage）.sortBy（＿.id）
   logDebug（＂missing：＂＋missing）
   if（missing＝＝Nil）｛
    logInfo（＂Submitting＂＋stage＋＂（＂＋stage.rdd＋＂），whichhasnomissingparents＂）
    submitMissingTasks（stage，jobId.get）
   ｝else｛
    for（parent＜－missing）｛
     submitStage（parent） ／／提交任务
    ｝
    waitingStages＋＝stage
   ｝
  ｝
 ｝else｛
  abortStage（stage，＂Noactivejobforstage＂＋stage.id）
 ｝
｝

6）如果一个Stage的所有的父Stage都已经计算完成，那么它会调用dagScheduler的sub-
mitMissingTasks（）方法来提交该Stage所包含的Tasks。在submitMissingTasks（）方法中主要实现
了Stage是如何生成TaskSet的，并调用TaskScheduler的submitTasks方法进行TaskSet（一系列
Task）的提交。当然这里的TaskScheduler实际上是它的实现子类TaskSchedulerImpl。

    ／** Calledwhenstage′sparentsareavailableandwecannowdoitstask.*／
privatedefsubmitMissingTasks（stage：Stage，jobId：Int）｛
 logDebug（＂submitMissingTasks（＂＋stage＋＂）＂）
 ／／GetourpendingtasksandremembertheminourpendingTasksentry
 stage.pendingTasks.clear（）
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 ／**得到RDD中需要计算的partition，对于Shuffle类型的stage，需要判断stage中是否缓存了该
结果；对于Result类型的FinalStage，则判断计算Job中该partition是否已经计算完成。 *／
 valpartitionsToCompute：Seq［Int］＝｛
  if（stage.isShuffleMap）｛
   （0untilstage.numPartitions）.filter（id＝＞stage.outputLocs（id）＝＝Nil）
  ｝else｛
   valjob＝stage.resultOfJob.get
   （0untiljob.numPartitions）.filter（id＝＞！job.finished（id））
  ｝
 ｝

 valproperties＝if（jobIdToActiveJob.contains（jobId））｛
  jobIdToActiveJob（stage.jobId）.properties
 ｝else｛
  ／／thisstagewillbeassignedto＂default＂pool
  null
 ｝

 runningStages＋＝stage
 ／／SparkListenerStageSubmittedshouldbepostedbeforetestingwhethertasksare
 ／／serializable.Iftasksarenotserializable，aSparkListenerStageCompletedevent
 ／／willbeposted，whichshouldalwayscomeafteracorresponding
 ／／SparkListenerStageSubmittedevent.
 stage.latestInfo＝StageInfo.fromStage（stage，Some（partitionsToCompute.size））
 listenerBus.post（SparkListenerStageSubmitted（stage.latestInfo，properties））

 vartaskBinary：Broadcast［Array［Byte］］＝null
 try｛
 ／／序列化ShuffleMapTask类型和ResultTask类型的Stage
  valtaskBinaryBytes：Array［Byte］＝
   if（stage.isShuffleMap）｛
    closureSerializer.serialize（（stage.rdd，stage.shuffleDep.get）：AnyRef）.array（）
   ｝else｛
    closureSerializer.serialize（（stage.rdd，stage.resultOfJob.get.func）：AnyRef）.array（）
   ｝
   ／／Executor可以通过广播变量得到序列化后的一系列Task
  taskBinary＝sc.broadcast（taskBinaryBytes）
 ｝catch｛
  ／／Inthecaseofafailureduringserialization，abortthestage.
  casee：NotSerializableException＝＞
   abortStage（stage，＂Tasknotserializable：＂＋e.toString）
   runningStages－＝stage
   return
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  caseNonFatal（e）＝＞
   abortStage（stage，s＂Taskserializationfailed：$e＼n$｛e.getStackTraceString｝＂）
   runningStages－＝stage
   return
 ｝
／／对于Shuffle类型依赖的Stage，生成一系列ShuffleMapTask类型的Task；对于Result类型的Stage，
生成一系列ResultTask类型的Task
 valtasks：Seq［Task［＿］］＝if（stage.isShuffleMap）｛
  partitionsToCompute.map｛id＝＞
   vallocs＝getPreferredLocs（stage.rdd，id）
   valpart＝stage.rdd.partitions（id）
   newShuffleMapTask（stage.id，taskBinary，part，locs）
  ｝
 ｝else｛
  valjob＝stage.resultOfJob.get
  partitionsToCompute.map｛id＝＞
   valp：Int＝job.partitions（id）
   valpart＝stage.rdd.partitions（p）
   vallocs＝getPreferredLocs（stage.rdd，p）
   newResultTask（stage.id，taskBinary，part，locs，id）
  ｝
 ｝

 if（tasks.size＞0）｛
  ／／Preemptivelyserializeatasktomakesureitcanbeserialized.Wearecatchingthis
  ／／exceptionherebecauseitwouldbefairlyhardtocatchthenon－serializableexception
  ／／downtheroad，wherewehaveseveraldifferentimplementationsforlocalschedulerand
  ／／clusterschedulers.
  ／／We′vealreadyserializedRDDsandclosuresintaskBinary，butherewecheckforall
  ／／otherobjectssuchasPartition.
  try｛ ／／确保Tasks的Task都是可以序列化的（一个Stage中包含多个Task）
   closureSerializer.serialize（tasks.head）
  ｝catch｛
   casee：NotSerializableException＝＞
    abortStage（stage，＂Tasknotserializable：＂＋e.toString）
    runningStages－＝stage
    return
   caseNonFatal（e）＝＞／／Otherexceptions，suchasIllegalArgumentExceptionfromKryo.
    abortStage（stage，s＂Taskserializationfailed：$e＼n$｛e.getStackTraceString｝＂）
    runningStages－＝stage
    return
 ｝
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 logInfo（＂Submitting＂＋tasks.size＋＂missingtasksfrom＂＋stage＋＂（＂＋stage.rdd＋＂）＂）
 stage.pendingTasks＋＋＝tasks
 logDebug（＂Newpendingtasks：＂＋stage.pendingTasks）
／／通过TaskScheduler提交TaskSet
 taskScheduler.submitTasks（
  newTaskSet（tasks.toArray，stage.id，stage.newAttemptId（），stage.jobId，properties））
 stage.latestInfo.submissionTime＝Some（clock.getTime（））
｝else｛
 ／／BecausewepostedSparkListenerStageSubmittedearlier，weshouldpost
 ／／SparkListenerStageCompletedhereincasetherearenotaskstorun.
 listenerBus.post（SparkListenerStageCompleted（stage.latestInfo））
 logDebug（＂Stage＂＋stage＋＂isactuallydone；％b％d％d＂.format（
  stage.isAvailable，stage.numAvailableOutputs，stage.numPartitions））
 runningStages－＝stage
｝

｝

（11）在以上的submitMissingTasks（）方法中，被提交的Stage中包含的一系列Task被封
装成了一个 TaskSet，并通过调用 TaskSchedulerImpl的 submitTasks（）方法继续向 Spark集群
提交任务，在这里再强调一下，一个TaskSet对应一个Stage。下面我们进入TaskScheduler调
度器的实现子类TaskSchedulerImpl来看一下它是如何进行任务的提交的。
1）我们继续跟踪TaskSchedulerImpl类的submitTasks（）方法，在该方法中首先实例化了

TaskSetManager，TaskSetManager主要对TaskSet中的需要执行的任务进行管理；然后判断任
务不是本机执行和非 hasReceivedTask，并启动一个Timer对象的scheduleAtFixedRate（）方法，
以一定的时间间隔提交 Task；最后调用 backend的 reviveOffers（）进行下一步操作。这里的
backend是 SparkDeploySchedulerBackend，但是 reviveOffers（）方法是在它的父类 CoarseG-
rainedSchedulerBackend中实现的。

    overridedefsubmitTasks（taskSet：TaskSet）｛
 valtasks＝taskSet.tasks
 logInfo（＂Addingtaskset＂＋taskSet.id＋＂with＂＋tasks.length＋＂tasks＂）
 this.synchronized｛
  valmanager＝newTaskSetManager（this，taskSet，maxTaskFailures）
  activeTaskSets（taskSet.id）＝manager
  schedulableBuilder.addTaskSetManager（manager，manager.taskSet.properties）

  if（！isLocal＆＆！hasReceivedTask）｛
   starvationTimer.scheduleAtFixedRate（newTimerTask（）｛
    overridedefrun（）｛
     if（！hasLaunchedTask）｛
      logWarning（＂Initialjobhasnotacceptedanyresources；＂＋
       ＂checkyourclusterUItoensurethatworkersareregistered＂＋
       ＂andhavesufficientmemory＂）
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     ｝else｛
      this.cancel（）
     ｝
    ｝
   ｝，STARVATION＿TIMEOUT，STARVATION＿TIMEOUT）
  ｝
  hasReceivedTask＝true
 ｝
 backend.reviveOffers（） ／／这里的backend是SparkDeploySchedulerBackend。
｝

2）我们继续跟踪CoarseGrainedSchedulerBackend类中的 reviveOffers（）方法，这里的 re-
viveOffer（）方法最终会向 CoarseGrainedSchedulerBackend中的 DriverActor类发送消息进行
处理。

    overridedefreviveOffers（）｛
 driverActor！ReviveOffers
｝

3）在DriverActor的receiveWithLogging方法中，对收到的 ReviveOffers消息会继续调用
CoarseGrainedSchedulerBackend的makeOffers（）方法。

    defreceiveWithLogging＝｛
 caseReviveOffers＝＞
  makeOffers（）
｝

4）在makeOffers（）中通过调用 CoarseGrainedSchedulerBackend的 launchTasks（）方法发
送消息给CoarseGrainedExecutorBackend。

    ／／Makefakeresourceoffersonallexecutors
defmakeOffers（）｛
 launchTasks（scheduler.resourceOffers（executorDataMap.map｛case（id，executorData）＝＞
  newWorkerOffer（id，executorData.executorHost，executorData.freeCores）
 ｝.toSeq））
｝

5）我们继续跟踪 CoarseGrainedSchedulerBackend的 launchTasks（）方法，在该方法中，
它的参数tasks是通过scheduler.resourceOffers（）方法进行资源申请后返回来的一系列 Task，
最终，每个Task会被循环地发送到与其绑定的 Worker结点的已经启动的 CoarseGrained-
SchedulerBackend进程中。

    ／／Launchtasksreturnedbyasetofresourceoffers
deflaunchTasks（tasks：Seq［Seq［TaskDescription］］）｛
 for（task＜－tasks.flatten）｛
  valser＝SparkEnv.get.closureSerializer.newInstance（）
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  valserializedTask＝ser.serialize（task） ／／对Task进行序列化
  if（serializedTask.limit＞＝akkaFrameSize－AkkaUtils.reservedSizeBytes）｛
   valtaskSetId＝scheduler.taskIdToTaskSetId（task.taskId）
   scheduler.activeTaskSets.get（taskSetId）.foreach｛taskSet＝＞
    try｛
    varmsg＝＂Serializedtask％s：％dwas％dbytes，whichexceedsmaxallowed：＂
 ＋ ＂spark.akka.frameSize（％dbytes）－reserved（％dbytes）.Considerincreasing＂＋
     ＂spark.akka.frameSizeorusingbroadcastvariablesforlargevalues.＂
    msg＝msg.format（task.taskId，task.index，serializedTask.limit，akkaFrameSize，
     AkkaUtils.reservedSizeBytes）
    taskSet.abort（msg）
    ｝catch｛
     casee：Exception＝＞logError（＂Exceptioninerrorcallback＂，e）
    ｝
   ｝
  ｝
  else｛
   valexecutorData＝executorDataMap（task.executorId）
   executorData.freeCores－＝scheduler.CPUS＿PER＿TASK
  ／／发送序列化后的Task的消息给Worker上的CoarseGrainedExecutorBackend
   executorData.executorActor！LaunchTask（newSerializableBuffer（serializedTask））
  ｝
 ｝
｝

至此，经过Driver端的 DAGScheduler调度要提交的作业进行 Stage划分，以及 Task-
Scheduler调度器对Stage进一步划分为一个个 Task，并发送 Task到 Worker结点的 CoarseG-
rainedSchedulerBackend进程的Executor中执行，那么下面我们就要进入 Worker结点相关的
类中作进一步的分析。

（12）我们接下来会通过 Worker结点相关的 CoarseGrainedExecutorBackend类、Executor
类TaskRunner类的源码实现来分析一下它们是如何处理从 Driver端的 CoarseGrainedSchedul-
erBackend对象中发送过来的Task。
1）首先，在 CoarseGrainedExecutorBackend的 receiveWithLogging方法接受到 CoarseG-

rainedSchedulerBackend对象发送过来的LaunchTask信息后，会调用Executor的launchTask（）
方法让Task在绑定的Executor上运行。

    overridedefreceiveWithLogging＝｛
 caseLaunchTask（data）＝＞
  if（executor＝＝null）｛
   logError（＂ReceivedLaunchTaskcommandbutexecutorwasnull＂）
   System.exit（1）
  ｝else｛
   valser＝SparkEnv.get.closureSerializer.newInstance（）
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   valtaskDesc＝ser.deserialize［TaskDescription］（data.value）
   logInfo（＂Gotassignedtask＂＋taskDesc.taskId）
   ／／Executor调用自己的launchTask方法启动任务
   executor.launchTask（this，taskDesc.taskId，taskDesc.name，taskDesc.serializedTask）
  ｝
｝

2）我们继续跟踪Executor的 launchTask（）方法，在这个方法内部主要做了两件事情：
一是初始化了一个TaskRunner对象来对Task进行管理，一是调用 threadPool.execute（tr）Ex-
ecutor方法把TaskRunner对象加入到一个Java的线程池中去运行。

    deflaunchTask（
  context：ExecutorBackend，taskId：Long，taskName：String，serializedTask：ByteBuffer）｛
  ／／初始化TaskRunner对象，使用TaskRunner对Task进行管理
  valtr＝newTaskRunner（context，taskId，taskName，serializedTask）
  runningTasks.put（taskId，tr）
  threadPool.execute（tr） ／／把TaskRunner对象加入到Java的线程池中运行
｝

3）下面我们的重心就是 TaskRunner的源码实现了，看它是如何管理 Task的实际运行
的。TaskRunner是一个Runnable接口，它最重要的实现都在它的run（）方法中，在run（）方
法中首先会对收到的 Task信息进行反序列化，然后调用 task.run（taskId.toInt）方法运行
Task。这里需要注意的是如果运行的是 ShuffleMapTask，会将结果保存到本地文件中，汇报
ShuffleMapTask的存储信息给Driver，等待ResultTask或者其他 ShuffleMapTask获取；如果是
ResultTask，它会根据Driver中提供的信息进行结果的获取和并进行 Reduce操作，最后执行
结果汇报给Driver。

    overridedefrun（）｛
 valdeserializeStartTime＝System.currentTimeMillis（）
 Thread.currentThread.setContextClassLoader（replClassLoader）
 valser＝SparkEnv.get.closureSerializer.newInstance（）
 logInfo（s＂Running$taskName（TID$taskId）＂）
 execBackend.statusUpdate（taskId，TaskState.RUNNING，EMPTY＿BYTE＿BUFFER）
 vartaskStart：Long＝0
 defgcTime＝
  ManagementFactory.getGarbageCollectorMXBeans.map（＿.getCollectionTime）.sum
 valstartGCTime＝gcTime

 try｛
  Accumulators.clear（）
  ／／Task相关信息的反序列化
  val（taskFiles，taskJars，taskBytes）＝Task.deserializeWithDependencies（serializedTask）
  updateDependencies（taskFiles，taskJars）
  task＝ser.deserialize［Task［Any］］（taskBytes，
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            Thread.currentThread.getContextClassLoader）
  ......
  attemptedTask＝Some（task）
  logDebug（＂Task＂＋taskId＋＂′sepochis＂＋task.epoch）
  env.mapOutputTracker.updateEpoch（task.epoch）

  ／／Runtheactualtaskandmeasureitsruntime.
taskStart＝System.currentTimeMillis（）
  valvalue＝task.run（taskId.toInt） ／／运行Task
  valtaskFinish＝System.currentTimeMillis（）

  ／／Ifthetaskhasbeenkilled，let′sfailit.
  if（task.killed）｛
   thrownewTaskKilledException
  ｝

  valresultSer＝SparkEnv.get.serializer.newInstance（）
  valbeforeSerialization＝System.currentTimeMillis（）
  valvalueBytes＝resultSer.serialize（value）
  valafterSerialization＝System.currentTimeMillis（）

  for（m ＜－task.metrics）｛
   m.executorDeserializeTime＝taskStart－deserializeStartTime
   m.executorRunTime＝taskFinish－taskStart
   m.jvmGCTime＝gcTime－startGCTime
   m.resultSerializationTime＝afterSerialization－beforeSerialization
  ｝

  valaccumUpdates＝Accumulators.values

  valdirectResult＝newDirectTaskResult（valueBytes，accumUpdates，
          task.metrics.orNull）
  valserializedDirectResult＝ser.serialize（directResult）
  valresultSize＝serializedDirectResult.limit
  ......
  execBackend.statusUpdate（taskId，TaskState.FINISHED，serializedResult）

  ｝

  ｝
 ｝
｝
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至此，一个Task就运行结束了，对于Task在Executor中运行的细节，我们在第5章讲
Spark运行机制的作业调度的时候做了更加详细的分析，所以这里不在做更深入的探讨。

（13）最后，当Spark应用程序中所有的作业都提交并运行结束后。会调用SparkContext
的stop方法结束应用。

4.4 Yarn－Cluster模式

Yarn是一种统一资源管理机制，在其上面可以运行多套计算框架。目前的大数据技术
领域，大多数公司除了使用Spark来进行数据计算，还由于历史原因或者单方面业务处理的
性能考虑而使用着其他的计算框架，比如 MapReduce、Storm、Impala等计算框架。基于此
种情况Spark开发了SparkonYarn的运行模式。由于借助了Yarn良好的弹性资源管理机制，
不仅部署Spark应用更加方便，而且用户在Yarn集群中运行的服务和Spark应用的资源也完
全隔离，更具实践应用价值的是Yarn可以通过队列的方式，同时管理运行在集群中的多个
服务，鉴于此，这种模式也是目前最有市场前景的一种模式。

SparkonYarn模式根据Driver在集群中的位置又细分为两种模式：一种是Yarn－Cluster
（或称为Yarn－Standalone模式），这种模式下 Driver是运行在 Worker结点 （工作结点）上

的；另一种是Yarn－Client模式，这种模式下 Driver是运行在 Client（客户端）结点上的。
这节我们先介绍Yarn－Cluster模式。

4.4.1  Yarn－Cluster模式实例部署及运行演示

（1）首先需要部署一个HadoopYarn集群供该模式使用。由于在前面的第2章我们已经
进行了Hadoop集群的具体安装，这里只需在 Hadoop集群的安装包下更新与 Yarn有关的文
件信息。

1）用vim命令打开mapred－site.xml文件，配置一个name为 mapreduce.framework.name，
value为yarn的属性，具体内容如下：

    

2）同样配置yarn－site.xml文件中的两个属性，Yarn的 resourcemanager位于 hostname
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（主机名）为SparkMaster的结点上，也就是Hadoop集群的主结点上 （我们的Hadoop集群和
Spark集群在安装搭建时，他们的Master结点都在主机名为 SparkMaster的机器上）。对于第
二个属性名为 yarn.nodemanager.aux.services的配置，是因为在 Yarn资源管理框架下运行
MapReduce程序时，需要让各个NodeManager在启动时加载shuffleserver，shuffleserver实际
上是Jetty／NettyServer，ReduceTask通过该server从各个 NodeManager上远程复制 MapTask
产生的中间结果。上面增加的两个配置均用于指定 shuffleserve。在这里我们需要强调的一
点是当我们使用Yarn这个资源管理框架的时候，就是为了可以同时使用多套计算框架来执
行各自的任务，所以这里的第二个属性配置针对的是 MapReduce计算框架。具体配置内容
如下：

    

（2）部署SparkonYarn模式的的时候，仅需要在一台可以提交SparkApplication（应用
程序）到Yarn集群的客户端结点部署Spark即可，不用每台机器都部署Spark。在客户端的
配置文件中需要设置Yarn和HDFS的相关属性，因为需要读取 Yarn集群的配置文件。修改
$SPARK＿HOME／conf／spark－env.sh这个文件中HADOOP＿HOME和HADOOP＿CONF＿DIR这
两个环境变量的值，修改的结果如下所示。

    

（3）Spark自身的Master结点和Worker结点不需要启动，但是Spark的部署包必须是基
于对应的Yarn版本正确编译后的，否则会出现 Spark和 Yarn的兼容性问题。对于 Spark的
部署包，我们既可以在Spark的官网上下载编译后的安装包，也可以用 SBT的方式来打包。
比如我们现在使用的是Hadoop2.4.1，可以在下载下来在Spark根目录下使用如下命令进行
打包：

    SPARK＿HADOOP＿VERSION＝2.4.1SPARK＿YARN＝truesbt／sbtassembly

（4）Yarn－Cluster模式还可以通过在$SPARK＿HOME／conf目录下的 spark－default.conf
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文件里或者提交应用的工具 （如spark－submit）的附加参数列表写入一些与 Yarn有关的属
性，来调整 Yarn－cluster模式下的运行行为。如果修改$SPARK＿HOME／conf／spark－de-
fault.conf这个文件，需要配置的可以有如下参数：
1）spark.yarn.applicationMaster.waitTries：ResourceManager（集群资源管理器）等待

SparkAppMaster启动的次数，也就是 SparkContext初始化次数。超过这个数值，启动失败。
默认值是10次。
2）Spark.yarn.submit.file.replication：spark应用程序的依赖文件上传到 HDFS上时，在

HDFS中存储的副本，默认值是三份。
3）spark.yarn.scheduler.heartbeat.interval－ms：SparkAppMaster发送心跳信息给 YARN

的ResourceManager的时间间隔。默认值是5000ms。
4）Spark.yarn.preserve.staging.files：在Spark应用程序结束后，是否还保存上传的依赖

文件。当这个选项的值设置为true时，在Job（作业）结束后，会将上传的依赖文件保留而
不是删除。

5）Spark.yarn.max.executor.failures：导致应用程序宣告失败的最大 executor失败数。
默认值是两倍于executor数。

配置完成后，将Spark部署文件放置到Yarn所在的结点中。
（5）启动yarn集群。进入 Hadoop安装包的 sbin目录下，使用 .／start－yarn.sh命令启

动Yarn集群，在shell命令终端的演示代码如下：

    

从上面的运行结果中，我们看到了一个进程 pid为3132的 ResourceManager进程，这说
明Yarn集群已经启动。

（6）我们使用SparkSubmit的方式进行SparkApplication（这里的样例使用Spark官方提
供的SparkPi例子）的提交，shell命令端的运行代码如下：

    

提交过后，可以在Yarn的ResourceManager进程对应的WebUI中查看启动的Application
（Spark应用程序）的运行情况 （如图4－8所示）。

运行结束后，Yarn－Cluster的运行结果会保存在ApplicationMaster所在结点中 （也就是

Driver所在的工作结点）的工作目录中的 stdout子目录中。可以通过命令 “find.－name
“*stdout””查找。另外，Application日志会在任务结束后汇集到 HDFS文件系统中，可以
通过 “yarnlogs－applicationId”命令查看。
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图4－8 Yarn模式下Application的运行情况

4.4.2  Yarn－Cluster模式内部实现原理

任何框架与Yarn的结合，都必须遵循 Yarn的开发模式。我们首先看看 Yarn的几个基
本元素的作用 （如图4－9所示）。Client负责提交应用；ResourceManager负责将集群的资源
分配给各个应用使用并跟踪这些资源 （Container）的状态和监控其进度；ApplicationMaster
（AppMstr）负责监控Task的运行过程；Container是资源分配和调度的基本单位，在其内部
封装了内存、CPU、磁盘、网络等机器资源；NodeManager是一个个负责计算的工作结点，
主要负责启动Application所需的Container，监控资源 （如内存、CPU、磁盘、网络等）的使
用情况并将之汇报给ResourceManager。

图4－9 Yarn的基本元素的作用

1.Yarn－Cluster模式下Spark的工作流程
在Yarn－Cluster模式中，当用户向Yarn中提交一个应用程序后，Yarn将分成两个阶段

运行该应用程序：第一个阶段是把Spark的Driver作为一个 ApplicationMaster在 Yarn集群中
先启动；第二个阶段是由ApplicationMaster创建应用程序，然后为该应用程序向ResourceMa-
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nager申请资源，并启动Executor来运行Task，同时监控它的整个运行过程，直到运行完成。
Yarn－cluster的工作流程分为以下几个步骤 （如图4－10所示）。

图4－10 Yarn－Cluster模式的运行流程图

（1）SparkYarnClient通过ApplicationClientProtocol协议 （Sparkonyarn模式下各模块之
间的通信协议，可以参考图4－11）向 Yarn中的 ResourceManager提交应用程序，其中包括
ApplicationMaster程序、启动ApplicationMaster的命令以及需要在Executor中运行的程序等。

（2）ResourceManager收到请求后，与对应的 NodeManager通信，为该应用程序分配第
一个Container作为AppMaster（也就是ApplicationMaster）。

（3）ResourceManager要求NodeManager在这个 Container中启动应用程序的 Application-
Master（AppMaster），其中ApplicationMaster中包含了SparkContext等的初始化。

（4）ApplicationMaster首先向ResourceManager注册，这样用户可以直接通过ResourceM-
anage查看应用程序的运行状态。

（5）然后ApplicationMaster将采用轮询的方式通过RPC协议 （这里的是ApplicationMas-
terProtocol协议，如图4－11中所示）为各个任务申请资源，并监控它们的运行状态，直到
运行结束，其中Application的请求、分配资源是通过YarnAllocationHandle来完成的。

（6）一旦ApplicationMaster申请到资源 （也就是 Container）后，便通过 ContainerMan-
agerProtocol协议与对应的NodeManager通信，要求它在获得的Container中启动启动CoarseG-
rainedExecutorBackend，CoarseGrainedExecutorBackend启动后，会向 ApplicationMaster中的
SparkContext注册并申请 Task，这一点和 Standalone模式一样，只不过，SparkContext在
SparkApplication中初始化时，使用 CoarseGrainedSchedulerBackend配合 YarnClusterScheduler
进行任务的调度，而YarnClusterScheduler只是对TaskSchedulerImpl的一个简单包装，增加了
对Executor的等待逻辑等。

（7）ApplicationMaster中的SparkContext分配Task给CoarseGrainedExecutorBackend执行，
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CoarseGrainedExecutorBackend运行Task并通过某个自定义的RPC协议向ApplicationMaster汇
报自己的状态和进度，以让ApplicationMaster随时掌握各个任务的运行状态，从而可以在任
务失败时重新启动任务。

图4－11 Yarn框架下各个模块之间的通信图

（8）应用程序运行完成后，ApplicationMaster向ResourceManager申请注销并关闭自己。
2.Spark源码分析Yarn－Cluster运行模式的执行流程
在Spark的Yarn－Cluster模式中，ApplicationMaster指的是org.apache.deploy.yarn.App-

licationMaster，Client指的是org.apache.deploy.yarn.Client。
（1）spark－submit提交应用后，会根据自己的附加属性选择模式。然后在 SparkSubmit

类的launch方法中会利用反射技术启动org.apache.spark.deploy.yarn.Client这个伴生对象。

    ／／Inyarn－clustermode，useyarn.Clientasawrapperaroundtheuserclass
if（isYarnCluster）｛
／／如果spark－submit提交时采用的是Yarn－Cluster模式，这里需要启动的是org.apache.spark.
deploy.yarn.Client这个伴生对象
 childMainClass＝＂org.apache.spark.deploy.yarn.Client＂
 if（args.primaryResource！＝SPARK＿INTERNAL）｛
  childArgs＋＝（＂－－jar＂，args.primaryResource）
 ｝
 childArgs＋＝（＂－－class＂，args.mainClass）
 if（args.childArgs！＝null）｛
  args.childArgs.foreach｛arg＝＞childArgs＋＝（＂－－arg＂，arg）｝
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 ｝
｝

（2）在Client的main方法中，会调用newClient（args，sparkConf）.run（）方法，在Cli-
ent类的run方法中会调用 runApp（）方法，在 runApp（）方法中会通过调用 Client的 submi-
tApplication（）方法提交应用。下面我们看一下Client的submitApplication（）方法的实现。

    ／**
 * SubmitanapplicationrunningourApplicationMastertotheResourceManager.
 *
 * ThestableYarnAPIprovidesaconveniencemethod（YarnClient＃createApplication）for
 * creatingapplicationsandsettinguptheapplicationsubmissioncontext.Thiswasnot
 * availableinthealphaAPI.
 *／
overridedefsubmitApplication（）：ApplicationId＝｛
 yarnClient.init（yarnConf）
 yarnClient.start（） ／／根据yarnConf初始化yarnClient，并启动它

 logInfo（＂Requestinganewapplicationfromclusterwith％dNodeManagers＂
  .format（yarnClient.getYarnClusterMetrics.getNumNodeManagers））

 ／／GetanewapplicationfromourRM
 valnewApp＝yarnClient.createApplication（）
 valnewAppResponse＝newApp.getNewApplicationResponse（）
 valappId＝newAppResponse.getApplicationId（） ／／获取ApplicationID

 ／／VerifywhethertheclusterhasenoughresourcesforourAM
 ／／判断集群中的资源是否满足 Executor和 ApplicationMaster申请的资源，如果不满足则抛出
异常

 verifyClusterResources（newAppResponse）

 ／／SetuptheappropriatecontextstolaunchourAM
 ／／设置资源、Application的环境变量，创建Containerdion启动的context等
 valcontainerContext＝createContainerLaunchContext（newAppResponse）
 ／／设置Application提交的context，包括设置应用的名字、队列等
 valappContext＝createApplicationSubmissionContext（newApp，containerContext）

 ／／Finally，submitandmonitortheapplication
 logInfo（s＂Submittingapplication$｛appId.getId｝toResourceManager＂）
 yarnClient.submitApplication（appContext） ／／正式提交Application
 appId
｝

（3）ApplicationMaster负责运行SparkApplication的 Driver程序，并且分配执行 Task时
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的Executors。在ApplicationMaster中调用的是自己的run方法。
1）首先在ApplicationMaster伴生对象中会初始化 ApplicationMaster类的对象，并调用该

对象的run方法。

    objectApplicationMasterextendsLogging｛

 privatevarmaster：ApplicationMaster＝＿

 defmain（args：Array［String］）＝｛
  SignalLogger.register（log）
  valamArgs＝newApplicationMasterArguments（args）
SparkHadoopUtil.get.runAsSparkUser｛（）＝＞
  ／／初始化ApplicationMaster类的对象
   master＝newApplicationMaster（amArgs，newYarnRMClientImpl（amArgs））
   System.exit（master.run（））／／调用ApplicationMaster对象的run（）方法
  ｝
 ｝
......
｝

2）下面我们看一下ApplicationMaster类中的run（）方法的具体实现。

    finaldefrun（）：Int＝｛
 try｛
  valappAttemptId＝client.getAttemptId（）

  if（isDriver）｛
   ／／设置ApplicationMaster的端口
   System.setProperty（＂spark.ui.port＂，＂0＂）
   ／／设置Application的Master
   System.setProperty（＂spark.master＂，＂yarn－cluster＂）

   ／／PropagatetheapplicationIDsothatYarnClusterSchedulerBackendcanpickitup.
   System.setProperty（＂spark.yarn.app.id＂，appAttemptId.getApplicationId（）.toString（））
  ｝

  logInfo（＂ApplicationAttemptId：＂＋appAttemptId）

  valfs＝FileSystem.get（yarnConf）
 ／／设置Job运行结束后清除HDFS上Staging的目录级别，默认为30
  valcleanupHook＝newRunnable｛
   overridedefrun（）｛
    ／／IftheSparkContextisstillregistered，shutitdownasabestcaseeffortincase
    ／／usersdonotcallsc.stopordoSystem.exit（）.
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    valsc＝sparkContextRef.get（）
    if（sc！＝null）｛
     logInfo（＂Invokingscstopfromshutdownhook＂）
     sc.stop（）
    ｝
    valmaxAppAttempts＝client.getMaxRegAttempts（yarnConf）
    valisLastAttempt＝client.getAttemptId（）.getAttemptId（）＞＝maxAppAttempts

    if（！finished）｛
     ／／ThishappenswhentheuserapplicationcallsSystem.exit（）.Wehavethechoice
     ／／ofeitherfailingorsucceedingatthispoint.Wereportsuccesstoavoid
     ／／retryingapplicationsthathavesucceeded（System.exit（0）），whichmeansthat
     ／／applicationsthatexplicitlyexitwithanon－zerostatuswillalsoshowupas
     ／／succeededintheRMUI.
     finish（finalStatus，
      ApplicationMaster.EXIT＿SUCCESS，
      ＂Shutdownhookcalledbeforefinalstatuswasreported.＂）
    ｝

    if（！unregistered）｛
     ／／weonlywanttounregisterifwedon′twanttheRMtoretry
     if（finalStatus＝＝FinalApplicationStatus.SUCCEEDED isLastAttempt）｛

      unregister（finalStatus，finalMsg）
      cleanupStagingDir（fs）
      ｝
    ｝
   ｝
  ｝

  ／／UsehigherprioritythanFileSystem.
  assert（ApplicationMaster.SHUTDOWN＿HOOK＿PRIORITY＞FileSystem.SHUTDOWN＿HOOK＿
PRIORITY）
  ShutdownHookManager
   .get（）.addShutdownHook（cleanupHook，ApplicationMaster.SHUTDOWN＿HOOK＿PRIORITY）

  ／／设置安全认证的相关信息
  valsecurityMgr＝newSecurityManager（sparkConf）

  if（isDriver）｛
   runDriver（securityMgr） ／／启动Driver
  ｝else｛
   runExecutorLauncher（securityMgr）
  ｝
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 ｝catch｛
  casee：Exception＝＞
   ／／catcheverythingelseifnotspecificallyhandled
   logError（＂Uncaughtexception：＂，e）
   finish（FinalApplicationStatus.FAILED，
    ApplicationMaster.EXIT＿UNCAUGHT＿EXCEPTION，
    ＂Uncaughtexception：＂＋e.getMessage（））
 ｝
 exitCode
｝

3）下面我们继续跟踪runDriver方法的实现，在该方法内部会调用 registerAM（）方法向
ResourceManager注册ApplicationMaster。

    privatedefrunDriver（securityMgr：SecurityManager）：Unit＝｛
 addAmIpFilter（）
 userClassThread＝startUserClass（）

 ／／Thisabithacky，butweneedtowaituntilthespark.driver.portpropertyhas
 ／／beensetbytheThreadexecutingtheuserclass.
 valsc＝waitForSparkContextInitialized（）

 ／／IfthereisnoSparkContextatthispoint，justfailtheapp.
 if（sc＝＝null）｛
  finish（FinalApplicationStatus.FAILED，
   ApplicationMaster.EXIT＿SC＿NOT＿INITED，
   ＂TimedoutwaitingforSparkContext.＂）
 ｝else｛
  registerAM（sc.ui.map（＿.appUIAddress）.getOrElse（＂＂），securityMgr）
  userClassThread.join（）
 ｝
｝

4）继续跟踪registerAM（）方法的实现。在该方法中主要做两件事情：第一是 Applica-
tionMaster的注册。第二是ApplicationMaster向ResourceManager申请Container资源。

    privatedefregisterAM（uiAddress：String，securityMgr：SecurityManager）＝｛
 valsc＝sparkContextRef.get（）

 valappId＝client.getAttemptId（）.getApplicationId（）.toString（）
 valhistoryAddress＝
  sparkConf.getOption（＂spark.yarn.historyServer.address＂）
   .map｛address＝＞s＂$｛address｝$｛HistoryServer.UI＿PATH＿PREFIX｝／$｛appId｝＂｝
   .getOrElse（＂＂）
  ／／ApplicationMaster的注册
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  allocator＝client.register（yarnConf，
   if（sc！＝null）sc.getConfelsesparkConf，
   if（sc！＝null）sc.preferredNodeLocationDataelseMap（），
   uiAddress，
   historyAddress，
   securityMgr）
   ／／向ResourceManager申请Container资源
   allocator.allocateResources（）
   reporterThread＝launchReporterThread（）
｝

对收到的Container资源，ApplicationMaster会在其内部启动一个 ExecutorRunner线程来
管理Executor中运行的Task。

（4）最后Task会在Executor中运行，CoarseGrainedExecutorBackend通过Akka通信框架
跟CoarseGrainedSchedulerBackend进行Task运行状况的通信，直到Job运行完成。

4.5 Yarn－Client模式

Yarn－Client模式中，Driver在客户端本地运行，这种模式可以使得SparkApplication和
客户端进行交互，因为Driver在客户端，所以可以通过 WebUI访问 Driver的状态，默认访
问地址是http：／／sparkmasterhost：4040，sparkmasterhost指的是 Spark集群中 Master结点的主
机名。而 Yarn通过地址 http：／／haoopmaster：8088访问，haoopmaster指的是 Hadoop集群的
Master结点IP地址。

4.5.1  Yarn－Client模式实例部署及运行演示

Yarn－Client模式和Yarn－Cluster模式的部署基本上完全一致，但是 Yarn－Client模式
有自己独有的一些属性，这些属性既可以写在Spark的$HOME／conf／spark－env文件中，也
可以在使用Spark工具 （spark－submit）提交任务时添加在附加属性列表里。具体属性如下
面表4－4所示。

表4－4 Yarn－client模式的属性以及含义

属  性 含  义

SPARK＿REXECUTOR＿RINSTANCES  在Yarn集群中启动的ExecutorBackend的数目，默认为两个

SPARK＿REXECUTOR＿RCORES  每个ExecutorBackend所占用的CPU核的数目

SPARK＿RDRIVER＿RMEMORY  Spark应用程序Application的Driver运行时所占用的内存大小，这里的 Driver
对应Yarn中的ApplicationMaster

SPARK＿REXECUTOR＿RMEMORY  每个ExecutorBackend所占用的内存大小

SPARK＿RYARN＿RAPP＿RNAME  SparkApplication在Yarn中的名字

SPARK＿RYARN＿RQUEUE  Application提交到Yarn中的哪个队列，默认是default
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（续）

属  性 含  义

SPARK＿RYARN＿RDIST＿RFILES  程序执行时需要分发到各个ExecutorBackend的文件列表，以逗号分隔

SPARK＿RYARN＿RDIST＿RARCHIVES  程序执行时，需要分发到各个ExecutorBackend的归档文件列表，以逗号分隔

下面我们用 spark－submit的方式提交 Application（比如 Spark官方提供的 SparkPi案
例），可以在附加参数列表添加上面列出的yarn－client模式特有的属性，命令如下：

    .／bin／spark－submit－－classorg.apache.spark.examples.SparkPi－－masteryarn－client＼
 －－num－executors3－－driver－memory4g－－executor－memory2g －－executor－cores1＼
 lib＼spark－examples*.jar

其中，“－－master”参数如果不指定 “yarn－client”的话，用 “yarn”也是指的同一种
模式提交。并且，与 yarn－cluster模式不同的是，使用 Yarn－Client模式提交 Application，
当运行结束之后可以直接在客户本地看到控制台打印的结果，这是因为Driver直接运行在客
户端中。

4.5.2  Yarn－Client模式内部实现原理

和Yarn－Cluster模式一样，Yarn－Client模式的SparkApplication主要也是通过 spark－
submit脚本提交的。但是Yarn－Client模式的SparkApplication的运行不需要通过Client类来
封装启动，而是直接通过反射机制调用作业的main函数。下面我们参考图4－12来分析其内
部实现原理。

图4－12 yarn－Client模式的工作流程

（1）客户端向Yarn提交SparkApplication，在这里通过 SparkSubmit类的 launch的函数
直接调用作业的 main方法 （通过反射机制实现），如 Spark源码的 SparkSumit类的 cre-
ateLaunchEnv（）方法中，当部署模式为 CLIENT时，会通过反射得到用户编写的 Spark应用
程序的main方法。

    ／／Inclientmode，launchtheapplicationmainclassdirectly
／／Inaddition，addthemainapplicationjarandanyaddedjars（ifany）totheclasspath
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if（deployMode＝＝CLIENT）｛
 childMainClass＝args.mainClass ／／通过反射得到Spark应用程序的main方法
 if（isUserJar（args.primaryResource））｛
  childClasspath＋＝args.primaryResource
 ｝
 if（args.jars！＝null）｛childClasspath＋＋＝args.jars.split（＂，＂）｝
 if（args.childArgs！＝null）｛childArgs＋＋＝args.childArgs｝
｝

（2）客户端会在本地启动Driver，因为SparkApplication的main方法一定都有Driver的
SparkContext，会对SparkContext进行初始化。

（3）在SparkContext初始化中将会依次做如下的事情：设置相关的配置、注册 MapOut-
putTracker、BlockManagerMaster、BlockManager，创建 TaskScheduler和 dagScheduler；其中比
较重要的是创建TaskScheduler和dagScheduler。在创建TaskScheduler的时候会根据我们传进
来的master来选择 Scheduler和 SchedulerBackend。由于我们选择的是 yarn－client模式，程
序会选择 YarnClientClusterScheduler和 YarnClientSchedulerBackend，上面两个实例的获取都
是通过反射机制实现的，YarnClientSchedulerBackend类是 CoarseGrainedSchedulerBackend类
的子类，YarnClientClusterScheduler是 TaskSchedulerImpl的子类，仅仅重写了 TaskScheduler-
Impl中的getRackForHost方法。

（4）初始化TaskScheduler（这里是 YarnClientClusterScheduler）后，将创建 dagSchedul-
er，然后通过taskScheduler.start（）启动TaskScheduler，而在TaskScheduler启动的过程中也会
调用SchedulerBackend（这里是YarnClientSchedulerBackend）的start方法。在SchedulerBack-
end启动的过程中将会初始化一些参数，封装在 ClientArguments中，并将封装好的 ClientAr-
guments传进Client类中，并调用client.runApp（）方法获取ApplicationID。

（5）client.runApp里面的做是和前面yarn－cluster模式中进行操作那节类似，不同的是
在里面启动是 org.apache.spark.deploy.yarn.ExecutorLauncher（yarn－cluster模式启动的是
ApplicationMaster），它只负责启动Executor和客户端的Driver进行通信。

（6）在ExecutorLauncher里面会向ApplicationMaster注册该Application。注册完之后将会
等待driver的启动，当 driver启动完之后，会创建一个 MonitorActor对象用于和 CoarseG-
rainedSchedulerBackend进行通信。

（7）ExecutorLauncher通过 YarnAllocationHandle向 ResourceManager申请资源来运行
Task，ExecutorLauncher接受到 ResourceManager分配的 Container资源后，会启动 CoarseG-
rainedExecutorBackend，然后 CoarseGrainedExecutorBackend会向客户端的 Driver注册并申请
Task。

（8）最后Task会在Executor中运行，CoarseGrainedExecutorBackend通过Akka通信框架
跟CoarseGrainedSchedulerBackend进行Task运行状况的通信，直到Job运行完成。

（9）在Application运行的时候，YarnClientSchedulerBackend会每隔1s会获取到Applica-
tion的运行状况，并打印出相应的运行信息，当Application的状态是FINISHED、FAILED和
KILLED中的一种，那么程序将退出等待。

（10）最后有个线程会再次确认Application的状态，当Application的状态是FINISHED、
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FAILED和KILLED中的一种，程序就运行完成，并停止SparkContext。整个过程就结束了。

4.6 Mesos模式

Mesos模式调度方式有两种：粗粒度和细粒度。粗粒度方式涉及到的类有CoarseMesosS-
chedulerBackend和TaskSchedulerImpl类；而细粒度方式涉及到的类有MesosSchedulerBackend
和 TaskSchedulerImpl类。CoarseMesosSchedulerBackend和 MesosSchedulerBackend都继承了
MScheduler（其实是Mesos的 Scheduler），便于注册到 Mesos资源调度的框架中。选择哪种
模式可以通过spark.mesos.coarse参数配置，默认的模式是MesosSchedulerBackend。

4.6.1  Mesos模式实例部署及运行演示

在Mesos模式下运行 Spark集群，首先需要部署 Mesos到所有的工作结点上，在 Mesos
的官网上分别有在 Ubuntu和 CentOS上的安装使用，参考网址：http：／／mesos.apache.org／
gettingstarted／。这里我们演示在CentOS上的Mesos部署。
1.操作系统

    CentOS7。
JDK1.6以上，如：／usr／share／jdk1.7.0＿R45。

2.修改结点名字
（1）本次搭建Spark集群机器主从结点，修改host（／etc／hosts）如下：

    

（2）安装Mesosphererepo。

    

（3）下载ApacheMesos。

    

（4）安装Marathon。

    

（5）安装Chronos。
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（6）配置Mesosmaster结点，节点配置属性如表4－5所示。

表4－5 Mesosmaster结点配置属性

配 置 文 件 内  容 含  义

 ／etc／mesos－master／quorum  1  Quorum主结点个数，类似 hadoop临时主
结点

 etc／mesos－master／hostname  xd－ui  主机名

 ／etc／mesos－master／work＿Rdir  ／var／lib／mesos（默认）  Moses工作目录

 ／etc／mesos／zk  zk：／／xd－1：2181，xd－2：2181，xd
－3：2181／mesos  Zookeeper设置

配置结构显示如下。

    ［dev＠xd－ui～］$tree／etc／mesos－master／
／etc／mesos－master／
 —— hostname  －＞xd－ui
 —— quorum   －＞1

 —— work＿dir   －＞／alidata1／mesos

（7）重启MesosMaster。

    ［dev＠xd－ui～］$sudoservicemesos－masterrestart

（8）配置Mesosphereslave结点。

    Xd－1
配置各个结点的Slaves
［dev＠spark－1～］$tree／etc／mesos－slave／
／etc／mesos－slave／
 —— hostname  xd－1
 —— work＿dir  ／alidata1／mesos

Xd－2
配置各个结点的Slaves
［dev＠spark－2～］$tree／etc／mesos－slave／
／etc／mesos－slave／
 —— hostname  xd－2
 —— work＿dir  ／alidata1／mesos

Xd－3
配置各个结点的Slaves
［dev＠spark－3～］$tree／etc／mesos－slave／
／etc／mesos－slave／
 —— hostname  xd－3
 —— work＿dir  ／alidata1／mesos

（9）在结点［xd－1，xd－2，xd－3］上重启各个MesosSlaves。
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    ［dev＠xd－1～］$sudoservicemesos－slaverestart

（10）检查各个结点是否起来。出现以下类似内容则启动正常。

    

（11）访问 Mesosphere主页，确认各个结点是否正常。浏览器输入 http：／／xd－ui：
5050／，点击slaves标签页查看。

3.Spark配置
（1）下载并解压spark－1.2.1－bin－hadoop2.4.tgz。

    

（2）修改$｛SPARK＿RHOME｝／bin／spark－class或者conf／spark－env.sh，在首行添加：

    exportJAVA＿HOME＝／usr／share／jdk1.7.0＿45

注意：确定所有的Mesos结点的JDK，按照目录是一致的。
（3）再压缩成spark－1.2.1－bin－hadoop2.4.tgz。

    

（4）再发布压缩tgz包到hdfs或者http。
（5）把解压的 spark目录放到 mesos－master上。并且配置$｛SPARK＿RHOME｝／conf／

spark－env.sh，在文件末尾添加：

    

（6）启动Sparkshell。
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（7）输入测试代码。

    

（8）查看mesosUI界面确定任务是否运行成功。浏览器输入http：／／xd－ui：5050（如图4－13
所示）。

图4－13 Mosos的WebUI

（9）打开sparkWebUI界面查看任务执行结果：浏览器输入：http：／／xd－ui：4040（如
图4－14所示）。

图4－14 任务执行结果
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4.6.2  Mesos模式内部实现原理

对于Mesos的粗粒度模式，CoarseMesoschedulerBackend实现了 Mesos的 Scheduler接口，
并将其注册到Mesos资源调度框架中，用于接收Mesos的资源分配，在得到资源后通过 Me-
sos框架远程启动CoarseGrainedExecutorBackend，之后的任务交互过程和 SparkStandalone模
式一样，由DriverActor和ExecutorActor直接完成。

对于Mesos的细粒度模式，MesosSchedulerBackend直接继承自 SchedulerBackend，它同
样实现了Mesos的Scheduler接口并注册到Mesos资源调度的框架中用于接收Mesos的资源分
配。不同的是在接受资源后，MesosSchedulerBackend启动的是基于单个任务的远程 Execu-
tor，通过在远程执行.／sbin／spark－executor命令来启动 MesosExecutorBackend，在 MesosEx-
ecutorbackend中直接启动和执行对应的任务。

两种颗粒度的调度模式各有优缺点，粗粒度模式中，一旦 Executor获取资源就长期占
有，容易资源浪费，但是减少了资源的时间开销；而细粒度模式是根据任务的实际情况动态

调度的，它的特点去粗粒度正好相反。你可以在程序中通过设置 spark.mesos.coarse来选择
是否使用粗粒度的调度模式：conf.set（“spark.mesos.coarse”，”true”）。

思考题

1.Spark的基本工作流程是怎样进行的？
2.在Standalone模式下，根据Driver是否在集群内部，可以分为Client模式和Cluster模

式，这这两种模式的应用提交是如何实现的？

3.对于SparkonYarn，也可以分为两类：yarn－client和yarn－cluster。这两种模式的实
现原理是什么？
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5.1 Spark集群的架构

Spark集群中的SparkApplication（Spark应用）的运行架构由两部分组成 （如图5－1所
示）：包含SparkContext的DriverProgram（驱动程序）和在Executor中执行计算的程序。Spark
Application一般都是在集群上以独立的进程集合运行。Spark有多种运行模式，比如 Spark
Standalone（Spark自身单独的集群资源管理器）、Yarn、Mesos，这些集群资源管理器给Spark
Applicaiton提供了计算资源的分配和对这些资源的管理，这些资源既可以给Executor运行，也
可以给DriverProgram运行。根据SparkApplication的Driverprogram是否在集群资源中运行，
SparkApplication的运行方式又可以分为Cluster模式和Client模式，如果是Cluster模式，Spark
会把Application代码 （以JAR或者Python定义的文件并传送到Worker结点上的SparkContext）
发送到Executor，然后Driver发送Task任务让Executor中的线程池运行。

图5－1 Spark运行架构图

每个Application获取专属的Executor进程，该进程在Application运行的过程中一直在内
存中驻留，并以多线程方式运行Tasks。这种Application隔离机制无论是从调度角度看 （每

个Driver调度它自己的任务），还是从运行角度看 （来自不同Application的Task运行在不同
的JVM中）都很有优势。当然，这也意味着SparkApplication不能跨应用程序共享数据，除
非将数据写入到外部存储系统。

对于潜在的集群资源管理器来说，Spark是不可知的，也就是说 Spark与集群资源管理
器无关，只要能够获取Executor进程，并能保持相互之间的通信就可以了，即使是在支持其
他Application的集群资源管理器 （例如，Mesos／Yarn）上运行也相对简单。

提交SparkApplication的Client应该靠近Worker结点 （运行Executor的结点），最好是在
同一个Rack（局域网）里，因为SparkApplication运行过程中Driver和Executor之间有大量的
信息交换；如果想在远程集群中运行，最好使用RPC（RemoteProcedureCallProtocol，即远程
过程调用协议）将SparkApplication提交给集群，不要远离Worker运行SparkApplication。

每个DriverProgram有一个 WebUI监控器，一般是在4040端口，可以看到有关 Spark
Application运行的任务、程序和存储空间大小等信息。在浏览器中输入网址来访问：ht-
tp：／／＜drivernode＞：4040。通过WebUI监控器可以方便我们监控 SparkApplication在集群
中的运行状况。
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5.2 Spark的作业和任务调度

Spark的作业和任务调度系统是Spark的核心，Spark的性能如此优良的最重要的原因就
是它的作业和任务调度系统的设计非常精良和扩展性好，使得它对低层到顶层的各个模块之

间的调用和处理显得游刃有余。Spark有多种运行模式，这里为了清晰明了的讲清楚 Spark
的调度系统，我们选择 Spark自身的 Standalone模式，并且是 Driver运行在客户端的 Client
模式来讲解。

我们先通过图5－2从整体上对Spark的作业和任务调度系统做一下分析：

图5－2 Spark的作业和任务调度系统

（1）Spark应用程序进行各种 RDD的 transformation操作的计算，最后通过 RDD的 ac-
tion操作触发Job。图5－2中的join操作、groupBy操作和filter操作都是transformation操作。

（2）提交之后首先根据RDD之间的依赖关系构建 DAG图 （DirectedAcyclicGraph，有
向无环图），比如图 5－2中 groupBy操作依赖于 join操作生成的 RDD，filter操作依赖于
groupBy操作生成的RDD，这种RDD的依赖关系就形成了一个有向无环图，即 DAG图。然
后DAG图提交给DAGScheduler进行解析，就进入了DAGScheduler阶段。

（3）DAGScheduler是面向Stage的高层级的调度器，DAGScheduler把 DAG拆分成很多
的Tasks，每组的 Tasks都是一个 Stage，解析时是以 Shuffle为边界反向解析构建 Stage
（Stage之间也有依赖关系），每当遇到 Shuffle就会产生新的 Stage，然后以一个个 TaskSet
（TaskSet等同于Stage，是对Stage的一次封装）的形式提交给底层调度器TaskScheduler。另
外DAGScheduler需要记录哪些 RDD被存入磁盘等物化动作，同时要寻求 Task的最优化调
度，例如数据本地性等。DAGScheduler还需要监视因为 Shuffle输出导致的失败，如果发现
这个Stage失败，可能就要重新提交该Stage。

（4）一个TaskScheduler只为一个 SparkContext实例服务，TaskScheduler接受来自 DAG-
Scheduler发送过来的 TaskSet，TaskScheduler收到 TaskSet后负责把任务集以 Task的形式一
个个分发到集群Worker结点的 Executor中去运行。如果某个 Task运行失败，TaskScheduler
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要负责重试，另外如果TaskScheduler发现某个Task一直未运行完，就可能启动同样的任务
运行同一个Task，哪个任务先运行完就用哪个任务的结果。

（5）Executor收到TaskScheduler发送过来的 Task后，以多线程的方式运行，每一个线
程负责一个Task。Task运行结束后要返回给 DAGScheduler，不同类型的 Task，返回的方式
也不同。ShuffleMapTask返回的是一个MapStatus对象，而不是结果本身；ResultTask根据结
果大小的不同，返回的方式又可以分为两类，这个在下面的5.2.5小节里再详细讲。

通过上面的五个步骤，对Spark的作业和任务调度系统整体上有了初步的认识后，下面
我们结合Spark1.2的源代码一步步深入地分析其工作原理和流程。

5.2.1  SparkApplication提交

SparkStandalone运行模式是一种典型的 Master－Slave架构，在这种模式下，主要包括
三个组件：Master、Worker、Driver。这里我们指定的是Driver运行在客户端的Client模式。

（1）首先我们会在spark的sbin目录下使用 “.／start－all”脚本来启动集群：

    

1）用vim打开 start－all.sh这个脚本文件，会看到在文件里接着会调用 “start－
master.sh”和 “start－slaves.sh”脚本。
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2）在start－master.sh脚本文件中，会启动 org.apache.spark.deploy.Master类来完成集
群Master结点的启动。

    

3）而在start－slaves.sh脚本文件中会经过连续两个脚本的调用，开启与 Master对应的
org.apache.spark.deploy.worker.Worker类。

    

这时候，Spark集群的 Master结点和 Worker结点已经全部开启，Worker会向 Master完
成注册，并定时向Master发送心跳 （heartbeat），使得Master结点可以知道该Worker结点属
于活跃状态。关于Master和Worker之间的AKKA通信，我们会在5.5小节讲AKKA通信框
架的时候专门分析。

（2）当我们在命令终端用SparkSubmit工具向集群提交 SparkApplication的时候，首先
会调用spark的bin目录下的spark－submit脚本文件。
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1）用vim打开spark－submit脚本文件，我们知道这个脚本最终会启动org.apache.spark.
depoloy.SparkSubmit类。

    

2）在SparkSubmit对象的main方法中，首先会获取spark－submit的参数列表，根据参
数列表创建启动环境。然后完成SparkApplication的提交。

    defmain（args：Array［String］）｛
 ／／获取spark－submit的附加参数列表
 valappArgs＝newSparkSubmitArguments（args）
 if（appArgs.verbose）｛
  printStream.println（appArgs）
 ｝  ／／创建启动环境
 val（childArgs，classpath，sysProps，mainClass）＝createLaunchEnv（appArgs）
 launch（childArgs，classpath，sysProps，mainClass，appArgs.verbose）
｝

3）我们打开 createLaunchEnv方法，由于我们选择的是 Client模式，所以最终选择的
childMainClass是我们写的Spark应用的mainClass。

    private［spark］defcreateLaunchEnv（args：SparkSubmitArguments）
   ：（ArrayBuffer［String］，ArrayBuffer［String］，Map［String，String］，String）＝｛

  ／／Inclientmode，launchtheapplicationmainclassdirectly
  ／／Inaddition，addthemainapplicationjarandanyaddedjars（ifany）totheclasspath
  if（deployMode＝＝CLIENT）｛
   childMainClass＝args.mainClass
   if（isUserJar（args.primaryResource））｛
    childClasspath＋＝args.primaryResource
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   ｝
   if（args.jars！＝null）｛childClasspath＋＋＝args.jars.split（＂，＂）｝
   if（args.childArgs！＝null）｛childArgs＋＋＝args.childArgs｝
  ｝
  ......
 ｝

4）我们进入SparkSubmit对象的 launch方法，发现它最终会通过 Java语言的反射机制
启动Spark应用mainClass的main方法。

    privatedeflaunch（
   childArgs：ArrayBuffer［String］，
   childClasspath：ArrayBuffer［String］，
   sysProps：Map［String，String］，
   childMainClass：String，
   verbose：Boolean＝false）｛
  try｛
   mainClass＝Class.forName（childMainClass，true，loader）
  ｝catch｛
   casee：ClassNotFoundException＝＞
  ......
  ｝

  valmainMethod＝mainClass.getMethod（＂main＂，newArray［String］（0）.getClass）
  if（！Modifier.isStatic（mainMethod.getModifiers））｛
   thrownewIllegalStateException（＂Themainmethodinthegivenmainclassmustbestatic＂）
  ｝
  try｛／／通过Java的反射机制，启动Spark应用的mainClass的main方法
   mainMethod.invoke（null，childArgs.toArray）
  ｝catch｛
   casee：InvocationTargetException＝＞e.getCausematch｛
    casecause：Throwable＝＞throwcause
    casenull＝＞throwe
   ｝
  ｝
 ｝

（3）每个Spark应用都会对应着唯一的一个 SparkContext，当调用 mainClass的 main方
法时，也完成了SparkContext的初始化。SparkContext是Spark应用创建时的上下文对象，是
一个重要的入口类，在其内部会进行一系列的重要操作，其中最重要的是创建TaskScheduler
和DAGScheduler实例。
1）创建SparkConf对象来管理spark应用的属性设置。SparkConf类比较简单，是通过一

个HashMap容器来管理key／value类型的属性。
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    classSparkConf（loadDefaults：Boolean）extendsCloneablewithLogging｛

 importSparkConf.＿

 ／** CreateaSparkConfthatloadsdefaultsfromsystempropertiesandtheclasspath*／
 defthis（）＝this（true）
  ／／通过一个HashMap容器来管理key／value类型的属性
 private［spark］valsettings＝newHashMap［String，String］（）
 ......
｝

2）在SparkContext类中对于创建的 SparkConf会进行验证和克隆，一旦 SparkConf的设
置最终确定，在Spark程序运行时是不会改动的。

    private［spark］valconf＝config.clone（） ／／对SparkConf进行clone。
conf.validateSettings（） ／／对conf进行验证

／**
 * ReturnacopyofthisSparkContext′sconfiguration.Theconfiguration＂cannot＂be
 * changedatruntime.
 *／
defgetConf：SparkConf＝conf.clone（）

3）在SparkContext类中创建LiveListenerBus监听器。

    ／／AnasynchronouslistenerbusforSparkevents
private［spark］vallistenerBus＝newLiveListenerBus

这是典型的观察者模式 （如图5－3所示），SparkListener向 LiveListenerBus类注册不同
类型的SparkListenerEvent事件，SparkListenerBus会遍历它的所有监听者 SparkListener，然后
找出事件对应的接口进行响应。

4）创建SparkEnv运行环境。SparkEnv类用于封装所有Spark运行时的环境对象，如Se-
rializer、ActorSystem、BlockManager、MapOutputTrackerMasterActor、HttpFileServer等一系列
对象。

    ／／CreatetheSparkexecutionenvironment（cache，mapoutputtracker，etc）
private［spark］valenv＝SparkEnv.createDriverEnv（conf，isLocal，listenerBus）
SparkEnv.set（env）

5）创建SparkUI。通过SparkUI方便我们观察 Spark集群的运行情况和 Spark应用运行
时的状况。

    ／／InitializetheSparkUI
 private［spark］valui：Option［SparkUI］＝
  if（conf.getBoolean（＂spark.ui.enabled＂，true））｛
   Some（SparkUI.createLiveUI（this，conf，listenerBus，jobProgressListener，

641



    env.securityManager，appName））
  ｝else｛
   ／／Fortests，donotenabletheUI
   None
  ｝

图5－3 观察者模式

6）在 SparkUI对象 initialize（）方法中，attachTab方法中添加的对象正是我们在 Spark
Web页面中看到的那些标签。

    ／** Initializeallcomponentsoftheserver.*／
definitialize（）｛
 attachTab（newJobsTab（this））
 valstagesTab＝newStagesTab（this）
 attachTab（stagesTab）
 attachTab（newStorageTab（this））
 attachTab（newEnvironmentTab（this））
 attachTab（newExecutorsTab（this））
 attachHandler（createStaticHandler（SparkUI.STATIC＿RESOURCE＿DIR，＂／static＂））
 attachHandler（createRedirectHandler（＂／＂，＂／jobs＂，basePath＝basePath））
 attachHandler（
  createRedirectHandler（＂／stages／stage／kill＂，＂／stages＂，stagesTab.handleKillRequest））
  ／／IftheUIislive，thenserve
  sc.foreach｛＿.env.metricsSystem.getServletHandlers.foreach（attachHandler）｝
｝
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7）在SparkUI的create方法中，注册了JobProgressListener监听器，负责监听Job运行时
的变化及时地展示到Sparkweb页面上。

    privatedefcreate（
   sc：Option［SparkContext］，
   conf：SparkConf，
   listenerBus：SparkListenerBus，
   securityManager：SecurityManager，
   appName：String，
   basePath：String＝＂＂，
   jobProgressListener：Option［JobProgressListener］＝None）：SparkUI＝｛
  ／／创建JobProgressListener监听器
  val＿jobProgressListener：JobProgressListener＝jobProgressListener.getOrElse｛
   vallistener＝newJobProgressListener（conf）
   listenerBus.addListener（listener） ／／注册JobProgressListener监听器
   listener
  ｝

  valenvironmentListener＝newEnvironmentListener
  valstorageStatusListener＝newStorageStatusListener
  valexecutorsListener＝newExecutorsListener（storageStatusListener）
  valstorageListener＝newStorageListener（storageStatusListener）

  listenerBus.addListener（environmentListener）
  listenerBus.addListener（storageStatusListener）
  listenerBus.addListener（executorsListener）
  listenerBus.addListener（storageListener）

  newSparkUI（sc，conf，securityManager，environmentListener，storageStatusListener，
   executorsListener，＿jobProgressListener，storageListener，appName，basePath）
 ｝

8）添加EventLoggingListener监听器，这个默认是关闭的，可以通过spark.eventLog.enabled
配置开启。它主要功能是以json格式记录发生的事件。

    private［spark］valeventLogger：Option［EventLoggingListener］＝｛
 if（isEventLogEnabled）｛
  vallogger＝
   newEventLoggingListener（applicationId，eventLogDir.get，conf，hadoopConfiguration）
  logger.start（）
  listenerBus.addListener（logger）
  Some（logger）
 ｝elseNone
｝
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9）加入 SparkListenerEvent事件。往 LiveListenerBus中加入了 SparkListenerEnvironmen-
tUpdate、SparkListenerApplicationStart两类事件，对这两种事件监听的监听器就会调用 onEn-
vironmentUpdate、onApplicationStart方法进行处理。

    ／** Posttheenvironmentupdateeventoncethetaskschedulerisready*／
privatedefpostEnvironmentUpdate（）｛
 if（taskScheduler！＝null）｛
  valschedulingMode＝getSchedulingMode.toString
  valaddedJarPaths＝addedJars.keys.toSeq
  valaddedFilePaths＝addedFiles.keys.toSeq
  valenvironmentDetails＝
   SparkEnv.environmentDetails（conf，schedulingMode，addedJarPaths，addedFilePaths）
  valenvironmentUpdate＝SparkListenerEnvironmentUpdate（environmentDetails）
  listenerBus.post（environmentUpdate）
 ｝
 ｝

 ／** Posttheapplicationstartevent*／
 privatedefpostApplicationStart（）｛
  ／／Note：thiscodeassumesthatthetaskschedulerhasbeeninitializedandhascontacted
  ／／theclustermanagertogetanapplicationID（incasetheclustermanagerprovidesone）.
  listenerBus.post（SparkListenerApplicationStart（appName，Some（applicationId），
   startTime，sparkUser））
 ｝

10）创建了TaskScheduler和DAGScheduler调度器。

    ／／Createandstartthescheduler
private［spark］var（schedulerBackend，taskScheduler）＝
 SparkContext.createTaskScheduler（this，master）
privatevalheartbeatReceiver＝env.actorSystem.actorOf（
 Props（newHeartbeatReceiver（taskScheduler）），＂HeartbeatReceiver＂）
＠volatileprivate［spark］vardagScheduler：DAGScheduler＝＿
try｛
 dagScheduler＝newDAGScheduler（this）
｝catch｛
 casee：Exception＝＞throw
  newSparkException（＂DAGSchedulercannotbeinitializeddueto％s＂.format（e.getMessage））
｝

11）TaskScheduler是通过不同的SchedulerBackend来调度和管理任务，它包含资源分配
和任务调度。它实现了 FIFO调度和 FAIR调度，基于此来决定不同 jobs之间的调度顺序。
在SparkContext的createTaskScheduler方法中，会根据不同的部署方式选择不同的 Scheduler-
Backend。我们这里的 master选取的是 SparkStandalone运行模式，模式匹配对应的是
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“SPARK＿REGEX（sparkUrl）”，首先这里的 scheduler是 TaskScheduler的实现子类 Task-
SchedulerImpl，schedulerbackend选择的是 SparkDeploySchedulerBackend，它是 CoarseGrained-
SchedulerBackend的子类。

    caseSPARK＿REGEX（sparkUrl）＝＞
 valscheduler＝newTaskSchedulerImpl（sc）
 valmasterUrls＝sparkUrl.split（＂，＂）.map（＂spark：／／＂＋＿）
 valbackend＝newSparkDeploySchedulerBackend（scheduler，sc，masterUrls）
 scheduler.initialize（backend）
 （backend，scheduler）

（4）SparkDeploySchedulerBackend是Standalone模式下的SchedulerBackend。它装备好启
动Executor的必要参数后创建AppClient，可以向Standalone的Master注册Application，然后
Master会通过Application的信息为它分配 Worker，包括每个 worker上使用 CPUcore的数
目等。

1）在 SparkContext初始化的过程中，TaskSchedulerImpl的 start方法也被调用。打开
TaskScheduler的start方法我们看到它会继续调用SparkDeployScheduleBackend的start方法。

    overridedefstart（）｛
 ／／这里的backend是SparkDeploySchedulerBackend
 backend.start（）
 if（！isLocal＆＆conf.getBoolean（＂spark.speculation＂，false））｛
  logInfo（＂Startingspeculativeexecutionthread＂）
  importsc.env.actorSystem.dispatcher
  sc.env.actorSystem.scheduler.schedule（SPECULATION＿INTERVALmilliseconds，
      SPECULATION＿INTERVALmilliseconds）｛
   Utils.tryOrExit｛checkSpeculatableTasks（）｝
  ｝
 ｝
｝

2）在SparkDeploySchedulerBackend的 start方法中，会初始化 Appclient类，完成 Spark
应用向Master的注册。

    overridedefstart（）｛
 super.start（） ／／调用CoarseGrainedSchedulerBackend的start（）方法

 ／／Theendpointforexecutorstotalktous
 valdriverUrl＝＂akka.tcp：／／％s＠％s：％s／user／％s＂.format（
  SparkEnv.driverActorSystemName，
  conf.get（＂spark.driver.host＂），
  conf.get（＂spark.driver.port＂），
  CoarseGrainedSchedulerBackend.ACTOR＿NAME）
 valargs＝Seq（driverUrl，＂｛｛EXECUTOR＿ID｝｝＂，＂｛｛HOSTNAME｝｝＂，＂｛｛CORES｝｝＂，＂
｛｛APP＿ID｝｝＂，
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  ＂｛｛WORKER＿URL｝｝＂）
 valextraJavaOpts＝sc.conf.getOption（＂spark.executor.extraJavaOptions＂）
  .map（Utils.splitCommandString）.getOrElse（Seq.empty）
 valclassPathEntries＝sc.conf.getOption（＂spark.executor.extraClassPath＂）.toSeq.flatMap｛cp＝＞
  cp.split（java.io.File.pathSeparator）
 ｝
 vallibraryPathEntries＝
  sc.conf.getOption（＂spark.executor.extraLibraryPath＂）.toSeq.flatMap｛cp＝＞
   cp.split（java.io.File.pathSeparator）
  ｝

  ／／Startexecutorswithafewnecessaryconfigsforregisteringwiththescheduler
  valsparkJavaOpts＝Utils.sparkJavaOpts（conf，SparkConf.isExecutorStartupConf）
  valjavaOpts＝sparkJavaOpts＋＋extraJavaOpts
  valcommand＝Command（＂org.apache.spark.executor.CoarseGrainedExecutorBackend＂，
   args，sc.executorEnvs，classPathEntries，libraryPathEntries，javaOpts）
  valappUIAddress＝sc.ui.map（＿.appUIAddress）.getOrElse（＂＂）
  ／／包含了向Master注册的Application的所有信息
  valappDesc＝newApplicationDescription（sc.appName，maxCores，sc.executorMemory，command，
   appUIAddress，sc.eventLogDir）
  ／／初始化AppClient，完成Application向Master的注册
  client＝newAppClient（sc.env.actorSystem，masters，appDesc，this，conf）
  client.start（）

  waitForRegistration（）
｝

（5）AppClient向Master提交Application。
1）AppClient是 Application和Master交互的接口。它包含一个类型为org.apache.spark.

deploy.client.AppClient.ClientActor的成员变量 actor。它负责了所有的与 Master的交互。当
AppClient调用start方法后，会启动一个ClientActor。

    defstart（）｛
 ／／Justlaunchanactor；itwillcallbackintothelistener.
 actor＝actorSystem.actorOf（Props（newClientActor））
｝

2）ClientActor首先向Master注册 Application。如果超过20s没有接收到注册成功的消
息，那么会重新注册；如果重试超过3次仍未成功，那么本次提交就以失败结束了。

    overridedefpreStart（）｛
 context.system.eventStream.subscribe（self，classOf［RemotingLifecycleEvent］）
 try｛
  registerWithMaster（）
 ｝catch｛
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  casee：Exception＝＞
   logWarning（＂Failedtoconnecttomaster＂，e）
   markDisconnected（）
   context.stop（self）
 ｝
｝

deftryRegisterAllMasters（）｛
 for（masterUrl＜－masterUrls）｛
  logInfo（＂Connectingtomaster＂＋masterUrl＋＂...＂）
  valactor＝context.actorSelection（Master.toAkkaUrl（masterUrl））
  ／／向Master发送Spark应用的注册信息
  actor！RegisterApplication（appDescription）
 ｝
｝

defregisterWithMaster（）｛
 tryRegisterAllMasters（）
 importcontext.dispatcher
 varretries＝0
 registrationRetryTimer＝Some｛
  ／／如果20s内未收到注册成功的信息，则重试
  context.system.scheduler.schedule（REGISTRATION＿TIMEOUT，REGISTRATION＿TIMEOUT）｛
   Utils.tryOrExit｛
    retries＋＝1
    if（registered）｛／／如果注册成功了，取消注册
     registrationRetryTimer.foreach（＿.cancel（））
    ｝elseif（retries＞＝REGISTRATION＿RETRIES）｛
    ／／如果重试次数超过了指定次数，则认为集群不能正常工作，取消注册
     markDead（＂Allmastersareunresponsive！Givingup.＂）
      ｝else｛
       tryRegisterAllMasters（） ／／重新尝试注册
    ｝
   ｝
  ｝
 ｝
｝

3）如果Application注册成功，ClientActor的 receiveWithLogging方法 （消息循环系统）

会受到来自Master发送的RegisteredApplication信息，并进行处理。

    overridedefreceiveWithLogging＝｛
 caseRegisteredApplication（appId＿，masterUrl）＝＞
  appId＝appId＿
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  registered＝true
  changeMaster（masterUrl）
  listener.connected（appId）
  ......
｝

（6）Master接收到AppClient的registerApplication的请求后，处理逻辑如下：
1）Master接受到ClientActor发送的Application注册信息后，会调用 scheduler方法为待

分配的Application分配资源，在每次有新的Application加入时都会调用scheduler方法。

    caseRegisterApplication（description）＝＞｛
 if（state＝＝RecoveryState.STANDBY）｛
  ／／ignore，don′tsendresponse
 ｝else｛
  logInfo（＂Registeringapp＂＋description.name）
  valapp＝createApplication（description，sender）
  registerApplication（app）
  logInfo（＂Registeredapp＂＋description.name＋＂withID＂＋app.id）
  persistenceEngine.addApplication（app）
  ／／持久化Application的元数据信息
  sender！RegisteredApplication（app.id，masterUrl）
  ／／为处于待分配资源的Application分配资源，在每次有新的Application加入时都会
  ／／调用Scheduler进行调度
  schedule（）
 ｝
｝

2）在scheduler方法这种为Application分配资源选择worker（executor）有两种策略：
第一是尽量的 “打散”，即一个Application尽可能多的分配到不同的结点。这个可以通

过设置spark.deploy.spreadOut来实现。默认值为 true，即尽量的打散；第二是尽量的集中，
即一个Application尽量分配到尽可能少的结点。对于同一个Application，它在一个worker上
只能拥有一个executor，当然了，这个executor可能拥有多于1个core。对于第一种策略，任
务的部署会慢于第二种策略，但是 GC（GarbageCollection）的时间会更快。其主要逻辑
如下：

    ／／尽量打散单个结点的负载，如有可能为每个Executor分配一个Core
if（spreadOutApps）｛
 ／／Trytospreadouteachappamongallthenodes，untilithasallitscores
／／使用FIFO方式为等待的Applcation分配资源
 for（app＜－waitingAppsifapp.coresLeft＞0）｛
／／可用的Worker标准是：state是 alive，可用内存满足在可用的 Worker内存之中，优先选择可用
Worker数多的
  valusableWorkers＝workers.toArray.filter（＿.state＝＝WorkerState.ALIVE）
   .filter（canUse（app，＿））.sortBy（＿.coresFree）.reverse
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  valnumUsable＝usableWorkers.length
  valassigned＝newArray［Int］（numUsable）／／Numberofcorestogiveoneachnode
  vartoAssign＝math.min（app.coresLeft，usableWorkers.map（＿.coresFree）.sum）
  varpos＝0
  while（toAssign＞0）｛
   if（usableWorkers（pos）.coresFree－assigned（pos）＞0）｛
   toAssign－＝1
   assigned（pos）＋＝1
  ｝
  pos＝（pos＋1）％numUsable
 ｝
 ／／Nowthatwe′vedecidedhowmanycorestogiveoneachnode，let′sactuallygivethem
 for（pos＜－0untilnumUsable）｛
  if（assigned（pos）＞0）｛
   valexec＝app.addExecutor（usableWorkers（pos），assigned（pos））
   ／／在可用的Worker结点上启动Executor
   launchExecutor（usableWorkers（pos），exec）
   app.state＝ApplicationState.RUNNING
   ｝
  ｝
 ｝
｝else｛ ／／尽可能多地利用Worker的core
 ／／Packeachappintoasfewnodesaspossibleuntilwe′veassignedallitscores
 for（worker＜－workersifworker.coresFree＞0＆＆worker.state＝＝WorkerState.ALIVE）｛
  for（app＜－waitingAppsifapp.coresLeft＞0）｛
   if（canUse（app，worker））｛
    valcoresToUse＝math.min（worker.coresFree，app.coresLeft）
    if（coresToUse＞0）｛
    valexec＝app.addExecutor（worker，coresToUse）
    launchExecutor（worker，exec）
    app.state＝ApplicationState.RUNNING
    ｝
   ｝
  ｝
 ｝
｝

3）在选择了worker和确定了worker上的executor需要的CPUcore数后，Master会调用
launchExecutor（worker：WorkerInfo，exec：ExecutorInfo）向 Worker发送请求，向 AppClient
发送executor已经添加的消息。同时会更新master保存的worker的信息，包括增加executor，
减少可用的CPUcore数和memory数。Master不会等到真正在 worker上成功启动 executor后
再更新worker的信息。如果worker启动executor失败，那么它会发送FAILED的消息给Mas-
ter，Master收到该消息时再次更新worker的信息即可。这样是简化了逻辑。
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    deflaunchExecutor（worker：WorkerInfo，exec：ExecutorInfo）｛
 logInfo（＂Launchingexecutor＂＋exec.fullId＋＂onworker＂＋worker.id）
 ／／更新Worker的信息，可用内存和core的数量要减去此次分配Executor所使用的数量
 worker.addExecutor（exec）
 worker.actor！LaunchExecutor（masterUrl，
  exec.application.id，exec.id，exec.application.desc，exec.cores，exec.memory）
／／向AppClient发送Eexcutor添加的信息
 exec.application.driver！ExecutorAdded（
  exec.id，worker.id，worker.hostPort，exec.cores，exec.memory）
｝

（7）Worker根据Master的资源分配结果来创建Executor。
1）Worker接收到来自Master的LaunchExecutor的消息后，会创建org.apache.spark.deploy.

worker.ExecutorRunner。Worker本身会记录本身资源的使用情况，包括已经使用的 CPUcore
数，memory数等；但是这个统计只是为了webUI的展现。Master本身会记录Worker的资源
使用情况，无需Worker自身汇报。Worker与Master之间传送的心跳的目的仅仅是为了汇报
自己处于活跃状态，不会携带其他的信息。

    caseLaunchExecutor（masterUrl，appId，execId，appDesc，cores＿，memory＿）＝＞
 if（masterUrl！＝activeMasterUrl）｛
logWarning（＂InvalidMaster（＂＋masterUrl＋＂）attemptedtolaunchexecutor.＂）
  ｝else｛
   try｛
    logInfo（＂Askedtolaunchexecutor％s／％dfor％s＂.format（appId，execId，appDesc.name））

    ／／Createtheexecutor′sworkingdirectory
    valexecutorDir＝newFile（workDir，appId＋＂／＂＋execId）
    if（！executorDir.mkdirs（））｛
     thrownewIOException（＂Failedtocreatedirectory＂＋executorDir）
    ｝
   ／／初始化ExecutorRunner，ExecutorRunner主要用来管理Executor的执行情况，
   目前只存在于Standalone模式下
    valmanager＝newExecutorRunner（appId，execId，appDesc，cores＿，memory＿，
      self，workerId，host，sparkHome，executorDir，akkaUrl，conf，ExecutorState.LOADING）
     executors（appId＋＂／＂＋execId）＝manager
     manager.start（）
     coresUsed＋＝cores＿
     memoryUsed＋＝memory＿
     master！ExecutorStateChanged（appId，execId，manager.state，None，None）
     ｝catch｛
     casee：Exception＝＞｛
      logError（s＂Failedtolaunchexecutor$appId／$execIdfor$｛appDesc.name｝.＂，e）
      if（executors.contains（appId＋＂／＂＋execId））｛
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       executors（appId＋＂／＂＋execId）.kill（）
       executors－＝appId＋＂／＂＋execId
      ｝
      master！ExecutorStateChanged（appId，execId，ExecutorState.FAILED，
       Some（e.toString），None）
     ｝
    ｝
   ｝

2）接下来就启动org.apache.spark.deploy.ApplicationDescription中携带的org.apache.spark.
executor.CoarseGrainedExecutorBackend，CoarseGrainedExecutorBackend启动后，会首先通过传入的
driverUrl这个参数向在 org.apache.spark.scheduler.cluster.CoarseGrainedSchedulerBackend：：
DriverActor发送RegisterExecutor（executorId，hostPort，cores），DriverActor会回复RegisteredEx-
ecutor，此时CoarseGrainedExecutorBackend会创建一个 org.apache.spark.executor.Executor。至
此，Executor创建完毕。

    ／**
 * DownloadandruntheexecutordescribedinourApplicationDescription
 *／
deffetchAndRunExecutor（）｛
 try｛
  ／／Launchtheprocess
  valbuilder＝CommandUtils.buildProcessBuilder（appDesc.command，memory，
   sparkHome.getAbsolutePath，substituteVariables）
  valcommand＝builder.command（）
  logInfo（＂Launchcommand：＂＋command.mkString（＂＼＂＂，＂＼＂＼＂＂，＂＼＂＂））

  builder.directory（executorDir）
  ／／IncasewearerunningthisfromwithintheSparkShell，avoidcreatinga＂scala＂
  ／／parentprocessfortheexecutorcommand
  builder.environment.put（＂SPARK＿LAUNCH＿WITH＿SCALA＂，＂0＂）
  process＝builder.start（）
  valheader＝＂SparkExecutorCommand：％s＼n％s＼n＼n＂.format（
   command.mkString（＂＼＂＂，＂＼＂＼＂＂，＂＼＂＂），＂＝＂* 40）

  ／／Redirectitsstdoutandstderrtofiles
  valstdout＝newFile（executorDir，＂stdout＂）
  stdoutAppender＝FileAppender（process.getInputStream，stdout，conf）

  valstderr＝newFile（executorDir，＂stderr＂）
  Files.write（header，stderr，UTF＿8）
  stderrAppender＝FileAppender（process.getErrorStream，stderr，conf）
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  ／／Waitforittoexit；executormayexitwithcode0（whendriverinstructsittoshutdown）
  ／／orwithnonzeroexitcode
  valexitCode＝process.waitFor（）
  state＝ExecutorState.EXITED
  valmessage＝＂Commandexitedwithcode＂＋exitCode
  worker！ExecutorStateChanged（appId，execId，state，Some（message），Some（exitCode））
 ｝
 ......
｝

5.2.2  作业 （Job）提交

Spark应用程序由 driverprogram和在 Executor内执行的代码两部分组成，Spark的作业
调度主要说的就是这些基于RDD的一系列操作算子构成一个 Job，然后在 Executor中执行。
这些操作算子主要分为transformation算子和action算子，对于transform算子的计算是lazy级
别的，也就是延迟执行，只有出现了 action算子才触发 Job的提交。这里我们以最经典的
wordcount（单词计数）为例并结合Spark1.2的源代码来分析一下作业的提交 （下面两行代

码可以看作是wordcount的伪代码，首先是从 HDFS文件系统中加载 README.md文件生成
一个MappedRDD，然后使用flatMap、map、reduceByKey一系列Transformation操作，最后调
用RDD的count方法完成README.md文件的单词计数）。

    valline＝sc.textFile（“hdfs：／／SparkMaster：9000／data／README.md”）
valwordcount＝line.flatMap（＿.split（“”））.map（x＝＞（x，1））.reduceByKey（＿＋＿）.count

（1）这个Job的真正执行是从RDD的count方法这个action算子出现开始的。我们打开
RDD这个抽象类的源码，由 RDD的 count方法触发了 SparkContext的 runJob方法来提交作
业。我们可以看到对于Spark作业的提交是在其内部隐性调用runJob方法进行的，对于用户
来说，不用显性地去提交作业。

    ／**
* ReturnthenumberofelementsintheRDD.

*／
defcount（）：Long＝sc.runJob（this，Utils.getIteratorSize＿）.sum

（2）对于RDD来说，它们会根据彼此之间的依赖关系形成一个有向无环图 （DAG），
然后就是把这个 DAG图交给 DAGScheduler来处理，从源代码的层面来看，SparkContext的
runJob方法经过几次回调后会调用 DAGScheduler的 runJob方法，这时候作业提交进入了
DAGScheduler的处理阶段。

    defrunJob［T，U：ClassTag］（
   rdd：RDD［T］，
   func：（TaskContext，Iterator［T］）＝＞U，
   partitions：Seq［Int］，
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   allowLocal：Boolean，

   resultHandler：（Int，U）＝＞Unit）｛

  if（dagScheduler＝＝null）｛

   thrownewSparkException（＂SparkContexthasbeenshutdown＂）

  ｝

  valcallSite＝getCallSite

  valcleanedFunc＝clean（func）

  logInfo（＂Startingjob：＂＋callSite.shortForm）

  ／／调用DAGScheduler的runJob方法。

  dagScheduler.runJob（rdd，cleanedFunc，partitions，callSite，allowLocal，

   resultHandler，localProperties.get）

  progressBar.foreach（＿.finishAll（））

  rdd.doCheckpoint（）

｝

（3）在Spark程序中，可以存在多个 Job，而且这些 Job之间可以没有任何依赖关系，
对于多个Job之间的调度，Spark目前提供了两种调度策略：一种是 FIFO（先进先出）模
式，这也是目前默认的模式；另一种是 FAIR模式，FAIR模式的调度可以通过两个参数的
配置来决定Job执行的优先模式，两个参数分别是minShare（最小任务数）、weight（任务的
权重）。如果你的Spark应用是通过服务的形式，为多个用户提交作业的话，那么可以通过
配置Fair模式相关参数来调整不同用户作业的调度和资源分配优先级。在TaskSchedulerImpl
的initialize方法中先实现了对rootPool根调度池的初始化，随后跟进SchedulableMode的匹配
方式建立了SchedulableBuilder对象，具体的调度是由SchedulableBuilder的buildPools方法来
实现的。

    definitialize（backend：SchedulerBackend）｛
 this.backend＝backend

 ／／temporarilysetrootPoolnametoempty

 rootPool＝newPool（＂＂，schedulingMode，0，0）

 schedulableBuilder＝｛

  schedulingModematch｛ ／／根据调度模式配置调度池

   caseSchedulingMode.FIFO＝＞

    newFIFOSchedulableBuilder（rootPool）

   caseSchedulingMode.FAIR＝＞

    newFairSchedulableBuilder（rootPool，conf）

  ｝

 ｝

 schedulableBuilder.buildPools（）

｝

在以上的SparkContext的 runJob方法里，调用了 DAGScheduler的 runJob方法，下面我
们进入DAGScheduler类来查看它的runJob方法的具体实现。
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5.2.3  DAGScheduler划分 Stage并提交

DAGScheduler是面向 Stage的任务调度器，负责接收 Spark应用提交的 Job，并根据
RDD的依赖关系划分 Stage，并提交 Stage给 TaskScheduler调度器。下面我们继续看 DAG-
Scheduler的源码实现。

（1）在DAGScheduler类内部会进行一系列的方法调用，首先是在 runJob方法里，调用
submitJob方法来继续提交作业，这里会发生阻塞，直到返回作业完成或失败的结果。

    defrunJob［T，U：ClassTag］（
   rdd：RDD［T］，
   func：（TaskContext，Iterator［T］）＝＞U，
   partitions：Seq［Int］，
   callSite：CallSite，
   allowLocal：Boolean，
   resultHandler：（Int，U）＝＞Unit，
   properties：Properties＝null）
｛

 valstart＝System.nanoTime
 ／／调用submitJob方法来提交作业，这里会发生阻塞，等待作业完成或失败的结果
 valwaiter＝submitJob（rdd，func，partitions，callSite，allowLocal，resultHandler，properties）
 waiter.awaitResult（）match｛
  caseJobSucceeded＝＞｛
   logInfo（＂Job％dfinished：％s，took％fs＂.format
    （waiter.jobId，callSite.shortForm，（System.nanoTime－start）／1e9））
  ｝
  caseJobFailed（exception：Exception）＝＞
   logInfo（＂Job％dfailed：％s，took％fs＂.format
    （waiter.jobId，callSite.shortForm，（System.nanoTime－start）／1e9））
    throwexception
  ｝
｝

（2）在submitJob方法里，最重要的是创建了一个JobWaiter对象，并借助AKKA通信把
这个对象发送给DAGScheduler的内嵌类eventProcessActor进行处理。

    defsubmitJob［T，U］（
   rdd：RDD［T］，
   func：（TaskContext，Iterator［T］）＝＞U，
   partitions：Seq［Int］，
   callSite：CallSite，
   allowLocal：Boolean，
   resultHandler：（Int，U）＝＞Unit，
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   properties：Properties＝null）：JobWaiter［U］＝
 ｛
  ／／Checktomakesurewearenotlaunchingataskonapartitionthatdoesnotexist.
  valmaxPartitions＝rdd.partitions.length

  partitions.find（p＝＞p＞＝maxPartitions p＜0）.foreach｛p＝＞

   thrownewIllegalArgumentException（
    ＂Attemptingtoaccessanon－existentpartition：＂＋p＋＂.＂＋
     ＂Totalnumberofpartitions：＂＋maxPartitions）
 ｝

 valjobId＝nextJobId.getAndIncrement（）
 if（partitions.size＝＝0）｛
  returnnewJobWaiter［U］（this，jobId，0，resultHandler）
 ｝

 assert（partitions.size＞0）
 valfunc2＝func.asInstanceOf［（TaskContext，Iterator［＿］）＝＞＿］
 valwaiter＝newJobWaiter（this，jobId，partitions.size，resultHandler）
 ／／创建JobSubmitted对象并发送消息到DAGScheduler的Actor，这个Actor指的是／／DAGSchedul-
erEventProcessActor
 eventProcessActor！JobSubmitted（
  jobId，rdd，func2，partitions.toArray，allowLocal，callSite，waiter，properties）
 waiter
｝

（3）由eventProcessActor的初始化，我们知道这个类实际上指的是 DAGSchedulerEvent-
ProcessActor。

    privatedefinitializeEventProcessActor（）｛
 ／／blockingthethreaduntilsupervisorisstarted，whichensureseventProcessActoris
 ／／notnullbeforeanyjobissubmitted
 implicitvaltimeout＝Timeout（30seconds）
 valinitEventActorReply＝
  dagSchedulerActorSupervisor？Props（newDAGSchedulerEventProcessActor（this））
 ／／eventProcessActor的初始化
 eventProcessActor＝Await.result（initEventActorReply，timeout.duration）
  asInstanceOf［ActorRef］
｝

（4）在DAGSchedulerEventProcessActor的消息接受方法receive方法中，对接受到JobSub-
mitted样例类完成模式匹配后，继续调用DAGScheduler的handleJobSubmitted方法来提交作业。

    defreceive＝｛
   caseJobSubmitted（jobId，rdd，func，partitions，allowLocal，callSite，listener，properties）＝＞
   dagScheduler.handleJobSubmitted（jobId，rdd，func，partitions，allowLocal，callSite，
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    listener，properties）
 ......
｝

（5）handleJobSubmitted方法是个很关键的方法，在其内部会根据 finalRDD构建一个
Stage，这也意味着开始了Stage的划分，最后调用submitStage方法来提交这个Stage。

    private［scheduler］defhandleJobSubmitted（jobId：Int，
   finalRDD：RDD［＿］，
   func：（TaskContext，Iterator［＿］）＝＞＿，
   partitions：Array［Int］，
   allowLocal：Boolean，
   callSite：CallSite，
   listener：JobListener，
   properties：Properties＝null）
｛

 varfinalStage：Stage＝null
 try｛
   ／／Newstagecreationmaythrowanexceptionif，forexample，jobsarerunona
   ／／HadoopRDDwhoseunderlyingHDFSfileshavebeendeleted.
   ／／根据finalRDD构建finalStage
   finalStage＝newStage（finalRDD，partitions.size，None，jobId，callSite）
  ｝catch｛
   casee：Exception＝＞
    logWarning（＂Creatingnewstagefailedduetoexception－job：＂＋jobId，e）
    listener.jobFailed（e）
    return
  ｝
  if（finalStage！＝null）｛
   valjob＝newActiveJob（jobId，finalStage，func，partitions，callSite，listener，properties）
   clearCacheLocs（）
   logInfo（＂Gotjob％s（％s）with％doutputpartitions（allowLocal＝％s）＂.format（
    job.jobId，callSite.shortForm，partitions.length，allowLocal））
   logInfo（＂Finalstage：＂＋finalStage＋＂（＂＋finalStage.name＋＂）＂）
   logInfo（＂Parentsoffinalstage：＂＋finalStage.parents）
   logInfo（＂Missingparents：＂＋getMissingParentStages（finalStage））
   valshouldRunLocally＝
    localExecutionEnabled＆＆allowLocal＆＆finalStage.parents.isEmpty＆＆partitions.length＝＝1
   if（shouldRunLocally）｛ ／／判断是否适合Local模式运行
    ／／Computeveryshortactionslikefirst（）ortake（）withnoparentstageslocally.
   listenerBus.post（SparkListenerJobStart（job.jobId，Seq.empty，properties））
   runLocally（job）
  ｝else｛
   jobIdToActiveJob（jobId）＝job
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书书书

       activeJobs＋＝job
   finalStage.resultOfJob＝Some（job）
   valstageIds＝jobIdToStageIds（jobId）.toArray
   valstageInfos＝stageIds.flatMap（id＝＞stageIdToStage.get（id）.map（＿.latestInfo））
   listenerBus.post（SparkListenerJobStart（job.jobId，stageInfos，properties））
   submitStage（finalStage）／／根据RDD之间的依赖关系，递归调用submitStage方法。
   ｝
 ｝
 submitWaitingStages（）
｝

（6）submitStage方法中会根据依赖关系划分Stage，通过递归调用从 finalStage一直往前
找它的父Stage，直到Stage没有父Stage时就调用submitMissingTasks方法提交给Stage。这样
就完成了将job划分为一个或者多个Stage。如果被当作参数传进的Stage有父Stage，那么这
个Stage会放入waitingStage中，等待以后执行。

    ／** Submitsstage，butfirstrecursivelysubmitsanymissingparents.*／
privatedefsubmitStage（stage：Stage）｛
 valjobId＝activeJobForStage（stage）
 if（jobId.isDefined）｛
  logDebug（＂submitStage（＂＋stage＋＂）＂）
  if（！waitingStages（stage）＆＆！runningStages（stage）＆＆！failedStages（stage））｛
 ／／通过getMissingParentStages找出该Stage的所有父Stage
   valmissing＝getMissingParentStages（stage）.sortBy（＿.id）
   logDebug（＂missing：＂＋missing）
   if（missing＝＝Nil）｛
    logInfo（＂Submitting＂＋stage＋＂（＂＋stage.rdd＋＂），whichhasnomissingparents＂）
／／如果该Stage的父Stage不存在，可以直接提交任务集
    submitMissingTasks（stage，jobId.get）
   ｝else｛
    for（parent＜－missing）｛
／／如果该Stage的父Stage存在，就继续递归调用 submitStage方法，直到找到没有父 Stage的 Stage
才停止

     submitStage（parent）
    ｝
／／把当前有父Stage的Stage加入这个收藏未执行Stage的key／value集合中
    waitingStages＋＝stage 
   ｝
  ｝
 ｝else｛
  abortStage（stage，＂Noactivejobforstage＂＋stage.id）
 ｝
｝
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（7）getMissingParentStages方法中会根据finalstage对应finalRDD的dependence类型来创
建它的父Stage。如果是ShuffleDependency（也即宽依赖），则调用getShuffleMapStage方法创
建父Stage；如果是窄依赖，会把窄依赖对应的 RDD放入 waitingForVisit栈顶，等下次继续
调用visit方法继续向前回溯。

    privatedefgetMissingParentStages（stage：Stage）：List［Stage］＝｛
 valmissing＝newHashSet［Stage］
 valvisited＝newHashSet［RDD［＿］］
 ／／WearemanuallymaintainingastackheretopreventStackOverflowError
 ／／causedbyrecursivelyvisiting
 valwaitingForVisit＝newStack［RDD［＿］］
 defvisit（rdd：RDD［＿］）｛
  if（！visited（rdd））｛
   visited＋＝rdd
   if（getCacheLocs（rdd）.contains（Nil））｛
    for（dep＜－rdd.dependencies）｛
     depmatch｛／／根据RDD的依赖关系决定是否创建产生新的父Stage
      caseshufDep：ShuffleDependency［＿，＿，＿］＝＞
       valmapStage＝getShuffleMapStage（shufDep，stage.jobId）
       if（！mapStage.isAvailable）｛
        missing＋＝mapStage
       ｝
      casenarrowDep：NarrowDependency［＿］＝＞
       waitingForVisit.push（narrowDep.rdd）
     ｝
    ｝
   ｝
  ｝
 ｝
 waitingForVisit.push（stage.rdd）
 while（！waitingForVisit.isEmpty）｛
 ／／如果waitingForVisit不为空，继续循环调用visit方法，根据栈顶的RDD继续向前回／／溯来判断
是否满足ShuffleDependency
  visit（waitingForVisit.pop（））
 ｝
 missing.toList
｝

（8）最后会在 submitMissingTasks方法中将 Stage封装成 TaskSet通过 taskSchedul-
er.submitTasks函数提交给TaskScheduler处理。

    ／** Calledwhenstage′sparentsareavailableandwecannowdoitstask.*／
privatedefsubmitMissingTasks（stage：Stage，jobId：Int）｛
  logDebug（＂submitMissingTasks（＂＋stage＋＂）＂）
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  ／／GetourpendingtasksandremembertheminourpendingTasksentry
  stage.pendingTasks.clear（）

  ／／Firstfigureouttheindexesofpartitionidstocompute.
  valpartitionsToCompute：Seq［Int］＝｛
   if（stage.isShuffleMap）｛
    （0untilstage.numPartitions）.filter（id＝＞stage.outputLocs（id）＝＝Nil）
   ｝else｛
    valjob＝stage.resultOfJob.get
    （0untiljob.numPartitions）.filter（id＝＞！job.finished（id））
   ｝
  ｝

  valproperties＝if（jobIdToActiveJob.contains（jobId））｛
   jobIdToActiveJob（stage.jobId）.properties
  ｝else｛
   ／／thisstagewillbeassignedto＂default＂pool
   null
  ｝

  runningStages＋＝stage
  ／／SparkListenerStageSubmittedshouldbepostedbeforetestingwhethertasksare
  ／／serializable.Iftasksarenotserializable，aSparkListenerStageCompletedevent
  ／／willbeposted，whichshouldalwayscomeafteracorrespondingSparkListenerStageSubmitted
  ／／event.
  stage.latestInfo＝StageInfo.fromStage（stage，Some（partitionsToCompute.size））
  listenerBus.post（SparkListenerStageSubmitted（stage.latestInfo，properties））

  vartaskBinary：Broadcast［Array［Byte］］＝null
  try｛
   ／／ForShuffleMapTask，serializeandbroadcast（rdd，shuffleDep）.
   ／／ForResultTask，serializeandbroadcast（rdd，func）.
   valtaskBinaryBytes：Array［Byte］＝
  ／／通过stage.isShuffleMap来判断是ShuffleMap还是FinalMap，分别对其进行序列化
    if（stage.isShuffleMap）｛
     closureSerializer.serialize（（stage.rdd，stage.shuffleDep.get）：AnyRef）.array（）
    ｝else｛
     closureSerializer.serialize（（stage.rdd，stage.resultOfJob.get.func）：AnyRef）.array（）
    ｝
   taskBinary＝sc.broadcast（taskBinaryBytes）
  ｝catch｛
   ／／Inthecaseofafailureduringserialization，abortthestage.
   casee：NotSerializableException＝＞
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    abortStage（stage，＂Tasknotserializable：＂＋e.toString）
    runningStages－＝stage
    return
   caseNonFatal（e）＝＞
    abortStage（stage，s＂Taskserializationfailed：$e＼n$｛e.getStackTraceString｝＂）
    runningStages－＝stage
    return
  ｝

  valtasks：Seq［Task［＿］］＝if（stage.isShuffleMap）｛
  ／／通过stage.isShuffleMap来决定是ShuffleMapTask还是ResultTask
   partitionsToCompute.map｛id＝＞
    vallocs＝getPreferredLocs（stage.rdd，id）
    valpart＝stage.rdd.partitions（id）
  ／／ShuffleMapTask是根据 stage所依赖的 RDD的 partition分布产生和 partition数量相等的
Task，这些Task根据partition的locality进行分布
    newShuffleMapTask（stage.id，taskBinary，part，locs）
   ｝
  ｝else｛
   valjob＝stage.resultOfJob.get
   partitionsToCompute.map｛id＝＞
    valp：Int＝job.partitions（id）
    valpart＝stage.rdd.partitions（p）
    vallocs＝getPreferredLocs（stage.rdd，p）
    newResultTask（stage.id，taskBinary，part，locs，id）
   ｝
  ｝

  if（tasks.size＞0）｛
   try｛
    closureSerializer.serialize（tasks.head）
   ｝catch｛
    casee：NotSerializableException＝＞
     abortStage（stage，＂Tasknotserializable：＂＋e.toString）
     runningStages－＝stage
     return
    caseNonFatal（e）＝＞／／Otherexceptions，suchasIllegalArgumentExceptionfromKryo.
     abortStage（stage，s＂Taskserializationfailed：$e＼n$｛e.getStackTraceString｝＂）
     runningStages－＝stage
     return
   ｝

   logInfo（＂Submitting＂＋tasks.size＋＂missingtasksfrom＂＋stage＋＂（＂＋stage.rdd＋＂）＂）
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   stage.pendingTasks＋＋＝tasks
   logDebug（＂Newpendingtasks：＂＋stage.pendingTasks）
   taskScheduler.submitTasks（
  ／／把stage对应生成的所有 Task封装到一个 TaskSet中，提交给 TaskScheduler的 submitTasks
方法进行调度

    newTaskSet（tasks.toArray，stage.id，stage.newAttemptId（），stage.jobId，properties））
   stage.latestInfo.submissionTime＝Some（clock.getTime（））
  ｝else｛
   ／／BecausewepostedSparkListenerStageSubmittedearlier，weshouldpost
   ／／SparkListenerStageCompletedhereincasetherearenotaskstorun.
   listenerBus.post（SparkListenerStageCompleted（stage.latestInfo））
   logDebug（＂Stage＂＋stage＋＂isactuallydone；％b％d％d＂.format（
    stage.isAvailable，stage.numAvailableOutputs，stage.numPartitions））
   runningStages－＝stage
  ｝
｝

此时TaskScheduler通过调用自己的submitTasks方法接受来自DAGScheduler发送过来的
TaskSet，TaskScheduler收到TaskSet后负责把任务集以Task的形式一个个分发到集群Worker
结点的Executor中去运行。下面我们进入 TaskScheduler类的 Spark源码，分析它如何提交
Task到集群中去运行。

5.2.4  TaskScheduler提交 Task

（1）对于 DAGScheduler提交过来的 TaskSet，TaskSchedulerImpl（TaskSchedulerImpl是
TaskScheduler的实现子类）会初始化一个 TaskSetManager对其的生命周期进行管理，当
TaskSchedulerImpl得到Worker结点上的Executor计算资源的时候，会通过TaskSetManager来
发送具体的Task到Executor上执行计算。

    overridedefsubmitTasks（taskSet：TaskSet）｛
  ／／传递进来的TaskSet生成一个tasks数组
  valtasks＝taskSet.tasks
  logInfo（＂Addingtaskset＂＋taskSet.id＋＂with＂＋tasks.length＋＂tasks＂）
  this.synchronized｛
  ／／对于每一个TaskSet，初始化一个TaskSetManager来管理它的生命周期
   valmanager＝newTaskSetManager（this，taskSet，maxTaskFailures）
   activeTaskSets（taskSet.id）＝manager
  ／／把TaskSetManager放入系统的调度池里
   schedulableBuilder.addTaskSetManager（manager，manager.taskSet.properties）

   if（！isLocal＆＆！hasReceivedTask）｛
    starvationTimer.scheduleAtFixedRate（newTimerTask（）｛
     overridedefrun（）｛
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      if（！hasLaunchedTask）｛
       logWarning（＂Initialjobhasnotacceptedanyresources；＂＋
        ＂checkyourclusterUItoensurethatworkersareregistered＂＋
        ＂andhavesufficientmemory＂）
      ｝else｛
       this.cancel（）
      ｝
     ｝
    ｝，STARVATION＿TIMEOUT，STARVATION＿TIMEOUT）
   ｝
   hasReceivedTask＝true
  ｝
／／这里的backend是SparkDeploySchedulerBackend，调用它的reviveOffers方法进行处理操作
  backend.reviveOffers（）
 ｝

（2）SparkDeploySchedulerBackend实际上使用的是从父类 CoarseGrainedSchuedulerBack-
end的reviewOffers方法，在这个方法里会向driverActor发送消息。

    overridedefreviveOffers（）｛
  driverActor！ReviveOffers
｝

（3）通过 driverActor的初始化可以看到实际上接受并处理消息的类是 Coarsegrained-
SchedulerBackend的内嵌类DriverActor。

    vardriverActor：ActorRef＝null
overridedefstart（）｛
  valproperties＝newArrayBuffer［（String，String）］
  for（（key，value）＜－scheduler.sc.conf.getAll）｛
   if（key.startsWith（＂spark.＂））｛
    properties＋＝（（key，value））
   ｝
  ｝

  driverActor＝actorSystem.actorOf（Props（newDriverActor（properties）），name＝C  oarseG-
rainedSchedulerBackend.ACTOR＿NAME）
｝

（4）DriverActor收到消息会继续调用自己的makeOffers方法。

    caseReviveOffers＝＞
makeOffers（）

（5）在makeOffers方法中会通过 TaskSchedulerImpl的 resourceOffers方法申请资源，然
后调用launchTasks方法准备向Executor发送需要计算的Task。

761



      ／／Makefakeresourceoffersonallexecutors
  defmakeOffers（）｛
launchTasks（scheduler.resourceOffers（executorDataMap.map｛case（id，executorData）＝＞
    newWorkerOffer（id，executorData.executorHost，executorData.freeCores）
   ｝.toSeq））
  ｝

（6）在launchTasks方法中，会根据申请的资源用 for循环把 Task一个个发送到 Worker
结点上的 CoarseGrainedExecutorBackend。然后通过 CoarseGrainedExecutorBackend内部的 Ex-
ecutor来执行Task。

    deflaunchTasks（tasks：Seq［Seq［TaskDescription］］）｛
 for（task＜－tasks.flatten）｛
  valser＝SparkEnv.get.closureSerializer.newInstance（）
  valserializedTask＝ser.serialize（task） ／／序列化每个Task
  if（serializedTask.limit＞＝akkaFrameSize－AkkaUtils.reservedSizeBytes）｛
   valtaskSetId＝scheduler.taskIdToTaskSetId（task.taskId）
   scheduler.activeTaskSets.get（taskSetId）.foreach｛taskSet＝＞
    try｛
     varmsg＝＂Serializedtask％s：％dwas％dbytes，whichexceedsmaxallowed：＂＋
      ＂spark.akka.frameSize（％dbytes）－reserved（％dbytes）.Considerincreasing＂＋
      ＂spark.akka.frameSizeorusingbroadcastvariablesforlargevalues.＂
     msg＝msg.format（task.taskId，task.index，serializedTask.limit，akkaFrameSize，
      AkkaUtils.reservedSizeBytes）
     taskSet.abort（msg）
    ｝catch｛
     casee：Exception＝＞logError（＂Exceptioninerrorcallback＂，e）
    ｝
   ｝
  ｝
  else｛
   valexecutorData＝executorDataMap（task.executorId）
   executorData.freeCores－＝scheduler.CPUS＿PER＿TASK
／／向Worker结点上的CoarseGrainedExecutorbackend发送消息执行Task
    executorData.executorActor！LaunchTask（newSerializableBuffer（serializedTask））
   ｝
  ｝
 ｝
 ......

5.2.5  Executor运行 Task并返回结果

（1）在 CoarseGrainedExecutorBackend的 receiveWithLogging方法中，会收到 CoarseG-
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rainedSchedulerBackend内部的DriverActor发送过来的 LaunchTask消息，并调用 Executor的
launchTask方法进行处理。

    caseLaunchTask（data）＝＞
 if（executor＝＝null）｛
  logError（＂ReceivedLaunchTaskcommandbutexecutorwasnull＂）
  System.exit（1）
 ｝else｛
  valser＝SparkEnv.get.closureSerializer.newInstance（）
  valtaskDesc＝ser.deserialize［TaskDescription］（data.value）
  logInfo（＂Gotassignedtask＂＋taskDesc.taskId）
  executor.launchTask（this，taskDesc.taskId，taskDesc.name，taskDesc.serializedTask）
 ｝

（2）在 Executor的 launchTask方法中，首先会初始化一个 TaskRunner来封装 Task，
TaskRunner管理Task运行时的所有细节。然后把 TaskRunner对象放入到 Java的 threadPool
（线程池）中去执行。

    deflaunchTask（
 context：ExecutorBackend，taskId：Long，taskName：String，serializedTask：ByteBuffer）｛
valtr＝newTaskRunner（context，taskId，taskName，serializedTask）
runningTasks.put（taskId，tr）
threadPool.execute（tr）
｝

（3）打开TaskRunner类，我们可以发现它实现了Runnable接口。对于它所有的运行状
况，我们可以在它的run（）方法里查看。

    classTaskRunner（
  execBackend：ExecutorBackend，valtaskId：Long，taskName：String，serializedTask：
 ByteBuffer）extendsRunnable｛

 ＠volatileprivatevarkilled＝false
 ＠volatilevartask：Task［Any］＝＿
 ＠volatilevarattemptedTask：Option［Task［Any］］＝None
 ……
 ｝

1）在run（）方法里，首先会进行 Driver端发送过来的 Task本身以及它所依赖的 Jar
等文件的反序列。

    overridedefrun（）｛
  valdeserializeStartTime＝System.currentTimeMillis（）
  Thread.currentThread.setContextClassLoader（replClassLoader）
  valser＝SparkEnv.get.closureSerializer.newInstance（）
  logInfo（s＂Running$taskName（TID$taskId）＂）
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  execBackend.statusUpdate（taskId，TaskState.RUNNING，EMPTY＿BYTE＿BUFFER）
  vartaskStart：Long＝0
  defgcTime＝
    ManagementFactory.getGarbageCollectorMXBeans.map（＿.getCollectionTime）.sum
  valstartGCTime＝gcTime

  try｛
    Accumulators.clear（）
    ／／Task所依赖的Jar等文件的反序列化
    val（taskFiles，taskJars，taskBytes）＝Task.deserializeWithDependencies（serializedTask）
      updateDependencies（taskFiles，taskJars）
  ／／Task的反序列化。
    task＝ser.deserialize［Task［Any］］（taskBytes，

Thread.currentThread.getContextClassLoader）
    ……
    ｝
｝

2）Task的运行是调用ask的run方法实现的，在task.run（taskId.toInt）的方法内部会
继续调用Task的runTask方法，在这里，由于Task本身是个抽象类，具体的runTask方法是
由它的两个子类ShuffleMapTask和RedultTask来实现的。

    ／／Runtheactualtaskandmeasureitsruntime.
taskStart＝System.currentTimeMillis（）
valvalue＝task.run（taskId.toInt）
valtaskFinish＝System.currentTimeMillis（）

3）对于 ShuffleMapTask而言，它的计算结果会写到 BlockManager之中，最终返回给
DAGScheduler的是一个MapStatus对象，该对象中管理了 ShuffleMapTask的运算结果存储到
BlockManager里的相关存储信息，而不是计算结果本身，这些存储信息将会成为下一阶段的
Task需要获得的输入数据时的依据。

    overridedefrunTask（context：TaskContext）：MapStatus＝｛
 ／／DeserializetheRDDusingthebroadcastvariable.
 valser＝SparkEnv.get.closureSerializer.newInstance（）
 ／／反序列化广播变量，得到RDD
 val（rdd，dep）＝ser.deserialize［（RDD［＿］，ShuffleDependency［＿，＿，＿］）］（
  ByteBuffer.wrap（taskBinary.value），Thread.currentThread.getContextClassLoader）

 metrics＝Some（context.taskMetrics）
 varwriter：ShuffleWriter［Any，Any］＝null
 try｛
  valmanager＝SparkEnv.get.shuffleManager
  writer＝manager.getWriter［Any，Any］（dep.shuffleHandle，partitionId，context）
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 ／／这里首先调用rdd.iterator，如果该RDD已经cache或者checkpoint，那么直接读取结果。否则
开始计算，如果结果会保存在本地文件系统的BlockManager中
  writer.write（rdd.iterator（partition，context）.asInstanceOf［Iterator［＿＜：Product2［Any，Any］］］）
 ／／返回的是包含了数据的Location和Size等元数据信息的MapStatus信息
  returnwriter.stop（success＝true）.get
 ｝catch｛
  casee：Exception＝＞
   try｛
    if（writer！＝null）｛
     writer.stop（success＝false）
    ｝
   ｝catch｛
    casee：Exception＝＞
     log.debug（＂Couldnotstopwriter＂，e）
   ｝
   throwe
 ｝
｝

4）对于ResultTask的runTask方法而言，它最终返回的是func函数的计算结果。

    overridedefrunTask（context：TaskContext）：U＝｛
 ／／DeserializetheRDDandthefuncusingthebroadcastvariables.
 valser＝SparkEnv.get.closureSerializer.newInstance（）
 val（rdd，func）＝ser.deserialize［（RDD［T］，（TaskContext，Iterator［T］）＝＞U）］（
  ByteBuffer.wrap（taskBinary.value），Thread.currentThread.getContextClassLoader）

 metrics＝Some（context.taskMetrics）
 ／／ResultTask的runTask方法返回的是计算结果
 func（context，rdd.iterator（partition，context））
｝

（4）对于Executor的计算结果，最终是要返回给Driver的，这时，会根据结果的大小有
不同的策略：

1）如果结果大于1GB，那么直接丢弃这个结果 （这个是Spark1.2中新加的策略）。可
以通过spark.driver.maxResultSize来进行设置。
2）这里的回传是直接通过Akka的消息传递机制。因此这个结果的大小首先不能超过

这个机制设置的消息的最大值。这个最大值是通过 spark.akka.frameSize设置的，默认值是
10MB。除此之外，还有 200KB的预留空间。对于 “较大”的结果 （resultSize＞＝akkaF-
rameSize－akkaUtils.reservedSizeBytes），将其以 taskId为 key存入 org.apache.spark.storage.
BlockManager。
3）其他的直接通过Akka回传到Driver。

    valserializedResult＝｛
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／／如果resultSize的大小小于1G（maxResultSize的默认值），那么就直接丢弃返回的结果
  if（maxResultSize＞0＆＆resultSize＞maxResultSize）｛
  logWarning（s＂Finished$taskName（TID$taskId）.ResultislargerthanmaxResultSize＂＋

s＂（$｛Utils.bytesToString（resultSize）｝＞$｛Utils.bytesToString（maxResultSize）｝），＂
＋s＂droppingit.＂）

   ser.serialize（newIndirectTaskResult［Any］（TaskResultBlockId（taskId），resultSize））
  ｝ ／／如果不能通过Akka的消息传递，那么结果会放入BlockManager中，等待以网
  路的形式获取
  elseif（resultSize＞＝akkaFrameSize－AkkaUtils.reservedSizeBytes）｛
   valblockId＝TaskResultBlockId（taskId）
   env.blockManager.putBytes（
    blockId，serializedDirectResult，StorageLevel.MEMORY＿AND＿DISK＿SER）
   logInfo（
     s＂Finished$taskName（TID$taskId）.$resultSizebytesresultsentviaBlockManager）＂）
  ser.serialize（newIndirectTaskResult［Any］（blockId，resultSize））
  ｝else｛／／结果可以直接传给Driver
   logInfo（s＂Finished$taskName（TID$taskId）.$resultSizebytesresultsenttodriver＂）
   serializedDirectResult
  ｝
 ｝
／／通过Akka向Driver汇报本次Task已经完成。这里的execBackend是CoarseGrainedExecutorBack-
end
execBackend.statusUpdate（taskId，TaskState.FINISHED，serializedResult）

5.2.6  Driver的处理

（1）TaskRunner将Task的执行状态 （StatusUpdate信息）汇报给Driver（负责接受并处
理消息的是DriverActor的receiveWithLogging）后，Driver会转给org.apache.spark.scheduler.
TaskSchedulerImpl的statusUpdate方法。

    caseStatusUpdate（executorId，taskId，state，data）＝＞
 ／／调用TaskScheduler的statusUpdate方法
 scheduler.statusUpdate（taskId，state，data.value）
 if（TaskState.isFinished（state））｛
  executorDataMap.get（executorId）match｛
   caseSome（executorInfo）＝＞
    executorInfo.freeCores＋＝scheduler.CPUS＿PER＿TASK
    makeOffers（executorId）
   caseNone＝＞
    ／／Ignoringtheupdatesincewedon′tknowabouttheexecutor.
    logWarning（s＂Ignoredtaskstatusupdate（$taskIdstate$state）＂＋
     ＂fromunknownexecutor$senderwithID$executorId＂）
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 ｝
｝

（2）进入TaskScheduulerImpl的statusUpdate方法中，这里不同的状态有不同的处理：
1）如果类型是TaskState.FINISHED，那么调用TaskResultGetter的enqueueSuccessfulTask

方法进行处理。

2）如果类型是 TaskState.FAILED、TaskState.KILLED或者 TaskState.LOST，调用
TaskResultGetter的enqueueFailedTask进行处理，对于 TaskState.LOST，还需要将其所在的
Executor标记为failed，并且根据更新后的Executor重新调度。
3）enqueueSuccessfulTask方法的逻辑也比较简单，就是如果是 IndirectTaskResult，那么

需要通过blockid来获取结果：sparkEnv.blockManager.getRemoteBytes（blockId）；如果是Di-
rectTaskResult，那么结果就无需远程获取了。
4）然后调用连续调用TaskSchedulerImpl＃handleSuccessfulTask－＞。

    TaskSetManager＃handleSuccessfulTask－＞DAGScheduler＃taskEnded

－＞DAGScheduler＃eventProcessActor－＞DAGScheduler＃handleTaskCompletion进行处理，
核心逻辑都在最后一个调用栈

5）如果task是ShuffleMapTask，那么它需要将结果通过某种机制告诉下游的 Stage，以
便于其可以作为下游 Stage的输入。这个机制是怎么实现的？实际上，对于 ShuffleMapTask
来说，其结果实际上是 org.apache.spark.scheduler.MapStatus；其序列化后存入了 Direct-
TaskResult或者 IndirectTaskResult中。而 DAGScheduler＃handleTaskCompletion通过下面的方
式来获取这个结果：

    casesmt：ShuffleMapTask＝＞
 updateAccumulators（event）
 valstatus＝event.result.asInstanceOf［MapStatus］

6）通过将这个status注册到org.apache.spark.MapOutputTrackerMaster，就完成了结果处
理的全过程：

    mapOutputTracker.registerMapOutputs（
  stage.shuffleDep.get.shuffleId，
  stage.outputLocs.map（list＝＞if（list.isEmpty）nullelselist.head）.toArray，
  changeEpoch＝true）

7）而 registerMapOutputs的处理也很简单，以 ShuffleID为 key将 MapStatus的列表存
入带有时间戳的 HashMap：TimeStampedHashMap［Int，Array［MapStatus］］ （）。如果设
置了 cleanup的函数，那么这个 HashMap会将超过一定时间 （TTL，TimetoLive）的数据
清理掉。
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5.3 容错机制

Spark采用了两种方式来实现数据集的容错：第一种是 Lineage（血统）机制，基于
RDD，Spark实现了一系列的transformation算子 （方法），这些算子可以同时施加于同一数

据，这样就形成了一个Lineage链，当某个RDD的分区数据丢失时，就可以依据这个链进行
回溯，重新计算并还原丢失的数据。第二种 Checkpoint（检查点）机制，当 RDD的计算链
过长时，一旦某个分区数据丢失后就需要进行大量的计算来恢复，这不仅消耗了时间资源，

也可能会造成某些数据的冗余计算，为了避免这种状况发生，Spark提供了 Checkpoint机制
来实现容错。

5.3.1  Lineage机制

伯克利实验室在一篇公开论文中，对 RDD的定义是：基于内存的集群计算容错抽象。
英文原文标题是：ResilientDistributedDatasets：AFault－TolerantAbstractionforIn－Memory
ClusterComputing。对于设计RDD来说，最大的挑战在于如何提供高效的容错 （fault－toler-
ance）而保证RDD中数据的健壮性。现有的集群上的内存存储抽象，如分布式共享内存、
key／value存储、内存数据库以及 Cache类系统等，都提供了对可变状态 （如数据库表里的
Cell）的细粒度更新。在这种设计下为了容错，就必须在集群结点间进行数据复制 （datarep-
licate）或者记录日志。这两种方法对于数据密集型的任务来说开销都非常大，因为需要在
结点间复制大量的数据，而网络带宽远远低于RAM容量。

与这些框架细粒度的内存数据更新级别的备份或者 LOG机制不同，RDD提供了基于粗
粒度转换 （coarse－grainedtransformation）的接口 ，例如 map、filter、join，能够将同一操作
施加到许多数据项上。于是通过记录这些构建数据集的粗粒度转换的日志，而非实际数据，

就能够实现高效的容错。RDD数据集通过所谓的血统关系 （Lineage）记住了它是如何从其
他RDD中演变过来的，当某个 RDD部分分区数据丢失时，RDD通过Lineage获取充足的关
于丢失的那个RDD数据分区是如何从其他 RDD产生的信息，从而通过重新计算来还原丢失
的数据，避免了数据复制的高开销。

尽管基于粗粒度转换的接口第一眼看起来有些受限，不够强大，但实际上 RDD却能很
好地用于许多并行计算应用，因为这些应用本身自然而然地就是在多个数据项上运用相同的

操作。事实上，RDD能够高效地表达许多框架的编程模型，如 MapReduce、DryadLINQ、
SQL、Pregel，以及它们处理不了的交互式数据挖掘应用。

在RDD中将依赖划分成了两种类型：窄依赖 （NarrowDependencies）与宽依赖 （Wide
Dependencies（ShuffleDependencies））。窄依赖是指父RDD的每一个分区最多被一个子RDD
的分区所用，表现为一个父RDD的分区对应于一个子 RDD的分区或多个父 RDD的分区对
应于一个子RDD的分区，也就是说一个父 RDD的一个分区不可能对应一个子 RDD的多个
分区。宽依赖是指子RDD的分区依赖于父RDD的多个分区或所有分区，也就是说存在一个
父RDD的一个分区对应一个子RDD的多个分区。例如，map就是一种窄依赖，而join则会
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导致宽依赖，除非父RDD是hash－partitioned。对于宽依赖，这种计算的输入和输出在不同
的结点上，lineage方法对于输入结点完好，而输出结点宕机时，通过重新计算，这种情况
下，这种方法容错是有效的，否则无效，因为无法重试，需要向上其祖先追溯看是否可以重

试 （这就是lineage，血统的意思），窄依赖对于数据的重算开销要远小于宽依赖的数据重算
开销。

这种划分在容错机制中有两个用处。首先，窄依赖支持在一个结点上管道化执行，也就

是pipeline操作。例如基于一对一的关系，可以在map、filter之后才开始一次性执行这两个
连续的操作。其次，窄依赖支持更高效的故障还原。因为对于窄依赖，只有丢失的父 RDD
的分区需要重新计算，不依赖于其他分区，并不存在冗余计算。而对于宽依赖，一个子

RDD分区的故障可能导致来自所有父RDD的分区丢失，因此就需要完全重新执行，但这样
计算也会重新计算那些对应的并不是已丢失的子RDD的分区的数据，会产生冗余计算开销。
因此对于宽依赖，Spark会在持有各个父分区的结点上，将中间数据持久化来简化故障还
原，就像MapReduce会持久化map的输出一样。

5.3.2  Checkpoint机制

尽管RDD中的Lineage信息可以用来故障恢复，但对于那些 Lineage链较长的 RDD来
说，这种恢复可能很耗时，尤其是在做一些迭代计算的时候。一般来说，Lineage链较长、
宽依赖的RDD需要采用 Checkpoint机制。这种情况下，集群的结点故障可能导致每个父
RDD的数据块丢失，因此需要全部重新计算。将窄依赖的 RDD数据存到物理存储中可以实
现优化。

分布式数据集实现容错的方式有两种，一种是记录更新，另一种是检查点 （check-
point）。之前介绍的血统机制就是通过相当于粗粒度的记录更新操作来实现容错的，而RDD
的Checkpoint机制相当于通过冗余数据来缓存数据，Checkpoint机制没有在 Job第一次计算
得到结果就存储，而是等到 Job结束后另外启动专门的 Job去完成 Checkpoint。也就是说，
需要 Checkpoint的 RDD会被计算两次。因此，在使用 rdd.checkpoint（）时，建议加上
rdd.cache（），这样第二次运行的Job就不用再去计算该 RDD了，直接读取缓存上的数据写
入磁盘，其实Spark提供了 rdd.persist（StorageLevel.DISK＿ONLY）这样的方法，相当于缓
存数据到磁盘上，这样就可以做到RDD第一次被计算得到时就存储到磁盘上。当一个 RDD
需要被 Checkpoint时，一般都会经过 initialized、Markedforcheckpointing、checkpointingin
progrss、Checkpointed这几个阶段后才能被Checkpoint。

下面我们通过源代码来解析Checkpoint四个比较大的步骤：
（1）当RDD需要Checkpoint时，则会调用rdd.checkpoint（）来进行标识。
1）设定哪些 RDD需要被 Checkpoint，然后该 RDD会交给 RDDCheckpointData进行

管理。

    ／**
* MarkthisRDDforcheckpointing.Itwillbesavedtoafileinsidethecheckpoint
* directorysetwithSparkContext.setCheckpointDir（）andallreferencestoitsparent
* RDDswillberemoved.Thisfunctionmustbecalledbeforeanyjobhasbeen
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* executedonthisRDD.ItisstronglyrecommendedthatthisRDDispersistedin
* memory，otherwisesavingitonafilewillrequirerecomputation.
*／
 defcheckpoint（）｛
  if（context.checkpointDir.isEmpty）｛
   thrownewSparkException（＂CheckpointdirectoryhasnotbeensetintheSparkContext＂）
  ｝elseif（checkpointData.isEmpty）｛
  ／／在rdd.checkpoint方法里，初始化 RDDCheckpointData，然后调用它的 markForCheckpoint方
法对需要被checkpoint的RDD进行标识
   checkpointData＝Some（newRDDCheckpointData（this））
   checkpointData.get.markForCheckpoint（）
  ｝
｝

2）我们进入 RDDCheckpoint类查看，当调用 markForCheckpoint方法后，RDDCheck-
pointData会将RDD标记为MarkedForCheckpoint。

    private［spark］classRDDCheckpointData［T：ClassTag］（＠transientrdd：RDD［T］）
 extendsLoggingwithSerializable｛

 importCheckpointState.＿

 ／／ThecheckpointstateoftheassociatedRDD.
 varcpState＝Initialized ／／初始化RDDCheckpoint后checkpoint的状态是initialized

 ／／ThefiletowhichtheassociatedRDDhasbeencheckpointedto
 ＠transientvarcpFile：Option［String］＝None

 ／／TheCheckpointRDDcreatedfromthecheckpointfile，thatis，thenewparenttheassociatedRDD.
 varcpRDD：Option［RDD［T］］＝None

 ／／MarktheRDDforcheckpointing
 defmarkForCheckpoint（）｛／／调用该方法后，cpState状态变为MarkedForCheckpoint
  RDDCheckpointData.synchronized｛
   if（cpState＝＝Initialized）cpState＝MarkedForCheckpoint
  ｝
 ｝
  ......
｝

3）同时用户还要设定Checkpoint的存储路径，一般在HDFS上。

    ／／Createtheoutputpathforthecheckpoint
valpath＝newPath（rdd.context.checkpointDir.get，＂rdd－＂＋rdd.id）
valfs＝path.getFileSystem（rdd.context.hadoopConfiguration）
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if（！fs.mkdirs（path））｛
 thrownewSparkException（＂Failedtocreatecheckpointpath＂＋path）
｝

4）对于RDD的标识，需要在 Job执行前被 mark（标识），并且最好选择 persist（固
化）这个RDD，这样Checkpoint可以直接从缓存读取数据，否则在存 Checkpoint文件时需
要重新Compute（计算）该RDD内容。
5）当RDD被Checkpoint后，所有的dependencis（也即该RDD的所有依赖）都会被清

除。因为既然RDD已经被Checkpoint，那么就可以直接从文件读取，没有必要保留之前par-
ents的dependencies了。

在RDDCheckpointData的doCheckpoint方法里，最终会调用下面的这个同步代码块。

    ／／ChangethedependenciesandpartitionsoftheRDD
RDDCheckpointData.synchronized｛
  cpFile＝Some（path.toString）
  cpRDD＝Some（newRDD）
  rdd.markCheckpointed（newRDD） ／／UpdatetheRDD′sdependenciesandpartitions
  cpState＝Checkpointed
｝

6）继续调用rdd的markCheckpoint方法，完成dependencis的清除。

    ／**
* ChangesthedependenciesofthisRDDfromitsoriginalparentstoanewRDD（′newRDD′）
* createdfromthecheckpointfile，andforgetitsolddependenciesandpartitions.

*／
 private［spark］defmarkCheckpointed（checkpointRDD：RDD［＿］）｛
clearDependencies（）
  partitions＿＝null
  deps＝null  ／／Forgettheconstructorargumentfordependenciestoo
 ｝

（2）在SparkContext.runJob中，最后会调用 rdd.doCheckpoint，如果前面已经标识过了
要进行Checkpoint，那么这里就会将RDD真正Chenckpoint到文件中去。
1）在SparkContext的runJob方法中，每个Job运行结束后都会调用finalRDD.doCheckpoint（）。

    defrunJob［T，U：ClassTag］（
  rdd：RDD［T］，
  func：（TaskContext，Iterator［T］）＝＞U，
  partitions：Seq［Int］，
  allowLocal：Boolean，
  resultHandler：（Int，U）＝＞Unit）｛
 if（dagScheduler＝＝null）｛
  thrownewSparkException（＂SparkContexthasbeenshutdown＂）
 ｝
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 valcallSite＝getCallSite
 valcleanedFunc＝clean（func）
 logInfo（＂Startingjob：＂＋callSite.shortForm）
 dagScheduler.runJob（rdd，cleanedFunc，partitions，callSite，allowLocal，
  resultHandler，localProperties.get）
 progressBar.foreach（＿.finishAll（））
 ／／在SparkContext调用runJob方法提交作业时，最后会调用 rdd.doCheckpoint方法。如果 rdd被
标识过，就会真正执行checkpoint
 rdd.doCheckpoint（）
｝

2）finalRDD会顺着 computingchain（也即从初始 RDD到最后的 finalRDD的整个计算
链）回溯扫描，碰到要Checkpoint的RDD就将其标记为CheckpointingInProgresst。

    ／**
* PerformsthecheckpointingofthisRDDbysavingthis.Itiscalledafterajobusingthis

* RDDhascompleted（thereforetheRDDhasbeenmaterializedandpotentiallystoredin

* memory）.doCheckpoint（）iscalledrecursivelyontheparentRDDs.

*／
 private［spark］defdoCheckpoint（）｛
  if（！doCheckpointCalled）｛
  doCheckpointCalled＝true
  if（checkpointData.isDefined）｛
   checkpointData.get.doCheckpoint（）
  ｝else｛
   dependencies.foreach（＿.rdd.doCheckpoint（））
  ｝
 ｝
｝

3）然后将写磁盘 （比如写HDFS）需要配置的文件 （如core－site.xml等）broadcast到
其他Worker结点上的BlockManager。完成后，启动一个Job来完成Checkpoint。具体实现是
在RDDCheckpointData的doCheckpoint方法中。

    ／／Savetofile，andreloaditasanRDD
valbroadcastedConf＝rdd.context.broadcast（
 newSerializableWritable（rdd.context.hadoopConfiguration））
rdd.context.runJob（rdd，CheckpointRDD.writeToFile［T］（path.toString，broadcastedConf）＿）
valnewRDD＝newCheckpointRDD［T］（rdd.context，path.toString）
if（newRDD.partitions.size！＝rdd.partitions.size）｛
 thrownewSparkException（
  ＂CheckpointRDD＂＋newRDD＋＂（＂＋newRDD.partitions.size＋＂）hasdifferent＂＋
   ＂numberofpartitionsthanoriginalRDD＂＋rdd＋＂（＂＋rdd.partitions.size＋＂）＂）
｝
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（3）在 RDDCheckpointData.doCheckpoint中会调用 rdd.markCheckpointed（newRDD），
清除dependencies信息并最终将状态设置为Checkpointed，以表示完成Checkpoint。在这个过
程中会生成一个新的CheckpointRDD，该CheckpointRDD负责以后读取在文件系统上的Chek-
point文件，作为读取checkpoint文件生成的RDD的父RDD。

    ／／ChangethedependenciesandpartitionsoftheRDD
RDDCheckpointData.synchronized｛
  cpFile＝Some（path.toString）
  cpRDD＝Some（newRDD） ／／新生成的CheckpointRDD
  rdd.markCheckpointed（newRDD） ／／UpdatetheRDD′sdependenciesandpartitions
  cpState＝Checkpointed
｝

（4）在rdd.computeOrReadCheckpoint方法中，如果看到已经完成 Checkpoint，就会直接
从 firstParent中读取数据。

    ／**
* ComputeanRDDpartitionorreaditfromacheckpointiftheRDDischeckpointing.

*／
 private［spark］defcomputeOrReadCheckpoint（split：Partition，context：TaskContext）：Iterator［T］＝
 ｛
  if（isCheckpointed）firstParent［T］.iterator（split，context）elsecompute（split，context）
 ｝

rdd.firstParent的定义如下：

    ** ReturnsthefirstparentRDD*／
protected［spark］deffirstParent［U：ClassTag］＝｛
 dependencies.head.rdd.asInstanceOf［RDD［U］］
｝

dependencies.head.rdd，asInstanceOf［RDD［U］］，就是从依赖中取第一个 dependency
的RDD。

通过以上对Spark的Checkpoint机制的源码分析，使得我们对整个 Checkpoint的运行机
制的了解更深入了，这样有利于我们在生产环境下更有效率地使用Checkpoint机制。

5.4 Storage存储模块

在写Spark程序的时候我们常常和 RDD打交道，通过 RDD为我们提供的各种 transfor-
mation和action接口实现我们的应用，RDD的引入提高了抽象层次，在接口和实现上进行有
效地隔离，使用户无需关心底层的实现。但是 RDD提供给我们的仅仅是一个 “形”，我们

所操作的数据究竟放在哪里，如何存取？它的 “体”是怎么样的？这是由 Storage（存储模
块）来实现和管理的。基于RDD，Spark实现了多种缓存策略，既可以把数据缓存在内存，
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也可以缓存在磁盘，还可以选择是否序列化以及存储到Tachyon这样的内存分布式文件系统
中。总归一点，Spark的存储策略的终极目的是为了在CPU的使用率和内存的使用量上达到
效果的最大化。

5.4.1  Storage模块整体架构

Storage模块主要分为两层：
通信层：Storage模块采用的是 master－slave结构来实现通信层，master和 slave之间传

输控制信息、状态信息，这些都是通过通信层来实现的。

存储层：Storage模块需要把数据存储到disk或是memory上面，有可能还需 replicate到
远端，这都是由存储层来实现和提供相应接口。

而其他模块若要和Storage模块进行交互，Storage模块提供了统一的操作类BlockManag-
er，外部类与Storage模块打交道都需要通过调用BlockManager相应接口来实现。
1.Storage模块通信层
（1）首先我们看一下在Master－Slave架构下的各个Storage模块之间的通信交互图 （如

图5－4所示）。

图5－4 Storage模块之间的通信交互图
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对于master结点和slave结点而言，BlockManager的创建有所不同：
Master（clientdriver）结点的 BlockManagerMaster拥有 BlockManagerMasterActor的 actor

和所有BlockManagerSlaveActor的ref。
Slave（executor）结点的 BlockManagerMaster则拥有 BlockManagerMasterActor的 ref和自

身BlockManagerSlaveActor的actor。
BlockManagerMasterActor在 ref和 actor之间进行通信；BlockManagerSlaveActor在 ref和

actor之间通信。BlockManagerwrap（封装）了BlockManagerMaster，通过BlockManagerMaster
进行通信。Spark会在clientdriver和executor端创建各自的BlockManager，通过BlockManager
对storage模块进行操作。

这里再解释一下actor和ref的含义：actor和 ref是 Akka中的两个不同的 actorreference
（角色引用），分别由actorOf和 actorFor所创建。actor类似于网络服务中的 server端，它保
存所有的状态信息，接收client端的请求执行并返回给客户端；ref类似于网络服务中的 cli-
ent端，通过向server端发起请求获取结果。

（2）BlockManager对象在SparkEnv类的create方法中被创建，创建的过程如下所示。

    valblockManagerMaster＝newBlockManagerMaster（registerOrLookup（
   ＂BlockManagerMaster＂，
   newBlockManagerMasterActor（isLocal，conf，listenerBus）），conf，isDriver）

／／NB：blockManagerisnotvaliduntilinitialize（）iscalledlater.
valblockManager＝newBlockManager（executorId，actorSystem，blockManagerMaster，
 serializer，conf，mapOutputTracker，shuffleManager，blockTransferService，securityManager，
   numUsableCores）

可以看到对于 clientdriver和 executor，Spark分别创建了 BlockManagerMasterActor的 ac-
tor和ref，并被wrap到BlockManager中。

（3）通信层传递的消息。
1）BlockManagerMasterActor在ref和actor之间的通信。

    overridedefreceiveWithLogging＝｛
  ／／Executor创建BlockManager后向ClientDriver发送请求
  caseRegisterBlockManager（blockManagerId，maxMemSize，slaveActor）＝＞
   register（blockManagerId，maxMemSize，slaveActor）
   sender！true

  caseUpdateBlockInfo（ ／／更新Block的信息
   blockManagerId，blockId，storageLevel，deserializedSize，size，tachyonSize）＝＞
   ／／TODO：Ideallywewanttohandleallthemessagerepliesinreceiveinsteadofinthe
   ／／individualprivatemethods.
   updateBlockInfo（blockManagerId，blockId，storageLevel，deserializedSize，size，tachyonSize）
  ／／获取Block所在的BlockManager的Id
  caseGetLocations（blockId）＝＞
   sender！getLocations（blockId）
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  ／／获取一组Block所在BlockManager的Id
  caseGetLocationsMultipleBlockIds（blockIds）＝＞
   sender！getLocationsMultipleBlockIds（blockIds）
  ／／请求获取其他BlockManager的Id
  caseGetPeers（blockManagerId）＝＞
   sender！getPeers（blockManagerId）
  ／／删除所保存的已经“死亡”的Executor上的BlockManager
  caseRemoveExecutor（execId）＝＞
   removeExecutor（execId）
   sender！true
  ／／停止ClientDriver上的BlockManagerMasterActor
  caseStopBlockManagerMaster＝＞
   sender！true
   if（timeoutCheckingTask！＝null）｛

timeoutCheckingTask.cancel（）
   ｝
   context.stop（self）
 ｝

2）BlockManagerSlaveActor在ref和actor之间通信。

    overridedefreceiveWithLogging＝｛
 caseRemoveBlock（blockId）＝＞ ／／删除Block
   doAsync［Boolean］（＂removingblock＂＋blockId，sender）｛
    blockManager.removeBlock（blockId）
    true
   ｝

  caseRemoveRdd（rddId）＝＞ ／／删除RDD
   doAsync［Int］（＂removingRDD＂＋rddId，sender）｛
    blockManager.removeRdd（rddId）
   ｝

｝

（4）前面已经介绍了 BlockManager对象是如何被创建出来的，当 BlockManager被创建
出来以后需要向clientdriver注册自己，下面我们来看一下这个流程。
1）首先BlockManager会调用initialize（）方法初始化自己。在 initialized（）方法中首先调

用BlockManagerMaster向clientdriver注册自身，可以看到在注册自身的时候向clientdriver传
递了自身的slaveActor，clientdriver收到slaveActor以后会将其与之对应的BlockManagerInfo存
储到hashmap中，以便后续通过slaveActor向executor发送命令。

    definitialize（appId：String）：Unit＝｛
  blockTransferService.init（this）
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  shuffleClient.init（appId）

  blockManagerId＝BlockManagerId（
   executorId，blockTransferService.hostName，blockTransferService.port）

  shuffleServerId＝if（externalShuffleServiceEnabled）｛
   BlockManagerId（executorId，blockTransferService.hostName，externalShuffleServicePort）
  ｝else｛
   blockManagerId
  ｝
  ／／调用BlockManagerMater向ClientDriver注册自己
  master.registerBlockManager（blockManagerId，maxMemory，slaveActor）

  ／／RegisterExecutors′configurationwiththelocalshuffleservice，ifoneshouldexist.
  if（externalShuffleServiceEnabled＆＆！blockManagerId.isDriver）｛
   registerWithExternalShuffleServer（）
  ｝
｝

2）BlockManagerMaster会将注册请求包装成RegisterBlockManager报文发送给clientdriv-
er的BlockManagerMasterActor。

    ／** RegistertheBlockManager′sidwiththedriver.*／
def registerBlockManager（blockManagerId： BlockManagerId，maxMemSize： Long，slaveActor：
ActorRef）｛
  logInfo（＂TryingtoregisterBlockManager＂）
  tell（RegisterBlockManager（blockManagerId，maxMemSize，slaveActor））
  logInfo（＂RegisteredBlockManager＂）
｝

3）ClientDriver端的BlockManagerMasterActor调用register（）方法注册BlockManager。

    privatedefregister（id：BlockManagerId，maxMemSize：Long，slaveActor：ActorRef）｛
  valtime＝System.currentTimeMillis（）
  if（！blockManagerInfo.contains（id））｛
   blockManagerIdByExecutor.get（id.executorId）match｛
    caseSome（oldId）＝＞
     ／／Ablockmanagerofthesameexecutoralreadyexists，soremoveit（assumeddead）
     logError（＂Gottwodifferentblockmanagerregistrationsonsameexecutor－＂
       ＋s＂willreplaceoldone$oldIdwithnewone$id＂）
     removeExecutor（id.executorId） 
    caseNone＝＞
   ｝
   logInfo（＂Registeringblockmanager％swith％sRAM，％s＂.format（
    id.hostPort，Utils.bytesToString（maxMemSize），id））
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   blockManagerIdByExecutor（id.executorId）＝id
   ／／BlockManagerInfo对象被创建并保存在hashmap中
   blockManagerInfo（id）＝newBlockManagerInfo（
    id，System.currentTimeMillis（），maxMemSize，slaveActor）
  ｝
  listenerBus.post（SparkListenerBlockManagerAdded（time，id，maxMemSize））
｝

需要注意的是在 ClientDriver端也会执行上述过程，只是在最后注册的时候如果判断
是＂＜driver＞＂就不进行任何操作。在上述代码的倒数第5行可以看到对应的 BlockMana-
gerInfo对象被创建并保存在hashmap（哈希表）中。
2.Storage模块存储层
在RDD层面上我们了解到RDD是由不同的 partition组成的，我们所进行的 transforma-

tion操作和action操作是在partition上面进行的；而在Storage模块内部，RDD又被视为由不
同的block组成，对于RDD的存取是以block为单位进行的，本质上partition和block是等价
的，只是看待的角度不同。在 Sparkstorage模块中存取数据的最小单位是 block，所有的操
作都是以block为单位进行的。

（1）BlockManager对象被创建的时候会创建出 MemoryStore和 DiskStore对象用以存取
block块。

    valdiskBlockManager＝newDiskBlockManager（this，conf）
private［spark］valmemoryStore＝newMemoryStore（this，maxMemory）
private［spark］valdiskStore＝newDiskStore（this，diskBlockManager）

（2）同时在BlockManager的initialize（）方法中启动 BlockManagerWorker对象的 Actor用
以监听远程的block存取请求来进行相应处理。

    definitialize（appId：String）：Unit＝｛
 blockTransferService.init（this）

 blockManagerId＝BlockManagerId（
  executorId，blockTransferService.hostName，blockTransferService.port）
 ／／slaveActor即是BlockManagerWorker对象的Actor
 master.registerBlockManager（blockManagerId，maxMemory，slaveActor）
｝

5.4.2  缓存实现原理

缓存分为DiskStore（磁盘存储）和MemoryStore（内存存储）两种存储方式，下面我们通过
Spark的源代码分别介绍它们如何实现Block（数据块）的存储和获取以及常用的缓存策略。
1.DiskStore如何存取Block（数据块）
（1）DiskStore（磁盘）可以配置多个 folder（文件夹），Spark会在不同的 folder下面创建
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Spark文件夹，文件夹的命名方式为（spark－local－yyyyMMddHHmmss－xxxx，xxxx是一个随
机数），所有的block都会存储在Spark集群所创建的 folder里面。DiskStore会在对象被创建
时调用DiskBlockManager的createLocalDirs（conf）方法来创建文件夹。下面我们看一下具体
的源码实现。

    private［spark］classDiskBlockManager（blockManager：BlockManager，conf：SparkConf）
 extendsLogging｛

 ／* Createonelocaldirectoryforeachpathmentionedinspark.local.dir；then，insidethis
* directory，createmultiplesubdirectoriesthatwewillhashfilesinto，inordertoavoid
* havingreallylargeinodesatthetoplevel.*／

 private［spark］vallocalDirs：Array［File］＝createLocalDirs（conf）
｝

打开createLocalDirs（conf）方法，里面是创建文件夹的具体实现。

    privatedefcreateLocalDirs（conf：SparkConf）：Array［File］＝｛
  valdateFormat＝newSimpleDateFormat（＂yyyyMMddHHmmss＂）
  Utils.getOrCreateLocalRootDirs（conf）.flatMap｛rootDir＝＞
   varfoundLocalDir＝false
   varlocalDir：File＝null
   varlocalDirId：String＝null
   vartries＝0
   valrand＝newRandom（）
   while（！foundLocalDir＆＆tries＜MAX＿DIR＿CREATION＿ATTEMPTS）｛
    tries＋＝1
    try｛
     localDirId＝＂％s－％04x＂.format（dateFormat.format（newDate），rand.nextInt（65536））
     localDir＝newFile（rootDir，s＂spark－local－$localDirId＂）
     if（！localDir.exists）｛
      foundLocalDir＝localDir.mkdirs（）
     ｝
    ｝catch｛
     casee：Exception＝＞
      logWarning（s＂Attempt$triestocreatelocaldir$localDirfailed＂，e）
    ｝
   ｝
   if（！foundLocalDir）｛
    logError（s＂Failed$MAX＿DIR＿CREATION＿ATTEMPTSattemptstocreatelocaldirin$rootDir.＂＋
         ＂Ignoringthisdirectory.＂）
    None
   ｝else｛
    logInfo（s＂Createdlocaldirectoryat$localDir＂）
    Some（localDir）
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   ｝
  ｝
｝

（2）在DiskStore里面，每一个block都被存储为一个file（文件），通过计算blockid的
hash值将block映射到文件中，blockid与文件路径的映射关系如下所示 （DiskBlockManager
的getFile方法）：

    defgetFile（blockId：BlockId）：File＝getFile（blockId.name）

defgetFile（filename：String）：File＝｛
  ／／Figureoutwhichlocaldirectoryithashesto，andwhichsubdirectoryinthat
  valhash＝Utils.nonNegativeHash（filename）
  valdirId＝hash％ localDirs.length
  valsubDirId＝（hash／localDirs.length）％ subDirsPerLocalDir

  ／／Createthesubdirectoryifitdoesn′talreadyexist
  varsubDir＝subDirs（dirId）（subDirId）
  if（subDir＝＝null）｛
   subDir＝subDirs（dirId）.synchronized｛
    valold＝subDirs（dirId）（subDirId）
    if（old！＝null）｛
     old
    ｝else｛
     valnewDir＝newFile（localDirs（dirId），＂％02x＂.format（subDirId））
     newDir.mkdir（）
     subDirs（dirId）（subDirId）＝newDir
     newDir
    ｝
   ｝
  ｝

  newFile（subDir，filename）
｝

从以上代码看出，传递每个block块的blockid给getFile方法，然后调用Utils.nonNegative-
Hash（filename）方法计算出 hash值，将 hash取模获得两个变量 dirId和 subDirId，在数组
subDirs中找出相应的subDir，若没有则新建一个 subDir，最后以 subDir为路径、blockid为
文件名创建filehandler（文件处理器）。

（3）DiskStore使用此 filehandler将 block写入文件内，实现代码在 DiskStore类的 put-
Bytes方法中，如下所示。

    overridedefputBytes（blockId：BlockId，＿bytes：ByteBuffer，level：StorageLevel）：PutResult＝｛
  ／／Sothatwedonotmodifytheinputoffsets！
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  ／／duplicatedoesnotcopybuffer，soinexpensive
  valbytes＝＿bytes.duplicate（）
  logDebug（s＂Attemptingtoputblock$blockId＂）
  valstartTime＝System.currentTimeMillis
  valfile＝diskManager.getFile（blockId）
  valchannel＝newFileOutputStream（file）.getChannel
  while（bytes.remaining＞0）｛
   channel.write（bytes）
  ｝
  channel.close（）
  valfinishTime＝System.currentTimeMillis
  logDebug（＂Block％sstoredas％sfileondiskin％dms＂.format（
   file.getName，Utils.bytesToString（bytes.limit），finishTime－startTime））
  PutResult（bytes.limit（），Right（bytes.duplicate（）））
｝

（4）获取block则非常简单，找到相应的文件并读取出来即可，实现代码在DiskStore类
的getBytes方法中，如下所示。

    overridedefgetBytes（blockId：BlockId）：Option［ByteBuffer］＝｛
  valfile＝diskManager.getFile（blockId.name）
  getBytes（file，0，file.length）
｝

在DiskStore中存取block首先是要将blockid映射成相应的文件路径，接着存取文件就
可以了。

2.MemoryStore如何存取Block（数据块）
（1）相对于DiskStore需要根据blockId的hash值来计算出文件路径并将block存放到对

应的文件里面，MemoryStore管理 block就显得非常简单：MemoryStore内部维护了一个 hash
map来管理所有的block，以blockid为key将block存放到hashmap中。block的内容被封装
仅一个结构体MemoryEntry。

    privatecaseclassMemoryEntry（value：Any，size：Long，deserialized：Boolean）

／**
* Storesblocksinmemory，eitherasArraysofdeserializedJavaobjectsoras

* serializedByteBuffers.

*／
private［spark］classMemoryStore（blockManager：BlockManager，maxMemory：Long）
 extendsBlockStore（blockManager）｛

 privatevalconf＝blockManager.conf
 privatevalentries＝newLinkedHashMap［BlockId，MemoryEntry］（32，0.75f，true）
｝
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（2）在MemoryStore中存放block必须确保内存足够容纳下该block，JVM默认是60％可
被内存缓存用来存储block，当存储的内容超过60％时，Spark会根据配置的缓存策略来决
定是丢弃一些block还是将一些block存储到磁盘上。具体的实现代码在Spark源码的Memo-
ryStore类的putArray方法中，如下所示。

    overridedefputArray（
   blockId：BlockId，
   values：Array［Any］，
   level：StorageLevel，
   returnValues：Boolean）：PutResult＝｛
  if（level.deserialized）｛
   valsizeEstimate＝SizeEstimator.estimate（values.asInstanceOf［AnyRef］）
   valputAttempt＝tryToPut（blockId，values，sizeEstimate，deserialized＝true）
   PutResult（sizeEstimate，Left（values.iterator），putAttempt.droppedBlocks）
  ｝else｛
   valbytes＝blockManager.dataSerialize（blockId，values.iterator）
   valputAttempt＝tryToPut（blockId，bytes，bytes.limit，deserialized＝false）
   PutResult（bytes.limit（），Right（bytes.duplicate（）），putAttempt.droppedBlocks）
  ｝
｝

（3）在MemoryStore类的 tryToPut（）方法中，首先调用 ensureFreeSpace（）方法确保空闲
内存是否足以容纳block，若可以则将该 block放入 hashmap中进行管理；若不足以容纳则
通过调用dropFromMemory（）方法将block写入文件。

    privatedeftryToPut（
   blockId：BlockId，
   value：Any，
   size：Long，
   deserialized：Boolean）：ResultWithDroppedBlocks＝｛

  varputSuccess＝false
  valdroppedBlocks＝newArrayBuffer［（BlockId，BlockStatus）］

  accountingLock.synchronized｛
   valfreeSpaceResult＝ensureFreeSpace（blockId，size）
   valenoughFreeSpace＝freeSpaceResult.success
   droppedBlocks＋＋＝freeSpaceResult.droppedBlocks

   if（enoughFreeSpace）｛
    valentry＝newMemoryEntry（value，size，deserialized）
    entries.synchronized｛
     entries.put（blockId，entry）
     currentMemory＋＝size
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    ｝
    valvaluesOrBytes＝if（deserialized）＂values＂else＂bytes＂
    logInfo（＂Block％sstoredas％sinmemory（estimatedsize％s，free％s）＂.format（
     blockId，valuesOrBytes，Utils.bytesToString（size），Utils.bytesToString（freeMemory）））
    putSuccess＝true
   ｝else｛
    ／／Telltheblockmanagerthatwecouldn′tputitinmemorysothatitcandropitto
    ／／diskiftheblockallowsdiskstorage.
    valdata＝if（deserialized）｛
     Left（value.asInstanceOf［Array［Any］］）
    ｝else｛
     Right（value.asInstanceOf［ByteBuffer］.duplicate（））
    ｝
    valdroppedBlockStatus＝blockManager.dropFromMemory（blockId，data）
    droppedBlockStatus.foreach｛status＝＞droppedBlocks＋＝（（blockId，status））｝
   ｝
  ｝
  ResultWithDroppedBlocks（putSuccess，droppedBlocks）
 ｝

（4）从MemoryStore中取得block则非常简单，只需从 hashmap中取出 blockId对应的
value即可，具体实现代码在MemoryStore类的getValues（）方法中。

    overridedefgetValues（blockId：BlockId）：Option［Iterator［Any］］＝｛
  valentry＝entries.synchronized｛
   entries.get（blockId）
  ｝
  if（entry＝＝null）｛
   None
  ｝elseif（entry.deserialized）｛
   Some（entry.value.asInstanceOf［Array［Any］］.iterator）
  ｝else｛
   valbuffer＝entry.value.asInstanceOf［ByteBuffer］.duplicate（）／／Doesn′tactuallycopydata
   Some（blockManager.dataDeserialize（blockId，buffer））
  ｝
｝

3.通过BlockManager来存取 （PutorGet）Block（数据块）
上面介绍了DiskStore和MemoryStore对于 block的存取操作，那么我们是要直接与它们

交互存取数据吗，还是封装了更抽象的接口使我们无需关心底层？BlockManager为我们提供
了doPut（）和get（）函数，用户可以使用这两个函数对block进行存取而无需关心底层实现。

（1）对于doPut（）操作，主要分为以下3个步骤：为 block创建 BlockInfo结构体存储
block相关信息，同时将其加锁使其不能被访问；根据block的storagelevel将block存储到内
存或是磁盘上，同时解锁标识该 block已经 ready，可被访问；根据 block的 replication数决
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定是否将该block复制到远端。首先我们来看一下BlockManager的doPut（）函数的实现：

    privatedefdoPut（
   blockId：BlockId，
   data：BlockValues，
   level：StorageLevel，
   tellMaster：Boolean＝true，
   effectiveStorageLevel：Option［StorageLevel］＝None）
  ：Seq［（BlockId，BlockStatus）］＝｛

  require（blockId！＝null，＂BlockIdisnull＂）
  require（level！＝null＆＆level.isValid，＂StorageLevelisnullorinvalid＂）
  effectiveStorageLevel.foreach｛level＝＞
   require（level！＝null＆＆level.isValid，＂EffectiveStorageLevelisnullorinvalid＂）
  ｝

  ／／Returnvalue
  valupdatedBlocks＝newArrayBuffer［（BlockId，BlockStatus）］
  ／／为block创建BlockInfo结构体存储block相关信息
  valputBlockInfo＝｛
   valtinfo＝newBlockInfo（level，tellMaster）
   valoldBlockOpt＝blockInfo.putIfAbsent（blockId，tinfo）
   if（oldBlockOpt.isDefined）｛
    if（oldBlockOpt.get.waitForReady（））｛
     logWarning（s＂Block$blockIdalreadyexistsonthismachine；notre－addingit＂）
     returnupdatedBlocks
    ｝
    oldBlockOpt.get
   ｝else｛
    tinfo
   ｝
  ｝

  valstartTimeMs＝System.currentTimeMillis

  varvaluesAfterPut：Iterator［Any］＝null

  ／／Dittoforthebytesaftertheput
  varbytesAfterPut：ByteBuffer＝null

  ／／Sizeoftheblockinbytes
  varsize＝0L
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  ／／Thelevelweactuallyusetoputtheblock
  valputLevel＝effectiveStorageLevel.getOrElse（level）

  ／／Ifwe′restoringbytes，theninitiatethereplicationbeforestoringthemlocally.
  ／／Thisisfasterasdataisalreadyserializedandreadytosend.
  valreplicationFuture＝datamatch｛
   caseb：ByteBufferValuesifputLevel.replication＞1＝＞
    ／／Duplicatedoesn′3′tcopythebytes，butjustcreatesawrapper
    valbufferView＝b.buffer.duplicate（）
    Future｛replicate（blockId，bufferView，putLevel）｝
   case＿＝＞null
  ｝

putBlockInfo.synchronized｛
  logTrace（＂Putforblock％stook％stogetintosynchronizedblock＂
    .format（blockId，Utils.getUsedTimeMs（startTimeMs）））

  varmarked＝false
  try｛
    ／／returnValues－Whethertoreturnthevaluesput
    ／／blockStore－Thetypeofstoragetoputthesevaluesinto
    val（returnValues，blockStore：BlockStore）＝｛
    ／／根据block的storagelevel将block存储到内存或是磁盘上
     if（putLevel.useMemory）｛
      ／／Putitinmemoryfirst，evenifitalsohasuseDisksettotrue；
      ／／Wewilldropittodisklaterifthememorystorecan′tholdit.
      （true，memoryStore）
     ｝elseif（putLevel.useOffHeap）｛
      ／／Usetachyonforoff－heapstorage
      （false，tachyonStore）
     ｝elseif（putLevel.useDisk）｛
      ／／Don′tgetbackthebytesfromputunlesswereplicatethem
      （putLevel.replication＞1，diskStore）
     ｝else｛
      assert（putLevel＝＝StorageLevel.NONE）
      thrownewBlockException（
       blockId，s＂Attemptedtoputblock$blockIdwithoutspecifyingstoragelevel！＂）
     ｝
    ｝

    ／／Actuallyputthevalues
    valresult＝datamatch｛
     caseIteratorValues（iterator）＝＞
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      blockStore.putIterator（blockId，iterator，putLevel，returnValues）
     caseArrayValues（array）＝＞
      blockStore.putArray（blockId，array，putLevel，returnValues）
     caseByteBufferValues（bytes）＝＞
      bytes.rewind（）
      blockStore.putBytes（blockId，bytes，putLevel）
    ｝
    size＝result.size
    result.datamatch｛
     caseLeft（newIterator）ifputLevel.useMemory＝＞valuesAfterPut＝newIterator
     caseRight（newBytes）＝＞bytesAfterPut＝newBytes
     case＿＝＞
    ｝

    ／／Keeptrackofwhichblocksaredroppedfrommemory
    if（putLevel.useMemory）｛
     result.droppedBlocks.foreach｛updatedBlocks＋＝＿｝
    ｝

    valputBlockStatus＝getCurrentBlockStatus（blockId，putBlockInfo）
    if（putBlockStatus.storageLevel！＝StorageLevel.NONE）｛
     ／／Nowthattheblockisineitherthememory，tachyon，ordiskstore，
     ／／letotherthreadsreadit，andtellthemasteraboutit.
     marked＝true
     putBlockInfo.markReady（size）
     if（tellMaster）｛
      reportBlockStatus（blockId，putBlockInfo，putBlockStatus）
     ｝
     updatedBlocks＋＝（（blockId，putBlockStatus））
    ｝
   ｝finally｛
    ／／Ifwefailedinputtingtheblocktomemory／disk，notifyotherpossiblereaders
    ／／thatithasfailed，andthenremoveitfromtheblockinfomap.
    if（！marked）｛
     ／／NotethattheremovemusthappenbeforemarkFailureotherwiseanotherthread
     ／／could′veinsertedanewBlockInfobeforeweremoveit.
     blockInfo.remove（blockId）
     putBlockInfo.markFailure（）
     logWarning（s＂Puttingblock$blockIdfailed＂）
    ｝
   ｝
  ｝
  logDebug（＂Putblock％slocallytook％s＂.format（blockId，Utils.getUsedTimeMs（startTimeMs）））
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  ／／根据block的replication数决定是否将该block复制到远端
  if（putLevel.replication＞1）｛
   datamatch｛
    caseByteBufferValues（bytes）＝＞
     if（replicationFuture！＝null）｛
      Await.ready（replicationFuture，Duration.Inf）
     ｝
    case＿＝＞
     valremoteStartTime＝System.currentTimeMillis
     ／／Serializetheblockifnotalreadydone
     if（bytesAfterPut＝＝null）｛
      if（valuesAfterPut＝＝null）｛
       thrownewSparkException（
        ＂UnderlyingputreturnedneitheranIteratornorbytes！Thisshouldn′thappen.＂）
      ｝
      bytesAfterPut＝dataSerialize（blockId，valuesAfterPut）
     ｝
     replicate（blockId，bytesAfterPut，putLevel）
     logDebug（＂Putblock％sremotelytook％s＂
      .format（blockId，Utils.getUsedTimeMs（remoteStartTime）））
   ｝
  ｝

  BlockManager.dispose（bytesAfterPut）

  if（putLevel.replication＞1）｛
   logDebug（＂Puttingblock％swithreplicationtook％s＂
    .format（blockId，Utils.getUsedTimeMs（startTimeMs）））
  ｝else｛
   logDebug（＂Puttingblock％swithoutreplicationtook％s＂
    .format（blockId，Utils.getUsedTimeMs（startTimeMs）））
  ｝

  updatedBlocks
｝

（2）接着我们来看一下BlockManager类的get（）方法的实现：

    defget（blockId：BlockId）：Option［BlockResult］＝｛
  vallocal＝getLocal（blockId）
   if（local.isDefined）｛
    logInfo（s＂Foundblock$blockIdlocally＂）
    returnlocal
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   ｝
   valremote＝getRemote（blockId）
   if（remote.isDefined）｛
    logInfo（s＂Foundblock$blockIdremotely＂）
    returnremote
  ｝
None
  ｝

get（）方法首先会从本地 （local）的BlockManager中查找block，如果找到则返回相应的
block，若本地没有找到该 block，则发起请求从其他的 executor上的 BlockManager中查找
block。在通常情况下Spark任务的分配是根据block的分布决定的，任务往往会被分配到拥
有block的结点上，因此getLocal（）就能找到所需的block；但是在资源有限的情况下，Spark
会将任务调度到与block不同的结点上，这样就必须通过getRemote（）来获得block。

（3）我们继续跟踪这个get（）方法里对 getLocal（）方法的调用，这个方法是从本地获取
block，getLocal源代码实现如下：

    ／**
* Getblockfromlocalblockmanager.
*／
defgetLocal（blockId：BlockId）：Option［BlockResult］＝｛
 logDebug（s＂Gettinglocalblock$blockId＂）
 doGetLocal（blockId，asBlockResult＝true）.asInstanceOf［Option［BlockResult］］
｝

在getLocal（）方法里会继续调用 doGetLocal（）方法，在 doGetLocal（）方法里首先会根据
blockid获得相应的BlockInfo并从中取出该 block的 storagelevel，根据 storagelevel的不同，
doGetLocal（）会从不同的缓存中取出数据。

（4）在 BlockManager类的 get（）方法里通过 getRemote（）方法从远端获取 block，ge-
tRemote（）方法里面会调用 doGetRemote（），在 doGetRemote（）方法里首先取得该 block的所
有location信息，然后根据location向远端发送请求获取block，只要有一个远端返回block该
函数就返回而不继续发送请求。接下来我们来看一下doGetRemote（）方法的具体实现：

    privatedefdoGetRemote（blockId：BlockId，asBlockResult：Boolean）：Option［Any］＝｛
  require（blockId！＝null，＂BlockIdisnull＂）
  vallocations＝Random.shuffle（master.getLocations（blockId））
  for（loc＜－locations）｛
   logDebug（s＂Gettingremoteblock$blockIdfrom$loc＂）
   valdata＝blockTransferService.fetchBlockSync（
    loc.host，loc.port，loc.executorId，blockId.toString）.nioByteBuffer（）

   if（data！＝null）｛
    if（asBlockResult）｛
     returnSome（newBlockResult（
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      dataDeserialize（blockId，data），
      DataReadMethod.Network，
      data.limit（）））
    ｝else｛
     returnSome（data）
    ｝
   ｝
   logDebug（s＂Thevalueofblock$blockIdisnull＂）
 ｝
 logDebug（s＂Block$blockIdnotfound＂）
 None
｝

至此我们简单介绍了如何通过 BlockManager类中的 get（）方法和 put（）方法来轻易地存
取block数据。
4.Partition和Block的关系
在Storage（存储管理）模块里面所有的操作都是和 Block（数据块）相关的，但是在

RDD里面所有的运算都是基于Partition（分区）的，那么 Partition是如何与 Block对应上的
呢？在Spark中，Partition是一个逻辑上的概念，而 Block是一个物理上的数据实体。一个
RDD中的Partition对应于一个Storage模块中的Block。下面我们以RDD类的核心方法 itera-
tor（）方法为例分析一下Partition和Block的关系，以下是RDD类中iterator（）方法的实现：

    finaldefiterator（split：Partition，context：TaskContext）：Iterator［T］＝｛
  if（storageLevel！＝StorageLevel.NONE）｛
   SparkEnv.get.cacheManager.getOrCompute（this，split，context，storageLevel）
  ｝else｛
   computeOrReadCheckpoint（split，context）
  ｝
｝

在以上代码中，如果当前RDD的StorageLevel不是NONE的话，表示该RDD所包括的一系
列Partition以 Block的状态存储在 BlockManager中，那么通过 SparkEnv.get.cacheManager得到
CacheManager对象，然后调用CacheManagerr中的getOrCompute（）方法计算RDD，在这个方法中
Partition和Block发生了关系，Partition转化为Block，具体步骤如下：

（1）首先根据RDDid和Partitionindex构造出Blockid（rdd＿xx＿xx），接着从BlockMan-
ager中取出相应的Block。

（2）如果该Block存在，表示此 RDD在之前已经被计算过和存储在 BlockManager中，
因此取出即可，无需再重新计算。

（3）如果该 Block不存在则需要调用 RDD的 computeOrReadCheckpoint（）方法计算出新
的Block，并将其存储到BlockManager中。

（4）需要注意的是Block的计算和存储是阻塞的，若另一线程也需要用到此Block则需
等到该线程Block的装载结束。

这样RDD的transformation操作、action操作就和Block数据块建立了联系，虽然抽象上
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我们的操作是在Partition层面上进行的，但是Partition最终还是被映射成为Block，因此实际
上我们的所有操作都是对Block的处理和存取。

5.4.3  缓存策略

虽然Spark是基于内存进行计算，但 RDD的数据集不仅可以存储在内存中，还可以使
用RDD类的persist方法和cache方法将RDD的数据集缓存到内存、磁盘或者 Tachyon文件
系统中。下面我们看一下persist方法和cache方法的源代码，对其特点做一下分析。

    defpersist（newLevel：StorageLevel）：this.type＝｛
  ／／TODO：HandlechangesofStorageLevel
  if（storageLevel！＝StorageLevel.NONE＆＆newLevel！＝storageLevel）｛
   thrownewUnsupportedOperationException（
    ＂CannotchangestoragelevelofanRDDafteritwasalreadyassignedalevel＂）
  ｝
  sc.persistRDD（this）
  ／／RegistertheRDDwiththeContextCleanerforautomaticGC－basedcleanup
  sc.cleaner.foreach（＿.registerRDDForCleanup（this））
  storageLevel＝newLevel
  this
｝

由persist方法的注释我们知道，当 RDD第一次被计算时，persist方法会根据参数 Stor-
ageLevel的设置采取特定的缓存策略。它只适合于原本StorageLevel的变量为None或者新传
递进来的StorageLevel值与原来的StorageLevel值相等的情况。persist操作是control操作的一
种，它只是改变了原RDD的元数据信息，并没有生成新的RDD。

对于cache方法而言，它只是persist方法的一个特例，即persist方法的参数为MEMORY
＿ONLY的情况。我们可以看下cache的源码。

    ／** PersistthisRDDwiththedefaultstoragelevel（′MEMORY＿ONLY′）.*／
defpersist（）：this.type＝persist（StorageLevel.MEMORY＿ONLY）

／** PersistthisRDDwiththedefaultstoragelevel（′MEMORY＿ONLY′）.*／
defcache（）：this.type＝persist（）

根据useDisk（使用磁盘）、useMemory（使用内存）、useOffHeap（使用 Tachyon文件系
统），deserialized（反序列化）、replication（文件副本数）五个参数的组合，Spark提供了12
种存储级别的缓存策略，这可以使我们能将 RDD持久化到内存、磁盘，或者是以序列化的
方式持久化到内存中，甚至可以在集群的不同结点之间存储多份复制。这些缓存策略都被包

含在类org.apache.spark.storage.StorageLevel中。

    objectStorageLevel｛
 valNONE＝newStorageLevel（false，false，false，false）
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 valDISK＿ONLY＝newStorageLevel（true，false，false，false）
 valDISK＿ONLY＿2＝newStorageLevel（true，false，false，false，2）
 valMEMORY＿ONLY＝newStorageLevel（false，true，false，true）
 valMEMORY＿ONLY＿2＝newStorageLevel（false，true，false，true，2）
 valMEMORY＿ONLY＿SER＝newStorageLevel（false，true，false，false）
 valMEMORY＿ONLY＿SER＿2＝newStorageLevel（false，true，false，false，2）
 valMEMORY＿AND＿DISK＝newStorageLevel（true，true，false，true）
 valMEMORY＿AND＿DISK＿2＝newStorageLevel（true，true，false，true，2）
 valMEMORY＿AND＿DISK＿SER＝newStorageLevel（true，true，false，false）
 valMEMORY＿AND＿DISK＿SER＿2＝newStorageLevel（true，true，false，false，2）
 valOFF＿HEAP＝newStorageLevel（false，false，true，false）
｝

可选用的存储级别如表5－1所示。

表5－1 存储级别

存 储 级 别 描  述

MEMORY＿ONLY  将RDD作为反序列化的对象存储JVM中。如果RDD不能被内存装下，一些分区将
不会被缓存，并且在需要的时候被重新计算。这是默认的级别

MEMORY＿AND＿DISK  将RDD作为反序列化的对象存储在JVM中。如果RDD不能被内存装下，超出的分
区将被保存在硬盘上，并且在需要时被读取

MEMORY＿ONLY＿SER  将RDD作为序列化的对象进行存储 （每一分区占用一个字节数组）

MEMORY＿AND＿DISK＿SER  与MEMORY＿ONLY＿SER相似，但是把超出内存的分区将存储在硬盘上而不是在每
次需要的时候重新计算

DISK＿ONLY  只将RDD分区存储在硬盘上

DISK＿ONLY＿2  与上述的存储级别一样，但是将每一个分区都复制到两个集群结点上

OFF＿HEAP  将RDD存储到分布式内存文件系统Tachyon中

存储级别选择原则如下：

Spark的不同存储级别，旨在满足内存使用和CPU效率权衡上的不同需求。建议通过以
下步骤来进行选择：

（1）如果RDD可以很好的与默认的存储级别 MEMORY＿ONLY契合，就不需要做任何
调整，这已经是CPU使用效率最高的选项，它使得RDD的操作尽可能的快。

（2）如果RDD无法与默认的存储级别MEMORY＿ONLY契合，试着使用 MEMORY＿ON-
LY＿SER，并且选择一个快速序列化的库使得对象在比较高的空间使用率下，依然可以较快
的被访问。

（3）RDD尽可能的不要存储在硬盘中，除非计算数据集的函数计算量特别大，或者这
些函数过滤了大量的数据，否则重新计算一个分区的速度和从与硬盘中读取基本差不多快。

（4）Spark默认存储策略为 MEMORY＿ONLY：只缓存到内存并且以原生方式存 （反序

列化）一个副本。

（5）MEMORY＿AND＿DISK存储级别在内存够用时直接保存到内存中，只有当内存不足
时，才会存储到磁盘中。

（6）如果想确保高效的容错，除了依靠RDD的血统重新计算丢失的分区，还可以采用
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replication大于1（也即多份复制，这个 replication的实际值可以通过设置 StorageLevel类的
成员＿replication来实现），到时可以直接从其他结点获取数据。

5.5 Spark的消息传递机制 Akka

5.5.1  Akka架构解析

1.Akka是什么
Akka是一个用Scala语言编写的库，可用于简化编写容错的、高可伸缩性的 Actor模型

应用。它分为开发库和运行环境，同时提供了 Scala和 JAVA的开发接口，可以用来构建高
并发、分布式、可容错、事件驱动的基于JVM的应用。

Akka处理并发的方法基于一个并发模型设计和架构的 Actor模型。在基于 Actor的系统
里，所有的事物都是 Actor，Actor是封装了状态 State和行为 （Behavior）的对象，Actor之
间共享信息和发起任务的机制是消息传递，它们仅仅通过交换消息 （messages）实现相互通
信，这些消息被放置到收件人的邮箱 （Mailbox）中。当一个 Actor的邮箱 （也就是消息队

列）收到其他Actor发送过来的消息后，Akka框架会结合Scala语言强大的模式匹配功能对
消息进行处理。它先建立一个消息队列，每次收到消息后，就放入队列，而它每次也从队列

中取出消息体来处理 （如图5－5所示）。通常都使得这个过程是循环的，让 Actor可以时刻
处理发送来的消息。更深入一点说，Akka在多个 Actor和系统底层之间建立了一个层次
（Layer），这样一来，Actor只需要处理消息就可以了。创建和调度线程、接收和分发消息以
及处理竞态条件和同步的所有复杂性，都委托给框架，框架的处理对应用来说是透明的。

图5－5 Akka的生命周期图

Akka作为一个轻量级的消息驱动系统，有五大特性：
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（1）易于构建并行和分布式应用 （SimpleConcurrency＆Distribution）：使用Actor，应用
可以异步处理请求并用独占的方式执行非阻塞操作。

（2）可靠性 （ResilientbyDesign）：系统具备自愈能力，在本地／远程都有监护。
（3）高性能 （HighPerformance）：在单机中每秒可发送50000000个消息。内存占用小，

1GB内存中可保存2500000个Actor对象。
（4）可伸缩性 （Extensible）：可以在分布式环境下进行 Scaleout（横向扩展），线性扩

充计算能力。

（5）弹性，无中心 （Elastic－Decentralized）：自适应的负责均衡。
2.Actor系统
在基于Actor的设计里，各个Actor以树形结构组织起来，像一个经济组织变成一个层

级结构 （如图5－6所示），也就是所谓的 Actor系统。Actor系统的典型特点是任务拆分和委
派，一个Actor可以在系统监督下完成特定的功能，比如将它的任务分解成更小，更易于管
理。为达到目的，它启动一个它监督下的子Actor（childActor）。这样做，不仅需要任务本

图5－6 Akka的组织关系

身结构清晰，而且作为结果的Actor也必须经得起它们要处理的消息的仔细推敲，应该如何
处理正常逻辑，又如何处理失败都需要仔细的推敲。如果一个Actor不具备处理某种特殊场
景的能力，它会发送一个相应的故障信息给监管者来寻求帮助。递归结构，允许他们在合适

层次上处理失败的消息。

在Akka里面，和Actor通信的唯一方式就是通过 ActorRef。ActorRef代表 Actor的一个
引用，可以阻止其他对象直接访问或操作这个Actor的内部信息和状态。消息可以通过一个
ActorRef以下面的语法协议中的一种发送到一个Actor：

    “！”——— 发送消息并立即返回。
“？”——— 发送消息并返回一个Future对象，代表一个可能的应答。

每个Actor都有一个收件箱，用来接收发送过来的消息。收件箱有多种实现方式可以选
择，默认的实现是先进先出 （FIFO）队列。

Akka的ActorAPI中提供了每个Actor执行任务所需要的有用信息：
sender：当前处理消息的发送者的一个ActorRef引用。
context：Actor运行上下文相关的信息和方法 （例如，包括实例化一个新 Actor的方法

ActorOf）。

991



self：Actor本身的ActorRef引用。
3.Akka的容错和监管者策略
在Akka里面，一个监管者Actor对于从子孙Actor传递上来的异常的响应和处理方式称

作监管者策略。在Actor系统里，每个Actor都是其子孙 Actor的监管者。如果 Actor处理消
息时失败，它就会暂停自己及其子孙Actor并发送一个消息给它的监管者，通常是以异常的
形式。

当一条消息指示有一个错误到达了一个监管者，它会采取如下行动之一：

（1）恢复子Actor（及其子孙 Actor），保持内部状态。当子 Actor的状态没有被错误破
坏，还可以继续正常工作的时候，可以使用这种策略。

（2）重启子Actor（及其子孙Actor），清除内部状态。这种策略应用的场景和第一种正
好相反。如果子Actor的状态已经被错误破坏，在它可以被用到 Future之前有必要重置其内
部状态。

（3）永久地停掉子Actor（及其子孙Actor）。这种策略可以用在下面的场景中：错误条
件不能被修正，但是并不影响后面执行的操作，这些操作可以在失败的子Actor不存在的情
况下完成。

（4）停掉自己并向上传播错误。适用场景：当监管者不知道如何处理错误，就把错误
传递给自己的监管者。

而且，一个Actor可以决定是否把行动应用在失败的子孙 Actor上抑或是应用到它的兄
弟上。有两种预定义的策略：

1）OneForOneStrategy：只把指定行动应用到失败的子Actor上。
2）AllForOneStrategy：把指定行动应用到所有子孙Actor上。
4.本地透明性
Akka架构支持本地透明性，使得Actor完全不知道它们接受的消息是从哪里发出来的。

消息的发送者可能驻留在同一个 JVM，也有可能是存在于其他的 JVM （或者运行在同一个
结点，或者运行在不同的结点）。Akka处理这些情况对于 Actor（也即对于开发者）来说是
完全透明的。唯一需要说明的是跨越结点的消息必须要被序列化。

最后，为了充分发挥Akka的能力，在设计和实现系统时，有些要点值得考虑：
（1）应尽最大可能为每个Actor都分配最小的任务。
（2）Actor应该异步处理消息，不应该阻塞，否则就会发生上下文切换，影响性能。具

体来说，最好是在一个Future对象里执行阻塞操作 （例如IO），这样就不会阻塞Actor。
（3）要确认你的消息都是不可变的，因为互相传递消息的Actor都在它们自己的线程里

并发运行。可变的消息很有可能导致不可预期的行为。

（4）由于在结点之间发送的消息必须是可序列化的，所以必须要记住消息体越大，序
列化、发送和反序列化所花费的时间就越多，这也会降低性能。

5.5.2  Akka驱动下的 start－all.sh源码解析

在Spark中各个模块之间的消息传递采用的就是 Akka框架，很多组件封装为 Actor，进
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行控制和状态通信。下面我们以Spark集群启动的 “start－all.sh”命令为例来解析一下Ak-
ka驱动下Master结点和Worker结点之间的通信。

（1）我们首先在Spark的sbin目录下用 vim打开 “start－all.sh”脚本。可以看到在文
件里会继续调用 “start－master.sh”脚本和 “start－slaves.sh”脚本。我们先用 vim打开
“start－master.sh”脚本查看里面的内容。

（2）可以看到 Start－master.sh文件里会用 “spark－daemon.sh”脚本开启一个 org.
apache.spark.deploy.master.Master进程。

（3）打开start－slaves.sh脚本，会看到它会继续调用 start－slave.sh脚本来启动 Worker
结点。

（4）打开start－slave.sh文件，我们会看到 spark－daemon.sh脚本会开启 Worker进程。
这里的Worker对应的都是在$SPARK＿HOME／conf／slaves文件中配置的Worker结点。

（5）到这里，我们可以进入Spark的源码来分析Master结点和Worker结点之间的通信。
打开Master类的伴生对象，在该伴生对象的main（）方法里，会先根据传进来的参数初始化
MasterArguments对象。接下来调用startSystemAndActor（）方法来开启一个actor。

    defmain（argStrings：Array［String］）｛
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  SignalLogger.register（log）
  valconf＝newSparkConf
  valargs＝newMasterArguments（argStrings，conf）
  val（actorSystem，＿，＿）＝startSystemAndActor（args.host，args.port，args.webUiPort，conf）
  actorSystem.awaitTermination（）
 ｝

在startSystemAndActor（）方法中会调用 AkkaUtil工具类创建一个 ActorSystem，通过 ac-
torSystem.actorOf（）方法开启Master，并返回Master的ref（Mater这个actor的引用）。

    defstartSystemAndActor（
   host：String，
   port：Int，
   webUiPort：Int，
   conf：SparkConf）：（ActorSystem，Int，Int）＝｛
  valsecurityMgr＝newSecurityManager（conf）
  ／／AkkaUtils是Spark封装的一个工具类，它简化了我们创建Actor的步骤
  val（actorSystem，boundPort）＝AkkaUtils.createActorSystem（systemName，host，port，conf＝conf，
   securityManager＝securityMgr）
  ／／启动一个MasterActor
  valactor＝actorSystem.actorOf（Props（classOf［Master］，host，boundPort，webUiPort，
   securityMgr），actorName）
  valtimeout＝AkkaUtils.askTimeout（conf）
  valrespFuture＝actor.ask（RequestWebUIPort）（timeout）
  valresp＝Await.result（respFuture，timeout）.asInstanceOf［WebUIPortResponse］
  （actorSystem，boundPort，resp.webUIBoundPort）
 ｝

（6）当Master进程开启，也即Master对象实例化后，首先要执行preStart（）这个生命周期方
法进行一系列的 Master配置。在 preStart方法中，我们这里重点关注 context.system.schedu-
ler.schedule（）这个方法，其中的参数WORK＿TIMEOUT的默认值是60s，self指的是Master自
身，CheckForWorkerTimeOut是个样例类。

    overridedefpreStart（）｛
  logInfo（＂StartingSparkmasterat＂＋masterUrl）
  ／／Listenforremoteclientdisconnectionevents，sincetheydon′tgothroughAkka′swatch（）
  context.system.eventStream.subscribe（self，classOf［RemotingLifecycleEvent］）
  webUi.bind（）
  masterWebUiUrl＝＂http：／／＂＋masterPublicAddress＋＂：＂＋webUi.boundPort
  ／／在schedule（）方法内部会向Master这个Actor对象的邮箱发送消息
  context.system.scheduler.schedule（0millis，WORKER＿TIMEOUTmillis，self，CheckForWorker-
TimeOut）
  masterMetricsSystem.registerSource（masterSource）
  masterMetricsSystem.start（）
  applicationMetricsSystem.start（）
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｝

我们会看到在Scheduler特质的 schedule（）方法里，有条发送消息的语句 （即代码中的

语句 receiver！message中message所指代的 CheckForWorkerTimeOut），其中 schedule（）方法
的参数receiver的实参是self，参数message的实参是CheckForWorkerTimeOut。在这里意味着
每隔60s，Master都会重复向自己的邮箱发送消息，来检查已经注册成功的Worker结点是否
在规定时间内Master发送心跳。

    finaldefschedule（
  initialDelay：FiniteDuration，
  interval：FiniteDuration，
  receiver：ActorRef，
  message：Any）（implicitexecutor：ExecutionContext，
         sender：ActorRef＝Actor.noSender）：Cancellable＝
  schedule（initialDelay，interval，newRunnable｛
   defrun＝｛
    receiver！message
    if（receiver.isTerminated）
     thrownewSchedulerException（＂timeractiveforterminatedactor＂）
  ｝
｝）

（7）下面我们打开Master负责接收并处理消息的 receiverWithLogging（）方法。在它的模
式匹配选项中找到CheckForWorkerTimeOut。接着会调用timeOutDeadWorkers（）方法。

    caseCheckForWorkerTimeOut＝＞｛
  timeOutDeadWorkers（）
｝

我们继续跟踪 timeOutDeadWorkers（）方法，在 timeOutDeadWorkers（）方法中，会过滤掉
心跳发送超时的Worker。

    deftimeOutDeadWorkers（）｛
  ／／Copytheworkersintoanarraysowedon′tmodifythehashsetwhileiteratingthroughit
  valcurrentTime＝System.currentTimeMillis（）
  ／／过滤掉发送心跳时的Worker
  valtoRemove＝workers.filter（＿.lastHeartbeat＜currentTime－WORKER＿TIMEOUT）.toArray
  for（worker＜－toRemove）｛
   if（worker.state！＝WorkerState.DEAD）｛
    logWarning（＂Removing％sbecausewegotnoheartbeatin％dseconds＂.format（
     worker.id，WORKER＿TIMEOUT／1000））
    removeWorker（worker）
   ｝else｛
    if（worker.lastHeartbeat＜currentTime－（（REAPER＿ITERATIONS＋1）* WORKER＿
TIMEOUT））｛
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     workers－＝worker
    ｝
   ｝
  ｝
｝

（8）下面我们进入 Worker进程，Worker进程的开启步骤和 Master进程的步骤是一样
的，这里不做详解，我们直接进入 Worker类的 preStart（）方法。接着查看 preStart（）方法里
面的registerWithMaster（）方法，preStart（）方法的源码实现如下：

    overridedefpreStart（）｛
  assert（！registered）
  logInfo（＂StartingSparkworker％s：％dwith％dcores，％sRAM＂.format（
   host，port，cores，Utils.megabytesToString（memory）））
  logInfo（＂Sparkhome：＂＋sparkHome）
  createWorkDir（）
  context.system.eventStream.subscribe（self，classOf［RemotingLifecycleEvent］）
  shuffleService.startIfEnabled（）
  webUi＝newWorkerWebUI（this，workDir，webUiPort）
  webUi.bind（）
  registerWithMaster（）      ／／向Master结点注册Worker结点

  metricsSystem.registerSource（workerSource）
  metricsSystem.start（）
 ｝

在registerWithMaster（）方法里会继续调用tryRegisterAllMaster（）方法向Master注册Worker。

    defregisterWithMaster（）｛
  ／／DisassociatedEventmaybetriggeredmultipletimes，sodon′tattemptregistration
  ／／ifthereareoutstandingregistrationattemptsscheduled.
  registrationRetryTimermatch｛
   caseNone＝＞
    registered＝false
    tryRegisterAllMasters（）  ／／继续调用tryRegisterAllMasters（）向Master注册Worker
    connectionAttemptCount＝0
    registrationRetryTimer＝Some｛

  context.system.scheduler.schedule（INITIAL＿REGISTRATION＿RETRY＿INTERVAL，
      INITIAL＿REGISTRATION＿RETRY＿INTERVAL，self，ReregisterWithMaster）
    ｝
   caseSome（＿）＝＞
    logInfo（＂Notspawninganotherattempttoregisterwiththemaster，sincethereisan＂＋
    ＂attemptscheduledalready.＂）
  ｝
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｝

在tryRegisterAllMaster（）方法里会向 Master的引用 actor发送 RegisterWorker的消息来申
请Worker的注册。

    privatedeftryRegisterAllMasters（）｛
  for（masterUrl＜－masterUrls）｛
   logInfo（＂Connectingtomaster＂＋masterUrl＋＂...＂）
   valactor＝context.actorSelection（Master.toAkkaUrl（masterUrl））
   actor！RegisterWorker（workerId，host，port，cores，memory，webUi.boundPort，publicAddress）
  ｝
｝

（9）在Master的邮箱里 （即 receiveWithLogging（）方法）收到此消息 （即一个样例类

RegisterWorker消息）会进行处理，如果注册成功，Master结点会向 Worker结点发送 Regis-
teredWorker消息。

    caseRegisterWorker（id，workerHost，workerPort，cores，memory，workerUiPort，publicAddress）＝＞
｛

  logInfo（＂Registeringworker％s：％dwith％dcores，％sRAM＂.format（
   workerHost，workerPort，cores，Utils.megabytesToString（memory）））
  if（state＝＝RecoveryState.STANDBY）｛
   ／／ignore，don′tsendresponse
  ｝elseif（idToWorker.contains（id））｛
   sender！RegisterWorkerFailed（＂DuplicateworkerID＂）
  ｝else｛
   valworker＝newWorkerInfo（id，workerHost，workerPort，cores，memory，
    sender，workerUiPort，publicAddress）
   if（registerWorker（worker））｛
    persistenceEngine.addWorker（worker）
    ／／如果注册成功会向Worker发送RegisteredWorker消息
    sender！RegisteredWorker（masterUrl，masterWebUiUrl）
    schedule（）
   ｝else｛
    valworkerAddress＝worker.actor.path.address
    logWarning（＂Workerregistrationfailed.Attemptedtore－registerworkeratsame＂＋
     ＂address：＂＋workerAddress）
    sender！RegisterWorkerFailed（＂Attemptedtore－registerworkeratsameaddress：＂
     ＋workerAddress）
   ｝
  ｝
｝

（10）当Worker结点收到RegisteredWorker消息后，会向自己的邮箱 （也就是Worker类
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的receiveWithLogging方法）周期性地发送 WorkDirCleanup消息来清理 Worker结点上的
Spark应用目录下的内容。

    overridedefreceiveWithLogging＝｛
  caseRegisteredWorker（masterUrl，masterWebUiUrl）＝＞
   logInfo（＂Successfullyregisteredwithmaster＂＋masterUrl）
   registered＝true
   changeMaster（masterUrl，masterWebUiUrl）
   context.system.scheduler.schedule（0millis，HEARTBEAT＿MILLISmillis，self，SendHeartbeat）
   if（CLEANUP＿ENABLED）｛
    logInfo（s＂Workercleanupenabled；oldapplicationdirectorieswillbedeletedin：$workDir＂）
    ／／Worker收到Master发送过来的RegisteredWorker消息后会周期性地向自己的邮箱
    发送WorkDirCleanup消息
    context.system.scheduler.schedule（CLEANUP＿INTERVAL＿MILLISmillis，
     CLEANUP＿INTERVAL＿MILLISmillis，self，WorkDirCleanup）
  ｝
｝

在Worker类的receiveWithLogging中，找到caseWorkDirCleanup选项的匹配后，接下来
会启动一个独立的线程去清理旧应用的目录和文件，具体的操作源码如下：

    caseWorkDirCleanup＝＞
 ／／Spinupaseparatethread（inafuture）todothedircleanup；don′ttieupworkeractor
 valcleanupFuture＝concurrent.future｛
  valappDirs＝workDir.listFiles（）
  if（appDirs＝＝null）｛
   thrownewIOException（＂ERROR：Failedtolistfilesin＂＋appDirs）
  ｝
  appDirs.filter｛dir＝＞
   ／／thedirectoryisusedbyanapplication－checkthattheapplicationisnotrunning
   ／／whencleaningup
   valappIdFromDir＝dir.getName
   valisAppStillRunning＝executors.values.map（＿.appId）.contains（appIdFromDir）
   dir.isDirectory＆＆！isAppStillRunning＆＆
   ！Utils.doesDirectoryContainAnyNewFiles（dir，APP＿DATA＿RETENTION＿SECS）
  ｝.foreach｛dir＝＞
   logInfo（s＂Removingdirectory：$｛dir.getPath｝＂）
   Utils.deleteRecursively（dir）
  ｝
 ｝

cleanupFutureonFailure｛
  casee：Throwable＝＞
   logError（＂Appdircleanupfailed：＂＋e.getMessage，e）
｝
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到这里，我们通过Master结点和Worker结点之间发送的一些消息的流程讲解了Akka在
Spark中的应用，对于receiveWithLogging（）方法中的模式匹配选项，还有很多没提及，读者
可通过源码进行了解。对于Akka，Spark并没有充分挖掘它强大的并行处理能力，只是将其
作为分布式系统中的RPC框架。

5.6 Shuffle机制

5.6.1  Shuffle的原理

在MapReduce框架中，Shuffle是连接 Map和 Reduce之间的桥梁，Map的输出要用到
Reduce中必须经过Shuffle这个环节，Shuffle的性能高低直接影响了整个程序的性能和吞吐
量。Spark作为MapReduce框架的一种实现，自然也实现了shuffle的逻辑。

Shuffle描述的是一个过程，表现出来的是多对多的依赖关系。在类似于 MapReduce的
计算框架中，Shuffle是连接 Map阶段和 Reduce阶段的纽带，每个 ReduceTask都会从 Map
Task产生的数据里读取其中的一片数据，如果MapTask数目为m，ReduceTask的数目为n，
极端情况下可能会触发m×n个数据复制通道。这是因为Shuffle通常分为两部分：Map阶段
的数据准备和Reduce阶段的数据复制。Map阶段需根据 Reduce阶段的 Task数量来决定每
个MapTask输出的数据分片数目，这些数据分片可能保存在内存中或磁盘上，这些分片的
存在形式可能是每个分片一个文件，也可能是多个分片放到一个数据文件中外加一个索引来

记录每个分片在数据文件中的偏移量。

5.6.2  Shuffle的写操作

Shuffle的写操作 （Shufflewriter）是将 MaPTask操作后的数据写入到磁盘中，Spark中
shuffle输出的ShuffleMapTask会为每个ReduceTask创建对应的Bucket（桶），ShuffleMapTask
产生的结果会根据设置的partitioner（分区）得到对应的BucketId（桶编号），然后填充到相应
的Bucket中去。每个ShuffleMapTask的输出结果可能包含所有的ReduceTask需要的数据，所
以每个ShuffleMapTask创建Bucket的数目是和ReduceTask的数目相等的 （如图5－7所示）。

图5－7 SparkShuffle流程
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ShuffleMapTask创建的Bucket对应于磁盘上的一个文件，用于存储结果，此文件也被称
为BlockFile。通过spark.shuffle.file.buffer.kb属性配置的缓冲区就是用来创建 FastBuffered-
OutputStream输出流的。如果在配置文件中设置了 spark.shuffle.consolidateFiles属性为 true，
则ShuffleMapTask所产生的Bucket就不一定单独对应一个文件了，而是对应文件的一部分，
这样做会大量减少产生的BlockFile文件数量 （如图5－8所示）。

图5－8 shuffle文件聚合示意图

ShuffleMapTask在某个结点上第一次执行时，会为每个 ReduceTask创建一个输出文件，
并把这些文件组织成ShuffleFileGroup，当这个ShuffleMapTask执行完后，当前创建的Shuffle-
FileGroup可以释放掉，进行循环利用。当又有ShuffleMapTask在这个结点上执行时，不需要
创建新的输出文件，而是在上次的ShuffleFileGroup中已经创建的文件里追加写一个 Segment
（片段），如果当前的 ShuffleMapTask还没执行完，此时又在此结点上启动了新的 Shuf-
fleMapTask，那么新的 ShuffleMapTask只能又创建新的输出文件再组成一个 ShuffleFileGroup
来进行结果输出的。

下面我们结合Spark中ShuffleMapTask的源代码来分析一下Shuffle的写操作。
（1）首先在ShuffleMapTask的runTask（）方法中，通过SparkEnv.get.shuffleManager这行

代码生成一个ShuffleManager实例对象，ShuffleManager对象调用 getWriter方法得到 Shuffle-
Writer对象，由于ShuffleWriter本身是个 Trait（特质），具体执行的时候使用的是它实现的
子类，这里采用的是ShuffleWriter的默认值HashShuffleWriter。通过HashShuffleWriter的writ-
er方法把RDD的计算结果写入磁盘。

    overridedefrunTask（context：TaskContext）：MapStatus＝｛
  ／／反序列化RDD
  valser＝SparkEnv.get.closureSerializer.newInstance（）
  val（rdd，dep）＝ser.deserialize［（RDD［＿］，ShuffleDependency［＿，＿，＿］）］（
   ByteBuffer.wrap（taskBinary.value），Thread.currentThread.getContextClassLoader）
  metrics＝Some（context.taskMetrics）
  varwriter：ShuffleWriter［Any，Any］＝null
  try｛
   valmanager＝SparkEnv.get.shuffleManager
  ／／ShuffleManager对象调用getWriter（）方法得到ShuffleWriter对象，这里根据默认的设置得到
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的是HashShuffleManager对象
   writer＝manager.getWriter［Any，Any］（dep.shuffleHandle，partitionId，context）
  ／／调用HashShuffleWriter对象的writer（）方法把RDD的计算结果写入磁盘
   writer.write（rdd.iterator（partition，context）.asInstanceOf［Iterator［＿＜：Product2［Any，Any］］］）
   returnwriter.stop（success＝true）.get
  ｝catch｛
   casee：Exception＝＞
    try｛
     if（writer！＝null）｛
      writer.stop（success＝false）
     ｝
    ｝catch｛
     casee：Exception＝＞
      log.debug（＂Couldnotstopwriter＂，e）
    ｝
    throwe
  ｝
｝

（2）继续跟踪HashShuffleWriter类的writer（）方法，些方法会判断要不要在Map端对数
据进行聚合操作。最后会继续调用 ShuffleWriterGroup的 writers（bucketId）得到一个 Disk-
BlockObjectWriter对象。然后继续调用 DiskBlockObjectWriter的 writer（）方法来完成 RDD数
据的磁盘写入。

    overridedefwrite（records：Iterator［＿＜：Product2［K，V］］）：Unit＝｛
  ／／判断是否需要在Map端做聚合操作
  valiter＝if（dep.aggregator.isDefined）｛
   if（dep.mapSideCombine）｛
    dep.aggregator.get.combineValuesByKey（records，context）
   ｝else｛
    records
   ｝
  ｝elseif（dep.aggregator.isEmpty＆＆dep.mapSideCombine）｛
   thrownewIllegalStateException（＂Aggregatorisemptyformap－sidecombine＂）
  ｝else｛
   records
  ｝

  for（elem ＜－iter）｛
   valbucketId＝dep.partitioner.getPartition（elem.＿1）
   ／／这里的shuffle指的是ShuffleWriterGroup对象。
   shuffle.writers（bucketId）.write（elem）
  ｝
 ｝

902



（3）在DiskBlockObjectWriter的writer（）方法中，会调用系统配置的序列化器把数据写
磁盘。系统默认的序列化器是JavaSerializationStream。

    overridedefwrite（value：Any）｛
  if（！initialized）｛
   open（）
  ｝
  ／／这里的objOut是一个序列化器，可以使用默认的 Java序列化器，也可以在 Spark的配置文
件里重新配置Kryo序列化器（Kryo是一个快速高效的Java对象图形序列化框架，主要特点是高效
和易用。Kryo用来序列化对象到文件、数据库或者网络）
  objOut.writeObject（value）

  if（writesSinceMetricsUpdate＝＝32）｛
   writesSinceMetricsUpdate＝0
   updateBytesWritten（）
  ｝else｛
   writesSinceMetricsUpdate＋＝1
  ｝
｝

以上内容即是结合源代码对Spark中Shuffle的写操作过程进行的一些分析。下面我们继
续探讨Shuffle的读操作。

5.6.3  Shuffle的读操作

Spark可以使用两种方式来读取数据，一种是 Socket（套接字）方式，另一种是使用
Netty框架，Netty是由JBOSS提供的一个 Java开源框架。Netty提供异步的、事件驱动的网
络应用程序框架和工具，用以快速开发高性能、高可靠性的网络服务器和客户端程序。在

Spark中使用Netty方式可以通过配置spark.shuffle.use.netty属性为true来启动。
ReduceTask读取数据时，会通过 BlockManager根据 BlockId把相关的数据返回给 Reduc-

eTask。如果使用的是Netty框架，BlockManager会创建ShuffleSender专门用于发送数据。如果
ReduceTask所需要的数据恰好在本结点，那就直接去磁盘上读即可，不再通过网络获取，这一
点比MapReduce做的要好，MapReduce取数据时，即使数据在本地还是要走一遍网络传输。

Spark的Shuffle过程中的数据都没有经过排序，这一点也要比MapReduce框架节省很多
时间。ReduceTask读取过来的数据首先存放到 HaskMap中，如果数据量比较小，占用内存
空间不会太大，如果数据量较大，那就需要较多内存，当内存不够时，该怎么办？

Spark提供了两种方式，根据 spark.shuffle.spill的设置，当内存不够时，直接就失败；
如果设置了可以spill（输出）到磁盘，那就把内存中的数据移到磁盘中。在写磁盘前，先
把内存中的HashMap排序，并且把内存中缓冲区的数据排序之后和写到磁盘上的文件数据
组成一个最小堆，每次从最小堆中读取最小的数据。

Spark对Shuffle操作提供了多个属性，用于控制其中的细节。属性列表如表5－2所示。
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表5－2 Shuffle属性列表

属 性 名 称 默 认 值 含  义

 spark.shuffle.manager HASH

 对数据进行shuffle时执行的 shuffle管理器。基于 Hash的 shuffle管理器
是默认的，但是从spark1.1开始，出现了基于排序的shuffle管理器，后者
在小的executor环境下，如 YARN中会有更好的内存效率。要使用后者，
将值设定为SORT

 spark.shuffle.consolidateFiles false

 如果设置为true，在shuffle时就合并中间文件，对于有大量Reduce任务
的shuffle来说，合并文件可以提高文件系统性能。如果使用的是 ext4或
xfs文件系统，建议设置为true；对于ext3，由于文件系统的限制，设置为
true反而会使内核＞8的机器降低性能

 spark.shuffle.spill true  如果设置为true，在shuffle期间通过溢出数据到磁盘来降低了内存使用
总量，溢出阈值是由spark.shuffle.memoryFraction指定的。

 spark.shuffle.spill.compress true  是 否 压 缩 在 shuffle期 间 溢 出 的 数 据，如 果 压 缩 将 使 用
spark.io.compression.codec

 spark.shuffle.memoryFraction 0.2
 只有spark.shuffle.spill设为true，此选项才有意义，决定了当 shuffle过
程中使用的内存达到总内存多少比例的时候开始Spill，默认为20％，如果
Spill的太频繁，可以适当增加该数值，减少Spill次数

 spark.shuffle.compress true  是否压缩map输出文件，压缩将使用spark.io.compression.codec

 spark.shuffle.file.buffer.kb 100  每个shuffle的文件输出流内存缓冲区的大小，以KB为单位。这些缓冲
区可以减少磁盘寻道的次数，也减少创建shuffle中间文件时的系统调用

 spark.reducer.maxMbInFlight 48
 每个reduce任务同时获取map输出的最大大小 （以兆字节为单位）。由
于每个map输出都需要一个缓冲区来接收它，这代表着每个 reduce任务有
固定的内存开销，所以要设置小点，除非有很大内存

 
spark.shuffle.sort
.bypassMergeThreshold

200

 该参数只适用于spark.shuffle.manager设置为SORT时，因为SortShuffle-
Manager在处理不需要排序的 shuffle操作时，会由于排序引起性能下降，
该参数决定了在Reduce分区少于200时，不使用MergeSort的方式处理数
据，而是与HashShuffle类似，直接将分区文件写入调度的文件，不同的
是在最后还是会将这些文件合并成一个独立的文件。通过取出Sort步骤来
加快处理速度，代价是需要并发打开多个文件，导致内存消耗增加，本质

是相对HashShuffleManager的一个折衷方案，如果 GC（GarbageCollection）
问题严重，可以降低该值

至此，Spark中 Shuffle的工作机制我们就分析完了，Shuffle作为 Spark集群中很重要的
一个环节，它的运行状况直接决定了Spark集群运行 Spark程序时的性能状况。精通 Shuffle
的工作机制对于我们在生产环境下解决由于Shuffle状况而导致的问题有很大的帮助。

5.7 共享变量

5.7.1  广播变量

广播变量允许用户保留一个只读的变量，缓存在每一台机器上，而不用在任务 （Task）
之间传递变量。广播变量可被用于有效地给每个结点一个大输入数据集的副本而非每个任务

保存一份复制。同时Spark会尝试使用一种高效的广播算法来传播广播变量，从而减少通信
的开销。
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广播变量是通过调用SparkContext.broadcast（value）方法创建的。广播变量是一个 val-
ue的封装器，它的值可以通过调用Broadcast实例对象的value（）方法获得。在Spark中创建
广播变量的broadcast（）方法的具体实现内容如下：

    ／**
* Broadcastaread－onlyvariabletothecluster，returninga
* ［［org.apache.spark.broadcast.Broadcast］］objectforreadingitindistributedfunctions.
* Thevariablewillbesenttoeachclusteronlyonce.
／
defbroadcast［T：ClassTag］（value：T）：Broadcast［T］＝｛
  valbc＝env.broadcastManager.newBroadcast［T］（value，isLocal）
  valcallSite＝getCallSite
  logInfo（＂Createdbroadcast＂＋bc.id＋＂from＂＋callSite.shortForm）
  cleaner.foreach（＿.registerBroadcastForCleanup（bc））
｝

在广播变量的实例对象被创建后，它应该在集群运行的任何函数中，代替 value值被调
用，从而value值不需要被再次传递到这结点上。另外，广播变量的实例对象的 value值不
能在广播后修改，这样可以保证所有结点收到的都是一模一样的广播值。

Broadcast（广播变量）是相对较为常用方法功能，通常使用方式包括共享配置文件、
map数据集、树形数据结构等，为能够更好更快速为TASK任务使用相关变量。下面我们结
合Spark中广播变量的源代码从三个方面解析 Broadcast：初始化、创建 （写入）、使用

（读取）。 
1.广播变量初始化
（1）SparkContext在初始化时会创建 SparkEnv对象 env，在创建 env对象的过程中会调

用BroadcastManager的构造方法返回一个对象作为env的成员变量存在：

    valbroadcastManager＝newBroadcastManager（isDriver，conf，securityManager）

（2）构造BroadcastManager对象时会调用它自己的 initialize（）方法，主要根据配置初始
化broadcastFactory成员变量，并调用其 initialize方法。在 BroadcastManager的 initialize（）方
法里，会根据 “spark.broadcast.factory”的配置属性利用反射技术得到 BroadcastFactory实
例，这里默认的配置是org.apache.spark.broadcast.TorrentBroadcastFactory。

    privatedefinitialize（）｛
  synchronized｛
   if（！initialized）｛
    valbroadcastFactoryClass＝
     conf.get（＂spark.broadcast.factory＂，＂org.apache.spark.broadcast.TorrentBroadcastFactory＂）

    broadcastFactory＝
     Class.forName（broadcastFactoryClass）.newInstance.asInstanceOf［BroadcastFactory］

    ／／InitializeappropriateBroadcastFactoryandBroadcastObject
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    broadcastFactory.initialize（isDriver，conf，securityManager）

    initialized＝true
   ｝
  ｝
｝

（3）TorrentBroadcastFactory这个工厂类在初始化的过程中也会调用自己的initialize（）方
法。当然这个initalize（）方法什么也没做。这也可以看出和 HttpBroadcastFactory工厂类的区
别，Torrent协议的传输的处理方式就是P2P方式 （PeertoPeer，对等网络），去中心化地传
输数据。而Http协议的传输是中心化服务，需要启动服务来接受请求。下面代码是Torrent-
BroadcastFactory的initialize（）方法的实现：

    ／**
* A［［org.apache.spark.broadcast.Broadcast］］implementationthatusesaBitTorrent－like

* protocoltodoadistributedtransferofthebroadcasteddatatotheexecutors.Referto
* ［［org.apache.spark.broadcast.TorrentBroadcast］］formoredetails.

*／
classTorrentBroadcastFactoryextendsBroadcastFactory｛

 overridedefinitialize（isDriver：Boolean，conf：SparkConf，securityMgr：SecurityManager）｛｝
｝

（4）接下来我们分析如何在调用SparkContext中的broadcast（）方法中来初始化一个广播
变量。先看broadcast（）方法的源码实现：

    defbroadcast［T：ClassTag］（value：T）：Broadcast［T］＝｛
  valbc＝env.broadcastManager.newBroadcast［T］（value，isLocal）
  valcallSite＝getCallSite
  logInfo（＂Createdbroadcast＂＋bc.id＋＂from＂＋callSite.shortForm）
  cleaner.foreach（＿.registerBroadcastForCleanup（bc））
｝

（5）在上述源代码中，env.broadcastManager这行代码会得到一个 BroadcastManager对
象，在BroadcastManager实例对象的初始化过程中生成一个 TorrentBroadcastFactory实例对
象，接下去最终会调用 TorrentBroadcastFactory的 newBroadCast（）方法，创建 TorrentBroad-
cast。

    overridedefnewBroadcast［T：ClassTag］（value＿：T，isLocal：Boolean，id：Long）＝｛
  newTorrentBroadcast［T］（value＿，id）
｝

（6）在TorrentBroadcast初始化的过程中，会直接调用 setConf（）方法将 SparkConf对象
注入TorrentBroadcast中，同时定义压缩方式。并调用writeBlocks（）方法将数据切分存储。

    privatedefsetConf（conf：SparkConf）｛
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  compressionCodec＝if（conf.getBoolean（＂spark.broadcast.compress＂，true））｛
   Some（CompressionCodec.createCodec（conf））
  ｝else｛
   None
  ｝
  blockSize＝conf.getInt（＂spark.broadcast.blockSize＂，4096）* 1024
｝

setConf（SparkEnv.get.conf）

2.创建 （写入）

Broadcast实例对象创建时，使用 SparkContext的 broadcast（）方法，并将值一直传递至
TorrentBroadcast，并构建TorrentBroadcast对象，同时完成将数据信息交给 BlockManager进行
注册，并序列化在本地存储。下面我们结合Spark源代码深入分析一下广播变量的创建。

（1）TorrentBroadcast对象的writeBlocks（）方法主要功能便是按照定义的广播块大小切分
数据 （默认是4MB，spark.broadcast.blockSize），将切分后的数据信息存放在 Driver端的
BlockManager中，并通知BlockManageMaster完成注册，最后把数据写入本地磁盘中。

    privatedefwriteBlocks（value：T）：Int＝｛
  ／／Storeacopyofthebroadcastvariableinthedriversothattasksrunonthedriver
  ／／donotcreateaduplicatecopyofthebroadcastvariable′svalue.
  SparkEnv.get.blockManager.putSingle（broadcastId，value，StorageLevel.MEMORY＿AND＿DISK，
   tellMaster＝false）
  valblocks＝             ／／数据块切分方法
   TorrentBroadcast.blockifyObject（value，blockSize，SparkEnv.get.serializer，compressionCodec）
  blocks.zipWithIndex.foreach｛case（block，i）＝＞
  SparkEnv.get.blockManager.putBytes（  ／／数据块存储方法
    BroadcastBlockId（id，＂piece＂＋i），
    block，
    StorageLevel.MEMORY＿AND＿DISK＿SER，
    tellMaster＝true）
  ｝
  blocks.length
｝

（2）在调用BlockManager对象的putBytes（）方法时，广播变量依据存储策略优先写入本
地，具体实现可以在BlockManager类的putBytes（）方法体中的doPut方法里查找。

    privatedefdoPut（
   blockId：BlockId，
   data：BlockValues，
   level：StorageLevel，
   tellMaster：Boolean＝true，
   effectiveStorageLevel：Option［StorageLevel］＝None）
  ：Seq［（BlockId，BlockStatus）］＝｛
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  require（blockId！＝null，＂BlockIdisnull＂）
  require（level！＝null＆＆level.isValid，＂StorageLevelisnullorinvalid＂）
  effectiveStorageLevel.foreach｛level＝＞
   require（level！＝null＆＆level.isValid，＂EffectiveStorageLevelisnullorinvalid＂）
  ｝
  ｝

3.使用 （读取）

广播变量依据存储策略优先写入本地 （BlockManage＃putBytes方法），既然序列化数据
是本地存储，由此而来的问题是读取问题，BlockManage存储数据并不似 HDFS会依据备份
策略存储多份数据放置不同结点，如没有备份数据，那么必然产生数个问题：

1）结点故障，无法访问结点数据。
2）数据热点，所有任务皆使用该数据。
3）网络传输，所有结点频繁访问单结点。
解决这些问题，Spark并没有使用HDFS的思想，而选择是P2P点对点方式 （BT下载）

解决问题，只要使用过广播变量数据，则在本结点存储数据，由此变成新的数据源，随着数

据源不断增加传输数据的速度也会越来越快，刚开始传输则相对会慢一些。同时，不建议使

用大文件进行广播变量，当广播变量较大或者使用较频繁时，相当于每个结点都要存储一

份，形成网状传输方式交换数据，因此建议存储配置文件或某种数据结构为上佳选择。

（1）通过调用bc.value（bc指的是广播变量实例对象）来取得广播变量的值，其主要
实现在TorrentBroadcast类的反序列化方法readBroadcastBlock（）中。

    privatedefreadBroadcastBlock（）：T＝Utils.tryOrIOException｛
  TorrentBroadcast.synchronized｛       ／／读取广播变量
   setConf（SparkEnv.get.conf）
    ／／读取本地广播变量
   SparkEnv.get.blockManager.getLocal（broadcastId）.map（＿.data.next（））match｛
    caseSome（x）＝＞ ／／获取本地数据成功
     x.asInstanceOf［T］

    caseNone＝＞ ／／获取本地数据失败
     logInfo（＂Startedreadingbroadcastvariable＂＋id）
     valstartTimeMs＝System.currentTimeMillis（）
    ／／获取Block数据块，并将数据块存储到本地
     valblocks＝readBlocks（） ／／P2P思想具体实践者
     logInfo（＂Readingbroadcastvariable＂＋id＋＂took＂＋Utils.getUsedTimeMs（startTimeMs））
    ／／将数据块反序列化，并解压缩
     valobj＝TorrentBroadcast.unBlockifyObject［T］（
      blocks，SparkEnv.get.serializer，compressionCodec）
     ／／StorethemergedcopyinBlockManagersoothertasksonthisexecutordon′t
     ／／needtore－fetchit.
     SparkEnv.get.blockManager.putSingle（
      broadcastId，obj，StorageLevel.MEMORY＿AND＿DISK，tellMaster＝false）
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     obj
   ｝
  ｝
｝

（2）在readBlocks（）方法中，它会先调用getLocal（）方法从本地查找数据，如果本地不
存在该数据，继而会从远程查找，然后把数据存储到本地。ReadBlocks（）方法的具体实现代
码如下：

    privatedefreadBlocks（）：Array［ByteBuffer］＝｛
  ／／Fetchchunksofdata.NotethatallthesechunksarestoredintheBlockManagerandreported
  ／／定义数据块集合
  valblocks＝newArray［ByteBuffer］（numBlocks）
  valbm＝SparkEnv.get.blockManager
  ／／循环遍历所有块，避免访问热点，随机顺序读取数据
  for（pid＜－Random.shuffle（Seq.range（0，numBlocks）））｛
   valpieceId＝BroadcastBlockId（id，＂piece＂＋pid）
   logDebug（s＂Readingpiece$pieceIdof$broadcastId＂）
   ／／FirsttrygetLocalBytesbecausethereisachancethatpreviousattemptstofetchthe
   ／／broadcastblockshavealreadyfetchedsomeoftheblocks.Inthatcase，someblocks
   ／／wouldbeavailablelocally（onthisexecutor）.
    ／／先查本地，继而查询远程
   defgetLocal：Option［ByteBuffer］＝bm.getLocalBytes（pieceId）
   defgetRemote：Option［ByteBuffer］＝bm.getRemoteBytes（pieceId）.map｛block＝＞
    ／／Ifwefoundtheblockfromremoteexecutors／driver′sBlockManager，puttheblock
    ／／inthisexecutor′sBlockManager.
    SparkEnv.get.blockManager.putBytes（
     pieceId，
     block，
     StorageLevel.MEMORY＿AND＿DISK＿SER，
     tellMaster＝true）
    block
   ｝
   valblock：ByteBuffer＝getLocal.orElse（getRemote）.getOrElse（
    thrownewSparkException（s＂Failedtoget$pieceIdof$broadcastId＂））
  ／／赋值数据块集合
   blocks（pid）＝block
  ｝
  blocks
｝

到现在我们知道，TorrentBroadCast（TorrentBroadCast是 BroadCast的一个子类）首先将
广播变量数据分块，并存到BlockManager中；每个结点需要读取广播变量时，是分块读取，
对每一块都读取其位置信息，然后随机选一个存有此块数据的结点进行读取；每个结点读取
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后会将包含的块信息报告给 BlockManagerMaster，这样本地结点也成为了这个广播网络中的
一个peer（平级结点）。与HttpBroadCast方式形成鲜明对比，这是一个去中心化的网络，只
需要保持一个tracker（追踪者）即可，这就是 P2P的思想。至此，广播变量的初始化、数
据写入和数据读取三个重要概念我们已经探讨完毕。

5.7.2  累加器

累加器 （Accumulators）是一种只能通过关联操作进行 “加”操作的变量，因此可以高

效地被并行计算支持。它们可以用来实现计数器 （如MapReduce中）和求和器。Spark原生
就支持Int和Double类型的累加器，开发者可以自己添加新的支持类型。

一个累加器可以通过调用 SparkContext.accumulator（v）方法从一个初始值 v中创建。
运行在集群上的任务，可以通过使用＋＝来给它加值。然而，他们不能读取这个值。只有驱
动程序 （Driver端的程序）可以使用Accumulators对象的value方法来读取累加器的值。

累加器使用方法如下：

    valaccum＝sc.accumulator（0）
sc.parallelize（Array（1，2，3，4））.foreach（x＝＞accum＋＝x）
accum.value

下面我们简要解释一下上述三行代码的含义：

（1）sc是SparkContext的实例对象，该对象是在驱动程序的一部分，通过 sc.accumulator（0）
这句代码生成一个累加器对象，即accum。

（2）sc.parallelize（Array（1，2，3，4））.foreach（x＝＞accum＋＝x）这行代码是在 Spark集群
的工作结点执行的 （Worker结点），也即进行任务的具体计算。

（3）accum.value是获取累加器的计算结果值。
由于累加器不是我们所要讲解的重点内容，这里对其初始化和使用只是做了简单的

介绍。

5.8 Spark性能调优

因为大部分Spark程序都具有 “内存计算”的天性，所以集群中的所有资源：CPU、网
络带宽或者是内存都有可能成为 Spark程序的瓶颈。通常情况下，如果数据完全加载到内
存，那么网络带宽就会成为瓶颈，但是你仍然需要对程序进行优化，例如采用序列化的方式

保存RDD数据 （ResilientDistributedDatasets，弹性分布式数据等），以便减少内存使用。这
里主要讲两方面的Spark性能优化：数据序列化和内存优化，数据序列化不但能提高网络性
能还能减少内存使用。与此同时，我们还讨论其他的一些性能优化方法。

5.8.1  数据序列化

序列化对于提高分布式程序的性能起到非常重要的作用。一个不好的序列化方式 （如
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序列化模式的速度非常慢或者序列化结果非常大）会极大降低计算速度。很多情况下，这

是我们优化Spark应用的第一选择。Spark试图在方便和性能之间获取一个平衡。Spark提供
了两个序列化类库：

（1）Java序列化：在默认情况下，Spark采用 Java的 ObjectOutputStream序列化一个对
象。该方式适用于所有实现了 java.io.Serializable的类。通过继承 java.io.Externalizable，你
能进一步控制序列化的性能。Java序列化非常灵活，但是速度较慢，在某些情况下序列化的
结果也比较大。

（2）Kryo序列化：Spark也能使用 Kryo序列化对象。Kryo不但速度极快，而且产生的
结果更为紧凑。Kryo的缺点是不支持所有类型，为了更好的性能，你需要提前注册程序中
所使用的类。

我们可以在创建 SparkContext之前，通过调用 System.setProperty（＂spark.serializer＂，＂
spark.KryoSerializer＂），将序列化方式切换成Kryo。Kryo不能成为默认方式的唯一原因是需
要用户进行注册，但是，对于任何 “网络密集型”（network－intensive）的应用，都建议采
用该方式。

最后，为了将类注册到 Kryo，需要继承 spark.KryoRegistrator并且设置系统属性
spark.kryo.registrator指向该类，如下所示。

    importcom.esotericsoftware.kryo.Kryo

classMyRegistratorextendsspark.KryoRegistrator｛
  overridedefregisterClasses（kryo：Kryo）｛
  kryo.register（classOf［MyClass1］）
  kryo.register（classOf［MyClass2］）
  ｝
｝

／／Makesuretosettheseproperties*before* creatingaSparkContext！
System.setProperty（＂spark.serializer＂，＂spark.KryoSerializer＂）
System.setProperty（＂spark.kryo.registrator＂，＂mypackage.MyRegistrator＂）
valsc＝newSparkContext（...）

Kryo序列化器的文档描述了很多便于注册的高级选项，例如添加用户自定义的序列化
代码。如果对象非常大，我们还需要增加属性spark.kryoserializer.buffer.mb的值。该属性的
默认值是32，但是该属性需要足够大以便能够容纳需要序列化的最大对象。最后，如果不
注册自己定义的类，Kryo仍然可以工作，但是需要为了每一个对象保存其对应的全类名
（fullclassname），这是非常浪费的。

5.8.2  内存优化

内存优化有三个方面的考虑：对象所占用的内存 （或许大家都希望将所有的数据都加

载到内存），访问对象的消耗以及内存回收 （GarbageCollection，GC）所占用的开销。
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通常，Java对象的访问速度更快，但其占用的空间通常比其内部的属性数据大2～5倍。
这主要由以下几方面原因：

（1）每一个Java对象都包含一个 “对象头”（ObjectHeader），对象头大约有16字节，
包含了指向对象所对应的类 （class）的指针等信息。如果对象本身包含的数据非常少，那
么对象头有可能会比对象数据还要大。

（2）JavaString在实际的字符串数据之外，还需要大约40字节的额外开销 （因为String
将字符串保存在一个Char数组，需要额外保存类似长度等其他的数据）；同时，因为是Uni-
code编码，每一个字符需要占用两个字节，所以，一个长度为10的字符串需要占用60个
字节。

（3）通用的集合类，例如HashMap、LinkedList等，都采用了链表数据结构，对于每一
个条目 （entry）都进行了包装 （wrapper）。每一个条目不仅包含对象头，还包含了一个指向
下一条目的指针 （通常为8字节）。

（4）基本类型 （PrimitiveType）的集合通常都保存为对应的类，例如java.lang.Integer。
下面我们分析如何估算对象所占用的内存以及如何进行改进———通过改变数据结构或者

采用序列化方式。然后，我们将讨论如何优化 Spark的缓存以及 Java内存回收 （Garbage
Collection）。
1.确定内存消耗
确定对象所需要内存大小的最好方法是创建一个 RDD，然后将其放入缓存，最后阅读

驱动程序 （DriverProgram）中SparkContext的日志。日志会告诉我们每一部分占用的内存大
小，可以收集该类信息以确定RDD消耗内存的最终大小。日志信息如下所示。

    INFOBlockManagerMasterActor：Addedrdd＿0＿1inmemoryonmbk.local：50311（size：717.5KB，free：
332.3MB）

该信息表明rdd＿0＿1这个数据块消耗717.5KB的内存。
2.优化数据结构
减少内存使用的第一条途径是避免使用一些增加额外开销的 Java特性，例如基于指针

的数据结构以对对象进行再包装等。有很多方法：

● 使用对象数组以及类型 （PrimitiveType）数组以替代 Java或者 Scala集合类 （Collec-
tionClass）。fastutil库为原始数据类型提供了非常方便的集合类，且兼容 Java标准
类库。

● 尽可能的避免采用还有指针的嵌套数据结构来保存小对象。

● 考虑采用数字ID或者枚举类型替代String类型的主键。
● 如果内存少于32GB，设置 JVM参数 －XX：＋UseCompressedOops以便将8字节指针
修改成4字节。与此同时，在Java7或者更高版本，设置JVM参数－XX：＋UseCom-
pressedStrings以便采用8比特来编码每一个ASCII字符。我们可以将这些选项添加到
spark－env.sh。
3.序列化RDD存储
经过上述优化，如果对象还是太大以至于不能有效存放，还有一个减少内存使用的简单

方法———序列化，采用RDD持久化API的序列化存储级别 （StorageLevel），例如MEMORY＿
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ONLY＿SER，Spark将RDD每一部分都保存为byte数组。序列化带来的唯一缺点是会降低访
问速度，因为需要将对象反序列化。如果需要采用序列化的方式缓存数据，我们强烈建议采

用Kryo，Kryo序列化结果比Java标准序列化更小 （其实比对象内部的原始数据都要小）。

4.优化内存回收
如果Spark程序产生大量的RDD数据，JVM内存回收就可能成为问题 （通常，如果只需

进行一次RDD读取然后进行操作是不会带来问题的）。当需要回收旧对象以便为新对象腾内存
空间时，JVM需要跟踪所有的Java对象以确定哪些对象是不再需要的。需要记住的一点是，
内存回收的代价与对象的数量正相关；因此，使用对象数量更少的数据结构 （例如使用int数
组而不是LinkedList）能显著降低这种消耗。

每项任务 （Task）的工作内存与缓存在结点的 RDD之间会相互影响，这种影响也会带
来内存回收问题。下面我们讨论如何为RDD分配空间以便减轻这种影响。

（1）估算内存回收的影响。优化内存回收的第一步是获取一些统计信息，包括内存回
收的频率、内存回收耗费的时间等。为了获取这些统计信息，我们可以把参数－verbose：gc
－XX：＋PrintGCDetails－XX： ＋PrintGCTimeStamps添加到 spark－env.sh文件的环境变量
SPARK＿JAVA＿OPTS。设置完成后，Spark作业运行时，我们可以在日志中看到每一次内存
回收的信息。注意，这些日志保存在集群的工作结点 （WorkNodes）而不是你的驱动程序
（DriverProgram）.

（2）优化缓存大小。用多大的内存来缓存 RDD是内存回收一个非常重要的配置参数。
默认情况下，Spark采用运行内存 （executormemory，spark.executor.memory或者 SPARK＿
MEM）的60％空间来进行RDD缓存。这表明在任务执行期间，有40％的内存可以用来进
行对象创建。

如果任务运行速度变慢且JVM频繁进行内存回收，或者内存空间不足，那么降低缓存
大小设置可以减少内存消耗。为了将缓存大小修改为 50％，我们可以调用方法 Sys-
tem.setProperty（＂spark.storage.memoryFraction＂，＂0.5＂）。结合序列化缓存，使用较小缓存
足够解决内存回收的大部分问题。

（3）内存回收高级优化。为了进一步优化内存回收，我们需要了解 JVM内存管理的一
些基本知识。

1）Java堆 （heap）空间分为两部分：新生代和老生代。新生代用于保存生命周期较短
的对象；老生代用于保存生命周期较长的对象。

2）新生代进一步划分为三部分：Eden、Survivor1、Survivor2。
3）内存回收过程的简要描述：如果Eden区域已满则在Eden执行minorGC（新生代G－C）

并将Eden和Survivor1中仍然活跃的对象复制到 Survivor2。然后将 Survivor1和 Survivor2对
换。如果对象活跃的时间已经足够长或者 Survivor2区域已满，那么会将对象复制到 Old区
域 （老化区域）。最终，如果Old区域消耗殆尽，则执行fullGC（全面GC）。

Spark内存回收优化的目标是确保只有长时间存活的 RDD才保存到老生代区域；同时，
新生代区域足够大以保存生命周期比较短的对象。这样，在任务执行期间可以避免执行 full
GC。下面是一些可能有用的执行步骤：
1）通过收集GC信息检查内存回收是不是过于频繁。如果在任务结束之前执行了很多

次fullGC，则表明任务执行的内存空间不足。
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2）在打印的内存回收信息中，如果老生代接近消耗殆尽，那么减少用于缓存的内存空
间。这可以通过属性spark.storage.memoryFraction来完成。减少缓存对象以提高执行速度是
非常值得的。

3）如果有过多的 minorGC而不是 fullGC，那么为 Eden分配更大的内存是有益的。
你可以为 Eden分配大于任务执行所需要的内存空间。如果 Eden的大小确定为 E，那么可
以通过 －Xmn＝4／3×E来设置新生代的大小 （将内存扩大到4／3是考虑到 survivor所需要
的空间）。

4）举一个例子，如果任务从 HDFS读取数据，那么任务需要的内存空间可以从读取
的 block数量估算出来。注意，解压后的 blcok通常为解压前的2～3倍。所以，如果我们
需要同时执行3个或4个任务，block的大小为64M，我们可以估算出 Eden的大小为4×
3×64MB。

5）监控内存回收的频率以及消耗的时间并修改相应的参数设置。

5.8.3  其他优化方法

1.并行度
除非为每一个操作都设置足够高的并行度，否则集群不能有效的被利用。Spark会根据

每一个文件的大小自动设置运行在该文件Map任务的个数 （我们也可以通过SparkContext的
配置参数来控制）；对于分布式 Reduce任务 （例如 groupByKey或者 reduceByKey），则利用
最大RDD的分区数，我们可以通过配置 reduceByKey这些方法的第二个参数来传入并行度
或者通过设置系统参数spark.default.parallelism来改变默认值。通常来讲，在集群中，我们
建议为每一个CPU核 （core）分配2～3个任务。
2.ReduceTask的内存使用
有时，我们会碰到OutOfMemory错误，这不是因为我们的 RDD不能加载到内存，而是

因为任务执行的数据集过大，例如正在执行 groupByKey操作的 Reduce任务。Spark的 Shuf-
fle操作 （比如 sortByKey、groupByKey、reduceByKey、join等）为了完成分组会为每一个任
务创建哈希表，哈希表有可能非常大。最简单的修复方法是增加并行度，这样，每一个任务

的输入会变的更小。Spark能够非常有效的支持段时间任务 （例如200ms），因为它会对所有
的任务复用JVM，这样能减小任务启动的消耗。所以，我们可以放心的使任务的并行度远大
于集群的CPU核数。
3.广播 “大变量”

使用SparkContext的广播变量可以有效减小每一个任务的大小以及在集群中启动作业的
消耗。如果任务会使用驱动程序 （DriverProgram）中比较大的对象 （例如静态查找表），可

以考虑将其变成可广播变量。Spark会在主结点 （master）打印每一个任务序列化后的大小，
所以我们可以通过它来检查任务是不是过于庞大。通常来讲，大于20KB的任务可能都是值
得优化的。

4.数据本地性
数据本地性对Spark任务执行的性能有显著影响。如果数据和操作的代码在一起的话那

计算将会很快，但是如果数据和代码是分离的，那其中一个必须移动到另外一方。通常来说
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传输序列化过的代码肯定比传输数据要快得多，毕竟代码比数据小太多了。Spark就是基于
此原则建立数据本地性的调度策略。

数据本地性是指数据与处理它的代码有多远。根据数据当前的位置用几个级别来确定，

从最近到最远的距离为：

（1）PROCESS＿LOCAL：数据和要运行的代码在同一个JVM中，这是最好的分布情况。
（2）NODE＿LOCAL：数据和要运行的代码在同一个结点。例如可能在的同一个结点的

HDFS中或者同一个结点的不同Executor中。这会比PROCESS＿LOCAL慢一点，因为数据要
在进程间交换。

（3）NO＿PREF：数据从各处访问都差不多快，没有位置偏好。
（4）RACK＿LOCAL：数据在同样一个机架的服务器上。数据在不同的服务器上但是在

同一个机架，所以需要通过网络传输，通常经过一个交换机。

（5）ANY：数据可能在网络的任何地方并且不再同一个机架上。
Spark倾向于将所有的任务都安排在最佳的位置，但不可能总是这样。当任意空闲结点

上没有未处理的数据的时候，Spark会选择较低的位置级别。这里有两个选择 ：在有数据的
结点上等待繁忙的CPU空闲后启动一个任务；立刻启动一个任务但是需要从远程获取数据。

Spark通常会等繁忙的 CPU释放资源，但是如果超时，它会把数据移动到远程的空闲
CPU上进行计算。数据本地性的各个级别间等待超时的回退时间可以分别配置或者统一配
置。如果任务运行很长而且很少在本地运行，可以提高设置，但是通常默认值就表现的不

错了。

最后我们总结一下Spark程序优化所需要关注的几个关键点———最主要的是数据序列化
和内存优化。对于大多数程序而言，采用Kryo序列化能够解决性能有关的大部分问题。

思考题

1.以Standalone模式为例，Spark的应用提交完整的工作流程是怎样进行的？
2.在Spark集群中，Spark的各个模块是如何通过Akka进行通信的？
3.简单陈述一下Shuffle的工作原理。
4.Checkpoint的工作原理是什么 （注意，Checkpoint的真正执行是在原来提交的 Job执

行完成之后才开始的）？
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6.1 SparkSQL原理和实现

6.1.1  SparkSQL简介

SparkSQL是Spark1.0.0版本中新加入的组件，是 Spark生态系统中最活跃的组件之
一。它能够利用Spark进行结构化数据的存储和操作，结构化数据既可以来自外部结构化数
据源 （当前支持Hive、JSON和 Parquet等操作，同时 Spark1.2版本开始对 JDBC／ODBC提
供支持）。

SparkSQL提供了方便的调用接口，用户可以同时使用 Scala、Java、Python开发基于
SparkSQLAPI的数据处理程序，并通过SQL语句来与Spark代码交互。当前SparkSQL使用
Catalyst优化器来对SQL语句进行优化，从而得到更有效的执行方案，并且可以将结果存储
到兼容Parquet格式的外部存储系统中。还有更重要一点，基于Spark的RDD，SparkSQL可
以和SparkStreaming、GraphX、MLlib等子框架无缝集成，这样就可以在一个技术堆栈中对
数据进行批处理、实时流处理和交互式查询等多种业务处理。

提到SparkSQL，不得不提 Hive和 Shark，Hive是 Shark的前身，Shark是 SparkSQL的
前身。根据伯克利实验室提供的测试数据，Shark在基于内存计算的性能上比 Hive高出100
倍，即使是基于磁盘计算，它的性能也比 Hive高出10倍，而 SparkSQL的性能比 Shark又
高出一到两个数量级。

Hive是建立在 Hadoop上的数据仓库基础构架，也是最早运行在 Hadoop上的 SQL－on
－Hadoop工具。它提供了一系列的工具，可以用来进行数据提取转化加载 （ETL），这是一
种可以存储、查询和分析存储在 Hadoop中的大规模数据的机制。Hive还定义了简单的类
SQL查询语言，称为 HQL，它允许熟悉 SQL的用户查询数据。同时，这个语言也允许熟悉
MapReduce的开发者开发自定义的 mapper和 reducer来处理内建的 mapper和 reducer无法完
成的、复杂的分析工作。正是由于 Hive大大简化了对大规模数据集的分析门槛，所以它很
快就流行起来，成为Hadoop生态系统重要的一份子。但是MapReduce在计算过程中大量的
中间磁盘落地过程消耗了大量的 I／O资源，这大大降低了 SQL－on－Hadoop的运行效率，
基于此，多种SQL－on－Hadoop工具出现了，其中表现最为突出的工具之一就是Shark。

Shark也是由伯克利实验室技术团队开发的 Spark生态环境组件之一，它扩展了 Hive，
并修改了Hive架构中的内存管理、物理计划、执行三个模块，并使之可以运行在 Spark引
擎上，大大加快了在内存和磁盘上的查询速度 （如图6－1所示）。Shark直接建立在Apache／
Hive代码库上，所以它自然支持几乎所有Hive的特点。它支持现有的 HiveSQL语言，Hive
数据格式 （SerDes，序列化和反序列化），用户自定义函数 （UDF），调用外部脚本查询，并
采用Hive解析器、查询优化器等。但正是由于Shark的整体设计架构对Hive的依赖性太强，
难以支持其长远发展，比如不能和Spark的其他组件进行很好的集成，无法满足 Spark的一
栈式解决大数据处理的需求。Databricks公司在 SparkSummit2014上宣布 Shark已经完成了
其学术使命，全面转向SparkSQL。
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图6－1 Hive和Shark的架构

相比于Shark对Hive的过度依赖，SparkSQL在Hive兼容层面仅依赖HQLParser（解析
器）、HiveMetastore（元数据存储仓库）和HiveSerDe。也就是说，从HQL被解析成抽象语
法树 （AST）起，就全部由SparkSQL接管了。执行计划生成和优化都由 Catalyst负责。借
助Scala的模式匹配等函数式语言特性，利用Catalyst开发执行计划优化策略比 Hive要简洁
得多。此外，除了兼容HQL、加速现有Hive数据的查询分析以外，SparkSQL还支持直接对
原生RDD对象进行关系查询。同时，除了 HQL以外，SparkSQL还内建了一个精简的 SQL
Parser，以及一套ScalaDSL。也就是说，如果只是使用 SparkSQL内建的 SQL方言或 Scala
DSL对原生RDD对象进行关系查询，用户在开发 Spark应用时完全不需要依赖 Hive的任何
东西。当然，在重新实现SparkSQL代码的时候，SparkSQL技术人员还吸取了Shark的一些
优点，如内存列存储 （In－MemoryColumnarStorage）等，这些优点使得 SparkSQL无论在
数据兼容性、性能优化、组件扩展等方面都得到了极大的改善。

值得一提的是，Hive社区也推出了一个HiveonSpark的项目———将Hive的执行引擎换
成Spark（如图6－2所示），该图清晰地说明 Shark的开发已经彻底结束，从 Shark转向了
SparkSQL；而SparkSQL作为一个新的SQL引擎从底层到上层都是基于Spark而实现的，另
外Hiveonspark则用于帮助Hive用户从 Hadoop无缝转换到 Spark。不过从目标上看，Hive
onSpark更注重于针对Hive彻底地向下兼容性，而SparkSQL更注重于与Spark其他组件的
互操作和多元化数据处理。

图6－2 SparkSQL和HiveonSpark

6.1.2  SparkSQL运行架构

SparkSQL对SQL语句的处理和关系型数据库对SQL语句的处理采用了类似的方法，首先会
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将SQL语句进行解析 （Parse）形成一个树 （Tree），在后续的如绑定、优化等处理过程都是对
Tree的操作，而操作的方法是采用Rule，通过模式匹配，对不同类型的结点采用不同的操作。
Spark的查询优化器是Catalyst，负责处理查询语句的解析、绑定、优化、物理计划等整个过程，
Catalyst是与Spark解耦的一个独立库，是一个SQL的执行计划生成和优化框架，作为SparkSQL最
核心的部分，其性能优劣将影响整体的性能。下面我们整体上来分析一下SparkSQL的运行架构。
1.TreeNode体系
Tree的具体操作是通过TreeNode（树结点）来实现的。TreeNode是Catalyst执行计划的

数据结构，是一个树状结构，LogicalPlans（逻辑执行计划）、Expressions（表达式）、Physi-
calOperators（物理算子）都可以使用 TreeNode来表示，TreeNode具备一些 scalacollection
的操作能力和树遍历能力。这棵树一直在内存里维护，不会 dump到磁盘以某种格式的文件
存在，且无论在Analyzer后的逻辑执行计划阶段还是optimizer后的逻辑执行计划阶段，树的
修改是以替换已有结点的方式进行的。

TreeNode内部带一个children：Seq［BaseType］方法，可以返回一系列子结点。TreeNode提供
UnaryNode，BinaryNode，LeafNode三种特性，在这里可以理解为TreeNode被细分成了三种类型的
Node：其中UnaryNode表示一元结点，即只有一个子结点；BinaryNode表示二元结点，即有左右
子结点的二叉结点；LeafNode表示叶子结点，没有子结点的结点。针对不同的结点，TreeNode提
供了不同的操作方法，对UnaryNode可以进行Limit、Filter等操作；对BinaryNode可以进行Join、
Union等操作；对于LeafNode主要进行用户命令类操作，如SetCommand等。

对Tree的遍历操作，主要是借助各个 TreeNode之间的关系，使用 transformDown操作、
transformUp操作将Rule应用到给定的树段，并对匹配结点实施转换的方法 （使用的是Tree-
Node结点中的transform方法），其中 transformDown是默认的前序遍历；也可以使用 trans-
formChildrenDown、transformChildrenUp对一个给定的结点进行操作，通过迭代将 Rule（规
划）应用到该结点以及子结点。

TreeNode有两个子类继承体系，QueryPlan和Expression。QueryPlan下面的两个子类分别
是LogicalPlan（逻辑执行计划）和 SparkPlan（物理执行计划）。QueryPlan内部带有 output：
Seq［Attribute］、transformExpressionDown、transformExpressionUp等方法，它的主要子类体系是
LogicalPlan，它在Catalyst优化器里有详细实现。LogicalPlan内部带一个reference：Set［Attrib-
ute］方法，主要方法为resolve（name：String）：Option［NamedeExpression］，用于分析生成对应
的NamedExpression。对于SparkPlan，即物理执行计划，需要用户在系统中自己实现 （Spark－
SQL项目中）。LogicalPlan本身也有许多具体子类，分为UnaryNode、BinaryNode、LeafNode三
类，具体在org.apache.spark.sql.catalyst.plans.logical路径下。

Expression是表达式体系，指不需要执行引擎的计算，而可以直接计算或处理的结点，
包括Cast操作、Projection操作、四则运算、逻辑操作符运算等。具体可以参考 org.apache.
spark.sql.catalyst.expressions包下的类。
2.Rules体系
Rule［TreeType＜：TreeNode［＿］］是一个抽象类，子类需要复写apply（plan：TreeType）方法

来制定处理逻辑。Rule的定义可以在org.apache.spark.sql.catalyst.rules包下查看。对于Rule的
具体实现是通过RuleExecutor完成的，凡是需要处理执行计划树 （Analyze过程、Optimize过程、
SparkStrategy过程），实施规则匹配和结点处理的，都需要继承RuleExecutor［TreeType］抽象类。
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在RuleExecutor的实现子类 （如 Analyzer和 Optimizer）中会定义 Batch、Once和 Fixed-
Point这三个样例类的实例对象。其中每个Batch代表着一套规则，这样可以简便地、模块化
地对Tree进行transform操作；Once和 FixedPoint是配备的策略，可以通过策略的配置来对
Tree进行一次操作或多次的迭代操作 （如对某些 Tree进行多次迭代操作的时候，达到
FixedPoint迭代次数或达到前后两次的树结构没有变化才停止操作）。RuleExecutor内部提供
了一个Seq［Batch］属性，里面定义的是该RuleExecutor的处理逻辑，具体的处理逻辑由具
体Rule子类实现。最后，RuleExecutor的 apply（plan：TreeType）：TreeType方法会按照
batch的顺序和batch内的Rules顺序，对传入的plan里的结点迭代处理。

对于Rule的使用拿个简单的例子做展示，在Analyzer过程中处理由解析器 （SqlParser）生成
的LogicPlanTree的时候，就定义了多种Rule应用到LogicPlanTree上 （如图6－3所示）。

图6－3 SQLonSpark

具体在RuleExecutor工作的过程，Analyzer过程中使用了自己定义的多个 batch，如
MultiInstanceRelations、Resolution、CheckAnalysis、AnalysisOperators；每个batch又由不同的
rule构成，如CheckAnalysis由 CheckResolution、CheckAggregation构成；每个 rule又有自己
相对应的处理函数；同时要注意的是，不同的 rule使用次数是不同的：如 MultiInstanceRela-
tions这个batch中rule只应用了一次 （Once），而AnalysisOperators这个batch中rule应用了
多次 （fixedPoint＝FixedPoint（50），也就是说最多应用 50次，除非前后迭代结果一致退
出）。在整个 sql语句的处理过程中，Tree和 Rule相互配合，完成了解析、绑定 （在

SparkSQL中称为Analysis）、优化、物理计划等过程，最终生成可以执行的物理计划。
3.Catalyst优化器
现在已经知道Catalyst是SparkSQL最重要的查询引擎，是SparkSQL最核心的部分。在

介绍Catalyst之前，我们先看一下 SparkSQL由哪些模块组成 （参见图 6－4所示的 Spark
1.2.0的源码）。

图6－4 SparkSQL源码中的四大模块
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从图6－4中可以看出 SparkSQL1.2.0总体上由 Catalyst、core、hive、hive－thriftserver
四个模块组成，其中 catalyst负责处理查询语句的整个处理过程，包括解析、绑定、优化、
物理计划等；core负责处理数据的输入输出，从不同的数据源获取数据 （如 RDD、Parquet
文件、JSON文件等），然后将查询结果输出成 SchemaRDD；hive负责对 hive处输入的数据
进行处理；hive－thriftserver提供CLI和JDBC／ODBC接口。在这四个模块中，处于核心地位
的就是Catalyst，下面可以通过Catalyst的架构图 （如图6－5所示）来分析一下Catalyst的一
些主要组件的功能以及SQL语句通过Catalyst进行查询的运行流程。

图6－5 Catalyst的架构图

从图6－5我们应该很容易地知道在 SparkSQL中 SQL语句查询时 Catalyst的运行流程。
步骤如下：

（1）将 sql语句通过解析 （SqlParse）生成 Unresolved逻辑计划 （包含 UnresolvedRela-
tion、UnresolvedFunction、UnresolvedAttribute），然后在不同阶段使用不同的Rule应用到这个
逻辑计划上，通过转换完成各个组件的功能。对于命令，会生成一个叶子结点；对于 SQL
语句，由lexical的Scanner来扫描输入、分词、校验，如果符合语法就生成 LogicalPlan语法
树，不符合则会提示解析失败。

（2）Analyzer使用 AnalysisRules，配合数据元数据 （如 Hivemetastore、Schemacata-
log），完善UnresolvedLogicalPlan的属性而转换成 ResolvedLogicalPlan。具体流程是实例化
一个SimpleAnalyzer，定义一些Batch，然后遍历这些 Batch，在 RuleExecutor的环境下，执
行Batch里面的Rules，每个Rule会对UnresolvedLogicalPlan进行Resolve，有些可能不会一
次解析出，需要多次迭代，直到达到FixedPoint迭代次数或达到前后两次的树结构没变化才
停止操作。比较常用的 Rules有 ResolveReferences、ResolveRelations、StarExpansion、Global-
Aggregates、typeCoercionRules和 EliminateAnalysisOperators。ResolveRelations、ResolveFunc-
tions等调用了Catlog这个对象。Catlog对象里面维护着一个tableName、LogicalPlan的Hash-
Map结果。通过这个Catlog目录来寻找当前表的结构，从而从中解析出这个表的字段。

（3）Optimizer使用OptimizationRules，将AnalyzerLogicalPlan的LogicalPlan和Expression进行
合并、列裁剪、过滤器下推等优化工作后生成OptimizedLogicalPlan。对LogicalPlan进行转换trans-
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form时采用先序遍历 （pre－order），而对Expressiontransform的时候采用后序遍历 （post－order）。
（4）Planner使用PlanningStrategies，对optimizedLogicalPlan进行转换 （transform），生

成可以执行的物理计划。

到这里，我们就对SparkSQL的运行架构做了一个整体的说明，在后面的章节会结合源
码对SparkSQL的SQL查询执行流程做深度的分析。

6.1.3  Hive在 Spark上的使用

1.Hive简介
Hive是由Facebook提供的一款开源的ETL（Extraction－Transformation－Loading）工具，

最初用于解决海量结构化的日志数据统计问题。它构建于 Hadoop的 HDFS和 MapReduce之
上，用于管理和查询结构化／非结构化数据的数据仓库。

Hive设计的目的是让SQL功能良好，但Java技能较弱的分析师可以查询海量数据，因
为虽然Hadoop的HDFS和MapReduce已经能够很好地解决大数据的存储和分析问题，但是
对于传统的数据分析人员来说，他们还面临着以下挑战：理解 MapReduce计算模型、自行
开发代码实现业务逻辑。Hive的出现完美地解决了传统数据分析人员所面临的问题：Hive
使用了类SQL查询语法，最大限度地实现了和SQL标准的兼容；同时JDBC接口和ODBC接
口也使得开发人员更易于开发应用。Hive使用 HQL作为查询接口，使用 HDFS作为底层存
储系统，使用MapReduce作为计算引擎，可以与Pig、Presto等共享数据。可以说 Hive应运
而生，是当时唯一运行在Hadoop上的SQL－on－Hadoop工具。

当然Hive本身也有很多缺点，比如 Hive的 HQL表达能力有限，有些复杂的运算用
HQL不易表达；HQL调优困难，粒度较粗；但最重要的一点是Hive自动生成MapReduce作
业，而MapReduce在计算过程中大量的中间磁盘落地过程消耗了大量的 I／O操作，降低了
运行效率，这也直接导致了其他更加优秀的SQL－on－Hadoop工具的产生，比如 Drill、Im-
pala和我们前面提到过的Shark。但是对于Hive本身而言，如果它要改进效率，最关键的就
是替换一个比MapReduce更高效的计算引擎，而 Spark正好可以满足这一点，这也是 Hive
社区主推HiveonSpark技术的原因。
2.Hive的运行架构
Hive的运行架构如图6－6所示，下面从元数据存储、驱动 （Driver）、支持接口和 Ha-

doop几个方面来分析Hive的运行架构。
（1）元数据存储仓库 （Metastore）：Hive的元数据存储在Metastore元数据存储仓库，像

数据库和表的定义这些内容就属于元数据这个范畴。使用的存储引擎可以是 Derby或者
MySQL存储引擎，默认采用的是Derby存储引擎。

（2）驱动器 （Driver）：Driver负责将用户指令翻译转换为对应的 MapReduce作业。用
户通过接口提交Hive给Driver，由Driver进行HQL语句解析，此时从Metastore中获取表的
信息，先生成逻辑计划，再生成物理计划，再由 Executor生成 Job交给 Hadoop运行，然后
由Driver将结果返回给用户。

● 编译器 （Compiler）：编译器是 Hive的核心，它由以下四个模块组成：a，语义解析
器 （ParseDriver），将查询字符串转换成解析树表达式；b，语法解析器 （Semantic
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图6－6 Hive的运行架构

Analyzer），将解析树转换成基于语句块的内部查询表达式；c，逻辑计划生成器
（LogicalPlanGenerator），将内部查询表达式转换为逻辑计划，这些计划由逻辑操
作树组成，操作符是 Hive的最小处理单元，每个操作符处理代表一道 HDFS操作
或者是 MR作业；d，查询计划生成器 （QueryPlanGenerator），将逻辑计划转化成
物理计划 （MRJob）。

● 优化器 （Optimizer）：优化器是一个演化组件，当前它的规则是列修剪，谓词下压。
● 执行器 （Executor）：编译器将操作树切分成一个 Job链 （DAG），执行器会顺序执行
其中所有的Job；如果Task链不存在依赖关系，可以采用并发执行的方式进行 Job的
执行。

（3）支持接口
● CLI（CommonLineInterface）：为命令行工具，是默认服务。启动方式为 bin／hive或
bin／hive－－servicecli。

● HWI（HiveWebInterface）：为 Web接口，可以通过浏览器访问 Hive，默认端口为
9999，启动方式为bin／hive－－servicehwi。

● ThriftServer：通过Thrift对外提供服务，默认端口为10000，启动方式为 bin／hive－－
servicehiveserver。
（4）Hadoop
● 用MapReduce进行计算。
● 用HDFS进行存储。Hive中的所有数据存储在HDFS上，包括数据模型中的Table
（表）、Partition（分区）、Bucket（桶）；Hive的默认数据仓库目录是／user／hive／
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warehouse，在 hive－site.xml中由 hive.metastore.warehouse.dir项定义；除了 Ex-
ternalTable，每个 Table在数据仓库下都有一个相应的存储目录；当数据被加载
至表中时，不会对数据进行任何转换，只是将数据移动到数据仓库目录；Table
被删除时，表数据和元数据都被删除；ExternalTable被删除时，元数据都被删
除，表数据不删除；表中的一个 Partition对应表下的一个子目录；每个 Bucket对
应一个文件。

至此，我们对Hive的运行架构进行了简单分析，Hive的运行过程概括为：首先由客户
端提供查询语句，提交给 Hive，Hive再交给 Driver处理 （1，编译器先编译，编译时要从
Metastore中获取元数据信息，生成逻辑计划；2，生成物理计划；3，由Driver进行优化；4，
Executor执行时对物理计划再进行分解成 Job，并将这些 Job提交给 MR的 JobTracker运行，
提交Job的同时，还需要提取元数据信息关联具体的数据，这些元数据信息送到 NameNo-
de），JobTracker拆分成各个Task进行计算，并将结果返回或写入HDFS。
3.HiveonSpark的部署
（1）安装和配置Hadoop集群。在前面的第2章，我们已经成功搭建好了Hadoop集群，

并配置了SSH免密码登录。这里不再讲解Hadoop集群的搭建。
（2）编译支持Hadoop和 Hive版本的 Spark。Spark的编译工具有很多，这里我们使用

sbt来对下载的源码进行编译。在下载的Spark源码的HOME目录下，输入以下命令：

    SPARK＿HADOOP＿VERSION＝2.4.0SPARK＿YARN＝trueSPARK＿HIVE＝truesbt／sbtassembly

sbt会自动下载插件或依赖的jar包，运行完成之后会生成一个发布包：spark－1.1.0－
bin－2.4.0.tgz。然后将spark－1.1.0－bin－2.4.0.tgz复制到集群的各个结点上，解压到指
定目录后，修改 Spark的／SPARK＿HOME／conf目录下的 spark－env.sh文件的信息，修改后
的内容如下所示。

    

（3）测试HiveonSpark。可以在SparkShell下对 HiveonSpark的部署做测试。spark－
shell启动成功之后分别执行以下三行命令：

    valhiveContext＝neworg.apache.spark.sql.hive.HiveContext（sc）
importhiveContext.＿

hiveql（＂select* frommds＿user＿infolimit1”）.collect（）.foreach（println）

如果执行成功，说明HiveonSpark部署成功。
4.HiveonSpark的原理
在分布式系统中，由于历史原因，很多数据已经定义了Hive的元数据，Spark技术团队

针对这一点，开发了HiveonSpark项目来兼容Hive。在这个框架中，HiveContext是Spark提
供的用户接口，SparkSQL使用HiveContext很容易实现对Hive中数据的访问。而且HiveCon-
text继承自SQLContext，所以在HiveContext的运行过程中除了 override的函数和变量，还可
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以使用和SQLContext一样的函数和变量。像 SQL一样，HiveSQL也是程序的入口，我们可
以根据图6－7来简单比较一下SQLContext和HiveContext运行过程的异同。

图6－7 SQL和HiveSQL运行过程的比较

通过观察图6－7，我们可以知道，HiveContext的运行过程和SQLContext的运行过程基本
一致，只是根据Hive本身的特征进行了符合 Hive的重新实现，比如 HiveContext的 Catalog
指向的是 HiveMetastore，在 Analyzer过程中使用的是新的 Catalog和 functionRegistry等。关
于HiveQL的查询过程，会在下一节结合源码进行详细的解析，这里只做简单介绍，让大家
有个印象。

6.1.4  源码解析 SQL语句和 HiveQL语句的执行过程

一切问题来自源码，而解决之道同样来自源码，SQL和HQL语句的执行框架也是如此，
因此，下面将结合源码，通过具体的案例来详细分析一下SQL语句和 HiveSQL语句的执行
流程。

1.SQL语句的执行流程
对于用户编写的SparkSQL程序，从SparkSQL到 RDD的 DAG关系主要可以分为五个

步骤，下面我们根据Spark官方提供的SparkSQL的案例 （http：／／spark.apache.org／docs／lat-
est／sql－programming－guide.html），结合源码来分析一下SQL语句的执行流程。具体案例代
码如下。

    

（1）在该案例中，首先初始化SqlContext实例对象，SqlContext包括SparkSQL执行的上
下文与流程；定义并注册 Table，定义 Table的字段与类型，然后注册，注册实际上就是把
Table的元数据存储在内存SimpleCatalog对象中。

SQLContext是SQL模块一个总的执行环境，在其内部包含了 Catalog、SqlParser、Analy-
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zer、Optimizer、LogicalPlan、SparkPlanner、QueryExecution等。SQLContext对应的相关源码
如下所示。

    classSQLContext（＠transientvalsparkContext：SparkContext）
 extendsorg.apache.spark.Logging
 withSQLConf
 withCacheManager
 withExpressionConversions
 withUDFRegistration
 withSerializable｛

 self＝＞

 ＠transient
 protected［sql］lazyvalcatalog：Catalog＝newSimpleCatalog（true）
 ／／Catalog－＞一个存储＜tableName，logicalPlan＞的map结构，查找关系的目录，注册表，注 销
表，查询表和逻辑计划关系的类

 ＠transient
 protected［sql］lazyvalfunctionRegistry：FunctionRegistry＝newSimpleFunctionRegistry

 ＠transient ／／Analyzer－＞LogicalPlan的语法分析器
 protected［sql］lazyvalanalyzer：Analyzer＝newAnalyzer（catalog，functionRegistry，caseSensitive＝
true）

 ＠transient ／／Optimizer－＞LogicalPlan的优化器
 protected［sql］lazyvaloptimizer：Optimizer＝DefaultOptimizer

 ＠transient
 protected［sql］valddlParser＝newDDLParser

 ＠transient ／／SqlParser－＞Parse传入的sql来对语法分词，构建语法树，返回一个logicalplan
 protected［sql］valsqlParser＝｛
  valfallback＝newcatalyst.SqlParser
  newcatalyst.SparkSQLParser（fallback（＿））
 ｝
 ／／LogicalPlan－＞逻辑计划，由Catalyst的TreeNode组成，可以看到有3种语法树
 protected［sql］defparseSql（sql：String）：LogicalPlan＝｛
ddlParser（sql）.getOrElse（sqlParser（sql））
 ｝
｝

就是这些对象组成了 SparkSQL的运行时，有静态的 metadata存储，有分析器、优化
器、逻辑计划、物理计划、执行运行时。下面我们结合前面的SparkSQL的示例继续探讨。

（2）在实例化SQLContext之后是构建RDD的代码，代码如下：
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    valpeople：RDD［Person］＝sc.textFile（＂people.txt＂）.map（＿.split（＂，＂））.map（p＝＞Person（p（0），
        p（1）.toInt））

上述代码中通过sc的textFile（）方法读取文件，并经过两次 maptransformation操作生成
一个peopleRDD，由于importsqlContext.＿之后，把隐式转换函数createSchemaRDD引入了上
下文中，因此RDD构建后对应转换成一个SchemaRDD。

SchemaRDD是SQL模块增加的一个RDD实现类，SchemaRDD在new出一个案例的时候
需要两部分：SQLContext和逻辑执行计划，对应的源码如下所示。

    classSchemaRDD（
  ＠transientvalsqlContext：SQLContext，
  ＠transientvalbaseLogicalPlan：LogicalPlan）
 extendsRDD［Row］（sqlContext.sparkContext，Nil）withSchemaRDDLike｛
  ......
｝

下面详细描述如何构建SchemaRDD。
1）首先，从SchemaRDD的构建方法开始，将RDD隐式转换成SchemaRDD的隐式转换

函数createSchemaRDD，在sqlContext中的源码如下所示。

    implicitdefcreateSchemaRDD［A＜：Product：TypeTag］（rdd：RDD［A］）＝｛
  SparkPlan.currentContext.set（self）
  valattributeSeq＝ScalaReflection.attributesFor［A］
  valschema＝StructType.fromAttributes（attributeSeq）
  valrowRDD＝RDDConversions.productToRowRdd（rdd，schema）
  newSchemaRDD（this，LogicalRDD（attributeSeq，rowRDD）（self））
｝

在上面的 createSchemaRDD（）方法中，对 people这个 RDD主要做了三件事情：首先根
据A，即Person这个caseclass（样例类），通过 Scala反射出了类的属性，对于 table（表）
来说就是取到了各个column（判）。下面是根据给定的样本类反射得到属性集合的源码：

    ／** ReturnsaSequenceofattributesforthegivencaseclasstype.*／
defattributesFor［T：TypeTag］：Seq［Attribute］＝schemaFor［T］match｛
  caseSchema（s：StructType，＿）＝＞
   s.fields.map（f＝＞AttributeReference（f.name，f.dataType，f.nullable，f.metadata）（））
 ｝

2）其次调用StructType的fromAttributes（）方法生成一个包含这些属性的caseclass。

    objectStructType｛
 protected［sql］deffromAttributes（attributes：Seq［Attribute］）：StructType＝
  StructType（attributes.map（a＝＞StructField（a.name，a.dataType，a.nullable，a.metadata）））
｝

3）接下来调用 RDDConversions.productToRowRdd（）方法把 RDD转化成一个 RDD
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［Row］。

    defproductToRowRdd［A＜：Product］（data：RDD［A］，schema：StructType）：RDD［Row］＝｛
  data.mapPartitions｛iterator＝＞
   if（iterator.isEmpty）｛
    Iterator.empty
   ｝else｛
    valbufferedIterator＝iterator.buffered
    valmutableRow＝newGenericMutableRow（bufferedIterator.head.productArity）
    valschemaFields＝schema.fields.toArray
    bufferedIterator.map｛r＝＞
     vari＝0
     while（i＜mutableRow.length）｛
      mutableRow（i）＝
       ScalaReflection.convertToCatalyst（r.productElement（i），schemaFields（i）.dataType）
      i＋＝1
     ｝

     mutableRow
    ｝
   ｝
  ｝
｝

4）最后，通过newSchemaRDD语句构建出SchemaRDD实例。我们看一下在构建Sche-
maRDD时，所需的构造参数逻辑执行计划，即 LogicalRDD，LogicalRDD是 LogicalPlan的子
类，在Spark1.1的时候，这里使用的是SparkLogicalPlan这个具体实现。

    caseclassLogicalRDD（output：Seq［Attribute］，rdd：RDD［Row］）（sqlContext：SQLContext）
 extendsLogicalPlanwithMultiInstanceRelation｛

 defchildren＝Nil

 defnewInstance（）＝
  LogicalRDD（output.map（＿.newInstance（）），rdd）（sqlContext）.asInstanceOf［this.type］

 overridedefsameResult（plan：LogicalPlan）＝planmatch｛
  caseLogicalRDD（＿，otherRDD）＝＞rdd.id＝＝otherRDD.id
  case＿＝＞false
 ｝

 ＠transientoverridelazyvalstatistics＝Statistics（
  ／／TODO：Insteadofreturningadefaultvaluehere，findawaytoreturnameaningfulsize
  ／／estimateforRDDs.SeePR1238formorediscussions.
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  sizeInBytes＝BigInt（sqlContext.defaultSizeInBytes）
 ）
｝

构建了逻辑执行计划后，createSchemaRDD（）方法就可以构建出我们所需要的 Sche-
maRDD了，到这里为止，其实都是valpeople：RDD［Person］＝sc.textFile（＂people.txt＂）.map
（＿.split（＂，＂））.map（p＝＞Person（p（0），p（1）.toInt））这一步发生的事情，结果就是得到了
一个SchemaRDD。

（3）继续分析下一步的案例代码：people.registerAsTable（＂people＂），这是 SchemaRDD
的一个方法，由于 SchemaRDD实现了 SchemaRDDLike这个特性 （Trait），所以 registerAsT-
able这个方法需要在SchemaRDDLike这个类里找，在SchemaRDDLike类的registerAsTable（）
方法中可以看到真正注册的表 （table）依赖的还是SQLContext，对应的源码如下：

     ／**
* RegistersthisRDDasatemporarytableusingthegivenname. Thelifetimeofthistemporary
* tableistiedtothe［［SQLContext］］thatwasusedtocreatethisSchemaRDD.
*
* ＠groupschema
*／

 defregisterTempTable（tableName：String）：Unit＝｛
  sqlContext.registerRDDAsTable（baseSchemaRDD，tableName）
 ｝

 ＠deprecated（＂UseregisterTempTableinsteadofregisterAsTable.＂，＂1.1＂）
 defregisterAsTable（tableName：String）：Unit＝registerTempTable（tableName）

registerAsTable（）方法最终执行了SQLContext的registerRDDAdTable（）方法，这种表的注
册由于信息是在内存里维护的 （下面可以看到目前是一个HashMap维护），所以存活时间在
SQLContext所存在的生命周期内。查看registerRDDAdTable（）方法的源码，如下所示：

     ／**
* RegistersthegivenRDDasatemporarytableinthecatalog. Temporarytablesexistonly
* duringthelifetimeofthisinstanceofSQLContext.
*
* ＠groupuserf
*／
defregisterRDDAsTable（rdd：SchemaRDD，tableName：String）：Unit＝｛

  catalog.registerTable（None，tableName，rdd.queryExecution.logical）
｝

可以看到，SQLContext在注册表的时候，使用了 Catalog，这是 Catalog类的一个实现
SimpleCatalog类的实例，继续查看Catalog特质和 SimpleCatalog类的源码 （下面只是截取了

Catalog特质和SimpleCatalog类的源码的一部分内容），如下所示。

    traitCatalog｛
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  ／／注册新表并存储
 protecteddefprocessDatabaseAndTableName（
   databaseName：Option［String］，
   tableName：String）：（Option［String］，String）＝｛
  if（！caseSensitive）｛
   （databaseName.map（＿.toLowerCase），tableName.toLowerCase）
  ｝else｛
   （databaseName，tableName）
  ｝
 ｝
｝

classSimpleCatalog（valcaseSensitive：Boolean）extendsCatalog｛
 valtables＝newmutable.HashMap［String，LogicalPlan］（）
  ／／注册表
 overridedefregisterTable（
   databaseName：Option［String］，
   tableName：String，
   plan：LogicalPlan）：Unit＝｛
  val（dbName，tblName）＝processDatabaseAndTableName（databaseName，tableName）
  tables＋＝（（tblName，plan））
 ｝
  ／／表的查询
 overridedeftableExists（db：Option［String］，tableName：String）：Boolean＝｛
  val（dbName，tblName）＝processDatabaseAndTableName（db，tableName）
  tables.get（tblName）match｛
   caseSome（＿）＝＞true
   caseNone＝＞false
  ｝
 ｝
  ......
｝

上面这部分是packageorg.apache.spark.sql.catalyst.analysis包里的代码，Catalog是一个
维护table信息的类，能把注册新表存储起来，对旧表能进行查询和删除。SimpleCatalog的
实现则是把tableName和logicalPlan存放在了一个HashMap里。

（4）在转换好 RDD并存储成表之后，接下来执行 sql语句：valteenagers＝sql（＂SE-
LECTnameFROMpeopleWHEREage＞＝10＆＆age＜＝19＂），下面继续对这行代码的执行
进行深入分析。

1）将sql语句通过解析 （SqlParse）生成Unresolved逻辑计划。
sql方法同样是SQLContext的方法，其源码如下：

     ／**
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* ExecutesaSQLqueryusingSpark，returningtheresultasaSchemaRDD. Thedialectthatis

* usedforSQLparsingcanbeconfiguredwith′spark.sql.dialect′.
*
* ＠groupuserf

*／
defsql（sqlText：String）：SchemaRDD＝｛
  if（dialect＝＝＂sql＂）｛
   newSchemaRDD（this，parseSql（sqlText））
  ｝else｛
   sys.error（s＂UnsupportedSQLdialect：$dialect＂）
  ｝
 ｝

在调用sql方法里的parseSql（sqlText）后，开始对用户传入的SQL语句进行语法解析。
从Spark1.2开始，SQL语句的语法会首先采用DDLParser的apply方法进行解析，而不是直
接采用Spark1.1时的SqlParser的apply方法进行解析。采用下面源码中的 ddlParser进行解
析，源码如下：

    protected［sql］defparseSql（sql：String）：LogicalPlan＝｛
 ddlParser（sql）.getOrElse（sqlParser（sql））
 ｝

在DDLParser的apply方法中，最关键的一行代码是 phrase（ddl）（newlexical.Scanner
（input）），该语句就是调用phrase（）函数，使用 SQL语法表达式 ddl，对词法读入器 lexical
读入的SQL语句进行解析。也可以说，只有输入的SQL语句先满足 Lexical中定义的词法规
则，它才会接下来使用 phrase（ddl）进行语法解析。最终 apply方法会返回一个 Option
［LogicalPlan］类型的值，apply方法的源码如下所示：

    private［sql］classDDLParserextendsStandardTokenParserswithPackratParserswithLogging｛

 defapply（input：String）：Option［LogicalPlan］＝｛
  phrase（ddl）（newlexical.Scanner（input））match｛
   caseSuccess（r，x）＝＞Some（r）
   casex＝＞
    logDebug（s＂NotrecognizedasDDL：$x＂）
    None
  ｝
 ｝
｝

在语法解析的这行代码ddlParser（sql）.getOrElse（sqlParser（sql））中，ddlParser（sql）解
析返回的最终结果是Option［LogicalPlan］类型的值，当从这个 Option里取值时，如果结果是
None，会采用sqlParser（sql）解析产生的值。这里的sqlParser是SparkSQLParser，会继续调用
他的父类的apply方法进行解析。这里我们不再深入追踪下去，大家可以参看 Spark1.2的
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源码部分。最终语法解析会返回一个未绑定的逻辑计划，下面是语法解析器的源码，在Ab-
stractSparkSQLParser这个解析器的抽象类中，可以看到其 apply方法返回的就是我们所需要
的LogicalPlan，源码如下：

    private［sql］abstractclassAbstractSparkSQLParser
 extendsStandardTokenParserswithPackratParsers｛

 defapply（input：String）：LogicalPlan＝phrase（start）（newlexical.Scanner（input））match｛
  caseSuccess（plan，＿）＝＞plan
  casefailureOrError＝＞sys.error（failureOrError.toString）
 ｝
｝

在经过语法解析得到LogicalPlan后，会继续使用Analyzer进一步解析。
2）通过Analyzer将 UnresolvedLogicalPlan转换成 resolvedLogicalPlan：Analyzer使用 A-

nalysisRules，配合数据元数据 Schemacatalog，完善 UnresolvedLogicalPlan的属性而转换成
resolvedLogicalPlan。

首先分析Analyzer执行的入口点：这个阶段一开始，我们找不到Analyzer解析应该从哪
里开始，由于Spark的源码使用Scala语言的 Lazy变量，所以只有等到 Job被提交后这一系
列的plan才开始真正执行，我们知道，在Sparkcore中，Job执行的时候需要通过调用 RDD
的getDependencies方法来解决RDD的依赖关系，SparkSQL就借助了这一执行路径对未绑定
的逻辑计划 （UnresolvedLogicalPlan）进行解析和优化。

打开SchemaRDD的getDependencies方法，我们看到了 queryExecution.toRdd这句代码，
在执行toRdd之前，前面rdd的转换、逻辑执行计划的生成、分析、优化工作都还没有实际
进行数据的计算，直到执行了toRdd（lazyvaltoRdd：RDD［Row］＝executedPlan.execute（））语
句之后，这一系列的plan才真正执行。SchemaRDD的getDependencies方法的源码如下：

    overrideprotecteddefgetDependencies：Seq［Dependency［＿］］＝｛
  schema／／Forcereificationoftheschemasoitisavailableonexecutors.

  List（newOneToOneDependency（queryExecution.toRdd））
｝

在SchemaRDD的getDependencies方法中，构建SchemaRDD父依赖时，调用了 queryEx-
ecution的toRdd方法，而queryExecution的初始化是在 SchemaRDDLike中实现的，最终还是
要调用sqlContext.executePlan（）方法，SchemaRDDLike中初始化queryExecution的源码如下：

    private［sql］traitSchemaRDDLike｛
 ＠transientdefsqlContext：SQLContext
 ＠transientvalbaseLogicalPlan：LogicalPlan

 private［sql］defbaseSchemaRDD：SchemaRDD

 lazyvalqueryExecution＝sqlContext.executePlan（baseLogicalPlan）
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｝

在初始化queryExecution的源码中，继续调用 sqlContext.executePlan（）方法，该方法会
生成一个QueryExecution对象，其中executPlan方法中传入的参数plan正是前面语法解析后
生成的未绑定的逻辑计划，即构建SchemaRDD的第二个参数。executPlan方法的源码如下：

    protected［sql］defexecutePlan（plan：LogicalPlan）：this.QueryExecution＝
  newthis.QueryExecution｛vallogical＝plan｝

在executPlan方法中初始化 QueryExecution成功后，此时最关键的部分来了，因为
QueryExecution才真正调用了SQLContext对逻辑执行计划的处理，下面详细解析QueryExecu-
tion的源码，源码如下：

    protectedabstractclassQueryExecution｛
  deflogical：LogicalPlan

  lazyvalanalyzed＝ExtractPythonUdfs（analyzer（logical））
  lazyvalwithCachedData＝useCachedData（analyzed）
  lazyvaloptimizedPlan＝optimizer（withCachedData）

  lazyvalsparkPlan＝｛
  SparkPlan.currentContext.set（self）
   planner（optimizedPlan）.next（）
  ｝
  ／／executedPlanshouldnotbeusedtoinitializeanySparkPlan.Itshouldbe
  ／／onlyusedforexecution.
  lazyvalexecutedPlan：SparkPlan＝prepareForExecution（sparkPlan）

  ／** InternalversionoftheRDD.Avoidscopiesandhasnoschema*／
  lazyvaltoRdd：RDD［Row］＝executedPlan.execute（）
｝

在QueryExecution里，首先就是初始化 Analyzer（解析器），对未绑定的逻辑计划进行
解析。

    lazyvalanalyzed＝ExtractPythonUdfs（analyzer（logical））

Analyzer的初始化如下：

    ＠transient ／／Analyzer－＞LogicalPlan的语法分析器
protected［sql］lazyvalanalyzer：Analyzer＝
  newAnalyzer（catalog，functionRegistry，caseSensitive＝true）

Analyzer会使用 Catalog和 FunctionRegistry将 UnresolvedAttribute和 UnresolvedRelation转
换为catalyst里全类型的对象。Analyzer里面有 fixedPoint对象，一个 Seq［Batch］属性。关
键的概念如下。

042



● FixedPoint：相当于迭代次数的上限。
● Batch：批次，这个对象是由一系列Rule组成的，采用一个策略 （策略其实是迭代几

次的别名）。

● Strategy：最大的执行次数，如果执行次数在最大迭代次数之前就达到了 FixedPoint
（定点数），策略就会停止，不再应用了。

Analyzer的源码如下所示。

    extendsRuleExecutor［LogicalPlan］withHiveTypeCoercion｛

valresolver＝if（caseSensitive）caseSensitiveResolutionelsecaseInsensitiveResolution

／／TODO：passthisinasaparameter.
valfixedPoint＝FixedPoint（100）

／**
* Overridetoprovideadditionalrulesforthe＂Resolution＂batch.

*／
 valextendedRules：Seq［Rule［LogicalPlan］］＝Nil

 lazyvalbatches：Seq［Batch］＝Seq（
  Batch（＂MultiInstanceRelations＂，Once，
   NewRelationInstances），
  Batch（＂Resolution＂，fixedPoint，
   ResolveReferences：：
   ResolveRelations：：
   ResolveSortReferences：：
   NewRelationInstances：：
   ImplicitGenerate：：
   StarExpansion：：
   ResolveFunctions：：
   GlobalAggregates：：
   UnresolvedHavingClauseAttributes：：
   TrimGroupingAliases：：
   typeCoercionRules＋＋
   extendedRules：＿*），
  Batch（＂CheckAnalysis＂，Once，
   CheckResolution，
   CheckAggregation），
  Batch（＂AnalysisOperators＂，fixedPoint，
   EliminateAnalysisOperators）
 ）

Analyzer解析主要是根据这些Batch里面定义的策略和Rule来对 Unresolved的逻辑计划
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进行解析的。这里Analyzer类本身并没有定义执行的方法，而是要从它的父类 RuleExecutor
［LogicalPlan］寻找。

RuleExecutor是执行Rule的执行环境，它会将包含了一系列Rule的Batch进行执行，这
个过程都是串行的。具体的执行方法定义在RuleExecutor的apply里，对应的源码如下：

    defapply（plan：TreeType）：TreeType＝｛
  varcurPlan＝plan

  batches.foreach｛batch＝＞
   valbatchStartPlan＝curPlan
   variteration＝1
   varlastPlan＝curPlan
   varcontinue＝true

   ／／Rununtilfixpoint（orthemaxnumberofiterationsasspecifiedinthestrategy.
   while（continue）｛
    curPlan＝batch.rules.foldLeft（curPlan）｛
     case（plan，rule）＝＞
  ／／这里将调用各个不同Rules的apply方法，将unresolvedRelation进行绑定
      valresult＝rule（plan）
      if（！result.fastEquals（plan））｛
       logTrace（
        s＂＂＂
         ｜＝＝＝ApplyingRule$｛rule.ruleName｝＝＝＝
         ｜$｛sideBySide（plan.treeString，result.treeString）.mkString（＂＼n＂）｝
        ＂＂＂.stripMargin）
      ｝

      result             ／／返回作用后的ResultPlan
    ｝
    iteration＋＝1
    ／／如果迭代次数大于该策略的最大迭代数，就停止循环
    if（iteration＞batch.strategy.maxIterations）｛
     ／／Onlylogifthisisarulethatissupposedtorunmorethanonce.
     if（iteration！＝2）｛
      logInfo（s＂Maxiterations（$｛iteration－1｝）reachedforbatch$｛batch.name｝＂）
     ｝
     continue＝false
    ｝

    if（curPlan.fastEquals（lastPlan））｛
     logTrace（
      s＂Fixedpointreachedforbatch$｛batch.name｝after$｛iteration－1｝iterations.＂）
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     continue＝false
    ｝
    lastPlan＝curPlan
   ｝

   if（！batchStartPlan.fastEquals（curPlan））｛
    logDebug（
     s＂＂＂
     ｜＝＝＝ResultofBatch$｛batch.name｝＝＝＝
     ｜$｛sideBySide（plan.treeString，curPlan.treeString）.mkString（＂＼n＂）｝
    ＂＂＂.stripMargin）
   ｝else｛
    logTrace（s＂Batch$｛batch.name｝hasnoeffect.＂）
   ｝
  ｝

  curPlan ／／返回绑定后的逻辑计划
｝

可以看到apply方法中包含了一个while循环，每个Batch下的Rules都对当前的plan进
行作用，这个过程是迭代的，直到达到FixedPoint或者最大迭代次数。

到此，Analyzer对UnResolveLogicalPlan进行解析，生成了 ResolvedLogicalPlan。总结
一下流程：

● 先实例化一个Analyzer，这里使用的是它的子类SimpleAnalyzer。
● 定义一些Batch，然后在RuleExecutor的环境下遍历这些Batch。
● 执行Batch里面的Rules，每个Rule会对UnresolvedLogicalPlan进行Resolve，有些可
能不能一次解析出，需要多次迭代，直到达到最大迭代次数或者达到FixedPoint。
这些 Rules里比较常用的就是 ResolveReferences、ResolveRelations、StarExpansion、

GlobalAggregates、typeCoercionRules和EliminateAnalysisOperators。对于各个 Rule所代表的具
体含义，这里不再过多解释。

3）Optimizer（优化器）的实现和处理方式同 Analyzer很相似，只是出于不同的处理阶
段，职责不同。Optimizer也继承了 RuleExecutor，并实现了一批规则，这批规则会同 Analy-
zer一样对输入的plan进行递归处理，下面从默认优化器的源码来详细分析优化器的执行过
程，源码如下：

    objectDefaultOptimizerextendsOptimizer｛
 valbatches＝
  Batch（＂CombineLimits＂，FixedPoint（100），
   CombineLimits）：：
  Batch（＂ConstantFolding＂，FixedPoint（100），
   NullPropagation，
   ConstantFolding，
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   LikeSimplification，
      BooleanSimplification，
   SimplifyFilters，
   SimplifyCasts，
   SimplifyCaseConversionExpressions，
   OptimizeIn）：：
  Batch（＂DecimalOptimizations＂，FixedPoint（100），
   DecimalAggregates）：：
  Batch（＂FilterPushdown＂，FixedPoint（100），
   UnionPushdown，
   CombineFilters，
   PushPredicateThroughProject，
   PushPredicateThroughJoin，
   ColumnPruning）：：Nil
｝

从以上源码中可知 （Spark1.2的源码），Optimizer里的Batch包含了4类优化策略：
● CombineLimits合并Limits。
● ConstantFolding常量合并。
● DecimalOptimizations。
● FilterPushdown过滤器下推，每个Batch里定义的优化伴随对象都定义在Optimizer里。
Optimizer的优化策略不仅有对LogicalPlan进行优化，而且对LogicalPlan中的Expression也

进行了优化，究其原理就是遍历树，然后应用优化的Rule，但是注意一点，对LogicalPlantrans-
from是先序遍历 （pre－order），而对Expressiontransfrom是后序遍历 （post－order）。

在这里简单介绍与Expression相关的类，主要是用到了references方法和outputSet方法，
references方法主要是LogicalPlan或Expression结点的所依赖的那些Expressions，而outputSet
是LogicalPlan所有的Attribute的输出，例如，Aggregate是一个LogicalPlan，它的 references
方法的实现就是groupby的表达式和 aggreagate的表达式的并集去重。

    caseclassAggregate（
  groupingExpressions：Seq［Expression］，
  aggregateExpressions：Seq［NamedExpression］，
  child：LogicalPlan）
 extendsUnaryNode｛

 overridedefoutput＝aggregateExpressions.map（＿.toAttribute）
 overridedefreferences＝
  （groupingExpressions＋＋aggregateExpressions）.flatMap（＿.references）.toSet
｝

对于Optimizer过程中用到的各个 Rule的含义这里也不作详解了。总结一下整个流程：
Optimizer采用基于规则 （Rule）集的优化框架，将规则作用于 LogicalPlan及其内部的 Ex-
pression，从而达到优化逻辑计划的目的。其中主要的优化的策略总结起来是合并、列裁剪、
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过滤器下推几大类。

4）Planner使用 PlanningStrategies（规划策略），对 optimizedLogicalPlan进行转换
（transform），生成可以执行的 SparkPlan（物理计划）。物理计划转换为 RDD，通过调用
SparkPlan.execute把树形结果的物理计划转换为RDD的DAG关系。

Optimizer对输入的AnalyzedLogicalPlan优化后，会有 SparkPlanner来对 OptimizedLogi-
calPlan进行转换，生成 Physicalplans。在下面代码中，planner的初始化对象就是 Spark-
Planner对象。planner（optimizedPlan）方法实际上调用的是 SparkPlanner的基类 QueryPlan-
ner的apply方法，然后会返回一个Iterator［PhysicalPlan］。

    protectedabstractclassQueryExecution｛
  deflogical：LogicalPlan

  lazyvalanalyzed＝ExtractPythonUdfs（analyzer（logical））
  lazyvalwithCachedData＝useCachedData（analyzed）
  lazyvaloptimizedPlan＝optimizer（withCachedData）

  lazyvalsparkPlan＝｛
   SparkPlan.currentContext.set（self）
   planner（optimizedPlan）.next（）
  ｝
｝

SparkPlanner继承了 SparkStrategies，SparkStrategies继承了 QueryPlanner。SparkStrategies
包含了一系列特定的Strategies，这些Strategies是继承自QueryPlanner中定义的GenericStrate-
gy，它定义接受一个LogicalPlan，生成一系列的PhysicalPlan。

    protected［sql］classSparkPlannerextendsSparkStrategies｛
  valsparkContext：SparkContext＝self.sparkContext

  valsqlContext：SQLContext＝self

  defcodegenEnabled＝self.codegenEnabled

  defnumPartitions＝self.numShufflePartitions

  valstrategies：Seq［Strategy］＝
   extraStrategies＋＋（
   CommandStrategy（self）：：
   DataSourceStrategy：：
   TakeOrdered：：
   HashAggregation：：
   LeftSemiJoin：：
   HashJoin：：
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   InMemoryScans：：
   ParquetOperations：：
   BasicOperators：：
   CartesianProduct：：
   BroadcastNestedLoopJoin：：Nil）
｝

QueryPlanner是SparkPlanner的基类，定义了一系列的关键点，如GenericStrategy、plan-
Later和apply。QueryPlanner的源码如下：

    abstractclassGenericStrategy［PhysicalPlan＜：TreeNode［PhysicalPlan］］extendsLogging｛
   ／／接受一个LogicalPlan，返回一个Seq［PhysicalPlan］
  defapply（plan：LogicalPlan）：Seq［PhysicalPlan］
｝

abstractclassQueryPlanner［PhysicalPlan＜：TreeNode［PhysicalPlan］］｛
 ／** Alistofexecutionstrategiesthatcanbeusedbytheplanner*／
 defstrategies：Seq［GenericStrategy［PhysicalPlan］］
 ／／为phgsicalplan返回一个占位符
 protecteddefplanLater（plan：LogicalPlan）＝apply（plan）.next（）

 defapply（plan：LogicalPlan）：Iterator［PhysicalPlan］＝｛
  ／／在逻辑计划上应用规则策略集（Strategies），并返回经策略集优化后的物理计划
  valiter＝strategies.view.flatMap（＿（plan））.toIterator
  assert（iter.hasNext，s＂Noplanfor$plan＂）
  iter        ／／返回所有的PhysicalPlan（物理计划）
 ｝
｝

SQLContext类中的 prepareForExecution变量其实是一个 RuleExecutor［SparkPlan］，它会
调用RuleExecutor的apply方法对前面生成的 PhysicalPlan应用 Rule进行匹配，最终生成一
个SparkPlan。SparkPlan是Catalyst里经过所有Strategiesapply的最终的物理执行计划的抽
象类，它只是用来执行Sparkjob的。

     protected［sql］valprepareForExecution＝newRuleExecutor［SparkPlan］｛
  valbatches＝
   Batch（＂Addexchange＂，Once，AddExchange（self））：：Nil
 ｝

SparkPlan继承 QueryPlan［SparkPlan］，里面定义了 SparkSQL的 sql语句启动执行的
execute方法。

    abstractclassSparkPlanextendsQueryPlan［SparkPlan］withLoggingwithSerializable｛
 self：Product＝＞
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 ＠transient
 protected［spark］valsqlContext＝SparkPlan.currentContext.get（）
 protecteddefsparkContext＝sqlContext.sparkContext
 valcodegenEnabled：Boolean＝if（sqlContext！＝null）｛
  sqlContext.codegenEnabled
 ｝else｛
  false
 ｝

 overridedefmakeCopy（newArgs：Array［AnyRef］）：this.type＝｛
  SparkPlan.currentContext.set（sqlContext）
  super.makeCopy（newArgs）
 ｝

 defoutputPartitioning：Partitioning＝UnknownPartitioning（0）／／TODO：WRONGWIDTH！

 defrequiredChildDistribution：Seq［Distribution］＝
  Seq.fill（children.size）（UnspecifiedDistribution）

 defexecute（）：RDD［Row］／／／／真正执行查询的方法execute，返回的是一个RDD
｝

最后，execute方法执行完之后返回的是一个 RDD，然后就可以使用 RDD的 transforma-
tion和action来进行SparkSQL的真正执行了。
2.HiveQL语句的执行流程
图6－8是HiveQL的运行流程图：

图6－8 HiveQL的运行流程图

在HiveQL的执行流程图中，首先根据dialect值，将sql语句或者hiveql语句解析成Un-
resolvedLogicalPlan，其次由Analyzer解析器将UnresolvedLogicalPlan转换为ResolvedLogical-
Plan，然后由Optimizer对resolvedLogicalPlan进行优化，生成OptimizedLogicalPlan，接着使
用hivePlanner将LogicalPlan转换成 PhysicalPlan，最后将 PhysicalPlan转换成 SparkPlan（可
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执行物理计划），并执行该物理计划，生成SchemaRDD。
下面我们结合Spark的源代码来分析HiveQL语句的执行流程。
（1）首先sql语句或者 hiveql语句通过 HiveQl.parseSql（hqlQuery）解析成 Unresolved

LogicalPlan。
在HiveContext中，提供了sql（）方法和 hiveql（）方法两种查询语句。首先来看 sql查询

语句的源码。

    overridedefsql（sqlText：String）：SchemaRDD＝｛
  ／／TODO：Createaframeworkforregisteringparsersinsteadofjusthardcodingifstatements.
  if（dialect＝＝＂sql＂）｛
   super.sql（sqlText）
  ｝elseif（dialect＝＝＂hiveql＂）｛
   newSchemaRDD（this，ddlParser（sqlText）.getOrElse（HiveQl.parseSql（sqlText）））
  ｝ else｛
   sys.error（s＂UnsupportedSQLdialect：$dialect. Try′sql′or′hiveql′＂）
  ｝
｝

在上述源码中，if（dialect＝＝＂sql＂）时，会调用SQLContext的sql方法进行解析：if（di-
alect＝＝＂hiveql＂）时，才会使用 HiveQL解析器。在这里我们只拿 HiveContext的 hiveql方法
来分析整个执行过程。

对于hiveql方法，它的语法解析采用的是HiveQl.parseSql（hqlQuery）。

    ＠deprecated（＂hiveql（）isdeprecatedasthesqlfunctionnowparsesusingHiveQLbydefault.＂＋
      s＂TheSQLdialectforparsingcanbesetusing$｛SQLConf.DIALECT｝＂，＂1.1＂）
defhiveql（hqlQuery：String）：SchemaRDD＝newSchemaRDD（this，HiveQl.parseSql（hqlQuery）

其中parseSql方法会通过hqlParser（sql）继续调用AbstractSparkSQLParser的apply方法来进
行解析，这里的hqlParser实际上是ExtendedHiveQlParser，它也是AbstractSparkSQLParser的子类。

    ／** ReturnsaLogicalPlanforagivenHiveQLstring.*／
defparseSql（sql：String）：LogicalPlan＝hqlParser（sql）

打开AbstractSparkSQLParser的apply方法，我们可以看到它的语法解析和SQL查询的语
法解析几乎是一样的。这里不做详谈。

    private［sql］abstractclassAbstractSparkSQLParser
 extendsStandardTokenParserswithPackratParsers｛
 defapply（input：String）：LogicalPlan＝phrase（start）（newlexical.Scanner（input））match｛
  caseSuccess（plan，＿）＝＞plan
  casefailureOrError＝＞sys.error（failureOrError.toString）
 ｝
｝
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需要注意的是，在这个解析过程中，hiveql语句会通过getAst（）方法获取 AST树，然后
根据AST树中的关键字继续进行解析。其中nativeCommands表示的是非select语句，这类语
句的执行时间不会因为条件的不同而有很大的差异，基本上都能在较短的时间内执行完，这

种情况下的语句会转换成command类型的LogicalPlan，而非nativeCommands。selec语句会通
过NodeToPlan方法生成LogicalPlan。

    ／** CreatesLogicalPlanforagivenHiveQLstring.*／
defcreatePlan（sql：String）＝｛
  try｛
   valtree＝getAst（sql）
   if（nativeCommandscontainstree.getText）｛
    NativeCommand（sql）
   ｝else｛
    nodeToPlan（tree）match｛
     caseNativePlaceholder＝＞NativeCommand（sql）
     caseother＝＞other
    ｝
   ｝
  ｝
｝

（2）Analyzer解析器结合Hive的元数据 Metastore进行绑定，生成 ResolvedLogicalPlan。
这里的Catalog的实例就是HiveMetastoreCatalog。

    ＠transient
overrideprotected［sql］lazyvalcatalog＝newHiveMetastoreCatalog（this）withOverrideCatalog

／／NotethatHiveUDFswillbeoverriddenbyfunctionsregisteredinthiscontext.
＠transient
overrideprotected［sql］lazyvalfunctionRegistry＝
  newHiveFunctionRegistrywithOverrideFunctionRegistry

／* AnanalyzerthatusestheHivemetastore.*／
＠transient
overrideprotected［sql］lazyvalanalyzer＝
  newAnalyzer（catalog，functionRegistry，caseSensitive＝false）｛
   overridevalextendedRules＝
    catalog.CreateTables：：
    catalog.PreInsertionCasts：：
    ExtractPythonUdfs：：
    Nil
｝
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hiveql的解析过程和sql相似，这里关键是找到QueryExecution类，对于hiveql而言，它
选取的是一个新的QueryExecution类，其他的解析过程和sql的解析一样。

    abstractclassQueryExecutionextendssuper.QueryExecution｛
  overridelazyvalanalyzed＝｛
   valdescribedTables＝logicalmatch｛
    caseNativeCommand（describedTable（tbl））＝＞tbl：：Nil
    caseCacheTableCommand（tbl，＿，＿）＝＞tbl：：Nil
    case＿＝＞Nil
   ｝

   ／／Makesureanytesttablesreferencedareloaded.
   valreferencedTables＝
    describedTables＋＋
    logical.collect｛caseUnresolvedRelation（databaseName，name，＿）＝＞name｝
   valreferencedTestTables＝referencedTables.filter（testTables.contains）
   logDebug（s＂Queryreferencestesttables：$｛referencedTestTables.mkString（＂，＂）｝＂）
   referencedTestTables.foreach（loadTestTable）
   ／／Proceedwithanalysis.
   analyzer（logical）
  ｝
｝

（3）Optimizer对resolvedLogicalPlan进行优化，生成 optimizedLogicalPlan，除了 Query
相关的操作，其他的优化依然使用的是Hive自身的执行引擎。

（4）使用 hivePlanner将 LogicalPlan转换成 PhysicalPlan，这里的 hivePlanner继承自
SparkPlanner并实现了Hivestrategies特质。

    valhivePlanner＝newSparkPlannerwithHiveStrategies｛
  valhiveContext＝self

  overridevalstrategies：Seq［Strategy］＝extraStrategies＋＋Seq（
   DataSourceStrategy，
   CommandStrategy（self），
   HiveCommandStrategy（self），
   TakeOrdered，
   ParquetOperations，
   InMemoryScans，
   ParquetConversion，       ／／MustbebeforeHiveTableScans
   HiveTableScans，
   DataSinks，
      Scripts，
   HashAggregation，
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   LeftSemiJoin，

   HashJoin，

   BasicOperators，

   CartesianProduct，

   BroadcastNestedLoopJoin

  ）

｝

（5）通过 prepareForExecution（）方法将 PhysicalPlan转换成 SparkPlan（可执行物理计
划），再调用executedPlan.execute（）方法执行SparkPlan，最后使用map（＿.copy）将结果导入
SchemaRDD。

    lazyvalexecutedPlan：SparkPlan＝prepareForExecution（sparkPlan）

／** InternalversionoftheRDD.Avoidscopiesandhasnoschema*／

lazyvaltoRdd：RDD［Row］＝executedPlan.execute（）

以上就是对SparkSQL中的sql语句和hiveql语句执行流程的源码解析，熟悉sql语句和
hiveql的源码，对于我们在生产环境下使用 SparkSQL遇到各种各样的问题时，能很方便地
去查找问题原因。同时有利于我们对SparkSQL的性能调优。

6.2 SparkSQL的操作实例

接下来通过几个具体的例子来学习SparkSQL的具体应用。

6.2.1  文本文件操作以及 DSL操作

通过下面这个案例展示 SparkSQL的文本操作方式和 DSL（Domain－SpecificLanguage，
领域特定语言）的具体使用。

1.数据准备工作
（1）在进行SQL语句操作之前，我们把演示需要的数据上传到 HDFS文件系统的 data

目录下，这里的数据是people.txt文件，里面的内容如下：

    Michael，29
     Nicolas，30

     Justin，19

（2）启动HDFS，在Hadoop的$HOME／sbin目录下调用start－dfs命令。
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（3）把／root／Downloads目录下的people.txt文件上传到HDFS的data目录下。

    root＠SparkWorker1：／usr／local／hadoop／hadoop－2.4.1＃.／bin／hadoopfs－copyFromLocal／root／
Downloads／people.txt ／data／

（4）在WebUI控制台查看HDFS文件系统中上传的文件，如图6－9所示。

图6－9 上传people.txt文件到HDFS上

2.通过SparkSQL的SQL语句查询完整的代码
这里的语句查询演示采用的还是Spark官网提供的示例，具体代码如下：

    valsqlContext＝neworg.apache.spark.sql.SQLContext（sc）
importsqlContext.＿
caseclassPerson（name：String，age：Int）

valpeople＝sc.textFile（＂hdfs：／／SparkMaster：8000／data／people.txt＂）.map（＿.split（＂，＂））
.map（p＝＞Person（p（0），p（1）.trim.toInt））
people.registerAsTable（＂people＂）

valteenagers＝sqlContext.sql（＂SELECTnameFROMpeopleWHEREage＞＝13ANDage＜＝19＂）
teenagers.map（t＝＞＂Name：＂＋t（0））.collect（）.foreach（println）

3.代码解析
（1）首先会初始化一个sqlContext，它是SQL语句查询的入口。
（2）importsqlContext.＿主要是为了把隐式函数 createSchemaRDD引入上下文中，这样在

后面就可以自动将生成的RDD隐式转换成SchemaRDD。
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（3）通过定义caseclass，可以反射推断出Schema，在RDD的transformation操作过程中
使用caseclass可以通过隐式转换得到 Person实例。

（4）people.registerAsTable（＂people＂）是把people注册成表，然后就可以在sqlContext下
对表进行操作了。

（5）sqlContext.sql方法就是对表进行操作，最后调用 collect方法触发作业的提交，并
将sql方法的结果返回到driver。
4.代码运行情况
下面我们用spark－shell来运行上述代码，并查看运行情况。
（1）启动SparkShell。

（2）把样例代码复制到spark－shell中执行，可以通过调用RDD的toDebugString方法来
查看各个操作前后RDD之间的依赖关系。

（3）可以看到这时的teenagers已经是一个SchemaRDD了。
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（4）通过collect这个action操作，触发了作业的提交，并将sql方法的结果返回到driver，
在最后我们可以看到运行结果。

（5）SparkSQL还为Spark应用开发人员提供了一系列的DSL（领域特定语言）。由于它
以开发人员熟悉的SQL语义方式展现，提高了开发效率。下面我们简单演示一下它的使用，
在spark－shell交互式界面输入：valteenagers＿dsl＝people.where（′age＞＝10）.where（′age＜＝
19）.select（′name），然后输入：teenagers＿dsl.map（t＝＞＂name：＂＋t（0）.collect（）.foreach
（println）），然后Spark系统会直接执行。从运行结果中可以看到除了运行效率的差别，运
行方式上和前面SQLContext提供的数据查询的API没什么区别。
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6.2.2  Parquet文件以及 JSON文件操作

1.Parquet文件读取和保存
SparkSQL同样支持对 parquet文件的读取和保存。parquet文件的一个优势是它天生保

留了元数据 （Schema）信息，在读取的时候不需要使用隐式转换来生成 SchemaRDD，它可
以直接转换成SchemaRDD，当然也可以直接把SchemaRDD以parquet文件格式直接保存到外
部文件存储系统中去，下面我们承接上一节的运行示例来读取和保存Parquet文件。

下面的操作同样在spark－shell交互式界面中运行。
（1）首先我们把people.registerAsTable（＂people＂）操作后已经注册成表的SchemaRDD保

存到HDFS的data目录下，这里的SchemaRDD指的还是people。可以在spark－shell交互式
界面中使用以下命令保存文件：

    people.saveAsParquetFile（＂hdfs：／／SparkMaster：8000／data／／people.parquet＂）

（2）可以在HDFS的WebUI中查看保存的Parquet文件，如图6－10所示。

图6－10 保存在HDFS上的Parquet文件

（3）我们从HDFS中读取Parquet文件，在spark－shell交互式界面中输入读取命令，命
令如下：

    valparquetFile＝sqlContext.parquetFile（＂hdfs：／／SparkMaster：8000／data／people.parquet＂）

（4）这时读取进来的Parquet文件不需要使用caseclass来定义表结构，直接把 parquet-
File注册成表。

    parquetFile.registerAsTable（＂parquetFile＂）

（5）使用 “valteenagers＝sqlContext.sql（＂SELECTnameFROMparquetFileWHEREage
＞＝13ANDage＜＝19＂）”进行查询操作，查询结果如下。
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（6）使用 “teenagers.map（t＝＞＂Name：＂＋t（0））.collect（）.foreach（println）”命令触发
查询操作，查询结果如下。

（7）最后介绍在sqlContext的查询中，还可以将来自不同数据源的表进行混合查询，比
如将来自文本文件的数据 （对应 people）和来自 Parquet文件的数据 （对应 parquetFile）进
行混合查询，命令如下：

    valjointbls＝sqlContext.sql（＂SELECTpeople.nameFROMpeoplejoinparquetFilewherepeople.name＝
parquetFile.name＂）
jointbls.map（t＝＞＂Name：＂＋t（0））.collect（）.foreach（println）

我们把上述命令复制到spark－shell交互式终端进行执行，下面可以查看运行结果：

2.JSON文件的读取操作
SparkSQL从Spark1.1版本开始增加了对 JSON文件格式的支持，并且在 Spark1.2版

本中进行了加强，它的目的就是在Spark中使得查询和创建 JSON数据变得非常简单。随着
Web和手机应用的流行，JSON格式的数据已经是WebServiceAPI之间通信以及数据的长期
保存的事实上的标准格式了。但是使用现有的工具，用户常常需要开发出复杂的程序来读写

分析系统中的JSON数据集。而SparkSQL中对JSON数据的支持极大地简化了使用JSON数
据的终端的数据加载与存储操作。
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SparkSQL提供了内置的语法来查询这些 JSON数据，并且在读写过程中自动地推断出
JSON数据的模式。SparkSQL可以解析出JSON数据中嵌套的字段，并且允许用户直接访问
这些字段，而不需要任何显示的转换操作。

在编写SparkSQL应用程序的时候，对于 JSON文件格式的数据的读取可以通过 SQL-
Context提供的jsonRDD方法和jsonFile方法，使用这两个方法，就可以利用提供的 JSON数
据集来创建SchemaRDD对象，并且将SchemaRDD注册成表。下面的代码就是通过SQLCon-
text的jsonFile方法加载外部的 JSON文件目录中的数据，其中 JSON文件的每一行是一个
JSON对象。

而对于SQLContext的jsonRDD方法，它是通过从现有的 RDD加载数据，需要注意的是
RDD中的每个元素包含一个JSON对象的字符串。

下面演示使用SQLContext的jsonFile方法来读取数据并对加载的数据进行操作。
（1）首先使用 “hadoopfs－copyFromLocal／root／Downloads／people.json／data”把／root／

Downloads目录下的 people.json文件复制到 HDFS的 data目录下。people.json文件的内容
如下：

（2）查看HDFS中上传的文件，如图6－11所示。

图6－11 上传到HDFS上的people.json文件

（3）在spark－shell中输入以下代码：

    valsqlContext＝neworg.apache.spark.sql.SQLContext（sc）
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valpeople＝sqlContext.jsonFile（＂／data／people.json＂）
people.registerTempTable（＂people＂）
valnameAndAddress＝sqlContext.sql（＂SELECTname，address.city，address.stateFROM people
WHEREcityLIKE‘Co％’＂）.map（t＝＞“Name：”＋t（0）＋”，”＋”City：”＋t（1））
nameAndAddress.collect.foreach（println）

（4）运行结果如下：

    Name：Yin，City：Columbus

（5）查询的结果可以直接使用，或者是被其他的 Spark子框架使用，比如 Spark的 Ml-
lib。将SchemaRDD对象保存成JSON文件是通过调用SchemaRDD的toJSON方法实现的，由
于SchemaRDD可以通过很多其他格式的数据源进行创建，比如 Hivetables、Parquet文件、
JDBC、Avro文件以及其他 SchemaRDD的结果，这就意味着用户可以很方便地将数据写成
JSON格式，而不需要考虑到源数据集的来源。

同时，JSON数据集可以通过SparkSQL内置的内存列式存储格式进行存储，也可以存
储成其他格式，比如Parquet或者 Avro。

6.2.3  Hive数据操作演示 （订单交易数据操作）

订单交易数据操作的主要内容包括以下几部分：

● 订单交易数据的数据库以及表的构建。

● 表数据的加载与覆盖。

● 表数据的常见查询操作。

在这里我们通过 SparkShell进行一系列的订单交易数据演示。下面的代码是在 Spark
Shell的环境下运行的。

（1）去除过多的日志。通过调用Java语言中的Logger的两个getLogger（）方法创建两个
Logger对象，然后调用它的 setLevel方法设置日志消息输出的级别分别是 Level.WARN和
Level.OFF，在各自的Logger对象中，低于设置的Logger级别的日志信息将被丢弃。

    scala＞importorg.apache.log4j.｛Level，Logger｝
importorg.apache.log4j.｛Level，Logger｝
scala＞Logger.getLogger（＂org.apache.spark＂）.setLevel（Level.WARN）
scala＞Logger.getLogger（＂org.apache.spark.sql＂）.setLevel（Level.WARN）

（2）初始化 HiveContext。在这里需要注意两点：首先要确认现在使用的是否是支持
Hive的Spark版本；并且Hive的配置文件 hive－site.xml已经存放到 Spark的$ HOME／conf
目录下。

使用下面代码初始化HiveContext。

    valhiveContext＝neworg.apache.spark.sql.hive.HiveContext（sc）

（3）创建表和数据库。在 Hive中我们定义了一个数据库 saledata和三个表 tblDate、
tblStock和tblStockDetail。
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1）在spark－shell交互界面输入命令：hiveContext.hql（＂CREATEDATABASESALEDA-
TA＂），创建数据库saledata。

    scala＞hiveContext.hql（＂CREATEDATABASESALEDATA＂）
15／04／3007：33：33WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
15／04／3007：33：33INFOmetastore：TryingtoconnecttometastorewithURIthrift：／／cluster01：9083
15／04／3007：33：33INFOmetastore：Connectedtometastore.
15／04／3007：33：34INFOSessionState：NoTezsessionrequiredatthispoint.hive.execution.engine
＝mr.
15／04／3007：33：34WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
15／04／3007：33：34INFOParseDriver：Parsingcommand：CREATEDATABASESALEDATA
15／04／3007：33：34INFOParseDriver：ParseCompleted
15／04／30 07：33：35 INFO PerfLogger： ＜ PERFLOG method ＝ Driver.run from ＝
org.apache.hadoop.hive.ql.Driver＞
15／04／3007：33：37INFOPerfLogger：＜／PERFLOGmethod＝Driver.runstart＝1430404415317end＝
1430404417096duration＝1779from＝org.apache.hadoop.hive.ql.Driver＞
res1：org.apache.spark.sql.DataFrame＝［result：string］

2）在spark－shell交互界面输入命令：hiveContext.hql（＂useSALEDATA＂），使用数据
库saledata。

    scala＞hiveContext.hql（＂useSALEDATA＂）
15／04／3009：23：47WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
15／04／3009：23：47INFOmetastore：TryingtoconnecttometastorewithURIthrift：／／cluster01：9083
15／04／3009：23：47INFOmetastore：Connectedtometastore.
15／04／3009：23：48INFOSessionState：NoTezsessionrequiredatthispoint.hive.execution.engine
＝mr.
15／04／3009：23：48WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
......
15／04／3009：23：48INFOParseDriver：Parsingcommand：useSALEDATA
15／04／3009：23：49INFOParseDriver：ParseCompleted
15／04／30 09：23：49 INFO PerfLogger： ＜ PERFLOG method ＝ Driver.run from ＝
org.apache.hadoop.hive.ql.Driver＞
15／04／3009：23：49INFOPerfLogger：＜／PERFLOGmethod＝Driver.runstart＝1430411029392end＝
1430411029955duration＝563from＝org.apache.hadoop.hive.ql.Driver＞
res2：org.apache.spark.sql.DataFrame＝［result：string］
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3）在spark－shell交互界面输入命令：hiveContext.hql（＂CREATETABLEtblDate（dateId
string，theyearmonthstring，theyearstring，themonthstring，thedatestring，theweekstring，theweeks
string，thequotstring，thetendaystring，thehalfmonthstring）ROW FORMATDELIMITEDFIELDS
TERMINATEDBY′，′LINESTERMINATEDBY′＼n′＂），创建表 tblDate，这个表定义了日期的
分类，包括：日期、年月、年、月、日、周几、第几周、季度、旬、半月。

    scala＞hiveContext.hql（＂CREATETABLEtblDate（dateIdstring，theyearmonthstring，theyearstring，the-
monthstring，thedatestring，theweekstring，theweeksstring，thequotstring，thetendaystring，thehalfmonth
string）ROWFORMATDELIMITEDFIELDSTERMINATEDBY′，′LINESTERMINATEDBY′＼n′＂）
15／04／3007：42：27WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
15／04／3007：42：27INFOParseDriver：Parsingcommand：CREATETABLEtblDate（dateId
string，theyearmonthstring，theyearstring，themonthstring，thedatestring，theweekstring，
theweeksstring，thequotstring，thetendaystring，thehalfmonthstring）ROW FORMATDELIMITED
FIELDSTERMINATEDBY′，′LINESTERMINATEDBY′′
15／04／3007：42：27INFOParseDriver：ParseCompleted
15／04／30 07：42：27 INFO PerfLogger： ＜ PERFLOG method ＝ Driver.run from ＝
org.apache.hadoop.hive.ql.Driver＞
......
15／04／3007：42：28INFODriver：OK
15／04／30 07：42：28 INFO PerfLogger： ＜ PERFLOG method ＝ releaseLocks from ＝
org.apache.hadoop.hive.ql.Driver＞
15／04／3007：42：28INFOPerfLogger：＜／PERFLOGmethod＝releaseLocksstart＝1430404948128end
＝1430404948128duration＝0from＝org.apache.hadoop.hive.ql.Driver＞
15／04／3007：42：28INFOPerfLogger：＜／PERFLOGmethod＝Driver.runstart＝1430404947679end＝
1430404948128duration＝449from＝org.apache.hadoop.hive.ql.Driver＞
res4：org.apache.spark.sql.DataFrame＝［result：string］

4）创建表tblStock。这个表里定义了订单表头，包括订单号、交易位置、交易日期。

    scala＞hiveContext.hql（＂CREATETABLEtblStock（ordernumberstring，locationidstring，dateIDstring）
ROWFORMATDELIMITEDFIELDSTERMINATEDBY′，′LINESTERMINATEDBY′＼n′＂）
15／04／3007：45：02WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
......
15／04／3007：45：05INFOPerfLogger：＜／PERFLOGmethod＝Driver.runstart＝1430405102905end＝
1430405105392duration＝2487from＝org.apache.hadoop.hive.ql.Driver＞
res5：org.apache.spark.sql.DataFrame＝［result：string］

5）创建表 tblStockDetail。这个表定义了订单明细，包括订单号 （ordernumber）、行号
（rownum）、货品 （itemid）、数量 （qty）、金额 （price）、销售额 （amount）。

    scala＞hiveContext.hql（＂CREATETABLEtblStockDetail（ordernumberSTRING，rownumint，itemid
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string，qtyint，priceint，amountint）ROWFORMATDELIMITEDFIELDSTERMINATEDBY′，′LINES
TERMINATEDBY′＼n′＂）
15／04／3007：47：12WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
15／04／3007：47：12INFOParseDriver：Parsingcommand：CREATETABLEtblStockDetail（ordernumber
STRING，rownumint，itemidstring，qtyint，priceint，amountint）ROWFORMATDELIMITEDFIELDS
TERMINATEDBY′，′LINESTERMINATEDBY′
′
15／04／3007：47：12INFOParseDriver：ParseCompleted
15／04／30 07：47：12 INFO PerfLogger： ＜ PERFLOG method ＝ Driver.run from ＝
org.apache.hadoop.hive.ql.Driver＞
15／04／30 07：47：12 INFO PerfLogger： ＜ PERFLOG method ＝ TimeToSubmit from ＝
org.apache.hadoop.hive.ql.Driver＞
15／04／3007：47：12INFODriver：Concurrencymodeisdisabled，notcreatingalockmanager
15／04／30 07： 47： 12 INFO PerfLogger： ＜ PERFLOG method ＝ compile from ＝
org.apache.hadoop.hive.ql.Driver＞
15／04／30 07： 47： 12 INFO PerfLogger： ＜ PERFLOG method ＝ parse from ＝
org.apache.hadoop.hive.ql.Driver＞
15／04／3007：47：12INFOParseDriver：Parsingcommand：CREATETABLEtblStockDetail（ordernumber
STRING，rownumint，itemidstring，qtyint，priceint，amountint）ROWFORMATDELIMITEDFIELDS
TERMINATEDBY′，′LINESTERMINATEDBY′′
15／04／3007：47：12INFOParseDriver：ParseCompleted
15／04／3007：47：12INFOPerfLogger：＜／PERFLOGmethod＝parsestart＝1430405232220end＝
1430405232220duration＝0from＝org.apache.hadoop.hive.ql.Driver＞
15／04／30 07：47：12 INFO PerfLogger： ＜ PERFLOG method ＝ semanticAnalyze from ＝
org.apache.hadoop.hive.ql.Driver＞
15／04／3007：47：12INFOSemanticAnalyzer：StartingSemanticAnalysis
15／04／3007：47：12INFOSemanticAnalyzer：CreatingtabletblStockDetailposition＝13
15／04／3007：47：12INFODriver：SemanticAnalysisCompleted
15／04／3007：47：12INFOPerfLogger：＜／PERFLOGmethod＝Driver.runstart＝1430405232219end＝
1430405232291duration＝72from＝org.apache.hadoop.hive.ql.Driver＞
res7：org.apache.spark.sql.DataFrame＝［result：string］

（4）加载 qryTheDate.txt、qryStockDetail.txt、qryStock.txt三个文件，分别生成三个表
tblDate、tblStockDetail、tblStock的数据。

    hiveContext.hql（＂LOADDATALOCALINPATH′／home／jack／cluster／data／qryTheDate.txt′OVER-
WRITEINTOTABLEtblDate＂）
hiveContext.hql（＂LOADDATALOCALINPATH′／home／jack／cluster／data／qryStockDetail.txt′OVER-
WRITEINTOTABLEtblStockDetail＂）
hiveContext.hql（＂LOADDATALOCALINPATH′／home／jack／cluster／data／qryStock.txt′INTOO-
VERWRITETABLEtblStock＂）
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其中qryTheDate.txt、qryStockDetail.txt、qryStock.txt三个文件的表的数据，笔者提
供了下载链接，可以通过百度网盘下载使用：http：／／pan.baidu.com／s／1dD0JCpN。

（5）表数据的覆盖操作：当加载数据时，可以通过关键字 OVERWRITEINTO实现覆盖
表的原有数据的目的。

    hiveContext.hql（＂LOADDATALOCALINPATH′／home／jack／cluster／data／qryTheDate.txt′OVER-
WRITEINTOTABLEtblDate＂）
15／04／3008：44：52INFOPerfLogger：＜／PERFLOGmethod＝runTasksstart＝1430408645258end＝
1430408692675duration＝47417from＝org.apache.hadoop.hive.ql.Driver＞
15／04／3008：44：52INFOPerfLogger：＜／PERFLOGmethod＝Driver.executestart＝1430408645243
end＝1430408692676duration＝47433from＝org.apache.hadoop.hive.ql.Driver＞
15／04／3008：44：52INFODriver：OK
15／04／30 08：44：52 INFO PerfLogger： ＜ PERFLOG method ＝ releaseLocks from ＝
org.apache.hadoop.hive.ql.Driver＞
15／04／3008：44：52INFOPerfLogger：＜／PERFLOGmethod＝releaseLocksstart＝1430408692676end
＝1430408692676duration＝0from＝org.apache.hadoop.hive.ql.Driver＞
15／04／3008：44：52INFOPerfLogger：＜／PERFLOGmethod＝Driver.runstart＝1430408644419end
＝1430408692676duration＝48257from＝org.apache.hadoop.hive.ql.Driver＞
res2：org.apache.spark.sql.DataFrame＝［result：string］

（6）表数据的查询操作。
1）查询表tblStock的数据量。

    scala＞hiveContext.hql（＂select*fromtblStock＂）.count
15／04／3010：12：12WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
15／04／3010：12：12INFOParseDriver：Parsingcommand：select*fromtblstock
15／04／3010：12：12INFOParseDriver：ParseCompleted
15／04／3010：12：13INFOFileInputFormat：Totalinputpathstoprocess：1
res24：Long＝21154

由以上运行结果可知，表tblStock一共有21154条数据。
2）查询表tblStockDetail的数据量。

    scala＞hiveContext.hql（＂select*fromtblStockDetail＂）.count
15／04／3010：12：22WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
15／04／3010：12：22INFOParseDriver：Parsingcommand：select*fromtblstockdetail
15／04／3010：12：22INFOParseDriver：ParseCompleted
15／04／3010：12：22INFOFileInputFormat：Totalinputpathstoprocess：1
res25：Long＝287950

由以上运行结果可知，表tblStock一共有287950条数据。
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3）查询表tblStockDate的数据量。

    scala＞hiveContext.hql（＂select*fromtblDate＂）.count
15／04／3010：12：30WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
15／04／3010：12：30INFOParseDriver：Parsingcommand：select*fromtbldate
15／04／3010：12：30INFOParseDriver：ParseCompleted
15／04／3010：12：30INFOFileInputFormat：Totalinputpathstoprocess：1
res26：Long＝4383

由以上运行结果可知，表tblStockDate一共有4383条数据。
（7）复杂查询语句操作。
1）表tblStock和表tblStockDetail联接后，查询所有订单的总销售额。在spark－shell交

互界面输入：hiveContext.hql（＂selectsum（tblStockDetail.amount）fromtblStockjointblStockDe-
tailontblStock.ordernumber＝tblStockDetail.ordernumber＂）.show命令，完成查询。

    scala＞hiveContext.hql（＂selectsum（tblStockDetail.amount）fromtblStockjointblStockDetailon
tblStock.ordernumber＝tblStockDetail.ordernumber＂）.show
15／04／3010：15：24WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
15／04／3010：15：24INFOParseDriver：Parsingcommand：selectsum（tblStockDetail.amount）from
tblStockjointblStockDetailontblStock.ordernumber＝tblStockDetail.ordernumber
15／04／3010：15：24INFOParseDriver：ParseCompleted
15／04／3010：15：24WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
......  
68100782

由上面的运行结果可知，表tblStock和表tblStockDetail联接后，所有订单的总销售额结
果为：68100782元。
2）表tblStock和表tblStockDetail以别名的方式联接后，查询所有订单的总销售额。

    scala＞hiveContext.hql（＂selectsum（b.amount）fromtblStockajointblStockDetailbona.ordernumber
＝b.ordernumber＂）.show
15／04／3010：15：36WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
15／04／3010：15：36INFOParseDriver：Parsingcommand：selectsum（b.amount）fromtblStockajoin
tblStockDetailbona.ordernumber＝b.ordernumber
15／04／3010：15：36INFOParseDriver：ParseCompleted
15／04／3010：15：36WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
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aremotemetastore.
15／04／3010：15：36INFOFileInputFormat：Totalinputpathstoprocess：1
15／04／3010：15：36INFOFileInputFormat：Totalinputpathstoprocess：1
＿c0
68100782

从上面的运行结果可以看到，即使表tblStock和表tblStockDetail分别以别名a和b的方
式进行联接，最终查询出来的所有订单的总销售额仍然是68100782元。
3）tblStock、tblStockDetail和tbldate三个表联接后，查询所有订单的总销售额。

    scala＞hiveContext.hql（＂selectsum（tblStockDetail.amount）fromtblStockjointblStockDetailon
tblStock.ordernumber ＝ tblStockDetail.ordernumber join tbldate on tblstock.dateid ＝
tbldate.dateid＂）.show
15／04／3010：17：14WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
15／04／3010：17：14INFOParseDriver：Parsingcommand：selectsum（tblStockDetail.amount）from
tblStockjointblStockDetailontblStock.ordernumber＝tblStockDetail.ordernumberjointbldateon
tblstock.dateid＝tbldate.dateid
15／04／3010：17：14INFOParseDriver：ParseCompleted
15／04／3010：17：14WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvaluefor
......
＿c0
68099079

由上面的运行结果可知，tblStock、tblStockDetail和 tbldate三个表联接后，所有订单的
总销售额是68099079元。
4）tblStock、tblStockDetail和tbldate三个表以别名的方式联接后，查询所有订单的总销

售额。

    scala＞hiveContext.hql（＂selectsum（b.amount）fromtblStockajointblStockDetailbona.ordernumber
＝b.ordernumberjointbldatecona.dateid＝c.dateid＂）.show
15／04／3010：17：34WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
15／04／3010：17：34INFOParseDriver：Parsingcommand：selectsum（b.amount）fromtblStockajoin
tblStockDetailbona.ordernumber＝b.ordernumberjointbldatecona.dateid＝c.dateid
15／04／3010：17：34INFOParseDriver：ParseCompleted
15／04／3010：17：34WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
15／04／3010：17：34INFOFileInputFormat：Totalinputpathstoprocess：1
15／04／3010：17：34WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
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longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
15／04／3010：17：34INFOFileInputFormat：Totalinputpathstoprocess：1
15／04／3010：17：35INFOFileInputFormat：Totalinputpathstoprocess：1
＿c0
68099079

从上面的运行结果可以看到，即使 tblStock、tblStockDetail和 tbldate三个表以别名的方
式联接后，最终查询出来的所有订单的总销售额仍然是68099079元。
5）查询所有订单中每年的销售单数和销售总额。

    scala＞hiveContext.hql（＂selectc.theyear，count（distincta.ordernumber），sum（b.amount）fromtblStock
ajointblStockDetailbona.ordernumber＝b.ordernumberjointbldatecona.dateid＝c.dateidgroupby
c.theyearorderbyc.theyear＂）.show
15／04／3010：19：41WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
......
theyear＿c1 ＿c2
2004  10943265696
2005  382813247234
2006  377213670416
2007  488516711974
2008  486114670698
2009  26196322137
2010  94 210924

由上面的运行结果可知，tblStock、tblStockDetail和 tbldate三个表联接后，运行结果是
2004～2010年所有订单中每年的销售单数和销售总额。比如，2004年每年销售单数是
1094，销售总额是3265696元。

6）查询tblStock、tblStockDetail和tbldate三个表联接后每年每种货品的销售金额。

    scala＞hiveContext.hql（＂selectc.theyear，b.itemid，sum（b.amount）assumofamountfromtblStockajoin
tblStockDetailbona.ordernumber＝b.ordernumberjointbldatecona.dateid＝c.dateidgroupby
c.theyear，b.itemid＂）.show
15／04／3010：19：55WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
15／04／3010：19：55INFOParseDriver：Parsingcommand：selectc.theyear，b.itemid，sum（b.amount）as
sumofamountfromtblStockajointblStockDetailbona.ordernumber＝b.ordernumberjointbldatecon
a.dateid＝c.dateidgroupbyc.theyear，b.itemid
15／04／3010：19：55INFOParseDriver：ParseCompleted
15／04／3010：19：56WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
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aremotemetastore.
15／04／3010：19：56INFOFileInputFormat：Totalinputpathstoprocess：1
......
theyearitemid    sumofamount
2007  YA21436723010111143
2009  E2126125020101240
2006  C7124158112301514
2004  QY1241313402021131
2007  AK21538789020119288
2009  KM1291615130011076
2008  E25272650601021382
2007  7712731818010610188
2006  YA5142655901011294
2009  LD129111019906807
2008  YL2283013201064232
2008  SF12533521440236663
2004  6A4244168802015031
2005  MH5242304202011560
2008  04126302970102826
2004  E83244315701061435
2006  KM624110020102474
2007  30125139840402480
2007  ja514266290101169
2005  012253048239011316

由上面的运行状况可知，tblStock、tblStockDetail和 tbldate三个表联接后，运行结果是
2004～2010年每年每种货品的销售金额。比如2007年货品 YA214367230101的销售金融是
11143元。

7）查询tblStock、tblStockDetail和tbldate三个表联接后每年单品的销售的最大金额。同
样使用HiveContext对象的hql方法进行查询操作，一个SQL语句的字符串作为hql方法的参
数来实现每年单品销售最大金额的查询。

    scala＞hiveContext.hql（＂selectd.theyear，max（d.sumofamount）asmaxofamountfrom（selectc.theyear，
b.itemid，sum（b.amount）assumofamountfromtblStockajointblStockDetailbona.ordernumber＝
b.ordernumberjointbldatecona.dateid＝c.dateidgroupbyc.theyear，b.itemid）dgroupby
d.theyear＂）.collect（）.foreach（println）
15／05／0107：37：42WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
15／05／0107：37：42INFOParseDriver：Parsingcommand：selectd.theyear，max（d.sumofamount）as
maxofamountfrom（selectc.theyear，b.itemid，sum（b.amount）assumofamountfromtblStockajoin
tblStockDetailbona.ordernumber＝b.ordernumberjointbldatecona.dateid＝c.dateidgroupby
c.theyear，b.itemid）dgroupbyd.theyear
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15／05／0107：37：42INFOParseDriver：ParseCompleted
15／05／0107：37：42WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
15／05／0107：37：42INFOFileInputFormat：Totalinputpathstoprocess：1
15／05／0107：37：42WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
15／05／0107：37：42INFOFileInputFormat：Totalinputpathstoprocess：1
15／05／0107：37：43INFOFileInputFormat：Totalinputpathstoprocess：1
［2010，4494］
［2004，53374］
［2005，56569］
［2006，113684］
［2007，70226］
［2008，97981］
［2009，30029］

由上面的运行状况可知，tblStock、tblStockDetail和 tbldate三个表联接后，最终显示的
2004～2010年每年单品销售的最大金额。例如2010年单品的销售最大金额是4494元。

8）查询所有订单中每年最畅销的货品：每年每种货品的销售金额和每年单品销售的最
大金额相符，就是所有订单中每年最畅销的货品。由于 SQL语句是 MySQL的基础知识，这
里我们不做具体的介绍。

    scala＞hiveContext.hql（＂selectdistinct e.theyear，e.itemid，f.maxofamountfrom（selectc.theyear，
b.itemid，sum（b.amount）assumofamountfromtblStockajointblStockDetailbona.ordernumber＝
b.ordernumberjointbldatecona.dateid＝c.dateidgroupbyc.theyear，b.itemid）ejoin（select
d.theyear，max（d.sumofamount）asmaxofamountfrom（selectc.theyear，b.itemid，sum（b.amount）assu-
mofamountfromtblStockajointblStockDetailbona.ordernumber＝b.ordernumberjointbldatecon
a.dateid＝c.dateidgroupbyc.theyear，b.itemid）dgroupbyd.theyear）fon（e.theyear＝f.theyearand
e.sumofamount＝f.maxofamount）orderbye.theyear＂）.show
15／04／3010：20：23WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
15／04／3010：20：23INFOFileInputFormat：Totalinputpathstoprocess：1
15／04／3010：20：23WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
15／04／3010：20：23INFOFileInputFormat：Totalinputpathstoprocess：1
15／04／3010：20：23WARNHiveConf：DEPRECATED：Configurationpropertyhive.metastore.localno
longerhasanyeffect.Makesuretoprovideavalidvalueforhive.metastore.urisifyouareconnectingto
aremotemetastore.
......
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15／04／3010：20：23INFOFileInputFormat：Totalinputpathstoprocess：1
15／04／3010：20：25INFOFileInputFormat：Totalinputpathstoprocess：1
15／04／3010：20：25INFOFileInputFormat：Totalinputpathstoprocess：1
theyearitemid    maxofamount
2004  JY42442081010153374
2005  2412411888010256569
2006  JY425468460101113684
2007  JY42546846010170226
2008  E262820404010197981
2009  YL32743908010230029
2010  SQ4294250901014494

由上面的运行状况可知，tblStock、tblStockDetail和 tbldate三个表联接后，最终显示的
2004～2010年所有订单中每年最畅销的货品。例如2004年订单JY424420810101为最畅销货
品，销售额是53374元。

至此，使用hiveql语句对订单交易数据的操作进行完毕，这个案例是SparkSQL在生产
环境中一个很有代表性的案例，望大家仔细揣摩，好好研究实践一下。

6.2.4  SparkSQL处理交通数据实战

随着信息技术的快速发展，特别是信息获取技术、互联网、物联网、社交网络等技术的

突飞猛进，引发了数据规模的爆炸式增长，智慧城市和智慧交通的概念也越来越受到人们的

重视。通过分析GPS定位信息、3G通信信息、GIS地理信息等数据，我们可以准确预测群
体出行行为，合理规划交通路线，为改善城市交通提供有利的保证。同时，我们也可以利用

交通数据进行商业性的分析，比如商圈分析、轨迹分析等。

下面的这个实例，是基于用户乘坐出租车的交易信息和出租车的 GPS轨迹信息来分析
乘客的下车地点。出租车的 GPS信息包括以下内容：出租车车牌号 （carId），经度 （longi-
tude），纬度 （latitude），时间 （time），时间戳 （timestamp）。用户交易信息的内容是出租车
车牌号 （carId），下车时间 （downtime），下车时间戳 （downtimestamp），交易里程 （mile-
age），交易金额 （money）。记录车辆 GPS的时间跟用户交易数据的时间是不一样的，如何
用SparkSQL计算出用户下车时间最近的GPS时间是本案例的重点。

以下为本例的源代码及分析。

（1）首先获取用户下车时间的后150s内上传的GPS轨迹信息，找出与下车时间间隔最
小的时间和正确的GPS轨迹信息。核心代码如下所示。

    valjoin＿sql1＝＂selectg.carId，g.longitude，g.latitude，g.time，g.timestamp，t.downtime，＂＋＂
t.downtimestamp，＂＋＂t.mileage，t.moneyfromgpsginnerjointranstong.carId＝t.carIdand
g.timestamp＞t.downtimestampandg.timestamp＜t.downtimestamp＋150＂

valjoin＿1min＿hou＝sqlContext.sql（join＿sql1）.registerTempTable（＂join＿1min＿hou＂）

valsql＿mintime＝＂selecta.carId，a.downtime，min（a.timestamp）astimestamp
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 fromjoin＿1min＿houagroupbya.carId，a.downtime＂

valmintime＿T＝sqlContext.sql（sql＿mintime）.registerTempTable（＂mintime＿T＂）

valjoin＿sql1＿min＝＂selecta.carId，a.longitude，a.latitude，a.time，a.timestamp，a.downtime
 ，a.downtimestamp，a.mileage，a.moneyfromjoin＿1min＿houa
 innerjoinmintime＿Tbona.carId＝b.carIdanda.timestamp＝b.timestamp＂

valhou＿min＝sqlContext.sql（join＿sql1＿min）.registerTempTable（＂hou＿min＂）

其中，“join＿sql1”用于找出具有相同 carId的、距下车时间150s后的所有记录，并且
把处理结果保存到表＂join＿1min＿hou＂中；＂sql＿mintime＂是从这些记录里面找出距离下车时间
最小间隔的时间，并且把结果保存在＂mintime＿T＂中，根据最近时间和车牌号找出最接近下
车时间的GPS信息。

（2）然后用同样的方法获取用户下车前150s内上传的GPS轨迹信息中最靠近下车时间
的GPS表中的对应时间和信息。核心代码如下所示。

    valjoin＿sql2＝＂selectg.carId，g.longitude，g.latitude，g.time，g.timestamp，t.downtime，
 t.downtimestamp，t.mileage，t.moneyfromgpsginnerjointranstong.carId＝t.carIdand
 g.timestamp＜t.downtimestampandg.timestamp＞t.downtimestamp－150＂

valjoin＿1min＿qian＝sqlContext.sql（join＿sql2）.registerTempTable（＂join＿1min＿qian＂）

valsql＿maxtime＝＂selecta.carId，a.downtime，max（a.timestamp）astimestampfromjoin＿1min＿qian
 agroupbya.carId，a.downtime＂

valmaxtime＿T＝sqlContext.sql（sql＿maxtime）.registerTempTable（＂maxtime＿T＂）

valjoin＿sql2＿max＝＂selecta.carId，a.longitude，a.latitude，a.time，a.timestamp，
 a.downtime，a.downtimestamp，a.mileage，a.moneyfromjoin＿1min＿qianainnerjoinmaxtime＿Tb
 ona.carId＝b.carIdanda.timestamp＝b.timestamp＂

valhou＿max＝sqlContext.sql（join＿sql2＿max）.registerTempTable（＂qian＿max＂）

（3）接下来我们将距离下车时间前最近的时间表 （qian＿max）和距离下车时间后最近
时间表 （hou＿min）进行union操作，并把结果保存在表＂qianhou＂中，然后通过求最小时间
差 （timediff）找出真正最近的时间以及对应的 GPS信息，这就是我们要找的最接近的下车
时间的GPS。代码如下所示。

    sqlContext.sql（＂select* fromhou＿minunionselect* fromqian＿max＂）
 .registerTempTable（＂qianhou＂）

sqlContext.sql（＂select*，abs（a.downtimestamp－a.timestamp）astimedifffromqianhoua＂）
 .registerTempTable（＂qianhoutimediff＂）
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sqlContext.sql（＂selecta.carId，a.downtime，min（a.timediff）astimedifffromqianhoutimediffa
 groupbya.carId，a.downtime＂）.registerTempTable（＂mintimediff＂）

valresult＝sqlContext.sql（＂selectdistinct
 a.carId，a.longitude，a.latitude，a.time，a.downtime，a.mileage，a.money，a.timedifffrom
 qianhoutimediffajoinmintimediffbona.carId＝b.carIdanda.downtime＝b.downtime＂）

result.rdd.saveAsTextFile（resulturl）

（4）最后我们把结果保存在文件中。
下面是该案例的完整代码。

    importjava.text.SimpleDateFormat
importorg.apache.spark.SparkContext
importareaanalysis.compute.｛PretreatData｝
importorg.apache.spark.rdd.RDD
caseclassGPS（carId：String，longitude：String，latitude：String，time：String，timestamp：Long）
caseclassTrans（carId：String，downtime：String，downtimestamp：Long，mileage：Double，money：Double）
objectAreaTraffic｛
 defmain（args：Array［String］）｛
  valsc＝newSparkContext（）
  valsqlContext＝neworg.apache.spark.sql.SQLContext（sc）
  ／／这个包用于将RDD隐式转换为DataFrame
  importsqlContext.implicits.＿
  ／／数据输入
  valgps＝sc.textFile（＂／data／traffic／taxi／original＿data／gps／GPS＿2014＿05＿25＂）.distinct（）
  ／／出租车gps数据
  valtrans＝sc.textFile（＂／data／traffic／taxi／original＿data／trans／TRANS＿2014＿05＿25＂）.distinct（）
  ／／用户交易数据
  valtime＝＂2014－05－25＂    ／／要计算的时间
  valresulturl＝＂／result／4＂ ／／存储路径

  ／／数据预处理
  ／／PretreatData是对原始数据的预处理，得到一条GPS数据，返回格式为gps＿set：RDD［String］
  valgps＿set＝newPretreatData（gps，trans，time）.gps＿run
  valtrans＿set＝newPretreatData（gps，trans，time）.trans＿run

  ／／时间转化为时间戳
  defStringToLong（time：String）：Long＝｛
   valformatter＝newSimpleDateFormat（＂yyyy－MM－ddHH：mm：ss＂）
   （formatter.parse（time）.getTime－formatter.parse（＂2014－01－0100：00：00＂）.getTime）／1000
  ｝
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  ／／将gps数据和trans数据注册成表
  valgps＿T＝gps＿set.map（＿.split（＂，＂））.map（g＝＞GPS（g（0），g（1），g（2），g（3），StringToLong
   （g（3））））.toDF（）gps＿T.registerTempTable（＂gps＂）
  valtrans＿T＝trans＿set.map（＿.split（＂，＂））.map（t＝＞Trans（t（0），t（2），StringToLong（t（2）），t（4）.
   toDouble／1000，t（6）.toDouble／100））.toDF（）
  trans＿T.registerTempTable（＂trans＂） 

  ／／取下车时间后150s内上传的gps，找出最靠近下车时间的对应时间和gps
  valjoin＿sql1＝＂selectg.carId，g.longitude，g.latitude，g.time，g.timestamp，t.downtime，＂＋
   ＂t.downtimestamp，＂＋＂t.mileage，t.moneyfromgpsg
   innerjointranston
   g.carId＝t.carIdandg.timestamp＞t.downtimestampandg.timestamp＜t.downtimestamp＋150＂
  valjoin＿1min＿hou＝sqlContext.sql（join＿sql1）.registerTempTable（＂join＿1min＿hou＂）
  valsql＿mintime＝＂selecta.carId，a.downtime，min（a.timestamp）astimestamp
   fromjoin＿1min＿houagroupbya.carId，a.downtime＂
  valmintime＿T＝sqlContext.sql（sql＿mintime）.registerTempTable（＂mintime＿T＂）
  valjoin＿sql1＿min＝＂selecta.carId，a.longitude，a.latitude，a.time，a.timestamp，
   a.downtime，a.downtimestamp，a.mileage，a.money
  fromjoin＿1min＿houainnerjoinmintime＿Tbona.carId＝b.carIdanda.timestamp＝b.timestamp＂
  valhou＿min＝sqlContext.sql（join＿sql1＿min）.registerTempTable（＂hou＿min＂）

  ／／取下车时间前150s内上传的gps，找出最靠近下车时间的对应时间和gps
  valjoin＿sql2＝＂selectg.carId，g.longitude，g.latitude，g.time，g.timestamp，t.downtime，＂＋
   ＂t.downtimestamp，＂＋＂t.mileage，t.moneyfromgpsginnerjointranstong.carId＝t.carIdand
   g.timestamp＜t.downtimestampandg.timestamp＞t.downtimestamp－150＂
  valjoin＿1min＿qian＝sqlContext.sql（join＿sql2）.registerTempTable（＂join＿1min＿qian＂）
  valsql＿maxtime＝＂selecta.carId，a.downtime，max（a.timestamp）astimestampfromjoin＿1min＿
   qianagroupbya.carId，a.downtime＂
  valmaxtime＿T＝sqlContext.sql（sql＿maxtime）.registerTempTable（＂maxtime＿T＂）
  valjoin＿sql2＿max＝＂selecta.carId，a.longitude，a.latitude，a.time，a.timestamp，a.downtime，
   a.downtimestamp，a.mileage，a.moneyfromjoin＿1min＿qianainnerjoinmaxtime＿Tb
   ona.carId＝b.carIdanda.timestamp＝b.timestamp＂
  valhou＿max＝sqlContext.sql（join＿sql2＿max）.registerTempTable（＂qian＿max＂）

  ／／下车时间前最近的时间和下车时间后最近的时间，找出真正最近的时间以及对应的 gps就
是我们要找的最接近的下车时间的gps
  sqlContext.sql（＂select* fromhou＿minunionselect* fromqian＿max＂）.registerTempTable
（＂qianhou＂）
  sqlContext.sql（＂select*，abs（a.downtimestamp－a.timestamp）astimedifffromqianhoua＂）
   .registerTempTable（＂qianhoutimediff＂）
  sqlContext.sql（＂selecta.carId，a.downtime，min（a.timediff）astimedifffromqianhoutimediffa
   groupbya.carId，a.downtime＂）.registerTempTable（＂mintimediff＂）
  valresult＝sqlContext.sql（＂selectdistincta.carId，a.longitude，a.latitude，a.time，a.downtime，
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a.mileage，a.money，a.timediff
   fromqianhoutimediffajoinmintimediffbona.carId＝b.carIdanda.downtime＝b.downtime＂）
  result.rdd.saveAsTextFile（resulturl）
 ｝
｝

思考题

1.SparkSQL最核心的部分就是Catalyst优化器，它负责查询语句的整个处理过程，包
括解析、绑定、优化、物理计划等。请概述Catalyst优化器的整个处理过程。
2.在Hive数据操作的演示部分，我们分析了订单交易数据操作，这个案例看起来有点

复杂，但很有代表性，请自己搭建HiveonSpark环境，亲自动手实践这个案例。
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7.1 SparkStreaming运行原理

7.1.1  SparkStreaming简介

随着大数据技术的快速发展，人们对大数据的处理要求也越来越高，传统的 MapRe-
duce等批处理框架在某些特定领域 （如实时用户推荐，用户行为分析）已经无法满足人

们对实时性的需求。因此诞生了一批如 S4、Storm这样的流式的、实时的计算框架。作为
伯克利实验室云计算软件技术堆栈一部分的 SparkStreaming，正是类似于 Storm的流式数
据处理技术框架。

1.SparkStreaming的原理
SparkStreaming是建立在Spark上的应用框架，利用Spark的底层框架作为其执行引擎，

并在其上构建了DStream的行为抽象。它的工作原理是将流式计算分解成一系列短小的批处
理作业，也就是把SparkStreaming的输入数据按照batchsize（如1s）分成一段一段的数据
（DiscretizedStream），每一段数据都转换成 Spark中的 RDD（ResilientDistributedDataset），
然后将SparkStreaming中对DStream的Transformation操作变为针对Spark中对RDD的Trans-
formation操作，将RDD经过操作变成中间结果保存在内存中。整个流式计算根据业务的需
求可以对中间的结果进行叠加，或者存储到外部设备 （如图7－1所示）。

图7－1 SparkStreaming处理示意图

SparkStreaming属于Spark的核心子框架，它具有对实时流数据处理的高吞吐量和容错
能力强的特性。它可以接受来自 Kafka、Flume、HDFS／S3、Kinesis和 Twitter等数据源的数
据，并使用简单丰富的API函数 （比如 map，reduce，join，window等操作）来实现更加复
杂的功能，而计算结果也能保存在很多地方，如HDFS，DataBases等 （如图7－2所示）。另
外SparkStreaming也能和 Spark内置的 MLlib（机器学习）以及 Graphx（图计算）完美融
合，对实时数据进行更加复杂的处理。

图7－2 SparkStreaming运行架构图
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2.Storm与SparkStreaming的比较
Storm和SparkStreaming都是分布式流处理的开源框架，但是他们之间还是有一些区别

的，这里将它们进行比较并指出它们的重要的区别。

（1）处理模型和延迟。虽然这两个框架都提供可扩展性和容错性，但是它们的处理模
型从根本上说是不一样的。Storm处理的是每次传入的一个事件，而 SparkStreaming是处理
某个时间段窗口内的事件流。因此，Storm处理一个事件可以达到亚秒级的延迟，而 Spark
Streaming则有几秒钟的延迟。

（2）容错和数据保证。在容错数据保证方面的权衡方面，SparkStreaming提供了更好的
支持容错状态计算。在Storm中，当每条单独的记录通过系统时必须被跟踪，所以 Storm能
够至少保证每条记录将被处理一次，但是在从错误中恢复过来时候允许出现重复记录。这意

味着可变状态可能不正确地被更新两次。而SparkStreaming只需要在批处理级别对记录进行
跟踪处理，因此可以有效地保证每条记录将完全被处理一次，即便一个结点发生故障。虽然

Storm的 Tridentlibrary库也提供了完全一次处理的功能。但是它依赖于事务更新状态，而这
个过程是很慢的，并且通常必须由用户实现。

简而言之，如果你需要亚秒级的延迟，Storm是一个不错的选择，而且没有数据丢失。
如果你需要有状态的计算，而且要完全保证每个事件只被处理一次，SparkStreaming则更
好。SparkStreaming编程逻辑也更容易，因为它类似于批处理程序，特别是在你使用批次
（尽管是很小的）时。

（3）实现和编程API。Storm主要是由 Clojure语言实现，SparkStreaming是由 Scala实
现。如果你想看看这两个框架是如何实现的，或者你想自定义一些东西你就得记住这一点：

Storm是由BackType和 Twitter开发，而SparkStreaming是在UCBerkeley开发的。
Storm提供了JavaAPI，同时也支持其他语言，而SparkStreaming是以Scala编程，同时

也支持Java和Python。
SparkStreaming一个好的特性是其运行在 Spark上，这样你能够你编写批处理的同样代

码，这就不需要编写单独的代码来处理实时流数据和历史数据。

（4）产品支持。Storm已经出现好多年了，而且自从2011年开始就在 Twitter内部生产
环境中使用，还有其他一些公司也在使用。而 SparkStreaming是一个新的项目，并且在
2013年仅仅被Sharethrough使用。Storm是 HortonworksHadoop数据平台中流处理的解决方
案，而SparkStreaming出现在 MapR的分布式平台和 Cloudera的企业数据平台中。除此之
外，Databricks是为Spark提供技术支持的公司，包括了SparkStreaming。

（5）集群管理集成。尽管两个系统都运行在它们自己的集群上，Storm也能运行在 Me-
sos，而SparkStreaming能运行在YARN和 Mesos上。

7.1.2  编程模型 DStream

DStream（DiscretizedStream）作为 SparkStreaming的基础抽象，它代表持续性的数据
流。这些数据流既可以通过外部输入源来获取，也可以通过现有的 Dstream的 transformation
操作来获得。在内部实现上，DStream由一组时间序列上连续的 RDD来表示。每个 RDD都
包含了自己特定时间间隔内的数据流，如图7－3所示。
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图7－3 DStream中在时间轴下生成离散的RDD序列

对DStream中数据的各种操作也是映射到内部的 RDD上来进行的，如图7－4所示，
对 Dtream的操作可以通过 RDD的 transformation生成新的 DStream。这里的执行引擎是
Spark。

图7－4 DStream的操作流程

1.怎样使用SparkStreaming
作为构建于Spark之上的应用框架，SparkStreaming承袭了 Spark的编程风格，对于已

经了解Spark的用户来说能够快速地上手。接下来以 SparkStreaming官方提供的 WordCount
代码为例来介绍SparkStreaming的使用方式。

    importorg.apache.spark.＿
importorg.apache.spark.streaming.＿
importorg.apache.spark.streaming.StreamingContext.＿

／／CreatealocalStreamingContextwithtwoworkingthreadandbatchintervalof1second.
／／Themasterrequires2corestopreventfromastarvationscenario.
valconf＝newSparkConf（）.setMaster（＂local［2］＂）.setAppName（＂NetworkWordCount＂）
valssc＝newStreamingContext（conf，Seconds（1））

／／CreateaDStreamthatwillconnecttohostname：port，likelocalhost：9999
vallines＝ssc.socketTextStream（＂localhost＂，9999）

／／Spliteachlineintowords
valwords＝lines.flatMap（＿.split（＂＂））
importorg.apache.spark.streaming.StreamingContext.＿
／／Counteachwordineachbatch
valpairs＝words.map（word＝＞（word，1））
valwordCounts＝pairs.reduceByKey（＿＋＿）

／／PrintthefirsttenelementsofeachRDDgeneratedinthisDStreamtotheconsole
wordCounts.print（）
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ssc.start（）         ／／Startthecomputation
ssc.awaitTermination（） ／／Waitforthecomputationtoterminate

（1）创建StreamingContext对象。同Spark初始化需要创建SparkContext对象一样，使用
SparkStreaming就需要创建 StreamingContext对象。创建 StreamingContext对象所需的参数与
SparkContext基本一致，包括指明Master，设定名称 （如NetworkWordCount）。需要注意的是
参数Seconds（1），SparkStreaming需要指定处理数据的时间间隔，如上例所示的1s，那么
SparkStreaming会以1s为时间窗口进行数据处理。此参数需要根据用户的需求和集群的处理
能力进行适当的设置。

（2）创建InputDStream。如同Storm的Spout，SparkStreaming需要指明数据源。如代码
中所示的socketTextStream，SparkStreaming以 socket连接作为数据源读取数据。当然 Spark
Streaming支持多种不同的数据源，包括 Kafka、Flume、HDFS／S3、Kinesis和 Twitter等数
据源。

（3）操作 DStream。对于从数据源得到的 DStream，用户可以在其基础上进行各种操
作，如上例所示的操作就是一个典型的 wordcount执行流程：对于当前时间窗口内从数据
源得到的数据首先进行分割，然后利用 map和 reduceByKey方法进行计算，当然最后还有
使用 print（）方法输出结果。

（4）启动SparkStreaming。之前所作的所有步骤只是创建了执行流程，程序没有真正连
接上数据源，也没有对数据进行任何操作，只是设定好了所有的执行计划，当ssc.start（）启
动后程序才真正进行所有预期的操作。

至此对于SparkStreaming的如何使用有了一个大概的印象，在后面的章节我们会通过源
代码深入探究SparkStreaming的执行流程。
2.DStream的输入源
在SparkStreaming中所有的操作都是基于流的，而输入源是这一系列操作的起点。输入

DStreams和 DStreams接收的流都代表输入数据流的来源。在 SparkStreaming提供两种内置
数据流来源：

● 基础来源：在 StreamingContextAPI中直接可用的来源。例如：文件系统、Socket（套
接字）连接和 Akkaactors。

● 高级来源：如 Kafka、Flume、Kinesis、Twitter等，可以通过额外的实用工具类创建。
（1）基础来源。在前面分析怎样使用 SparkStreaming的例子中我们已看到 ssc.socket-

TextStream（）方法，可以通过 TCP套接字连接，从从文本数据中创建了一个 DStream。除了
套接字，StreamingContext的API还提供了方法从文件和 Akkaactors中创建 DStreams作为输
入源。

SparkStreaming提供了 streamingContext.fileStream（dataDirectory）方法可以从任何文件
系统 （如：HDFS、S3、NFS等）的文件中读取数据，然后创建一个DStream。SparkStream-
ing监控 dataDirectory目录和在该目录下任何文件被创建处理 （不支持在嵌套目录下写文

件）。需要注意的是：读取的必须是具有相同的数据格式的文件；创建的文件必须在 dataDi-
rectory目录下，并通过自动移动或重命名成数据目录；文件一旦移动就不能被改变，如果文
件被不断追加，新的数据将不会被阅读。对于简单的文本文，可以使用一个简单的 stream-
ingContext.textFileStream（dataDirectory）方法来读取数据。
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SparkStreaming也可以基于自定义 Actors的流创建DStream，通过 Akkaactors接受数据
流，使用方法streamingContext.actorStream（actorProps，actor－name）。

SparkStreaming使用 streamingContext.queueStream（queueOfRDDs）方法可以创建基于
RDD队列的DStream，每个RDD队列将被视为 DStream中一块数据流进行加工处理。

（2）高级来源。这一类的来源需要外部 non－Spark库的接口，其中一些有复杂的依赖
关系 （如 Kafka、Flume）。因此通过这些来源创建 DStreams需要明确其依赖。例如，如果想
创建一个使用 Twittertweets的数据的DStream流，必须按以下步骤来做：
1）在 SBT或 Maven工程里添加 spark－streaming－twitter＿2.10依赖。
2）开发：导入 TwitterUtils包，通过 TwitterUtils.createStream方法创建一个DStream。
3）部署：添加所有依赖的 jar包 （包括依赖的 spark－streaming－twitter＿2.10及其依

赖），然后部署应用程序。

需要注意的是，这些高级的来源一般在SparkShell中不可用，因此基于这些高级来源的
应用不能在SparkShell中进行测试。如果你必须在Sparkshell中使用它们，你需要下载相应
的Maven工程的Jar依赖并添加到类路径中。

其中一些高级来源如下：

● Twitter：SparkStreaming的TwitterUtils工具类使用Twitter4J，Twitter4J库支持通过任
何方法提供身份验证信息，你可以得到公众的流，或得到基于关键词过滤流。

● Flume：SparkStreaming可以从Flume中接受数据。
● Kafka：SparkStreaming可以从Kafka中接受数据。
● Kinesis：SparkStreaming可以从Kinesis中接受数据。
需要重申的一点是，在开始编写自己的 SparkStreaming程序之前，一定要将高级来源依

赖的Jar添加到 SBT或 Maven项目相应的 artifact中。常见的输入源和其对应的 Jar包如
图7－5所示。

图7－5 输入源和其对应的Jar包

另外，输入DStream也可以创建自定义的数据源，需要做的就是实现一个用户定义的接
收器。

2.DStream的操作
与RDD类似，DStream也提供了自己的一系列操作方法，这些操作可以分成三类：一种

是普通的转换操作，一种是基于窗口的转换操作，最后是输出操作。

（1）普通的转换操作。首先我们来看普通的转换操作都有哪些，如表7－1所示。

872



表7－1 DStream的普通转换操作

Transformation Meaning

map（func）  源DStream的每个元素通过函数func返回一个新的DStream

flatMap（func）  类似与map操作，不同的是每个输入元素可以被映射出0或者更多的输出元素

filter（func）  在源 DSTREAM 上选择 Func函数返回仅为 true的元素，最终返回一个新
的DSTREAM

repartition（numPartitions）  通过输入的参数numPartitions的值来改变DStream的分区大小

union（otherStream）  返回一个包含源DStream与其他 DStream的元素合并后的新DSTREAM

count（）  对源DStream内部的所含有的RDD的元素数量进行计数，返回一个内部的 RDD只
包含一个元素的DStreaam

reduce（func）  使用函数func（有两个参数并返回一个结果）将源 DStream中每个 RDD的元素进
行聚 合操作，返回一个内部所包含的RDD只有一个元素的新DStream

countByValue（）  计算DStream中每个RDD内的元素出现的频次并返回新的DStream［（K，Long）］，其
中K是RDD中元素的类型，Long是元素出现的频次

reduceByKey（func，［numTasks］）

 当一个类型为（K，V）键值对的DStream被调用的时候，返回类型为类型为（K，V）键
值对的新 DStream，其中每个键的值V都是使用聚合函数func汇总。注意：默认情况
下，使用 Spark的默认并行度提交任务 （本地模式下并行度为2，集群模式下位8），
可以通过配置numTasks设置不同的并行任务数

join（otherStream，［numTasks］）  当被调用类型分别为（K，V）和（K，W）键值对的2个 DStream时，返回类型为（K，
（V，W））键值对的一个新 DSTREAM

cogroup（otherStream，［numTasks］） 当被调用的两个 DStream分别含有（K，V）和（K，W）键值对时，返回一个（K，Seq
［V］，Seq［W］）类型的新的DStream

transform（func）  通过对源DStream的每RDD应用RDD－to－RDD函数返回一个新的 DStream，这可
以用来在DStream做任意RDD操作

updateStateByKey（func）  返回一个新状态的DStream，其中每个键的状态是根据键的前一个状态和键的新值
应用给定函数func后的更新。这个方法可以被用来维持每个键的任何状态数据

在上面列出的这些操作中，transform（）方法和 updateStateByKey（）方法值得我们深入的
探讨一下：

1）transform（func）方法。该transform方法 （转换操作）连同其类似的 transformWith操
作允许DStream上应用任意RDD－to－RDD函数。transform可以被应用于在 DStreamAPI中
未暴露任何的RDD操作。例如，在每批次的数据流与另一数据集的连接功能不直接暴露在
DStreamAPI中，但可以轻松地使用transform操作来做到这一点，这使得 DStream的功能非
常强大。例如，你可以通过连接预先计算的垃圾邮件信息的输入数据流 （可能也有Spark生
成的），然后基于此做实时数据清理的筛选，如下面官方提供的伪代码所示。事实上，也可

以在transform方法中使用机器学习和图形计算的算法。

2）updateStateByKey方法。该 updateStateByKey方法可以让你保持任意状态，同时不断
有新的信息进行更新。要使用此功能，必须进行两个步骤：
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● 定义状态———状态可以是任意的数据类型。

● 定义状态更新函数———用一个函数指定如何使用先前的状态和从输入流中获取的新值

更新状态。

让我们用一个例子来说明，假设你要进行文本数据流中单词计数。在这里，正在运行的

计数是状态而且它是一个整数。我们定义了更新功能如下：

此函数应用于含有键值对的 DStream中 （如前面的示例中，在 DStream中含有 （word，
1）键值对）。它会针对里面的每个元素 （如 wordCount中的 word）调用一下更新函数，ne-
wValues是最新的值，runningCount是之前的值。

（2）窗口操作。SparkStreaming还提供了窗口的计算，它允许你通过滑动窗口对数据进
行转换。下面我们先通过表7－2看看都有哪些窗口操作。

表7－2 窗口操作及其含义

Transformation Meaning

 window（windowLength，slideInter-
val）  返回一个基于源DStream的窗口批次计算后得到新的DStream

 countByWindow（windowLength，sli-
deInterval）  返回基于滑动窗口的DStream中的元素的数量

 reduceByWindow（func，window-
Length，slideInterval）  基于滑动窗口对源DStream中的元素进行聚合操作，得到一个新的DStream

 reduceByKeyAndWindow（func，win-
dowLength，slideInterval，［numTasks］）

 基于滑动窗口对（K，V）键值对类型的DStream中的值按K使用聚合函数func进行
聚合操作，得到一个新的DStream

 reduceByKeyAndWindow（func，inv-
Func， windowLength， slideInterval，
［numTasks］）

 一个更高效的reduceByKkeyAndWindow（）的实现版本，先对滑动窗口中新的时间
间隔内数据增量聚合并移去最早的与新增数据量的时间间隔内的数据统计量。例

如，计算t＋4s这个时刻过去5s窗口的WordCount，那么我们可以将t＋3时刻过去
5s的统计量加上［t＋3，t＋4］的统计量，在减去［t－2，t－1］的统计量，这种方法可
以复用中间3s的统计量，提高统计的效率

 countByValueAndWindow（window-
Length，slideInterval，［numTasks］）

 基于滑动窗口计算源DStream中每个RDD内每个元素出现的频次并返回 DStream
［（K，Long）］，其中K是RDD中元素的类型，Long是元素频次。与countByValue一
样，reduce任务的数量可以通过一个可选参数进行配置

下面我们结合图7－6来讲解一下窗口操作的一些概念。
在SparkStreaming中，数据处理是按批进行的，而数据采集是逐条进行的，因此在

SparkStreaming中会先设置好批处理间隔 （batchduration），当超过批处理间隔的时候就会
把采集到的数据汇总起来成为一批数据交给系统去处理。

对于窗口操作而言，在其窗口内部会有 N个批处理数据，批处理数据的大小由窗口间
隔 （windowduration）决定，而窗口间隔指的就是窗口的持续时间，在窗口操作中，只有窗
口的长度满足了才会触发批数据的处理。除了窗口的长度，窗口操作还有另一个重要的参数
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图7－6 批处理间隔示意图

就是滑动间隔 （slideduration），它指的是经过多长时间窗口滑动一次形成新的窗口，滑动
窗口默认情况下和批次间隔的相同，而窗口间隔一般设置的要比它们两个大。在这里必须注

意的一点是滑动间隔和窗口间隔的大小一定得设置为批处理间隔的整数倍。

如图7－6所示，批处理间隔是1个时间单位，窗口间隔是3个时间单位，滑动间隔是2
个时间单位。对于初始的窗口time1～time3，只有窗口间隔满足了才触发数据的处理。这里
需要注意的一点是，初始的窗口有可能流入的数据没有撑满，但是随着时间的推进，窗口最

终会被撑满。当每隔两个时间单位，窗口滑动一次后，会有新的数据流入窗口，这时窗口会

移去最早的两个时间单位的数据，而与最新的两个时间单位的数据进行汇总形成新的窗口

（time3～time5）。
对于窗口操作，批处理间隔、窗口间隔和滑动间隔是非常重要的三个时间概念，是理解

窗口操作的关键所在。

（3）输出操作。SparkStreaming允许DStream的数据被输出到外部系统，如数据库或文
件系统。由于输出操作实际上使transformation操作后的数据可以通过外部系统被使用，同
时输出操作触发所有 DStream的transformation操作的实际执行 （类似于RDD操作）。以下
表7－3列出了目前主要的输出操作：

表7－3 输出操作及其含义

输 出 操 作 含  义

print（）  在Driver中打印出DStream中数据的前10个元素

saveAsTextFiles（prefix，［suffix］）  将DStream中的内容以文本的形式保存为文本文件，其中每次批处理间隔内产生
的文件以prefix－TIME＿IN＿MS［.suffix］的方式命名

saveAsObjectFiles（prefix，［suffix］）  将DStream中的内容按对象序列化并且以 SequenceFile的格式保存。其中每次批
处理间隔内产生的文件以prefix－TIME＿IN＿MS［.suffix］的方式命名

saveAsHadoopFiles（prefix，［suffix］）  将DStream中的内容以文本的形式保存为Hadoop文件，其中每次批处理间隔内产
生的文件以prefix－TIME＿IN＿MS［.suffix］的方式命名

foreachRDD（func）
 最基本的输出操作，将 func函数应用于 DStream中的 RDD上，这个操作会输出
数据到外部系统，比如保存RDD到文件或者网络数据库等。需要注意的是 func函
数是在运行该streaming应用的Driver进程里执行的

dstream.foreachRDD是一个非常强大的输出操作，它允将许数据输出到外部系统。但
是，如何正确高效地使用这个操作是很重要的，下面展示了如何去避免一些常见的错误。

通常将数据写入到外部系统需要创建一个连接对象 （如 TCP连接到远程服务器），并用
它来发送数据到远程系统。出于这个目的，开发者可能在不经意间在 Sparkdriver端创建了
连接对象，并尝试使用它保存RDD中的记录到Sparkworker上，如下面代码：
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这是不正确的，这需要连接对象进行序列化并从 Driver端发送到 Worker上。连接对象
很少在不同机器间进行这种操作，此错误可能表现为序列化错误 （连接对不可序列化），初

始化错误 （连接对象在需要在 Worker上进行需要初始化）等等，正确的解决办法是在
Worker上创建的连接对象。

但是，这可能会导致另一个常见的错误，为每条记录创建一个新的连接对象，如下面代

码所示。

通常情况下，创建一个连接对象有时间和资源开销。因此，创建和销毁的每条记录的连

接对象可能招致不必要的资源开销，并显著降低系统整体的吞吐量。一个更好的解决方案是

使用rdd.foreachPartition方法创建一个单独的连接对象，然后使用该连接对象输出的所有
RDD分区中的数据到外部系统，如下面代码所示。

这缓解了创建多条记录连接的开销。最后，还可以进一步通过在多个 RDDs／batches上
重用连接对象进行优化。一个保持连接对象的静态池可以重用在多个批处理的 RDD上将其
输出到外部系统，从而进一步降低了开销。

需要注意的是，在静态池中的连接应该按需延迟创建，这样可以更有效地把数据发送到

外部系统。另外需要要注意的是：DStreams是延迟执行的，就像 RDD的操作是由 actions触
发一样。默认情况下，输出操作会按照它们在Streaming应用程序中定义的顺序一个个执行。
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7.1.3  容错和持久化

1.容错
DStream基于RDD组成，RDD的容错性依旧有效，我们首先回忆一下SparkRDD的基本

特性。

（1）RDD是一个不可变的、确定性的可重复计算的分布式数据集。RDD的某些 parti-
tion丢失了，可以通过血统 （Lineage）信息重新计算恢复。

（2）如果RDD任何分区因Worker结点故障而丢失，那么这个分区可以从原来依赖的容
错数据集中恢复。

（3）由于Spark中所有的数据的转换操作都是基于 RDD的，即使集群出现故障，只要
输入数据集存在，所有的中间结果都是可以被计算的。

SparkStreaming是可以从HDFS和S3这样的文件系统读取数据的，这种情况下所有的数
据都可以被重新计算，不用担心数据的丢失。但是在大多数情况下，SparkStreaming是基于
网络来接受数据的，此时为了实现相同的容错处理，在接受网络的数据时会在集群的多个

Worker结点间进行数据的复制 （默认的复制数是2），这导致产生在出现故障时被处理的两
种类型的数据：

● Datareceivedandreplicated：一旦一个Worker结点失效，系统会从另一份还存在的数
据中重新计算。

● Datareceivedbutbufferedforreplication：一旦数据丢失，可以通过RDD之间的依赖关
系，从HDFS这样的外部文件系统读取数据。
此外，有两种故障，我们应该关心：

● Worker结点失效：通过上面的讲解我们知道，这时系统会根据出现故障的数据的类
型，选择是从另一个有复制过数据的工作结点上重新计算，还是直接从从外部文件系

统读取数据。

● Driver（驱动结点）失效：如果运行 SparkStreaming应用时驱动结点出现故障，那么
很明显的StreamingContext已经丢失，同时在内存中的数据也全部丢失。对于这种情
况，SparkStreaming应用程序在计算上有一个内在的结构———在每段 micro－batch数
据周期性地执行同样的 Spark计算。这种结构允许把应用的状态 （亦称 checkpoint）
周期性地保存到可靠的存储空间中，并在driver重新启动时恢复该状态。具体做法是
在ssc.checkpoint（＜checkpointdirectory＞）函数中进行设置，SparkStreaming就会定
期把DStream的元信息写入到HDFS中，一旦驱动结点失效，丢失的 StreamingContext
会通过已经保存的检查点信息进行恢复。

最后我们谈一下SparkStream的容错在Spark1.2版本的一些改进：
实时流处理系统必须要能在7×24小时的时间内工作，因此它需要具备从各种系统故障

中恢复过来的能力。最开始，SparkStreaming就支持从Driver和Worker故障恢复的能力。然
而有些数据源的输入可能在故障恢复以后丢失数据。在 Spark1.2版本中，Spark已经在
SparkStreaming中对预写日志 （也被称为journaling）作了初步支持，改进了恢复机制，并使
更多数据源的零数据丢失有了可靠。
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对于文件这样的源数据，Driver恢复机制足以做到零数据丢失，因为所有的数据都保存
在了像HDFS或S3这样的容错文件系统中了。但对于像Kafka和Flume等其他数据源，有些
接收到的数据还只缓存在内存中，尚未被处理，它们就有可能会丢失。这是由于 Spark应用
的分布式操作方式引起的。当Driver进程失败时，所有在 standalone／yarn／mesos集群运行的
Executor，连同它们在内存中的所有数据，也同时被终止。对于 SparkStreaming来说，从诸
如Kafka和Flume的数据源接收到的所有数据，在它们处理完成之前，一直都缓存在Execu-
tor的内存中。纵然driver重新启动，这些缓存的数据也不能被恢复。为了避免这种数据损
失，在Spark1.2发布版本中引进了预写日志 （WriteAheadLogs）功能。

预写日志功能的流程是：

1）一个SparkStreaming应用开始时 （也就是Driver开始时），相关的StreamingContext使
用SparkContext启动接收器成为长驻运行任务。这些接收器接收并保存流数据到 Spark内存
中以供处理。

2）接收器通知Driver。
3）接收块中的元数据 （metadata）被发送到ApplicationDriver的StreamingContext。这个

元数据包括：定位其在 Executor内存中数据的块 referenceid，块数据在日志中的偏移信息
（如果启用了）。

用户传送数据的生命周期如图7－7所示。

图7－7 用户传送数据的生命周期

类似Kafka这样的系统可以通过复制数据保持可靠性。允许预写日志两次高效地复制同
样的数据：一次由 Kafka，而另一次由 SparkStreaming。Spark未来版本将包含 Kafka容错机
制的原生支持，从而避免第二个日志。

2.DStream的持久化
与RDD一样，DStream同样也能通过persist（）方法将数据流存放在内存中，默认的持久

化方式是MEMORY＿ONLY＿SER，也就是在内存中存放数据同时序列化的方式，这样做的好
处是遇到需要多次迭代计算的程序时，速度优势十分的明显。而对于一些基于窗口的操作，

如reduceByWindow、reduceByKeyAndWindow，以及基于状态的操作，如 updateStateBykey，
其默认的持久化策略就是保存在内存中。

对于来自网络的数据源 （Kafka、Flume、sockets等），默认的持久化策略是将数据保存
在两台机器上，这也是为了容错性而设计的。

另外，对于窗口和有状态的操作必须 checkpoint，通过 StreamingContext的 checkpoint来
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指定目录，通过 Dtream的 checkpoint指定间隔时间，间隔必须是滑动间隔 （slideinterval）
的倍数。

7.1.4  性能调优

性能调优需要考虑以下两个方面：应该尽可能利用集群资源来减少每个批处理的时间；

批处理的数据大小应该尽量合理，保证接收到的数据能及时处理掉。

1.减少批处理的时间
减少批处理时间，在Spark官方的调优指南上也对该调优的细节做了一定的分析，这里

着重分析下比较重要的几个方面。

（1）在数据接收上的并行度，包括以下三个方面。
1）InputDStream的并行度。通过网络从各种数据源 （比如Kafka，Flume，Socket等等）

接收数据时，会要求将数据反序列化并存储到Spark。如果数据接收这块变成系统瓶颈的话，
就应该考虑下提高数据接收的并行度了。

注意：每个InputDStream创建一个Receiver（运行在每个Worker结点上），因此只接收
一个数据流，因此可以通过构建多个 InputDStreams，并且进行配置，让它们从来自数据源
的流数据的不同分区接收数据，对应的数据源提供的分区个数也就成了 InputDStream并行
度的最大值了。最后可以将创建的多个DStream合并为单个DStream进行处理。
2）任务的并行度———对应RDD的分区数。与并行度相关的另一个需要考虑的配置参数

是spark.streaming.blockInterval，这是 Receiver的块时间间隔。对大部分的 Receivers，接收
到的数据在存储到Spark内存之前，会先合并到blocks中。而这个块的个数，就对应了批数
据，也就是RDD的分区数，也就是RDD的并行Task数了。

因此，Task的并行度大致等于批数据的时间片／接收块的时间间隔。比如，块间隔时间
为200ms，时间片为2s时，对应的 Task就是2000ms／200ms，也就是并行的 tasks个数为
10。如果这里并行的Task数远小于集群可用的内核数的话，就比较低效了。因此，在给定
的批数据时间片前提下，需要修改块的时间间隔，也就是 spark.streaming.blockInterval配置
属性，来提高tasks的并行度。

一般我们建议将块的时间的最小值设置为50ms，如果再低的话，Task启动的开销就可
能是个问题了。

3）显式地修改并行度。另一个可选的方法是，从多输入流／Receivers接收数据时，显
式地调用重分区的方法 （使用 inputStream.repartition（＜numberofpartitions＞））。这样可以
在进一步处理数据之前，先把在指定数量的结点上接收到的数据分发到集群上。

（2）在数据处理上的并行度
如果计算过程中任何一个Stage的任务并行度不够高的话，可能会导致集群资源没有被

充分地利用起来。

比如，针对 Key－Value类型的 DStream的一些聚合操作，如 reduceByKey和 reduce-
ByKeyAndWindow等 （与RDD类似，对应在隐式转化的PairDStreamFunctions类中），其分区
器使用的是默认的分区器，可以通过配置 spark.default.parallelism属性，来提高分区器的分
区个数，当然，也可以通过指定API中的并行度参数来显示设置。

582



（3）数据序列化。可以通过优化序列化的格式来减少数据序列化的开销。在 Spark
Streaming中，有两类数据会被序列化。
1）输入数据。默认情况下，通过 Receiver接收的输入数据会被存储在 Executor的内存

中，默认的存储级别为 StorageLevel.MEMORY＿AND＿DISK＿SER＿2。这是因为，将数据序列
化成bytes可以减少GC的开销，而数据的备份是为了针对 Executor故障的容错性。序列化
数据明显是有一定的开销的，首先 Receiver必须将接收到的数据反序列化，然后在使用
Spark指定的序列化格式将数据序列化。
2）在SparkStreaming操作中的RDD持久化。流计算过程中产生的 RDD可能会被持久

化到内存中。比如，窗口类的操作为了重复处理数据，会将数据持久化到内存中。这和

Spark内核中RDD默认的持久化是不一样的，RDD默认是使用 StorageLevel.MEMORY＿ONLY
进行持久化。另外，窗口类的操作过程中，是默认进行持久化的，而 RDD的持久化是需要
人为触发的。

这两种情况下的持久化一般都应该使用Kryo序列化，这可以减少CPU和内存的开销。
比较特殊的情况下，可以将数据以反序列化对象进行持久化，只要不会引起高昂的 GC

开销即可。比如，如果你的批间隔只设置成几秒的话 （对应数据量比较小），就可以通过显

示地设定存储级别，去除数据持久化中的序列化。这可以减少由于序列化以引起的 CPU开
销 （其实就是CPU与内存－GC开销间的一种平衡），进而提高性能。

（4）任务启动开支。如果每秒钟启动的 Task数过高 （比如，每秒启动 50个或更多
时），相应地，向Slaves结点发送Task的开销就比较严重了，这会导致很难实现亚秒级的延
迟。可以通过以下修改来减低这种开销。

1）Task的序列化。使用Kryo序列化机制来序列化 Task，来减少 Task的大小，因此也
减少了向slaves发送的时间。
2）执行模式 （Executionmode）。Task在 Standalone模式或 coarse－grainedMesos模式

下的启动时间，比在 fine－grainedMesos模式下的要少很多。具体可以从Spark官方网站上，
在Mesos上运行的指南中获取更详细的信息。

这些修改，可以将批处理时间减少到几百毫秒，进而达到亚秒级的处理。

2.设置正确的批间隔
要是SparkStreaming应用程序能稳定地在集群中运行，系统必须能够尽可能快地处理接

收到的数据。也就是说，一旦批数据生成就应该尽快处理掉。我们可以从 Streaming的 Web
Interface监控界面 （WebUI）上查看相关信息，针对 SparkStreaming应用程序，Spark自带
的Driver的WebInterface界面上会相应增加一个Streaming相关信息的tab页面，其中包含了
两个重要的性能度量指标：

● 处理时间 （ProcessingTime）：即批数据的处理时间。
● 调度延迟 （SchedulingDelay）：即每个批数据在队列中等待前一个批数据处理完成所
等待的时间。

批处理时间应该小于批数据的时间片，这样才不会出现大的调度延迟，可以避免导致越

来越多的批数据等待处理。

3.内存调优
内存调优方面的细节可以参考 Spark运行机制里的内存调优部分。这里主要讨论 Spark
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Streaming应用相关的一些调优参数。
一个SparkStreaming应用对集群内存大小的需求，在很大程度上依赖于所使用的转换操

作类型。比如，如果你使用一个窗口长度至少10分钟的窗口操作，那么集群内存必须足够
装载这10分钟的数据。或者，如果对大量 keys进行 updateStateByKey操作的话，对内存的
要求也会极高。相反的，如果你只是简单地做一种map－filter－store操作的话，对内存的需
求是比较小的。

通常我们使用StorageLevel.MEMORY＿AND＿DISK＿SER＿2存储等级来对接收到的数据进
行持久化，因此，当内存不足以装载数据时，会将数据 spill到磁盘中。当然，这会降低流
计算的性能，因此在执行流计算时，建议提供足够的内存。

内存调优的另一个方面是垃圾回收 （GarbageCollection，GC）。一般流计算对延迟的要
求很高，如果经常由于GC而导致大量停顿，这是不可接受的。

下面上一些可以对内存使用和GC开销进行调优的参数。
（1）DStreams的持久化级别。输入数据和RDD默认情况下是以序列化的字节进行持久

化的，这可以同时减少内存使用和GC开销，可以参考前面的数据序列化部分。我们可以使
用Kryo序列化来进一步减少序列化后的数据大小和内存使用。除了使用更好的序列化器，
还可以加入压缩机制，可以参考配置属性spark.rdd.compress的设置，以CPU的时间开销来
交互内存使用和GC开销。

（2）旧数据的清除。默认情况下，输入的数据和DStream转换过程中产生的、持久化的
RDDs，都会自动被清除。SparkStreaming会根据使用的转换操作来决定何时清除这些数据。比
如窗口长度为10分钟的窗口操作，SparkStreaminig会保留最后10分钟左右的数据，并积极丢
弃旧的数据。可以通过配置参数streamingContext.remember为数据设置更长的保留时间。

（3）CMS垃圾收集器 （CMSGarbageCollector）。这里强烈建议使用并行的mark－and－
sweepGC，以便持续地将GC相关的停顿保持中较低的状态。强烈建议在 driver和 executor
侧都设置 CMSGC，可以分别在 spark－submit中使用 －－driver－java－options设置 driver，
在属性配置中使用spark.executor.extraJavaOptions属性来设置executors。

（4）其他建议：为了进一步减少GC开销，可以尝试以下的方法：
● 持久化RDD时选择off－heap存储级别来使用Tachyon。
● 使用更多的heapsizes更小的executors。这可以在各个JVMheap中减少GC压力。

7.1.5  监控应用

一般来说，使用Spark自带的WebUI就能满足大部分的监控需求。对于SparkStreaming
来说，以下两个度量指标尤为重要 （在BatchProcessingStatistics标签下）：

● ProcessingTime：处理每个batch的时间。
● SchedulingDelay：每个batch在队列中等待前一个batch完成处理所等待的时间。
若ProcessingTime的值一直大于SchedulingDelay，或者SchedulingDelay的值持续增长，代

表系统已经无法处理这样大的数据输入量了，这时就需要考虑各种优化方法来增强系统的负载。

一个SparkStreaming程序可以使用 StreamingListener接口监控，它允许你获得接收器状
态和处理时间。注意，这是一个开发人员 API，在未来它可能会改进。
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7.2 源码解析 SparkStreaming的运行过程

在生产环境下使用SparkStreaming进行数据的流计算过程中，一定会遇到各种各样的技
术问题导致运行出错，这时对SparkStreaming的源代码的掌握可以帮助我们很好的解决大部
分问题，因为源码是一切问题产生的根源和一切问题的答案所在。接下来我们借用Spark官
网提供的单词计数 （WordCount）的示例并结合 Spark1.2版本的源代码来分析一下 Spark
Streaming的运行过程。该单词计数的示例通过 Socket套接字不断地从远端接受数据，然后
以每隔1s的时间间隔对数据进行单词计数的处理，示例代码如下：

    importorg.apache.spark.＿
importorg.apache.spark.streaming.＿
importorg.apache.spark.streaming.StreamingContext.＿

valconf＝newSparkConf（）.setMaster（＂local［2］＂）.setAppName（＂NetworkWordCount＂）
valssc＝newStreamingContext（conf，Seconds（1））

vallines＝ssc.socketTextStream（＂localhost＂，9999）

valwords＝lines.flatMap（＿.split（＂＂））
importorg.apache.spark.streaming.StreamingContext.＿
valpairs＝words.map（word＝＞（word，1））
valwordCounts＝pairs.reduceByKey（＿＋＿）

wordCounts.print（）
ssc.start（）       ／／Startthecomputation
ssc.awaitTermination（） ／／Waitforthecomputationtoterminate

SparkStreaming的运行过程 （作业提交和执行流程）说明如下。

1）StreamingContext启动了JobScheduler，JobScheduler启动ReceiverTracker和JobGenerator。
2）ReceiverTracker是通过把Receiver包装成 RDD的方式，发送到 Executor端运行起来

的，Receiver起来之后向ReceiverTracker发送RegisterReceiver消息。
3）Receiver把接收到的数据，通过ReceiverSupervisor保存。
4）ReceiverSupervisorImpl把数据写入到BlockGenerator的一个ArrayBuffer当中。
5）BlockGenerator内部每个一段时间 （默认是 200ms）就把这个 ArrayBuffer构造成

Block添加到blocksForPushing当中。
6）BlockGenerator的另外一条线程则不断的把加入到blocksForPushing当中的Block写入

到BlockManager当中，并向ReceiverTracker发送AddBlock消息。
7）JobGenerator内部有个定时器，定期生成Job，通过DStream的id，把ReceiverTracker

接收到的Block信息从 BlockManager上抓取下来进行处理，这个间隔时间是我们在实例化
StreamingContext的时候传进去的那个时间，在这个例子里面是Seconds（1）。
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7.2.1  StreamingContext初始化并启动

1.首先初始化StreamingContext
（1）对于一个SparkStreaming应用程序而言，第一步要做的事情就是初始化 Streaming-

Context。对Streaming初始化的可以有多个重载方法，在这里我们使用了SparkConf的对象和
Duration（批处理的时间间隔）作为参数传入 Streamingconetext的 PrimaryConstructor中。需
要注意的是在这里Checkpoint默认被设置为 null，而在 SparkConf的初始化中我们设置了运
行模式是Local［2］，也即以本地模式的两个线程进行运行，应用程序的名字设置为Network-
WordCount。

     ／**
*CreateaStreamingContextbyprovidingtheconfigurationnecessaryforanewSparkContext.
*＠paramconfaorg.apache.spark.SparkConfobjectspecifyingSparkparameters
*＠parambatchDurationthetimeintervalatwhichstreamingdatawillbedividedintobatches
*／

defthis（conf：SparkConf，batchDuration：Duration）＝｛
 this（StreamingContext.createNewSparkContext（conf），null，batchDuration）
｝

（2）与SparkContext类似，StreamingContext在初始化的过程中也会对自己的一些成员变
量就行初始化。在这些成员变量中最重要的有DStreamGraph、JobScheduler、StreamingTab。

其中DStreamGraph跟RDD的有向无环图类似，就是一个包含 DStream之间相互依赖的
有向无环图。JobScheduler的作用是会定期查看 DStreamGraph，然后根据流入的数据生成
SparkJob。StreamingTab的功能就是在SparkStreaming的Job运行的时候对其进行监控。

    private［streaming］varcheckpointDir：String＝｛
 if（isCheckpointPresent）｛
  sc.setCheckpointDir（cp＿.checkpointDir）
  cp＿.checkpointDir
 ｝else｛
  null
 ｝
｝

private［streaming］valscheduler＝newJobScheduler（this）

private［streaming］valuiTab：Option［StreamingTab］＝
 if（conf.getBoolean（＂spark.ui.enabled＂，true））｛
  Some（newStreamingTab（this））
 ｝else｛
  None
 ｝
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2.调用StreamContext的socketTextStream（）方法生成一个具体的InputDStream
（1）通过源码我们可以知道，在 socketTextStream（）方法中有三个参数，其中 hostname

和port分别表示要连接的服务端的主机名和端口号。而 storageLevel的默认值是 StorageLev-
el.MEMORY＿AND＿DISK＿SER＿2。

    ／**         
*CreateainputstreamfromTCPsourcehostname：port.Dataisreceivedusing

*aTCPsocketandthereceivebytesisinterpretedasUTF8encoded′＼n′delimited
*lines.

*＠paramhostname   Hostnametoconnecttoforreceivingdata

*＠paramport     Porttoconnecttoforreceivingdata

*＠paramstorageLevel Storageleveltouseforstoringthereceivedobjects

*           （default：StorageLevel.MEMORY＿AND＿DISK＿SER＿2）

*／
defsocketTextStream（
  hostname：String，
  port：Int，
  storageLevel：StorageLevel＝StorageLevel.MEMORY＿AND＿DISK＿SER＿2
 ）：ReceiverInputDStream［String］＝｛
 socketStream［String］（hostname，port，SocketReceiver.bytesToLines，storageLevel）
｝

（2）继续跟踪socketTextStream方法体中的socketStream方法，发现在此处初始化了一个
SocketInputDStream对象，该对象是负责接收远端流进来的数据的。

    ／**         
*CreateainputstreamfromTCPsourcehostname：port.Dataisreceivedusing

*aTCPsocketandthereceivebytesitinterepretedasobjectusingthegiven

*converter.

*＠paramhostname   Hostnametoconnecttoforreceivingdata

*＠paramport     Porttoconnecttoforreceivingdata

*＠paramconverter  Functiontoconvertthebytestreamtoobjects

*＠paramstorageLevel Storageleveltouseforstoringthereceivedobjects

*＠tparamT      Typeoftheobjectsreceived（afterconvertingbytestoobjects）

*／
defsocketStream［T：ClassTag］（
  hostname：String，
  port：Int，
  converter：（InputStream）＝＞Iterator［T］，
  storageLevel：StorageLevel
 ）：ReceiverInputDStream［T］＝｛
 newSocketInputDStream［T］（this，hostname，port，converter，storageLevel）
｝
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（3）下面我们来仔细看 SocketInputDStream这个类，首先它继承自 ReceiverInputD-
Stream，而ReceiverInputDStream继承自InputDStream，InputDStream当然继承自DStream了。

另外注意，SocketInputDStream重写了 ReceiverInputDStream中的 getReceiver方法，这个
方法是用来生成接收器的。这个方法的调用在后面 ReceiveLauncher的 startReceivers（）方法
中会被调用生成接收器。

    private［streaming］
classSocketInputDStream［T：ClassTag］（
  ＠transientssc＿：StreamingContext，
  host：String，
  port：Int，
  bytesToObjects：InputStream＝＞Iterator［T］，
  storageLevel：StorageLevel
 ）extendsReceiverInputDStream［T］（ssc＿）｛

 defgetReceiver（）：Receiver［T］＝｛
  newSocketReceiver（host，port，bytesToObjects，storageLevel）
 ｝
｝

（4）在getReceiver方法内部初始化了一个 SocketReceiver实例，我们可以先打开这个
类，简单看看内部的实现。在这个类中最重要的事情就是开启应给线程接收数据。这里具体

怎么接受数据我们先不讲。

    defgetReceiver（）：Receiver［T］＝｛
  newSocketReceiver（host，port，bytesToObjects，storageLevel）
｝

private［streaming］
classSocketReceiver［T：ClassTag］（
  host：String，
  port：Int，
  bytesToObjects：InputStream＝＞Iterator［T］，
  storageLevel：StorageLevel
 ）extendsReceiver［T］（storageLevel）withLogging｛

 defonStart（）｛
  ／／Startthethreadthatreceivesdataoveraconnection
  newThread（＂SocketReceiver＂）｛
   setDaemon（true）
   overridedefrun（）｛receive（）｝
  ｝.start（）
 ｝
......
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｝

到此我们暂且认为经过以上步骤，创建了一个InputDStream对象 （因为程序的真正执行

是由StreamingContext的start方法触发的）。
再往下，就是对InputDStream进行flatMap、map、reduceByKey、print的连续操作，这里

和RDD的transformation操作类似，这里不再详细分析。
3.调用StreamingConntext的start方法
调用ssc.start（）来触发作业的执行，从这里开始，一系列重要的事情开始发生了。

    ／**
*Starttheexecutionofthestreams.

*
*＠throwsSparkExceptionifthecontexthasalreadybeenstartedorstopped.
*／
defstart（）：Unit＝synchronized｛
 if（state＝＝Started）｛
  thrownewSparkException（＂StreamingContexthasalreadybeenstarted＂）
 ｝
 if（state＝＝Stopped）｛
  thrownewSparkException（＂StreamingContexthasalreadybeenstopped＂）
 ｝
 validate（）
 sparkContext.setCallSite（DStream.getCreationSite（））
 scheduler.start（）
 state＝Started
｝

继续跟踪scheduler.start方法，这里的schedule就是在前面 StreamingContext里初始化的
JobScheduler。
4.scheduler.start（）开启调度器
（1）在这个start方法里开启很多重要组件的启动。

    defstart（）：Unit＝synchronized｛
 if（eventActor！＝null）return／／schedulerhasalreadybeenstarted

 logDebug（＂StartingJobScheduler＂）
 ／／开启一个Actor来处理JobScheduler的JobStarted、JobCompleted等事件
 eventActor＝ssc.env.actorSystem.actorOf（Props（newActor｛
  defreceive＝｛
   caseevent：JobSchedulerEvent＝＞processEvent（event）
  ｝
 ｝），＂JobScheduler＂）

 ／／开启StreamingListenerBus的监听器
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 listenerBus.start（）
 receiverTracker＝newReceiverTracker（ssc）
 ／／开启接收器的监听器ReceiverTracker
 receiverTracker.start（）
 ／／开启Job生成器JobGenerator
 jobGenerator.start（）
 logInfo（＂StartedJobScheduler＂）
｝

（2）这里我们首先来看 receiverTracker.start（）方法内部的实现。它主要做了两件事情，
第一是初始化了一个ReceiverTrackerActor类，第二是启动了ReceiverLauncher。

    private［streaming］
classReceiverTracker（ssc：StreamingContext，skipReceiverLaunch：Boolean＝false）extendsLogging｛

 privatevalreceiverInputStreams＝ssc.graph.getReceiverInputStreams（）
 privatevalreceiverInputStreamIds＝receiverInputStreams.map｛＿.id｝
 privatevalreceiverExecutor＝newReceiverLauncher（）
 privatevalreceiverInfo＝newHashMap［Int，ReceiverInfo］withSynchronizedMap［Int，ReceiverInfo］
 privatevalreceivedBlockTracker＝newReceivedBlockTracker（
  ssc.sparkContext.conf，
  ssc.sparkContext.hadoopConfiguration，
  receiverInputStreamIds，
  ssc.scheduler.clock，
  Option（ssc.checkpointDir）
 ）
 privatevallistenerBus＝ssc.scheduler.listenerBus

 ／／actoriscreatedwhengeneratorstarts.
 ／／Thisnotbeingnullmeansthetrackerhasbeenstartedandnotstopped
 privatevaractor：ActorRef＝null

 ／** Starttheactorandreceiverexecutionthread.*／
 defstart（）＝synchronized｛
  if（actor！＝null）｛
   thrownewSparkException（＂ReceiverTrackeralreadystarted＂）
  ｝

  if（！receiverInputStreams.isEmpty）｛
  ／／初始化ReceiverTrackerActor实例
   actor＝ssc.env.actorSystem.actorOf（Props（newReceiverTrackerActor），
    ＂ReceiverTracker＂）
  ／／开启ReceiverLauncher，这里的receiverExecutor是ReceiverLauncher的实例
   if（！skipReceiverLaunch）receiverExecutor.start（）
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   logInfo（＂ReceiverTrackerstarted＂）
  ｝
 ｝
......
｝

（3）打开 ReceiverTrackerActor类，可以看到它主要负责 RegisterReceiver、AddBlock、
ReportError、DeregisterReceiver四个事件的处理。其中 RegisterReceiver事件是处理运行在
Worker的Executor中的Receiver的注册，ReportError是报告错误，DeregisterReceiver是注销
Receiver。

    ／** Actortoreceivemessagesfromthereceivers.*／
privateclassReceiverTrackerActorextendsActor｛
 defreceive＝｛
  caseRegisterReceiver（streamId，typ，host，receiverActor）＝＞
   registerReceiver（streamId，typ，host，receiverActor，sender）
   sender！true
  caseAddBlock（receivedBlockInfo）＝＞
   sender！addBlock（receivedBlockInfo）
  caseReportError（streamId，message，error）＝＞
   reportError（streamId，message，error）
  caseDeregisterReceiver（streamId，message，error）＝＞
   deregisterReceiver（streamId，message，error）
   sender！true
 ｝
 ｝

（4）我们接着看receiverExecutor.start（）的实现。注意，这里的receiverExecutor是Re-
cevierLauncher类的实例化。可以看到最终要调用的是startReceivers（）方法。

    ／** Thisthreadclassrunsallthereceiversonthecluster. *／
classReceiverLauncher｛
 ＠transientvalenv＝ssc.env
 ＠transientvalthread ＝newThread（）｛
  overridedefrun（）｛
   try｛
    SparkEnv.set（env）
    startReceivers（）
   ｝catch｛
    caseie：InterruptedException＝＞logInfo（＂ReceiverLauncherinterrupted＂）
   ｝
  ｝
 ｝

 defstart（）｛
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  thread.start（）
 ｝
......
｝

（5）这里的startReceivers（）方法是一个重量级的方法，在其内部将 Reciver集合转换成
了RDD，并定义了一个作用于RDD的函数startReceiver，最后提交作业给集群执行。这里需
要反复强调的一点是Receiver的真正执行是在Worker结点的Executor中。

    ／**
*GetthereceiversfromtheReceiverInputDStreams，distributesthemtothe
*workernodesasaparallelcollection，andrunsthem.
*／
privatedefstartReceivers（）｛
 valreceivers＝receiverInputStreams.map（nis＝＞｛
／／这里调用我们前面初始化过的SocketInputDstream的getReceiver（）方法，然后生成一个SocketRe-
ceiver对象，也就是获得配置的接收器
  valrcvr＝nis.getReceiver（）
  rcvr.setReceiverId（nis.id）
  rcvr
 ｝）

 ／／这里查看所有的接收器是否有优先选择的Worker结点
 valhasLocationPreferences＝receivers.map（＿.preferredLocation.isDefined）.reduce（＿＆＆＿）

 ／／在这里把Receiver集合转换成RDD，这也是SparkStreaming的巧妙之处
 valtempRDD＝
  if（hasLocationPreferences）｛
   valreceiversWithPreferences＝receivers.map（r＝＞（r，Seq（r.preferredLocation.get）））
   ssc.sc.makeRDD［Receiver［＿］］（receiversWithPreferences）
  ｝else｛
   ssc.sc.makeRDD（receivers，receivers.size）
  ｝

 valcheckpointDirOption＝Option（ssc.checkpointDir）
 valserializableHadoopConf＝
  newSerializableWritable（ssc.sparkContext.hadoopConfiguration）

 ／／Functiontostartthereceiverontheworkernode
 valstartReceiver＝（iterator：Iterator［Receiver［＿］］）＝＞｛
  if（！iterator.hasNext）｛
   thrownewSparkException（
    ＂Couldnotstartreceiverasobjectnotfound.＂）
  ｝
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  valreceiver＝iterator.next（）
  valsupervisor＝newReceiverSupervisorImpl（
   receiver，SparkEnv.get，serializableHadoopConf.value，checkpointDirOption）
  supervisor.start（）
  supervisor.awaitTermination（）
 ｝
 ／／RunthedummySparkjobtoensurethatallslaveshaveregistered.
 ／／Thisavoidsallthereceiverstobescheduledonthesamenode.
 if（！ssc.sparkContext.isLocal）｛
  ssc.sparkContext.makeRDD（1to50，50）.map（x＝＞（x，1））.reduceByKey（＿＋＿，20）.collect（）
 ｝

 ／／Distributethereceiversandstartthem
 logInfo（＂Starting＂＋receivers.length＋＂receivers＂）
 ssc.sparkContext.runJob（tempRDD，ssc.sparkContext.clean（startReceiver））
 logInfo（＂Allofthereceivershavebeenterminated＂）
｝

7.2.2  数据接收

1.startReceiver数据接收函数
在上一小节最后的startReceiver方法里，我们知道Receivers集合 （所有的SocketReceiver

接收器）被转换成RDD发送到集群的各个Worker结点去执行，当然并行度是接收器的数量。
而且还特意为它定义了一个作用于其上的startReceiver函数。下面我们先看一下这个startRe-
ceiver函数。

（1）这个函数的作用就是在Worker结点的Executor中启动Receiver，并遍历所有的Re-
ceiver，同时初始化并开启了一个ReceiverSupervisorImpl对象来来监督管理Receiver。

    ／／Functiontostartthereceiverontheworkernode
 valstartReceiver＝（iterator：Iterator［Receiver［＿］］）＝＞｛
   if（！iterator.hasNext）｛
    thrownewSparkException（
     ＂Couldnotstartreceiverasobjectnotfound.＂）
   ｝
   valreceiver＝iterator.next（）
   valsupervisor＝newReceiverSupervisorImpl（
    receiver，SparkEnv.get，serializableHadoopConf.value，checkpointDirOption）
   supervisor.start（）
   supervisor.awaitTermination（）
  ｝

（2）跟踪ReceiverSupervisorImpl的start（）方法看看都做了什么，可以发现这个 start方

692



法实际调用的是ReceiverSupervisorImpl的父类 ReceiverSupervisor的 start方法，它调用了 on-
Start方法和startReceiver方法。

    ／** Startthesupervisor*／
defstart（）｛
 ／／ReceiverSupervisorImpl类已经override了onStart（）方法
 onStart（）
 startReceiver（）
｝

（3）我们先跟踪ReceiverSupervisorImpl的onStart方法，它启动了BlockGenerator。

    overrideprotecteddefonStart（）｛
 blockGenerator.start（）
｝

（4）ReceiverSupervisor的 startReceiver方法主要做了两件事情：第一，调用 receiv-
er.onStart（）方法开始接受数据 （我们这里的 receiver是一开始配置好的 SocketRecevier）；第
二，调用 ReceiverSupervisorImpl的 onReceiverStart方法，发送 RegisterReceiver消息给 Driver
报告自己启动成功了。

    ／** Startreceiver*／
defstartReceiver（）：Unit＝synchronized｛
 try｛
  logInfo（＂Startingreceiver＂）
  receiver.onStart（）
  logInfo（＂CalledreceiveronStart＂）
  onReceiverStart（）
  receiverState＝Started
 ｝catch｛
  caset：Throwable＝＞
   stop（＂Errorstartingreceiver＂＋streamId，Some（t））
 ｝
｝

（5）我们先看一下ReceiverSupervisorImpl的 onReceiverStart方法的实现。在里面先是构
造了一个RegisterReceiver样例类，然后调用 trackerActor.ask（msg）（askTimeout）把消息发送
给Driver。

    overrideprotecteddefonReceiverStart（）｛
 valmsg＝RegisterReceiver（
  streamId，receiver.getClass.getSimpleName，Utils.localHostName（），actor）
 valfuture＝trackerActor.ask（msg）（askTimeout）
 Await.result（future，askTimeout）
｝

792



其中trackerActor的实现如下，可以看出它是Driver的actRef。

    ／** RemoteAkkaactorfortheReceiverTracker*／
privatevaltrackerActor＝｛
 valip＝env.conf.get（＂spark.driver.host＂，＂localhost＂）
 valport＝env.conf.getInt（＂spark.driver.port＂，7077）
 valurl＝＂akka.tcp：／／％s＠％s：％s／user／ReceiverTracker＂.format（
  SparkEnv.driverActorSystemName，ip，port）
 env.actorSystem.actorSelection（url）
｝

2.SocketReceiver.onStart方法的实现
我们已经知道 ReceiverSupervisor的 startReceiver方法做的第一件事就是调用 SocketRe-

ceiver.onStart方法来接受数据。
（1）在onStart（）方法里会单独开一个线程来接受数据。

     defonStart（）｛
／／Startthethreadthatreceivesdataoveraconnection
  newThread（＂SocketReceiver＂）｛
   setDaemon（true）
   overridedefrun（）｛receive（）｝
  ｝.start（）
 ｝

（2）继续跟踪里面的receive（）方法来看它是如何接受数据，并存放到哪里的。

    ／** Createasocketconnectionandreceivedatauntilreceiverisstopped*／
defreceive（）｛
 varsocket：Socket＝null
 try｛
  logInfo（＂Connectingto＂＋host＋＂：＂＋port）
  socket＝newSocket（host，port）
  logInfo（＂Connectedto＂＋host＋＂：＂＋port）
   ／／从服务端接受数据
  valiterator＝bytesToObjects（socket.getInputStream（））
  while（！isStopped＆＆iterator.hasNext）｛
   store（iterator.next） ／／循环地去存储
  ｝
  logInfo（＂Stoppedreceiving＂）
  restart（＂Retryingconnectingto＂＋host＋＂：＂＋port）
 ｝catch｛
  casee：java.net.ConnectException＝＞
   restart（＂Errorconnectingto＂＋host＋＂：＂＋port，e）
  caset：Throwable＝＞
   restart（＂Errorreceivingdata＂，t）
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 ｝finally｛
  if（socket！＝null）｛
   socket.close（）
   logInfo（＂Closedsocketto＂＋host＋＂：＂＋port）
  ｝
 ｝
｝

（3）接着跟踪store（iterator.next）方法的调用，它会继续调用 ReceiverSupervisorImpl的
pusSingle方法来存储数据。

    ／**
*StoreasingleitemofreceiveddatatoSpark′smemory.
*Thesesingleitemswillbeaggregatedtogetherintodatablocksbefore
*beingpushedintoSpark′smemory.
*／
defstore（dataItem：T）｛
 ／／这里的executor是ReceiverSupervisorImpl的实例
 executor.pushSingle（dataItem）
｝

（4）这时，我们在 ReceiverSupervisorImpl的 pusSingle方法内部会看到 blockGenera-
tor.addData（data），而 blockGenerator是 BlockGenerator的实例，并且在前面的代码跟踪时
ReceiverSupervisorImpl的onStart方法已经启动了BlockGenerator。所以现在存储的重心都在这
个BlockGenerator类中。

    ／** DividesreceiveddatarecordsintodatablocksforpushinginBlockManager.*／
privatevalblockGenerator＝newBlockGenerator（newBlockGeneratorListener｛
 defonAddData（data：Any，metadata：Any）：Unit＝｛｝

 defonGenerateBlock（blockId：StreamBlockId）：Unit＝｛｝

 defonError（message：String，throwable：Throwable）｛
  reportError（message，throwable）
 ｝

 defonPushBlock（blockId：StreamBlockId，arrayBuffer：ArrayBuffer［＿］）｛
  pushArrayBuffer（arrayBuffer，None，Some（blockId））
 ｝
｝，streamId，env.conf）

／** Pushasinglerecordofreceiveddataintoblockgenerator.*／
defpushSingle（data：Any）｛
 ／／这里的blockGenerator是BlockGenerator类的实例
 blockGenerator.addData（data）
｝
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3.RecuringTimer定时器的实现
在BlockGenerator的 addData（）方法中，我们看到它会把接受的数据源源不断地追加到

currentBuffer里，这里的 currentBuffer的类型是一个 ArrayBuffer。这样 currentBuffer变成了一
个数据块。

    ／**
*Pushasingledataitemintothebuffer.Allreceiveddataitems
*willbeperiodicallypushedintoBlockManager.
*／
defaddData（data：Any）：Unit＝synchronized｛
 waitToPush（）
 currentBuffer＋＝data
｝

（1）我们再看一下BlockGenerator的start方法。它主要做了两件事情，第一是启动一个
RecuringTimer定时器，将当前currentBuffer缓存中的数据按照用户在 SparkStreaming应用程
序里定义的批处理时间间隔封装成一个 Block数据块，然后存放到 BlockGenerator的 block-
ForPush队列中。第二是启动一个blockPushingThread线程，不断地将BlockForPush队列中的
数据块传递给BlockManager。

    private［streaming］classBlockGenerator（
  listener：BlockGeneratorListener，
  receiverId：Int，
  conf：SparkConf
 ）extendsRateLimiter（conf）withLogging｛

 privatecaseclassBlock（id：StreamBlockId，buffer：ArrayBuffer［Any］）

 privatevalclock＝newSystemClock（）
 privatevalblockInterval＝conf.getLong（＂spark.streaming.blockInterval＂，200）
 privatevalblockIntervalTimer＝
  newRecurringTimer（clock，blockInterval，updateCurrentBuffer，＂BlockGenerator＂）
 privatevalblockQueueSize＝conf.getInt（＂spark.streaming.blockQueueSize＂，10）
 privatevalblocksForPushing＝newArrayBlockingQueue［Block］（blockQueueSize）
 privatevalblockPushingThread＝newThread（）｛overridedefrun（）｛keepPushingBlocks（）｝｝

 ＠volatileprivatevarcurrentBuffer＝newArrayBuffer［Any］
 ＠volatileprivatevarstopped＝false

 ／** Startblockgeneratingandpushingthreads.*／
 defstart（）｛
／／开启一个定时器，将当前缓存器中的数据按用户定义的时间间隔封装成一个Block
  blockIntervalTimer.start（）
／／开启一个线程，不断地将数据块传递给BlockManager
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  blockPushingThread.start（）
  logInfo（＂StartedBlockGenerator＂）
 ｝
......
｝

（2）我们可以跟进blockIntervalTimer.start（），看一下定时器的执行流程。

    ／**
*Startattheearliesttimeitcanstartbasedontheperiod.
*／
defstart（）：Long＝｛
 start（getStartTime（））
｝

继续查看start（getStartTime（））方法，在这个方法里调用 thread.start（）开启了一个线程
来执行。

    ／**
*Startatthegivenstarttime.
*／
defstart（startTime：Long）：Long＝synchronized｛
 nextTime＝startTime
 thread.start（）
 logInfo（＂Startedtimerfor＂＋name＋＂attime＂＋nextTime）
 nextTime
｝

我们继续跟踪下去，在新开启的线程里会调用loop方法。

    privatevalthread＝newThread（＂RecurringTimer－＂＋name）｛
 setDaemon（true）
 overridedefrun（）｛loop｝
｝

（3）这里是定时器真正做实事的地方，在 while循环里面每隔一段时间就会执行 call-
back方法，callback方法是在初始化 RecuringTimer对象时传入的一个参数，这个参数是
BlockGenerator的 updateCurrentBuffer方法。

    ／**
*Repeatedlycallthecallbackeveryinterval.
*／
privatedefloop（）｛
 try｛
  while（！stopped）｛
   clock.waitTillTime（nextTime）
   callback（nextTime）
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   prevTime＝nextTime
   nextTime＋＝period
   logDebug（＂Callbackfor＂＋name＋＂calledattime＂＋prevTime）
  ｝
 ｝catch｛
  casee：InterruptedException＝＞
 ｝
｝

（4）下面我们把重心转移到 BlockGenerator的 updateCurrentBuffer方法的实现中，我们
已经看到currentBuffer里面的数据会先赋值给 newBlockBuffer，newBlockBuffer会被封装成一
个Block，然后这个 Block会被放进 blockForPushing队列 （ArrayBlockingQueue）中。到此，
定时器的运行流程解析告一段段落，下面我们分析blockForPushing队列中的数据是如何被存
放到BlockManager中去的。

    ／** Changethebuffertowhichsinglerecordsareaddedto.*／
privatedefupdateCurrentBuffer（time：Long）：Unit＝synchronized｛
 try｛
  valnewBlockBuffer＝currentBuffer
  currentBuffer＝newArrayBuffer［Any］
  if（newBlockBuffer.size＞0）｛
   valblockId＝StreamBlockId（receiverId，time－blockInterval）
   ／／newBlockBuffer会被封装成一个Block
   valnewBlock＝newBlock（blockId，newBlockBuffer）
   listener.onGenerateBlock（blockId）
   blocksForPushing.put（newBlock） ／／putisblockingwhenqueueisfull
   logDebug（＂Lastelementin＂＋blockId＋＂is＂＋newBlockBuffer.last）
  ｝
 ｝catch｛
  caseie：InterruptedException＝＞
   logInfo（＂Blockupdatingtimerthreadwasinterrupted＂）
  casee：Exception＝＞
   reportError（＂Errorinblockupdatingthread＂，e）
 ｝
｝

4.blockPushingThread线程启动后的运行流程
我们回到BlockGenerator的start方法里，看一下调用 blockPushingThread.start（）后的运

行流程。

（1）blockPushingThread.start（）开启的是一个线程，这个线程里调用了BlockGenerator的
keepPushingBlocks（）方法。

    privatevalblockPushingThread＝newThread（）｛overridedefrun（）｛keepPushingBlocks（）｝｝

（2）我们继续跟进 keepPushingBlocks（）方法。在这个方法内部，会不断地从 blockFor-
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Pushing队列中取出数据块，然后调用pushBlock方法。

    ／** KeeppushingblockstotheBlockManager.*／
privatedefkeepPushingBlocks（）｛
 logInfo（＂Startedblockpushingthread＂）
 try｛
  while（！stopped）｛
   Option（blocksForPushing.poll（100，TimeUnit.MILLISECONDS））match｛
   ／／这里通过pushBlock（）方法不断地从blockForPushing队列中取出数据块
    caseSome（block）＝＞pushBlock（block）
    caseNone＝＞
   ｝
  ｝
  ／／Pushouttheblocksthatarestillleft
  logInfo（＂Pushingoutthelast＂＋blocksForPushing.size（）＋＂blocks＂）
 ／／这里通过一个循环条件判断blockForPushing是否为空，如果不为空，会在退出之前，把剩下的
数据块也输出

  while（！blocksForPushing.isEmpty）｛
   logDebug（＂Gettingblock＂）
   valblock＝blocksForPushing.take（）
   pushBlock（block）
   logInfo（＂Blockslefttopush＂＋blocksForPushing.size（））
  ｝
  logInfo（＂Stoppedblockpushingthread＂）
 ｝catch｛
  caseie：InterruptedException＝＞
   logInfo（＂Blockpushingthreadwasinterrupted＂）
  casee：Exception＝＞
   reportError（＂Errorinblockpushingthread＂，e）
 ｝
｝

（3）在 pushBlock方法里，会继续调用 listener.onPushBlock（block.id，block.buffer），
其中这里的 listener是在 ReceiversupervisorImpl中初始化 BlockGenerator时传给它的参数
BlockGeneratorListener对象。

    privatedefpushBlock（block：Block）｛
 listener.onPushBlock（block.id，block.buffer）
 logInfo（＂Pushedblock＂＋block.id）
｝

（4）可以看到，在 ReceiverSupervisorImpl类中初始化 BlockGenerator的时候传入了
BlockGeneratorListener对象，在 BlockGeneratorListener初始化的时候也 override了原来的 on-
PushBlock方法。
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    ／** DividesreceiveddatarecordsintodatablocksforpushinginBlockManager.*／
privatevalblockGenerator＝newBlockGenerator（newBlockGeneratorListener｛
 defonAddData（data：Any，metadata：Any）：Unit＝｛｝

 defonGenerateBlock（blockId：StreamBlockId）：Unit＝｛｝

 defonError（message：String，throwable：Throwable）｛
  reportError（message，throwable）
 ｝

 defonPushBlock（blockId：StreamBlockId，arrayBuffer：ArrayBuffer［＿］）｛
  pushArrayBuffer（arrayBuffer，None，Some（blockId））
 ｝
｝，streamId，env.conf）

（5）在BlockGeneratorListener初始化时，会覆盖 （override）自己的 onPushBlock方法，
在onPushBlock方法里会继续调用ReceiversupervisorImpl的pushArrayBuffer（）方法，我们进入
pushArrayBuffer（）方法继续跟踪，它会继续调用pushAndReportBlock（）方法。

    ／** StoreanArrayBufferofreceiveddataasadatablockintoSpark′smemory.*／
defpushArrayBuffer（
  arrayBuffer：ArrayBuffer［＿］，
  metadataOption：Option［Any］，
  blockIdOption：Option［StreamBlockId］
 ）｛
 pushAndReportBlock（ArrayBufferBlock（arrayBuffer），metadataOption，blockIdOption）
｝

（6）在 pushAndReportBlock（）方法中，主要做了两件事情：第一，把数据块传递给
BlockManager存储；第二是调用 trackerActor.ask（AddBlock（blockInfo））（askTimeout）发送
AddBlock消息给 Driver的 ReceivertrackerActor，通知 ReceiverTracker将哪些 Block存储到了
BlockManager中。

    ／** Storeblockandreportittodriver*／
defpushAndReportBlock（
  receivedBlock：ReceivedBlock，
  metadataOption：Option［Any］，
  blockIdOption：Option［StreamBlockId］
 ）｛
 valblockId＝blockIdOption.getOrElse（nextBlockId）
 valnumRecords＝receivedBlockmatch｛
  caseArrayBufferBlock（arrayBuffer）＝＞arrayBuffer.size
  case＿＝＞－1
 ｝
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 valtime＝System.currentTimeMillis
 valblockStoreResult＝receivedBlockHandler.storeBlock（blockId，receivedBlock）
 logDebug（s＂Pushedblock$blockIdin$｛（System.currentTimeMillis－time）｝ms＂）

 valblockInfo＝ReceivedBlockInfo（streamId，numRecords，blockStoreResult）
 valfuture＝trackerActor.ask（AddBlock（blockInfo））（askTimeout）
 Await.result（future，askTimeout）
 logDebug（s＂Reportedblock$blockId＂）
｝

（7）我们跟踪 receivedBlockHandler.storeBlock（）方法，看它是如何把 Block存储到
BlockManager中的。这里的receivedBlockHandler的实例会根据SparkEnv中配置的Key选项＂
spark.streaming.receiver.writeAheadLog.enable＂的实际值来决定。

    privatevalreceivedBlockHandler：ReceivedBlockHandler＝｛
 if（env.conf.getBoolean（＂spark.streaming.receiver.writeAheadLog.enable＂，false））｛
  if（checkpointDirOption.isEmpty）｛
   thrownewSparkException（
    ＂Cannotenablereceiverwrite－aheadlogwithoutcheckpointdirectoryset.＂＋
     ＂PleaseusestreamingContext.checkpoint（）tosetthecheckpointdirectory.＂＋
     ＂Seedocumentationformoredetails.＂）
  ｝
  newWriteAheadLogBasedBlockHandler（env.blockManager，receiver.streamId，
   receiver.storageLevel，env.conf，hadoopConf，checkpointDirOption.get）
 ｝else｛
  newBlockManagerBasedBlockHandler（env.blockManager，receiver.storageLevel）
 ｝
｝

（8）这里实现了存储 block到 blockmanager以及写日志的过程，我们可以看看 Write
AheadLogBasedBlockHandler的storeBlock方法如何把数据块传递给BlockManager的。

    ／**
*Thisimplementationstorestheblockintotheblockmanageraswellasawriteaheadlog.
*Itdoesthisinparallel，usingScalaFutures，andreturnsonlyaftertheblockhas
*beenstoredinbothplaces.
*／
defstoreBlock（blockId：StreamBlockId，block：ReceivedBlock）：ReceivedBlockStoreResult＝｛

 ／／Serializetheblocksothatitcanbeinsertedintoboth
 valserializedBlock＝blockmatch｛
  caseArrayBufferBlock（arrayBuffer）＝＞
   blockManager.dataSerialize（blockId，arrayBuffer.iterator）
  caseIteratorBlock（iterator）＝＞
   blockManager.dataSerialize（blockId，iterator）
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  caseByteBufferBlock（byteBuffer）＝＞
   byteBuffer
  case＿＝＞
   thrownewException（s＂Couldnotpush$blockIdtoblockmanager，unexpectedblocktype＂）
 ｝

 ／／Storetheblockinblockmanager
 valstoreInBlockManagerFuture＝Future｛
  valputResult＝
   blockManager.putBytes（blockId，serializedBlock，storageLevel，tellMaster＝true）
  if（！putResult.map｛＿.＿1｝.contains（blockId））｛
   thrownewSparkException（
    s＂Couldnotstore$blockIdtoblockmanagerwithstoragelevel$storageLevel＂）
  ｝
 ｝

 ／／Storetheblockinwriteaheadlog
 valstoreInWriteAheadLogFuture＝Future｛
  logManager.writeToLog（serializedBlock）
 ｝

 ／／Combinethefutures，waitforbothtocomplete，andreturnthewriteaheadlogsegment
 valcombinedFuture＝for｛
  ＿＜－storeInBlockManagerFuture
  fileSegment＜－storeInWriteAheadLogFuture
 ｝yieldfileSegment
 valsegment＝Await.result（combinedFuture，blockStoreTimeout）
 WriteAheadLogBasedStoreResult（blockId，segment）
｝

（9）对于ReceiverTracker，当它接受到ReceiversupervisorImpl发送过来的AddBlock消息
后，会调用addBlock（）方法进行处理。

    ／** Actortoreceivemessagesfromthereceivers.*／
privateclassReceiverTrackerActorextendsActor｛
 defreceive＝｛
  caseRegisterReceiver（streamId，typ，host，receiverActor）＝＞
   registerReceiver（streamId，typ，host，receiverActor，sender）
   sender！True
 ／／ReceiverTracker的Actor收到AddBlock消息后，会调用addBlock（）方法进行处理
  caseAddBlock（receivedBlockInfo）＝＞
   sender！addBlock（receivedBlockInfo）
  caseReportError（streamId，message，error）＝＞
   reportError（streamId，message，error）
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  caseDeregisterReceiver（streamId，message，error）＝＞
   deregisterReceiver（streamId，message，error）
   sender！true
 ｝
｝

继续跟踪addBlock（）方法，它会继续调用ReceivedBlockTracker的addBlock（）方法。

    ／** Addnewblocksforthegivenstream*／
privatedefaddBlock（receivedBlockInfo：ReceivedBlockInfo）：Boolean＝｛
 receivedBlockTracker.addBlock（receivedBlockInfo）
｝

（10）在ReceivedBlockTracker的addBlock（）方法中，会调用getReceivedBlockQueue（）方
法把接收到还未处理的Block信息放入到streamIdToUnallocatedBlockQueues这个HashMap中。

    ／** Addreceivedblock.Thiseventwillgetwrittentothewriteaheadlog（ifenabled）.*／
defaddBlock（receivedBlockInfo：ReceivedBlockInfo）：Boolean＝synchronized｛
 try｛
  writeToLog（BlockAdditionEvent（receivedBlockInfo））
  getReceivedBlockQueue（receivedBlockInfo.streamId）＋＝receivedBlockInfo
  logDebug（s＂Stream$｛receivedBlockInfo.streamId｝received＂＋
   s＂block$｛receivedBlockInfo.blockStoreResult.blockId｝＂）
  true
 ｝catch｛
  casee：Exception＝＞
   logError（s＂Erroraddingblock$receivedBlockInfo＂，e）
   false
 ｝
｝

下面是ReceivedBlockTracker的getReceivedBlockQueue方法的实现。

    ／** Getthequeueofreceivedblocksbelongingtoaparticularstream*／
privatedefgetReceivedBlockQueue（streamId：Int）：ReceivedBlockQueue＝｛
 streamIdToUnallocatedBlockQueues.getOrElseUpdate（streamId，newReceivedBlockQueue）
｝

7.2.3  数据处理

前面分析了数据的接收和保存，接收的这些数据必须经过处理才有意义，那么已经存储

的数据被真正的处理又是什么触发的呢？

（1）在这里我们首先把视线转移到我们一开始提供的 SparkStreaming的官方示例代码
中去，我们知道在生成 SocketInputStream对象后，它会进行 flatMap、map、reduceByKey、
print等一系列操作，在这里我们首先要看一下这个 DStream的 print（）方法。这里特别要强
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调一点，这里的flatMap、map、reduceByKey、print方法都是 DStream单独实现的，跟 RDD
中的方法完全不同。

1）print方法是DStreamGraph的最后一个操作，很像 RDD的 action操作。在这个方法
中生成了一个ForEachDStream实例对象，并定义了一个作用于它的函数 foreachFunc，同时
在最后还调用了ForEachDStream的register（）方法向DStreamGraph注册。

    ／**
*PrintthefirsttenelementsofeachRDDgeneratedinthisDStream.Thisisanoutput
*operator，sothisDStreamwillberegisteredasanoutputstreamandtherematerialized.
*／
defprint（）｛
 defforeachFunc＝（rdd：RDD［T］，time：Time）＝＞｛
  valfirst11＝rdd.take（11）
  println（＂－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－＂）
  println（＂Time：＂＋time）
  println（＂－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－＂）
  first11.take（10）.foreach（println）
  if（first11.size＞10）println（＂...＂）
  println（）
 ｝
 ／／初始化ForEachStream实例对象并调用它的register方法向DStreamGraph注册
 newForEachDStream（this，context.sparkContext.clean（foreachFunc））.register（）
｝

2）我们进入ForEachDStream的register（）方法里 （这里需要在它的父类DStream中找），
看它的具体实现。

    ／**
*Registerthisstreamingasanoutputstream.ThiswouldensurethatRDDsofthis
*DStreamwillbegenerated.
*／
private［streaming］defregister（）：DStream［T］＝｛
 ssc.graph.addOutputStream（this）
 this
｝

3）继续跟踪DStreamGraph的 addOutputStream（）方法，可以看到新初始化的 ForEachD-
Stream已经被添加到DStreamGraph的一个ArrayBuffer［DStream［＿］］中。

    defaddOutputStream（outputStream：DStream［＿］）｛
 this.synchronized｛
  outputStream.setGraph（this）
  outputStreams＋＝outputStream
 ｝
｝
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（2）因为DStreamGraph在数据的处理中占有重要地位，所以我们在前面先把与它有关
的内容分析了。下面我们需要再次转移视线到 JobGenerator的 start方法开启的地方，因为
JobGenerator是Job生成器。在一开始我们讲JobScheduler的start方法时，我们只是顺着 Re-
ceiverTracker的启动讲了数据的接收。此时，我们沿着 JobGenerator.start（）这条线来讲数据
的处理。

    defstart（）：Unit＝synchronized｛
 if（eventActor！＝null）return／／schedulerhasalreadybeenstarted

 logDebug（＂StartingJobScheduler＂）
 eventActor＝ssc.env.actorSystem.actorOf（Props（newActor｛
  defreceive＝｛
   caseevent：JobSchedulerEvent＝＞processEvent（event）
  ｝
 ｝），＂JobScheduler＂）

 listenerBus.start（）
 receiverTracker＝newReceiverTracker（ssc）
 receiverTracker.start（）
 jobGenerator.start（） ／／开启Job生成器JobGenerator
 logInfo（＂StartedJobScheduler＂）
｝

1）JobGenerator的start方法中，首先会生成一个 Actor来负责接收并处理 JobGenerator-
Event。接着会调用 ssc.isCheckpointPresent来判断 StreamingContext是否已经 checkpoint，如
果是，就接着上次 checkpoint后的数据进行处理。这里我们只拿没有 checkpoint的情况来
讲解。

    ／** Startgenerationofjobs*／
defstart（）：Unit＝synchronized｛
 if（eventActor！＝null）return／／generatorhasalreadybeenstarted
／／生成一个Actor实例对象（eventActor）负责接收处理JobGeneratorEvent事件
 eventActor＝ssc.env.actorSystem.actorOf（Props（newActor｛
  defreceive＝｛
   caseevent：JobGeneratorEvent＝＞ processEvent（event）
  ｝
 ｝），＂JobGenerator＂）
 if（ssc.isCheckpointPresent）｛
  restart（）
 ｝else｛
  startFirstTime（）
 ｝
｝
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2）我们可以先简单看一下 JobGenerator的 Actor接受并处理的消息有：GenerateJobs
（time）、ClearMetadata（time）、DoCheckpoint（time）和ClearCheckpointData（time）。

    ／** Processesallevents*／
privatedefprocessEvent（event：JobGeneratorEvent）｛
 logDebug（＂Gotevent＂＋event）
 eventmatch｛
  caseGenerateJobs（time）＝＞generateJobs（time）
  caseClearMetadata（time）＝＞clearMetadata（time）
  caseDoCheckpoint（time）＝＞doCheckpoint（time）
  caseClearCheckpointData（time）＝＞clearCheckpointData（time）
 ｝
｝

3）我们继续跟进 JobGenerator的 start方法中的 startFirstTime方法，在这个方法中主要
做了三件事：第一是初始化了定时器的开启时间；第二是启动DStreamGraph；第三是启动定
时器timer。

    ／** Startsthegeneratorforthefirsttime*／
privatedefstartFirstTime（）｛
 valstartTime＝newTime（timer.getStartTime（））
 graph.start（startTime－graph.batchDuration）
 timer.start（startTime.milliseconds）
 logInfo（＂StartedJobGeneratorat＂＋startTime）
｝

4）先看timer.getStartTime方法，它会计算出来下一个定时器周期的到期时间，计算公
式：（math.floor（clock.currentTime.toDouble／period）＋1）.toLong*period，以当前的时间／除
以间隔时间，再用math.floor求出它的上一个整数 （即上一个周期的到期时间点），加上1，
再乘以周期就等于下一个周期的到期时间。

    ／**
*Getthetimewhenthistimerwillfireifitisstartedrightnow.
*Thetimewillbeamultipleofthistimer′speriodandmorethan
*currentsystemtime.
*／
defgetStartTime（）：Long＝｛
（math.floor（clock.currentTime.toDouble／period）＋1）.toLong*period
｝

5）对于DStreamGraph的启动，我们主要关注一下它的启动时间：启动时间 ＝startTime
－graph.batchDuration。这里可以看出它的启动时间比定时器要早一个时间间隔。而对于它
的start方法，主要是对前面向它注册过的ForEachDStream进行一些操作。

    defstart（time：Time）｛
 this.synchronized｛
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  if（zeroTime！＝null）｛
   thrownewException（＂DStreamgraphcomputationalreadystarted＂）
  ｝
  zeroTime＝time
  startTime＝time
  outputStreams.foreach（＿.initialize（zeroTime））
  outputStreams.foreach（＿.remember（rememberDuration））
  outputStreams.foreach（＿.validate）
  inputStreams.par.foreach（＿.start（））
 ｝
｝

6）JobGenerator的start方法中最关键的就是定时器timer的启动了。我们可以看一下它
的定义。

    valclock＝｛
 valclockClass＝ssc.sc.conf.get（
  ＂spark.streaming.clock＂，＂org.apache.spark.streaming.util.SystemClock＂）
 Class.forName（clockClass）.newInstance（）.asInstanceOf［Clock］
｝

privatevaltimer＝newRecurringTimer（clock，ssc.graph.batchDuration.milliseconds，
 longTime＝＞eventActor！GenerateJobs（newTime（longTime）），＂JobGenerator＂）

7）继续跟踪timer.start方法，其实这里跟我们讲数据接收时的定时器的运行原理一样，
都是要开一个线程来每隔一段时间发送消息。这里是向JobGenerator的Actor发送Gemerator-
Jobs消息。

    ／**
*Startatthegivenstarttime.
*／
defstart（startTime：Long）：Long＝synchronized｛
 nextTime＝startTime
 thread.start（）
 logInfo（＂Startedtimerfor＂＋name＋＂attime＂＋nextTime）
 nextTime
｝

8）在JobGenerator的 processEvent方法里，对于接受到的 GeneratorJobs消息，会调用
JobGenerator的generateJobs方法继续处理。

    ／** Processesallevents*／
privatedefprocessEvent（event：JobGeneratorEvent）｛
 logDebug（＂Gotevent＂＋event）
 eventmatch｛
  caseGenerateJobs（time）＝＞generateJobs（time）
  caseClearMetadata（time）＝＞clearMetadata（time）

113



  caseDoCheckpoint（time）＝＞doCheckpoint（time）
  caseClearCheckpointData（time）＝＞clearCheckpointData（time）
 ｝
｝

（3）在JobGenerator的 generateJobs方法中，主要做了五件事情：第一，调用 Recevier-
Tracker的allocateBlocksToBatch方法分配接受的未处理的 block给 batch；第二是调用 DStre-
amGraph的generateJobs（）方法生成Job；第三是获取接受到的 Block信息；第四是调用 Job-
Scheduler的submitJobSet（）方法提交作业；第五是提交完作业后，发送一个 DoCheckpoint消
息给JobGenerator，然后调用JobGenerator的doCheckpoint进行Checkpoint操作。

    ／** Generatejobsandperformcheckpointforthegiven′time′. *／
privatedefgenerateJobs（time：Time）｛
 ／／SettheSparkEnvinthisthread，sothatjobgenerationcodecanaccesstheenvironment
 ／／Example：BlockRDDsarecreatedinthisthread，anditneedstoaccessBlockManager
 ／／Update：ThisisprobablyredundantafterthreadlocalstuffinSparkEnvhasbeenremoved.
 SparkEnv.set（ssc.env）
 Try｛ ／／allocatereceivedblockstobatch
 ／／调用RecevierTracker的allocateBlocksToBatch方法分配接受的未处理的block给batch
  jobScheduler.receiverTracker.allocateBlocksToBatch（time）
 ／／调用DStreamGraph的generateJobs（）方法生成Job
  graph.generateJobs（time）／／generatejobsusingallocatedblock
 ｝match｛／／获取接受到的Block信息
  caseSuccess（jobs）＝＞
   valreceivedBlockInfos＝
    jobScheduler.receiverTracker.getBlocksOfBatch（time）.mapValues｛＿.toArray｝
 ／／调用JobScheduler的submitJobSet（）方法提交作业
   jobScheduler.submitJobSet（JobSet（time，jobs，receivedBlockInfos））
  caseFailure（e）＝＞
   jobScheduler.reportError（＂Errorgeneratingjobsfortime＂＋time，e）
 ｝
 ／／发送一个DoCheckpoint消息给JobGenerator，然后调用JobGenerator的doCheckpoint
 ／／进行Checkpoint操作
 eventActor！DoCheckpoint（time）
｝

1）首先看 RecevierTracker的 allocateBlocksToBatch方法如何分配接受的未处理的 block
给batch。

    ／** Allocateallunallocatedblockstothegivenbatch.*／
defallocateBlocksToBatch（batchTime：Time）：Unit＝｛
 if（receiverInputStreams.nonEmpty）｛
  receivedBlockTracker.allocateBlocksToBatch（batchTime）
 ｝

213



｝

然后继续调用receivedBlockTracker.allocateBlocksToBatch方法进行分配。

    ／**
*Allocateallunallocatedblockstothegivenbatch.
*Thiseventwillgetwrittentothewriteaheadlog（ifenabled）.
*／
defallocateBlocksToBatch（batchTime：Time）：Unit＝synchronized｛
 if（lastAllocatedBatchTime＝＝null‖batchTime＞lastAllocatedBatchTime）｛
  valstreamIdToBlocks＝streamIds.map｛streamId＝＞
    （streamId，getReceivedBlockQueue（streamId）.dequeueAll（x＝＞true））
｝.toMap
  valallocatedBlocks＝AllocatedBlocks（streamIdToBlocks）
  writeToLog（BatchAllocationEvent（batchTime，allocatedBlocks））
  timeToAllocatedBlocks（batchTime）＝allocatedBlocks
  lastAllocatedBatchTime＝batchTime
  allocatedBlocks
 ｝else｛
  thrownewSparkException（s＂Unexpectedallocationofblocks，＂＋
   s＂lastbatch＝$lastAllocatedBatchTime，batchtimetoallocate＝$batchTime ＂）
 ｝
｝

2）查看DStreamGraph的generateJobs（）方法如何生成Job。在这个方法内部会通过output-
Stream的generateJob方法生成Job。这里的outputStream是我们前面提到的ForEachDStream。

    defgenerateJobs（time：Time）：Seq［Job］＝｛
 logDebug（＂Generatingjobsfortime＂＋time）
 valjobs＝this.synchronized｛
  outputStreams.flatMap（outputStream＝＞outputStream.generateJob（time））
 ｝
 logDebug（＂Generated＂＋jobs.length＋＂jobsfortime＂＋time）
 jobs
｝

3）我们继续跟踪 ForEachDStream的 generateJob方法。在这个方法中，会调用 DStream
的getOrComputer（）方法生成RDD，然后再定义一个作用于Job的jobFunc，最后会初始化一
个Job，并把定义好的jobFunc函数做为参数传给Job。

    overridedefgenerateJob（time：Time）：Option［Job］＝｛
 parent.getOrCompute（time）match｛
  caseSome（rdd）＝＞
   valjobFunc＝（）＝＞｛
    ssc.sparkContext.setCallSite（creationSite）
    foreachFunc（rdd，time）
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   ｝
   Some（newJob（time，jobFunc））
  caseNone＝＞None
 ｝
｝

4）我们继续看DStream的getOrComputer（）方法看它如何生成RDD。

    ／**
*GettheRDDcorrespondingtothegiventime；eitherretrieveitfromcache
*orcompute－and－cacheit.
*／
private［streaming］defgetOrCompute（time：Time）：Option［RDD［T］］＝｛
 ／／这里的generatedRDDs是一个HashMap，如果可以从它的内部得到需要的RDD，就不用再计算
 generatedRDDs.get（time）.orElse｛
  ／／ComputetheRDDiftimeisvalid（e.g.correcttimeinaslidingwindow）
  ／／ofRDDgeneration，elsegeneratenothing.
  if（isTimeValid（time））｛
   ／／Setthethread－localpropertyforcallsitestothisDStream′screationsite
   ／／suchthatRDDsgeneratedbycomputegetsthatastheircreationsite.
   ／／Notethatthis′getOrCompute′maygetcalledfromanotherDStreamwhichmayhave
   ／／setitsowncallsite.Sowestoreitscallsiteinatemporaryvariable，
   ／／setthisDStream′screationsite，generateRDDsandthenrestorethepreviouscallsite.
   valprevCallSite＝ssc.sparkContext.getCallSite（）
   ssc.sparkContext.setCallSite（creationSite）
   ／／每个DStream调用自己实现的compute方法重新计算得出RDD。compute方法被 Receiv-
erInputDStream类中的compute重新override了
   valrddOption＝compute（time）
   ssc.sparkContext.setCallSite（prevCallSite）

   rddOption.foreach｛casenewRDD＝＞
    ／／RegisterthegeneratedRDDforcachingandcheckpointing
    if（storageLevel！＝StorageLevel.NONE）｛／／设置RDD的存储策略
     newRDD.persist（storageLevel）
     logDebug（s＂PersistingRDD$｛newRDD.id｝fortime$timeto$storageLevel＂）
    ｝
    if（checkpointDuration！＝null＆＆（time－zeroTime）.isMultipleOf
    （checkpointDuration））｛
     newRDD.checkpoint（）
     logInfo（s＂MarkingRDD$｛newRDD.id｝fortime$timeforcheckpointing＂）
    ｝
   ／／把生成的RDD保存到generatedRDDs这个HashMap中，方便再次调用
    generatedRDDs.put（time，newRDD）
   ｝
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   rddOption
  ｝else｛
   None
  ｝
 ｝
｝

5）我们再次回到 JobGenerator的 generateJobs方法中，在这个方法中，通过调用 job-
Scheduler.receiverTracker.getBlocksOfBatch把Receivertracker中接收到的 Block信息拿出来，
保存到receivedBlockInfos中这个Map中，然后把receivedBlockInfos作为参数传给 JobSet。我
们可以看看receiverTracker.getBlocksOfBatch的调用。

    ／** Gettheblocksforthegivenbatchandallinputstreams.*／
defgetBlocksOfBatch（batchTime：Time）：Map［Int，Seq［ReceivedBlockInfo］］＝｛
 receivedBlockTracker.getBlocksOfBatch（batchTime）
｝

继续跟踪receivedBlockTracker.getBlocksOfBatch的调用。

    ／** Gettheblocksallocatedtothegivenbatch.*／
defgetBlocksOfBatch（batchTime：Time）：Map［Int，Seq［ReceivedBlockInfo］］＝synchronized｛
 timeToAllocatedBlocks.get（batchTime）.map｛＿.streamIdToAllocatedBlocks｝.
 getOrElse（Map.empty）
｝

6）对于调用JobScheduler的submitJobSet（）方法提交作业，我们可以看一下它的实现。
在这个方法里，最重要的一行代码是jobSet.jobs.foreach（job＝＞jobExecutor.execute（newJob-
Handler（job））），它会遍历jobSet里所有的jobs，然后通过jobExecutor这个线程池把所有的
Job进行提交。

    defsubmitJobSet（jobSet：JobSet）｛
 if（jobSet.jobs.isEmpty）｛
  logInfo（＂Nojobsaddedfortime＂＋jobSet.time）
 ｝else｛
  jobSets.put（jobSet.time，jobSet）
  jobSet.jobs.foreach（job＝＞jobExecutor.execute（newJobHandler（job）））
  logInfo（＂Addedjobsfortime＂＋jobSet.time）
 ｝
｝

JobExecutor作为JobScheduler的成员变量进行初始化，可以看到它是一个线程池。

    privatevaljobExecutor＝Executors.newFixedThreadPool（numConcurrentJobs）

我们再看下JobHandler这个类，它主要做两件事情：第一是在 Job运行前后分别发送
JobStarted消息和JobCompleted消息给JobScheduler。第二是Job的运行。
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    privateclassJobHandler（job：Job）extendsRunnable｛
 defrun（）｛
  eventActor！JobStarted（job）
  job.run（）
  eventActor！JobCompleted（job）
 ｝
｝

调用job.run（）在遍历 BlockRDD的时候，在 compute函数中获取该 Block。然后、打印
这个RDD结果。

（4）再次回到一开始我们提供的 NetworkWordCount示例，在最后会调用 ssc.awaitTer-
mination（）等待执行停止。

    ／**
*Waitfortheexecutiontostop.Anyexceptionsthatoccursduringtheexecution

*willbethrowninthisthread.

*／
defawaitTermination（）｛
 waiter.waitForStopOrError（）
｝

7.3 SparkStreaming操作实例演示

7.3.1  文本数据操作实例演示

本实例是实时统计本地文本文件的单词个数，在／root／sparkTest／test目录下每隔21s统
计一下新添加的文件中各个以空格分割的单词的个数。此案例常用来以准实时的方式对互联

网网站的流量进行不同粒度的统计。步骤如下：

（1）建立名称为 “SparkStreamingExample”的项目工程，如图7－8所示。

图7－8 建立项目工程
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（2）在WordCount.scala文件中具体实现实时统计本地文本文件的单词个数的功能。

    packagespark＿streaming＿example
importorg.apache.spark.SparkConf

importorg.apache.spark.streaming.｛Seconds，StreamingContext｝
importorg.apache.spark.streaming.StreamingContext.＿

／**
*Createdbyrooton4／11／15.

*／objectWordCount｛

 defmain（args：Array［String］）｛
  valsparkConf＝newSparkConf（）.setAppName（＂WordCount＂）.setMaster（＂local［3］＂）

  ／／Createthecontext
  valspark＿ssc＝newStreamingContext（sparkConf，Seconds（21））

  valsparkLines＝spark＿ssc.textFileStream（＂／root／sparkTest／test＂）

  valsparkWords＝sparkLines.flatMap（＿.split（＂＂））
  valsparkWordCounts＝sparkWords.map（x＝＞（x，1））.reduceByKey（＿＋＿）sparkWordCounts.print（）

  spark＿ssc.start（）
  spark＿ssc.awaitTermination（）

 ｝

｝

（3）接下来对上述代码进行解析。
1）首先初始化并构建了一个 SparkConf类的对象 sparkConf，使用其中的 setMaster和

setAppName方法将这个驱动程序的Master设为本地模式，将其名称设为WordCount。然后使
用这个 SparkConf类对象初始化了一个 StreamingContext类，将之前的配置项传递给 spark＿
ssc，这样就可以控制驱动程序了。setMaster（＂local［3］＂）表示驱动程序为本地模式的同时还
表示开启了三个线程，对应sparkStreaming的操作一般都需要开启大于两个的线程，因为必
须要有一个线程监听数据流，还有有其他的线程进行数据流的处理操作。

2）StreamingContext（sparkConf，Seconds（21））的第二个参数Seconds（21）表示每隔21s对
数据流进行切割一次。

3）spark＿ssc.textFileStream（＂／root／sparkTest／test＂）表示从本地文件系统的／root／spark-
Test／test目录下读取文件，一旦这个目录下有新的文件进来的时候 StreamingContext的实例
对象spark＿ssc就会读入这个文件并生成名称为sparkLines的RDD。sparkLines对文本中的每
一行使用空格对单词进行切分sparkLines.flatMap（＿.split（＂＂）），切分了之后就开始进行单
词统计sparkWords.map（x＝＞（x，1））.reduceByKey（＿＋＿）。最后把每一个时间段内增加的单
词统计完成之后打印出来sparkWordCounts.print（）。
4）spark＿ssc.awaitTermination（）表示等待数据流的终结，sparkStreaming会一直处于等

待监听的状态。

（4）打开／root／sparkTest／test目录查看统计结果，如图7－9所示。
此时发现在／root／sparkTest／test目录没有任何文件，这时在 IntelliJIDEA里运行 Word-

Count.scala文件来测试是否会有单词计数后的结果值。运行结果如下：
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图7－9 ／root／sparkTest／test目录

    15／04／1301：31：06INFOMemoryStore：Blockbroadcast＿0storedasvaluesinmemory（estimated
15／04／1301：31：06INFODAGScheduler：Submitting2missingtasksfromStage2（ShuffledRDD［4］at
combineByKeyatShuffledDStream.scala：42）
15／04／1301：31：06INFOTaskSchedulerImpl：Addingtaskset2.0with2tasks
15／04／1301：31：06INFOTaskSetManager：Startingtask0.0instage2.0（TID1，localhost，PROCESS＿
LOCAL，948bytes）
......
15／04／1301：31：06 INFO BlockFetcherIterator$ BasicBlockFetcherIterator：maxBytesInFlight：
50331648，targetRequestSize：10066329
15／04／1301：31：06INFOBlockFetcherIterator$ BasicBlockFetcherIterator：Getting0non－empty
blocksoutof0blocks
15／04／1301：31：06INFOBlockFetcherIterator$ BasicBlockFetcherIterator：Started0remotefetchesin
11ms
15／04／1301：31：06INFOExecutor：Finishedtask1.0instage2.0（TID2）.822bytesresultsent
todriver
15／04／1301：31：06INFODAGScheduler：Stage2（takeatDStream.scala：608）finishedin0.035s
15／04／1301：31：06INFOSparkContext：Jobfinished：takeatDStream.scala：608，took0.09356594s
15／04／1301：31：06INFOJobScheduler：Finishedjobstreamingjob1428859866000ms.0fromjobsetof
time1428859866000ms
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
Time：1428859866000ms
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－

因为在／root／sparkTest／test目录下没有任何文件，所以没有统计到任何单词。现在我
们在／root／sparkTest／test目录新建一个 testSparkStreamingWordCount.txt文件，如图 7－10
所示。

testSparkStreamingWordCount.txt文件里分别有五个字母 A、五个字母 B、五个字母 C、
五个字母D，各自都使用空格分开。在IntelliJIDEA里运行WordCount.scalad的结果如下：
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图7－10 新建一个testSparkStreamingWordCount.txt文件

    15／04／1301：41：15INFOTaskSchedulerImpl：RemovedTaskSet118.0，whosetaskshaveallcompleted，
frompool
15／04／1301：41：15INFODAGScheduler：Stage118（takeatDStream.scala：608）finishedin0.007s
15／04／1301：41：15INFOSparkContext：Jobfinished：takeatDStream.scala：608，took0.020002081s
15／04／1301：41：15INFOContextCleaner：Cleanedbroadcast60
15／04／1301：41：15INFOJobScheduler：Finishedjobstreamingjob1428860475000ms.0fromjobsetof
time1428860475000ms
15／04／1301：41：15INFOShuffledRDD：RemovingRDD144frompersistencelist
15／04／1301：41：15INFOBlockManager：RemovingRDD144
15／04／1301：41：15INFOMappedRDD：RemovingRDD143frompersistencelist
15／04／1301：41：15INFOBlockManager：RemovingRDD143
15／04／1301：41：15INFOFlatMappedRDD：RemovingRDD142frompersistencelist
15／04／1301：41：15INFOBlockManager：RemovingRDD142
15／04／1301：41：15INFOMappedRDD：RemovingRDD141frompersistencelist
15／04／1301：41：15INFOBlockManager：RemovingRDD141
15／04／1301：41：15INFOUnionRDD：RemovingRDD140frompersistencelist
15／04／1301：41：15INFOBlockManager：RemovingRDD140
15／04／1301：41：15INFOFileInputDStream：Cleared1oldfilesthatwereolderthan1428860454000ms：
1428860433000ms
15／04／1301：41：15INFOJobScheduler：Totaldelay：0.315sfortime1428860475000ms（execution：
0.182s）
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
Time：1428860475000ms
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
（B，5）
（C，5）
（A，5）
（D，5）

可以看到现在已经统计出了在／root／sparkTest／test目录新加入的 testSparkStreamingWord-
Count.txt文件中的各个字母的个数：A、B、C、D分别有5个。

7.3.2  网络数据操作实例———销售模拟器演示

现在要实现这样一个功能：服务器端不断监听是否有客户端连接上来，如果有客户端连
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接上来就不断的向客户端发送数据。对于网络数据的操作，当前的业务场景有商品的实时推

荐以及日志的实时查询等。

（1）首先建立一个能够读取文件的模拟器，模拟器能够把文件的每一行随机的发送。
用户可以设定发送的时间和端口。

（2）在SparkStreamingExample工程下新建一个用于实现销售模拟器的Scala文件SaleDe-
viceSimulation.scala，如图7－11所示。

图7－11 新建一个SaleDeviceSimulation.scala

SaleDeviceSimulation.scala文件里的代码实现如下：

    packagespark＿streaming＿example
importjava.io.｛PrintWriter｝
importjava.net.ServerSocket
importscala.io.Source
／**
*Createdbyrooton4／16／15.

*／
objectSaleDeviceSimulation｛

 defmain（args：Array［String］）｛
  if（args.length！＝3）｛
   System.err.println（＂Usage：＜filename＞＜port＞＜millisecond＞＂）
   System.exit（1）
  ｝

  valfilename＝args（0）
  vallines＝Source.fromFile（filename）.getLines.toList
  valfilerow＝lines.length

  vallistener＝newServerSocket（args（1）.toInt）
  while（true）｛
   valsocket＝listener.accept（）
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   newThread（）｛
    overridedefrun＝｛
     println（＂Gotclientconnectedfrom：＂＋socket.getInetAddress）
     valout＝newPrintWriter（socket.getOutputStream（），true）
     while（true）｛
      Thread.sleep（args（2）.toLong）
      valcontent＝lines（index（filerow））
      println（content）
      out.write（content＋′＼n′）
      out.flush（）
     ｝
     socket.close（）
    ｝
   ｝.start（）
  ｝
 ｝
defindex（length：Int）＝｛
  importjava.util.Random
  valrdm＝newRandom

  rdm.nextInt（length）
 ｝

｝

（3）实现销售模拟器的代码解析如下。
首先从 main方法的 args数组中获取文件的名称 valfilename＝args（0），然后使用

Source.fromFile（filename）.getLines.toList把这个文件读进来并存入 List集合里面，接着使用
lines.length计算出这个文件总共有多少行，最后使用 vallistener＝newServerSocket（args（1）
.toInt）开启一个服务器socket的监听器，一旦有其他客户端连接上来的时候服务器就开始向
客户端发送数据。socket.getInetAddress表示获取客户端的地址，socket.getOutputStream（）表
示向客户端发送数据。Thread.sleep（args（2）.toLong）表示服务器向客户端发送的时间间隔。
lines（index（filerow））表示读取整个文件中的某一行 （某一行是一个随机数，随机数是由方

法 “index（length：Int）”来生成）。
（4）为了方便运行SaleDeviceSimulation.scala这个销售模拟器，我们需要把SaleDeviceS-

imulation.scala打成一个jar包后使用Shell交互命令来运行，打包过程如下：
1）首先选择projectstructure选项卡中的artifacts选项组，如图7－12所示。
2）然后点击 “＋”号，在弹出的选项框中选择 Jar选项→Frommoduleswithdependen-

cies，在弹出的CreatJarfromModules对话框中MainClass选择SparkStreamingExample工程下
的spark＿streaming＿example包下的SaleDeviceSimulation.scala文件，Module表示但是 jar包的
名称，这里jar包的名称是SparkStreamingExample，如图7－13所示。
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图7－12 选择projectstructure中的Artifacts

图7－13 jar包的名称

jar包存放的位置为：／usr／local／spark／git－2.1.0／SparkStreamingExample／out／artifacts／
SaleDeviceSimulation，如图7－14所示。

图7－14 jar包存放的位置

3）接着在InteIIijIDE开发工具的Build菜单选项中选择BuildArtfacts选项，如图7－15
所示。
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图7－15 选择BuidArtfacts

4）在弹出的BuildArtfact对话框中选择 SaleDeviceSimulation选项→Rebuild，至此就完
成了打包过程，如图7－16所示。

图7－16 选择SaleDeviceSimulation→Rebuild

5）现在要在spark环境下运行SparkStreamingExample.jar中的SaleDeviceSimulation.scala。
将／usr／local／spark／git－2.1.0／SparkStreamingExample／out／artifacts／SaleDeviceSimulation目

录中的 SparkStreamingExample.jar复制到／usr／local／spark／spark－1.1.0－bin－hadoop2.4这
个spark目录下，命令为：

    root＠SparkMaster：／usr／local／spark／spark－1.1.0－bin－hadoop2.4＃cp／usr／local／spark／git
－2.1.0／
SparkStreamingExample／out／artifacts／SaleDeviceSimulation／SparkStreamingExample.jar.

（注意：这里复制的目标位置是／usr／local／spark／spark－1.1.0－bin－hadoop2.4）。

6）现在要使用 SparkStreamingExample.jar中的 SaleDeviceSimulation.scala（这个文件在
spark＿streaming＿example包之下）充当客户端来向客户端发送／root／user／local／idea目录下的
networkdata.txt文件，networkdata.txt文件的内容如图7－17所示。
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图7－17 networkdata.txt文件的内容

7）在命令行中进入／usr／local／spark／spark－1.1.0－bin－hadoop2.4，然后输入 java－
classpath／usr／local／spark／spark－1.1.0－bin－hadoop2.4／SparkStreamingExample.jarspark＿
streaming＿example.SaleDeviceSimulation／root／user／local／idea／networkdata.txt88882000，如下
所示。

这里使用的是 Java的运行模式，首先指定了 jar包的 classpath路径为／usr／local／spark／
spark－1.1.0－bin－hadoop2.4／SparkStreamingExample.jar；然后指定运行jar包中treaming＿ex-
ample包下的SaleDeviceSimulation.scala文件；接着使用／root／user／local／idea／networkdata.txt指
定服务器端向客户端发送的文本文件；紧接着用8888指定服务器端口；最后用参数2000指定
每隔2s向客户端发送一行数据。命令执行后服务器端一直处于等待监听是否有客户端连接上
来的状态，如果有客户端连接上来之后服务器就每隔2s向连接上来的服务器发送一次文本。

（5）现在再创建一个服务器对应的客户端程序，代码如下：

    packagespark＿streaming＿example
importorg.apache.spark.｛SparkContext，SparkConf｝
importorg.apache.spark.streaming.｛Milliseconds，Seconds，StreamingContext｝
importorg.apache.spark.streaming.StreamingContext.＿
importorg.apache.spark.storage.StorageLevel
／**
*Createdbyrooton4／18／15.
*／
objectNetworkWordCountDemo｛

 defmain（args：Array［String］）｛
  valconf＝newSparkConf（）.setAppName（＂NetworkWordCountDemo＂）.setMaster（＂local［3］＂）
  valsc＝newSparkContext（conf）
  valssc＝newStreamingContext（sc，Seconds（6））
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  vallines＝ssc.socketTextStream（args（0），
args（1）.toInt，
StorageLevel.MEMORY＿AND＿DISK＿SER
）

  valwords＝lines.flatMap（＿.split（＂，＂））
  valwordCounts＝words.map（x＝＞（x，1））.reduceByKey（＿＋＿）

  wordCounts.print（）
  ssc.start（）
  ssc.awaitTermination（）
 ｝
｝

（6）对客户端程序代码的解析如下。
首先使用 newSparkConf（）.setAppName（＂NetworkWordCountDemo＂）.setMaster（＂local

［3］＂）构建一个主结点 master为本地 local模式的 SparkConf；接着使用 newStreamingContext
（sc，Seconds（6））创建了一个每隔6s读取一次服务器发送过来的文本数据的StreamingContext
的实例对象 （由于前面服务器端每隔2s向连接的客户端发送一次数据，那么客户端每隔6s应
该可以读取3条服务器发送过来的数据）；紧接着使用ssc.socketTextStream（args（0），args（1）.
toInt，StorageLevel.MEMORY＿AND＿DISK＿SER）创建一个读取网络接口的流数据，参数args（0）
是服务器的名称，查看服务器名称可知服务器是 wyy，参数 args（1）.toInt是服务器端口号，
根据前面知道的服务器的端口号可知args（1）.toInt的值是8888；最后使用flatMap和map函
数对客户端读取的数据进行处理。

（7）现在开始运行NetworkWordCountDemo.sala文件。
由于NetworkWordCountDemo.scala中的ssc.socketTextStream（args（0），args（1）.toInt，Stor-

ageLevel.MEMORY＿AND＿DISK＿SER）需要运行参数 （服务器名称和端口号），所以在运行

NetworkWordCountDemo.scala之前需要在 IntellijIDE工具中的 Run菜单中的 EditConfigura-
tions中配置相应的参数，配置参数如图7－18所示。

图7－18 EditConfigurations中配置相应的参数
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1）这里指定了应用的名称是NetworkWordCountDemo，应用的入口类是spark＿streaming＿
example.NetworkWordCountDemo，服务器的名称是 localhost，服务器的端口号是8888。这里
服务器的名称之所以是 localhost是因为在 ect中的 hosts文件中的主机的名称是 localhost，
hosts文件所在目录如下：

2）使用vimhosts命令打开hosts文件：

这里看到主机的 IP地址是127.0.0.1，名称是 localhost，由于我们使用本地模式运行
NetworkWordCountDemo.scala，所以在配置运行 NetworkWordCountDemo的参数时输入的服务
器名称是localhost。
3）运行NetworkWordCountDemo.scala文件，在命令行下 SaleDeviceSimulation.scala这个

服务器端的程序监测到有客户端程序连接上来之后就会每隔2s随机的发送／root／user／local／
idea目录下的networkdata.txt文件中的 “onetwothreefourfivesixseveneightnineteen”中的
一行文本到客户端。

4）上面是服务器端 SaleDeviceSimulation.scala的运行效果，此时可以看到已经有 “Got
clientconnectedfrom：／127.0.0.1”连接上服务器了并且服务器不断的每隔2s发送一次文本
内容。下面是客户端NetworkWordCountDemo.scala运行的效果：
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    SparkUI：StartedSparkUIathttp：／／SparkMaster：4040
15／04／2619：44：06INFOTaskSetManager：Finishedtask1.0instage43.0（TID65）in3msonlocalhost
（2／2）
15／04／2619：44：06INFOTaskSchedulerImpl：RemovedTaskSet43.0，whosetaskshaveallcompleted，
frompool
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
Time：1430048646000ms
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
（four，1）
（teen，1）
（three，1）

15／04／2619：44：06INFODAGScheduler：Stage43（takeatDStream.scala：608）finishedin0.000s
15／04／2619：44：06INFOSparkContext：Jobfinished：takeatDStream.scala：608，took0.014364008s
15／04／2619：44：06INFOJobScheduler：Finishedjobstreamingjob1430048646000ms.0fromjobsetof
time1430048646000ms
15／04／2619：44：06INFOJobScheduler：Totaldelay：0.061sfortime1430048646000ms（execution：
0.044s）
......
15／04／2619：44：12INFOContextCleaner：Cleanedbroadcast33
15／04／2619：44：12INFOBlockManager：Removingbroadcast34
15／04／2619：44：12INFOBlockManager：Removingblockbroadcast＿34
15／04／2619：44：12INFOMemoryStore：Blockbroadcast＿34ofsize2432droppedfrommemory（free
140132009）
15／04／2619：44：12INFOContextCleaner：Cleanedbroadcast34
15／04／2619：44：12INFOBlockManager：Removingbroadcast35
15／04／2619：44：12INFOBlockManager：Removingblockbroadcast＿35
15／04／2619：44：12INFOMemoryStore：Blockbroadcast＿35ofsize2152droppedfrommemory（free
140134161）
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15／04／2619：44：12INFOContextCleaner：Cleanedbroadcast35
15／04／2619：44：12INFOExecutor：Runningtask0.0instage47.0（TID70）
15／04／2619：44：12INFOBlockFetcherIterator$BasicBlockFetcherIterator：maxBytesInFlight：50331648，
targetRequestSize：10066329
15／04／2619：44：12INFOBlockFetcherIterator$ BasicBlockFetcherIterator：Getting1non－empty
blocksoutof3blocks
15／04／2619：44：12INFOBlockFetcherIterator$ BasicBlockFetcherIterator：Started0remotefetchesin
0ms
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
Time：1430048652000ms
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
（five，1）
（eight，1）
（seven，1）

5）可以看到实现销售模拟器，客户端从第一次的Time：1430048646000ms到第二次的
Time：1430048652000ms间隔6000ms（即6s）获取一次服务器端发送的数据，以后每隔6s
都会获取一次。从客户端打印的日志信息的 SparkUI：StartedSparkUIathttp：／／SparkMaster：
4040中我们可以看到 sparkUI的地址是 http：／／SparkMaster：4040，在浏览器中输入 http：／／
SparkMaster：4040后的信息如图7－19所示。可以看到时间间隔是6s。

图7－19 WebUI的运行结果

7.3.3  有状态 （Stateful）操作实例演示

有状态 （Stateful）的操作是指在将不断输入的数据按时间间隔切分成一个个 RDD，然
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后对当前和历史的RDD累加后进行的操作。现在建立一个有状态的 SparkStreaming监控。
在SparkStreamingExample工程下新建一个用于实现SparkStreaming监控有状态 （Stateful）操
作的Scala文件SparkStatefulWordCountDemo.scala。

（1）SparkStatefulWordCountDemo.scala的具体实现代码如下：

    packagespark＿streaming＿example
importorg.apache.spark.｛SparkContext，SparkConf｝
importorg.apache.spark.streaming.｛Seconds，StreamingContext｝
importorg.apache.spark.streaming.StreamingContext.＿
／**
*Createdbyrooton4／21／15.
*／
objectSparkStatefulWordCountDemo｛

 defmain（args：Array［String］）｛

  ／／StateFul需要定义的处理函数，第一个参数是本次进来的值，第二个是过去处理后保存的值
  valupdateFunc＝（values：Seq［Int］，state：Option［Int］）＝＞｛
   valcurrentCount＝values.foldLeft（0）（＿＋＿） ／／对现在的值进行求和
   valpreviousCount＝state.getOrElse（0） ／／获取过去的值，如果过去没有值，则取0
   Some（currentCount＋previousCount） ／／求和，返回新的值
  ｝

  valconf＝
   newSparkConf（）.setAppName（＂StatefulWordCount＂）.setMaster（＂local［2］＂）
  valsc＝newSparkContext（conf）

  ／／创建StreamingContext
  valssc＝newStreamingContext（sc，Seconds（5））

  ／／因为是有状态的，需要保存之前的信息，所以这里设定了 checkpoint的目录，
  ／／以防断电后内存数据丢失。这里因为没有设置checkpoint的时间间隔，所
  ／／以会发现每一次数据块过来 即切分一次，产生一个 .checkpoint文件
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  ssc.checkpoint（＂.＂）

  ／／获取数据
  vallines＝ssc.socketTextStream（args（0），args（1）.toInt）
  valwords＝lines.flatMap（＿.split（＂，＂））
  valwordCounts＝words.map（x＝＞（x，1））

  ／／使用updateStateByKey来更新状态
  valstateDstream＝wordCounts.updateStateByKey［Int］（updateFunc）
  stateDstream.print（）
  ssc.start（）
  ssc.awaitTermination（）
 ｝
｝

（2）对上述代码进行解析如下。
1）首先使用匿名函数（values：Seq［Int］，state：Option［Int］）来定义更新数据状态的操作，

第一个参数values：Seq［Int］表示新进来的值，第二个参数 state：Option［Int］表示上一次统计
的值。这个匿名函数被赋值给变量updateFunc，使updateFunc成为一个值函数，最终值函数
updateFunc被传递给实时监控workCounts的 updateStateByKey函数来更新监控状态。在匿名
函数的函数体里面如果有新的信息来了就会获取新的值，再获取上一次旧的值，最终使用

Some（currentCount＋previousCount）把新的值添加到旧的值里面，依此来代替之前的旧的值并
返回这个值。

2）然后创建StreamingContext的实例 ssc，因为是有状态的，需要保存之前的信息，所
以使用ssc.checkpoint（＂.＂）设定了 checkpoint的目录，以防断电后内存数据丢失。这里因为
没有设置checkpoint的时间间隔，所以会发现每一次数据块过来就会切分一次，产生一个
.checkpoint文件。

3）接着使用ssc.socketTextStream（args（0），args（1）.toInt）从socket流里面获取数据，参数
args（0）是服务器的名称，参数 args（1）.toInt是服务器的端口。紧接着使用 valwords＝
lines.flatMap（＿.split（＂，＂））和 valwordCounts＝words.map（x＝＞（x，1））进行 workcounts的单词
统计。

4）最后使用updateStateByKey来更新状态。
（3）配置运行参数来运行SparkStatefulWordCountDemo.scala，配置参数如图7－20。
这里指定了应用的名称是 SparkStatefulWordCountDemo，应用的入口类是 spark＿streaming

＿example.SparkStatefulWordCountDemo，服务器的名称是localhost，服务器的端口号是8888。
现在启动服务器，在命令行中进入／usr／local／spark／spark－1.1.0－bin－hadoop2.4，然

后输入 java－classpath／usr／local／spark／spark－1.1.0－bin－hadoop2.4／SparkStreamingExam-
ple.jarspark＿streaming＿example.SaleDeviceSimulation／root／user／local／idea／networkdata.txt8888
2000，如下所示。
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图7－20 配置运行参数

这里使用的是 Java的运行模式，首先指定了 jar包的 classpath路径为／usr／local／spark／
spark－1.1.0－bin－hadoop2.4／SparkStreamingExample.jar；然后指定运行 jar包中 treaming＿
example包下的 SaleDeviceSimulation.scala文件；接着使用／root／user／local／idea／networkda-
ta.txt指定服务器端向客户端发送的文本文件；紧接着用 8888指定服务器端口；最后用
2000指定每隔2s向客户端发送一行数据。回车后服务器端一直处于等待监听是否有客户端
连接上来的状态，如果有客户端连接上来之后服务器就每隔2s向连接上来的服务器发送一
次文本。

（4）运行SparkStatefulWordCountDemo.scala，效果如下：

    ／usr／lib／java／jdk1.8.0＿20／bin／java－Didea.launcher.port＝7535－Didea.launcher.bin.path＝／usr／
local／idea／idea－IC－135.1230／bin－Dfile.encoding＝UTF－8－classpath／usr／lib／java／jdk1.8.0＿
20／jre／lib／jsse.jar：／usr／lib／java／jdk1.8.0＿20／jre／lib／jce.jar：／usr／lib／java／jdk1.8.0＿20／jre／lib／jfx-
swt.jar：／usr／lib／java／jdk1.8.0＿20／jre／lib／resources.jar：／usr／lib／java／jdk1.8.0＿20／jre／lib／plu-
gin.jar：／usr／lib／java／jdk1.8.0 ＿ 20／jre／lib／javaws.jar：／usr／lib／java／jdk1.8.0 ＿ 20／jre／lib／de-
ploy.jar：／usr／lib／java／jdk1.8.0＿20／jre／lib／jfr.jar：／usr／lib／java／jdk1.8.0＿20／jre／lib／management－
agent.jar：／usr／lib／java／jdk1.8.0＿20／jre／lib／rt.jar：／usr／lib／java／jdk1.8.0＿20／jre／lib／charsets.jar：／
usr／lib／java／jdk1.8.0＿20／jre／lib／ext／nashorn.jar：／usr／lib／java／jdk1.8.0＿20／jre／lib／ext／sunjce＿pro-
vider.jar：／usr／lib／java／jdk1.8.0＿20／jre／lib／ext／dnsns.jar：／usr／lib／java／jdk1.8.0＿20／jre／lib／ext／
sunpkcs11.jar：／usr／lib／java／jdk1.8.0＿20／jre／lib／ext／sunec.jar：／usr／lib／java／jdk1.8.0＿20／jre／lib／
ext／zipfs.jar：／usr／lib／java／jdk1.8.0＿20／jre／lib／ext／jfxrt.jar：／usr／lib／java／jdk1.8.0＿20／jre／lib／ext／
localedata.jar：／usr／lib／java／jdk1.8.0＿20／jre／lib／ext／cldrdata.jar：／usr／local／spark／git－ 2.1.0／
SparkStreamingExample／out／production／SparkStreamingExample：／usr／lib／scala／scala－2.10.4／lib／sca-
la－library.jar：／usr／lib／scala／scala－2.10.4／lib／scala－swing.jar：／usr／lib／scala／scala－2.10.4／lib／
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scala－actors.jar：／usr／local／spark／spark－1.1.0－bin－hadoop2.4／lib／spark－assembly－1.1.0－
hadoop2.4.0.jar：／usr／local／idea／idea－IC－135.1230／lib／idea＿rt.jarcom.intellij.rt.execution.ap-
plication.AppMainspark＿streaming＿example.SparkStatefulWordCountDemolocalhost8888

15／04／2620：42：35INFOTaskSchedulerImpl：RemovedTaskSet11.0，whosetaskshaveallcompleted，
frompool
15／04／2620：42：35INFODAGScheduler：Stage11（takeatDStream.scala：608）finishedin0.000s
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
Time：1430052155000ms
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
（nine，1）
（eight，1）

15／04／2620：42：35INFOSparkContext：Jobfinished：takeatDStream.scala：608，took0.035178633s

15／04／2620：42：40INFOCheckpointWriter：Savingcheckpointfortime1430052160000mstofile′file：／
usr／local／spark／git－2.1.0／SparkStreamingExample／checkpoint－1430052160000′
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
Time：1430052160000ms
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
（nine，2）
（six，2）
（eight，1）

由于在SparkStatefulWordCountDemo.scala中使用ssc.checkpoint（＂.＂）设置了checkpoint，
所以在IDE中会每隔5s产生一个checkpoint文件，如图7－21所示。

图7－21 checkpoint文件

7.3.4  Window操作实例演示

现在要实现一个让窗口不断地移动，在窗口 （Window）移动的过程中统计最近的 word
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单词个数。这种场景类似于博客里面统计最近的一段时间 （例如最近的一分钟）的最热门

词汇。

（1）在 SparkStreamingExample工程下新建一个用于 Window操作的 Scala文件 Window-
WordCountDemo.scala如下所示。

（2）WindowWordCountDemo的具体实现代码如下。

    packagespark＿streaming＿example
importorg.apache.spark.｛SparkContext，SparkConf｝
importorg.apache.spark.storage.StorageLevel
importorg.apache.spark.streaming.＿
importorg.apache.spark.streaming.StreamingContext.＿
／**
*Createdbyrooton4／26／15.
*／
objectWindowWordCountDemo｛

 defmain（args：Array［String］）｛

  valconf＝
   newSparkConf（）.setAppName（＂WindowWordCount＂）.setMaster（＂local［2］＂）
  valsc＝newSparkContext（conf）

  ／／创建StreamingContext
  valssc＝newStreamingContext（sc，Seconds（5））
  ssc.checkpoint（＂.＂）
  ／／获取数据
  vallines＝
  ssc.socketTextStream（args（0），args（1）.toInt，
  StorageLevel.MEMORY＿ONLY＿SER）

333



  valwords＝lines.flatMap（＿.split（＂，＂））

 ／**
windows操作，参数Seconds（args（2）.toInt是 windows的窗口时间间隔，这里必须是5的倍数。
参数Seconds（args（3）.toInt）是 windows的滑动时间间隔，也必须是5的倍。
*／ 

  valwordCounts＝words.map（x＝＞（x，1））.reduceByKeyAndWindow（（a：Int，b：Int）＝＞
    （a＋b），Seconds（args（2）.toInt），Seconds（args（3）.toInt））

  wordCounts.print（）
  ssc.start（）
  ssc.awaitTermination（）
 ｝
｝

（3）上述代码解析如下。
1）首先创建SparkContext的实例 sc和 StreamingContext的实例 ssc，参数 Seconds（5）表

示5s切分一次数据，然后使用ssc.checkpoint（＂.＂）设置checkpoint。
2）紧接着使用ssc.socketTextStream（args（0）args（1）.toInt，StorageLevel.MEMORY＿ONLY

＿SER）从数据流里面获取数据，参数 args（0）表示服务器名称，args（1）表示服务器的端口
号，读入数据后使用lines.flatMap（＿.split（＂，＂））进行flatMap操作。
3）最后使用 words.map（x＝＞（x，1））.reduceByKeyAndWindow（（a：Int，b：Int）＝＞（a＋

b），Seconds（args（2）.toInt），Seconds（args（3）.toInt））进行Windows操作。因为要进行reduce-
ByKeyAndWindow操作 （也就是要进行 reduceByKey操作），所以要先进行 map操作，把数
据映射成（x，1），映射完成后就开始使用 reduceByKeyAndWindow（（a：Int，b：Int）＝＞（a＋b）
将上一次和本次的数据进行累加。这里的参数 Seconds（args（2）.toInt）表示 Windows的监听
时间间隔，Seconds（args（2）.toInt）的值必须是切分数据时设置的时间间隔的倍数 （也就是

必须是5的倍数），参数 Seconds（args（3）.toInt）表示每次窗口滑动的时间间隔，Seconds
（args（3）.toInt）的值也必须是切割数据的倍数。所以 words.map（x＝＞（x，1））
.reduceByKeyAndWindow（（a：Int，b：Int）＝＞（a＋b），Seconds（args（2）.toInt），Seconds（args（3）.
toInt））表示的意思是每隔Seconds（args（3）.toInt）s的时间就会对前Seconds（args（2）.toInt）s的
时间进行一次单词计数的操作。

（4）配置运行参数来运行WindowWordCountDemo.scala，配置参数如图7－22所示。
Programarguments中一共有四个参数，第一个参数localhost表示服务器名称，由于使用

本地模式运行，所以填的是localhost；第二个参数8888表示服务器的端口号；第三个参数
30表示表示 Window的监听时间间隔，由于每隔5s中对数据进行一次 RDD切割，所以
30s内进行了6次数据切割，这样就形成了6个 RDD，这6个 RDD形成了一个 Window；
第四个参数10表示窗口每次滑动的时间间隔，它也是每次切割数据的时间 5的倍数，
这样每切割两次数据窗口就会移动一次。每隔 10s对前 30s的数据进行一次单词统计
的操作。
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图7－22 配置运行参数

（5）接下来启动服务器，在命令行中进入／usr／local／spark／spark－1.1.0－bin－ha-
doop2.4，然后输入java－classpath／usr／local／spark／spark－1.1.0－bin－hadoop2.4／SparkStre-
amingExample.jarspark＿streaming＿example.SaleDeviceSimulation／root／user／local／idea／network-
data.txt88882000，如下所示。

这里使用的是 Java的运行模式，首先指定了 jar包的 classpath路径为／usr／local／spark／
spark－1.1.0－bin－hadoop2.4／SparkStreamingExample.jar；然后指定运行 jar包中 treaming＿
example包下的 SaleDeviceSimulation.scala文件；接着 使用／root／user／local／idea／networkda-
ta.txt指定服务器端向客户端发送的文本文件；紧接着用 8888指定服务器端口；最后用
2000指定每隔2s向客户端发送一行数据。回车后服务器端一直处于等待监听是否有客户端
连接上来的状态，如果有客户端连接上来之后服务器就每隔2s向连接上来的服务器发送一
次文本。

（6）运行WindowWordCountDemo.scala，结果如下。

    15／04／2701：03：45INFOSparkContext：Jobfinished：takeatDStream.scala：608，took0.1005062s
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
Time：1430067825000ms
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
（nine，1）
（four，1）
15／04／2701：03：55INFOMapPartitionsRDD：RemovingRDD10frompersistencelist
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
Time：1430067835000ms
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－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
（teen，1）
（one，1）
（nine，1）
（six，1）
（four，1）
（eight，2）
15／04／2701：04：05INFOBlockManagerMaster：Updatedinfoofblockrdd＿28＿1
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
Time：1430067845000ms
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
（teen，2）
（one，2）
（nine，1）
（six，1）
（three，1）
（four，3）
（eight，2）
15／04／2701：04：15INFOCheckpointWriter：Savingcheckpointfortime1430067855000mstofile′file：／
usr／local／spark／git－2.1.0／SparkStreamingExample／checkpoint－1430067855000′
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
Time：1430067855000ms
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
（teen，3）
（one，2）
（nine，1）
（six，2）
（three，1）
（four，2）
（seven，1）
（eight，3）
15／04／2701：04：25INFOCheckpointWriter：Savingcheckpointfortime1430067865000mstofile′file：／
usr／local／spark／git－2.1.0／SparkStreamingExample／checkpoint－1430067865000′
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
Time：1430067865000ms
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
（two，1）
（teen，2）
（one，3）
（nine，2）
（six，1）
（three，1）
（four，2）
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（seven，1）
（eight，2）
15／04／2701：04：35INFOMemoryStore：Blockrdd＿14＿0ofsize197droppedfrom memory（free
140127041）
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
Time：1430067875000ms
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
（two，2）
（teen，1）
（one，2）
（nine，4）
（six，1）
（three，1）
（four，1）
（seven，1）
（eight，2）
15／04／2701：04：45INFOBlockManager：RemovingRDD59
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
Time：1430067885000ms
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
（two，3）
（one，3）
（nine，3）
（three，1）
（five，1）
（four，1）
（eight，3）

从时间Time：1430067825000ms、Time：1430067835000ms、Time：1430067845000ms、
Time：1430067855000ms、Time：1430067865000ms、Time：1430067875000ms、Time：1430-
067885000ms可以看出，每隔10s切割了一次数据。由于5s切分一次数据，我们设置每30s
监听一次Window窗口，所以30s就会产生6个 RDD。由于服务器每隔2s发送一次数据，
所以30s内就应该产生15条记录。

    （two，2）
（teen，1）
（one，2）
（nine，4）
（six，1）
（three，1）
（four，1）
（seven，1）
（eight，2）

733



15／04／2701：04：45INFOBlockManager：RemovingRDD59
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
Time：1430067885000ms
－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
（two，3）
（one，3）
（nine，3）
（three，1）
（five，1）
（four，1）
（eight，3）

从最后的运行结果中我们可以看出记录的总数2＋1＋2＋4＋1＋1＋1＋1＋2和3＋3＋3
＋1＋1＋1＋3都等于15，即使再往下记录依然是15。这也就是说window（窗口）操作是以
特定时间段并以特定时间间隔为单位进行的滑动操作，此操作也是SparkStreaming的主要运
行场景之一。

7.3.5  SparkStreaming处理多源数据实战

现实世界可以提供多数据源，在这些数据源中大部分数据源可以提供流式数据，即数据

源源不断到达。通过对多源数据的分析可以提供对现实世界中物体或者人物的 “画像”。本

案例中通过对物体或者人物建立画像，可以有效的支撑企业对大数据应用的支持，比如说实

时推荐系统等应用。下面是一个对多源数据进行流式处理，并且建立相应的用户标签的实

例。以下为该案例的核心代码。

    valconf＝newSparkConf（）.setMaster（＂local＂）.setAppName（＂UserTag＂）
 .set（＂spark.cores.max＂，＂4＂）
 .set（＂spark.executor.memory＂，＂512M＂）   ／／从kafka接收数据
valbrokers＝＂XXX：XX＂ ／／broker的地址
valtopics＝＂test2＂ ／／topic名字
valssc＝newStreamingContext（conf，Seconds（60））／／实例化一个streamingContext
valsc＝ssc.sparkContext
valtopicsSet＝topics.split（＂，＂）.toSet
valkafkaParams＝Map［String，String］（＂metadata.broker.list＂－＞brokers）
valmessages＝KafkaUtils.createDirectStream［String，String，StringDecoder，StringDecoder］（ssc，
 kafkaParams，topicsSet）
vallines＝messages.map（＿.＿2）
／／生成标签表
valtagtable＝TagTable.Createtable（） ／／生成标签编码表

／／*********************生成空的用户标签表******************************
valsqlContext＝newSQLContext（sc）
valschemaString＝＂No，id，sex＂

833



valschema：StructType＝StructType（schemaString.split（＂，＂）
 .map（fieldName＝＞StructField（fieldName，StringType，true）））
valrowRDD：RDD［Row］＝sc.makeRDD（＂＂）.map（d＝＞Row（））
varUserTagtable：DataFrame＝sqlContext.createDataFrame（rowRDD，schema）
UserTagtable.show（）

／／*****************对读进来的json文件打标签*****************************
lines.foreachRDD（（rdd：RDD［String］）＝＞｛
 if（！rdd.isEmpty（））｛
  valsqlContext＝newSQLContext（sc）
  valRecord：DataFrame＝sqlContext.read.json（rdd）
  valRecord＿column：Array［String］＝Record.columns
  valRecord＿Array：Array［Row］＝Record.collect（）
  Record＿Array.foreach（row＝＞｛
  valRecord＿Map：Map［String，Any］＝row.getValuesMap［Any］（Record＿column）
  valrecord＝newArray［Long］（69）
    for（i＜－0torecord.length－1）record（i）＝0

    ／／*******************对每一条记录进行匹配**********************

    for（（k，v）＜－Record＿Map）yield｛
    kmatch｛
     case＂id＂＝＞record（1）＝1
     case＂sex＂＝＞｛
      record（2）＝1
      if（v＝＝＂X＂）｛
       record（3）＝1
      ｝
      if（v＝＝＂X＂）｛
       record（4）＝1
      ｝
     ｝
    Case...＝＞...
   ｝
  ｝

在以上核心代码中，我们使用了kafka系统。kafka是一种分布式的、基于发布／订阅的
消息系统，主要实现数据的接口层和数据的实现层分离，同时提供了数据的一个副本防止数

据丢失。kafka提供了时间复杂度O（1）的消息持久化能力，即使对于PB级的数据也能保证
常数级的访问性能。我们要在 Spark中使用 kafka，首先要在 build.sbt中加入这样的依赖：
libraryDependencies＋＝＂org.apache.spark＂％＂spark－streaming－kafka＿2.10＂％＂1.5.0＂。这里
的Scala版本和Spark的版本要和本地系统相匹配。Spark要想连接kafka，必须指明kafka的
broker的地址和端口号，以及要建立连接的 topic，然后通过 KafkaUtils.createDirectStream这
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个方法加载kafka的配置信息，ssc，以及用 topic把从 kafka中读入的数据转换为 streaming，
以方便我们对数据进行标识。

打印标签的时候我们首先生成一个标签编码表，标签编码表用来存放我们自己建立的标

签。然后我们再建立一个空的用户标签表，用来做模式匹配，注意，这里的 schema就像数
据库表的表头。然后我们流式读入数据，根据用户的每一个字段和 schema进行匹配，如果
有这个属性，就为1，没有就为0。这样我们就建立了一张用户的标签表。

该案例的全部源码如下：

    caseclassvalue（name：String，code：String）
importscala.collection.mutable

objectTagTable｛
 importscala.collection.mutable.Map

 defCreatetable（）：Map［String，value］＝｛
  valhumanproperty＝value（＂人口属性＂，＂XXX＂）
  valid＝value（＂身份证号码＂，＂XXX＂）
  valsex＝value（＂性别＂，＂XXX＂）
  valman＝value（＂男＂，＂XXX＂）
  valwoman＝value（＂女＂，＂XXX＂）
  valage＝value（＂年龄＂，＂XXX＂）
  valminor＝value（＂未成年＂，＂XXX＂）
  valyouth＝value（＂青年＂，＂XXX＂）
  valmiddleage＝value（＂中年＂，＂XXX＂）
｝

｝

    importkafka.serializer.StringDecoder
importorg.apache.spark
importorg.apache.spark.rdd.RDD
importorg.apache.spark.streaming.dstream.DStream
importorg.apache.spark.streaming.kafka.KafkaUtils
importorg.apache.spark.streaming.｛Seconds，StreamingContext｝
importorg.apache.spark.｛SparkContext，SparkConf｝

defmain（args：Array［String］）｛
  valconf＝newSparkConf（）.setMaster（＂local＂）.setAppName（＂UserTag＂）
   .set（＂spark.cores.max＂，＂4＂）
   .set（＂spark.executor.memory＂，＂512M＂）
  ／／从kafka接收数据
  valbrokers＝＂XXX：XX＂        ／／broker的地址
  valtopics＝＂test2＂ ／／topic名字
  valssc＝newStreamingContext（conf，Seconds（60）） ／／实例化一个streamingContext
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  valsc＝ssc.sparkContext
  valtopicsSet＝topics.split（＂，＂）.toSet
  valkafkaParams＝Map［String，String］（＂metadata.broker.list＂－＞brokers）
  valmessages＝KafkaUtils.createDirectStream［String，String，StringDecoder，StringDecoder］（ssc，
   kafkaParams，topicsSet）
  vallines＝messages.map（＿.＿2）
  ／／生成标签表
  valtagtable＝TagTable.Createtable（） ／／生成标签表

  ／／*********************生成空的用户标签表***************************
  valsqlContext＝newSQLContext（sc）
  valschemaString＝＂No，id，sex＂
  valschema：StructType＝StructType（schemaString.split（＂，＂）
   .map（fieldName＝＞StructField（fieldName，StringType，true）））
  valrowRDD：RDD［Row］＝sc.makeRDD（＂＂）.map（d＝＞Row（））
  varUserTagtable：DataFrame＝sqlContext.createDataFrame（rowRDD，schema）
  UserTagtable.show（）
  ／／********************建立唯一识别码的对应映射***********************
  varidentificated＿number＝Map［String，Long］（）

  ／／*******************对读进来的json文件打标签************************
  lines.foreachRDD（（rdd：RDD［String］）＝＞｛
   if（！rdd.isEmpty（））｛
    valsqlContext＝newSQLContext（sc）
    valRecord：DataFrame＝sqlContext.read.json（rdd）
    valRecord＿column：Array［String］＝Record.columns
    valRecord＿Array：Array［Row］＝Record.collect（）
    Record＿Array.foreach（row＝＞｛
    valRecord＿Map：Map［String，Any］＝row.getValuesMap［Any］（Record＿column）
    valrecord＝newArray［Long］（69）
     for（i＜－0torecord.length－1）record（i）＝0

     ／／***********************生成每条记录的唯一ID******************

     vari＿number＿name＝＂＂
     vari＿number＿id＝＂＂
     vari＿number＿phone＝＂＂
     ／／产生列表序号
     No＝No＋1
     record（0）＝No
     for（（k，v）＜－Record＿Map）yield｛
      println（＂－－－－calculating7－－－－＂）
      kmatch｛
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       case＂id＂＝＞record（1）＝1
       case＂sex＂＝＞｛
        record（2）＝1
        if（v＝＝＂男＂）｛
         record（3）＝1
        ｝
        if（v＝＝＂女＂）｛
         record（4）＝1
        ｝
       ｝
      Case...＝＞...
     ｝
    ｝

｝

思考题

1.对于SparkStreaming的编程模型DStream，它的运行原理是什么？
2.比较一下SparkStreaming和Storm这两种流处理系统各自的优势和劣势。
3.试着结合一个SparkStreaming应用程序，通过源码来跟踪它的执行流程。
4.对于本章在实例演示部分列出的四种操作，请实际操作实践。
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8.1 图的定义和应用

8.1.1  图的定义

图是由若干给定的顶点及连接两点的边所构成的图形，这种图形通常用来描述某些事物

之间的某种特定关系，用顶点代表事物，用连接两点的边表示相应两个事物之间的关系。图

是图论的基本研究对象。

图可以分为有向图、无向图和单图。如果给图的每条边规定一个方向，那么得到的图称

为有向图。在有向图中，与一个结点相关联的边有出边和入边之分。相反，边没有方向的图

称为无向图。一个图如果任意两顶点之间只有一条边 （在有向图中为两顶点之间每个方向

只有一条边），边集中不含环，则称为单图。

如图8－1所示，分别对应了有向图、无向图以及一个无向的单图的简单示例。

图8－1 有向图、无向图以及单图的示例

图的存储结构除了要存储图中各个顶点的本身信息外，同时还要存储顶点与顶点之间的

所有关系 （边的信息），因此，图的结构比较复杂，很难以数据元素在存储区中的物理位置

来表示元素之间的关系，但也正是由于其任意的特性，故物理表示方法很多。常用的图的存

储结构有邻接矩阵、邻接表、十字链表和邻接多重表。

下面看一下关于图的一些基本术语。

● 阶 （Order）：图G中顶点 （vertex）集V的大小称作图G的阶。
● 子图 （Sub－Graph）：当图G′＝（V′，E′），其中V′包含于V，E′包含于E，则G′称作
图G＝（V，E）的子图。每个图都是本身的子图。

● 生成子图 （SpanningSub－Graph）：指满足条件V（G′）＝V（G）的G的子图G。
● 导出子图 （InducedSubgraph）：以图G的顶点集V的非空子集V1为顶点集，以两端
点均在V1中的全体边为边集的G的子图，称为V1导出的导出子图；以图 G的边集
E的非空子集E1为边集，以E1中边关联的顶点的全体为顶点集的 G的子图，称为
E1导出的导出子图。

● 度 （Degree）：一个顶点的度是指与该顶点相关联的边的条数，顶点v的度记作d（v）。
● 入度 （In－degree）和出度 （Out－degree）：对于有向图来说，一个顶点的度可细分
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为入度和出度。一个顶点的入度是指与其关联的各边之中，以其为终点的边数；出度

则是相对的概念，指以该顶点为起点的边数。

● 自环 （Loop）：若一条边的两个顶点为同一顶点，则此边称作自环。
● 路径 （Path）：从u到v的一条路径是指一个序列v0，e1，v1，e2，v2，…，ek，vk，其中 ei
的顶点为vi及vi－1，k称作路径的长度。如果它的起止顶点相同，该路径是 “闭”

的，反之，则称为 “开”的。一条路径称为一简单路径 （SimplePath），如果路径中
除起始与终止顶点可以重合外，所有顶点两两不等。

● 行迹 （Trace）：如果路径P（u，v）中的边各不相同，则该路径称为u到v的一条行迹。
● 轨道 （Track）：如果路径 P（u，v）中的顶点各不相同，则该路径称为 u到 v的一条
轨道。

● 闭的行迹称作回路 （Circuit），闭的轨道称作圈 （Cycle）。现存文件中的命名并无统
一标准，比如另一种定义是：walk对应上述的 path，path对应上述的 track。Trail对
应trace。

● 桥 （Bridge）：若去掉一条边，便会使得整个图不连通，该边称为桥。

8.1.2  图的应用

图与图算法、图像等的结合可以应用于很多领域，比如基于图可以使用 PageRank算法
对社交网络和微博用户的影响力进行判断；图和图像的结合可以对交通状况进行监控；基于

图的图像可以在生物医疗上进行龋齿 X线图像分割、细胞追踪等方面的研究。下面我们简
单介绍一下基于PageRank算法对社交网络 （比如新浪微博）用户的影响力进行判断。

社交网络作为一个全新的互联网交友平台与信息传播平台，每天都有海量数据在这个平

台上发布。社交网络是一个虚拟社会网络，它由许多结点构成，是现实社会在网络上的体现

（这些结点对应着我们图中的顶点）。每个结点都代表了现实生活中的一个人或者一个组织，

结点之间的好友关系也是现实社会中的社会关系 （这些社会关系对应着图中的边）。在这个

虚拟社会中，人们从事着大量的社交活动，如交友、发布消息、关注好友状态与分享视频

等。在社交网络的平台上，人们可以分享自己的心情、关注朋友的状态以及了解一些热门话

题等。

以著名的社交媒体新浪微博为例，分别从以下几个方面描述计算用户的影响力，并给出

影响力的排名信息。

（1）确定决定用户的影响力的因素：一个用户的影响力，可以通过其他用户对其是否
关注以及对其发布信息的感兴趣的程度来确定，其他用户对其发布信息的感兴趣程度可以通

过对其发布的信息有传播性的处理动作来确定。一个用户对信息的处理动作主要有转发、浏

览、评价与原创等，其中对信息传播起到作用的只有用户的转发行为。

（2）获取信息传播图：跟踪信息被传播的路径，可以得到对应的传播网络结构图；为
了得到构建信息传播图的数据，进而分析用户的影响力，需要通过新浪微博网络官方提供的

API，从新浪微博网络的海量信息中获取用户微博数据，对这些数据进行预处理，得到我们
分析用户影响力所需的用户信息传播图。

（3）确定用于计算用户影响力的算法：新浪微博中信息传播的网络结构图类似于 Web
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页面的网络结构。而当前评估 Web页面的权威性或者影响力的算法有 PageRank算法、HITS
算法等。其中 PageRank算法是 Google的创始人提出的，基于该算法，许多学者给出了许多
改进算法。可以使用这些算法来评估社交网络中用户的影响力。

（4）使用选择的PageRank及其改进算法，结合用户之间的关注度数学模型，迭代计算
用户的影响力，并根据影响力给出用户影响力的排名。

8.2 SparkGraphX简介

SparkGraphX是基于Spark的分布式图计算子框架，它是常用图算法在 Spark上的并行
化实现，并且它提供了图计算中用于图和图并行计算的API，可以认为它是GraphLab和Pre-
gel在Spark上的重写及优化，它是 Spark生态圈中非常重要的组件。其中，GraphLab是由
CMU（卡内基梅隆大学）的Select实验室在2010年提出的一个基于图像处理模型的开源图
计算框架，框架使用C＋＋语言开发实现；而 Pregel是一个用于分布式图计算的计算框架，
主要用于图遍历 （BFS）、最短路径 （SSSP）、PageRank计算等，Pregel采用了BSP模型，即
“计算”－“通信”－“同步”的模式。

目前已经有很多基于图的并行计算框架，比如基于BSP（BulkSynchronousmessagePass-
ing，批量同步消息传递）模型的Pregel、Giraph、HAMA，基于 GAS模型 （邻居更新模型）

的GraphLab。SparkGraphX同样是基于GAS模型的。GAS模型是以边为中心，对顶点进行
切割并将顶点分配给集群中各个结点进行存储的。

对于基于BSP模型的图计算框架，如 Pregel图计算框架，在图处理任务时要经过一系
列的迭代步骤来实现，这些迭代步骤也就是超步 （SuperStep）。在一个超步中，所有的进程
并行执行局部计算。一个超步可分为三个阶段：本地计算阶段，每个处理器只对存储本地内

存中的数据进行本地计算；全局通信阶段，对任何非本地数据进行操作；栅栏同步阶段，等

待所有通信行为的结束。BSP模式最大的好处是编程简单，但由于其存在一个全局障碍，使
得在一些情况下其运算的性能非常差。对于 SparkGraphX而言，由于它使用了异步的概念
所以没有全局的Barrier，这也使得它可以用极为简洁的代码方便地使用Pregel的API。

对应的，SparkGraphX图计算框架是基于GAS模型的。作为Spark生态圈中非常重要的组
件，在Spark提供的 “Onestacktorulethemall” （一栈式数据解决方案）的思想指导下，

SparkGraphX可以与Spark的其他子框架，如SparkSQL、MLlib等无缝结合使用，例如我们可
以使用SparkSQL进行数据的ETL（ExtractTransformandLoad，提取转换加载）操作，之后将
操作结果交给SparkGraphX处理，而SparkGraphX在计算时又可以和MLlib子框架结合使用，
共同完成深度数据挖掘等人工智能的操作，这些特性都是其他图计算平台无法比拟的。

8.2.1  弹性分布式属性图

如同Spark本身有一个核心抽象概念RDD一样，SparkGraphX的核心抽象概念是Resili-
entDistributedPropertyGraph（弹性分布式属性图），即一种点和边都带有属性的有向多重
图。它扩展了SparkRDD的抽象，实现了统一表示 （UnifiedRepresentation）。弹性分布式属
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性图有Table和Graph两种视图 （如图8－1所示），对应这两种视图只需要一份物理存储。
两种视图都有自己独有的操作符，基于 Spark的 RDD可以很轻松地进行操作，从而提高了
操作灵活性和执行效率。图8－2给出了SparkGraphX的Table视图和Graph视图。

图8－2 SparkGraphX的Table视图和Graph视图

在SparkGraphX中数据处理的模型就是属性图 （PropertyGraph），一个属性图包括带属
性的顶点和边，其中这些属性是用来描述顶点和边的特征的，如图8－3所示。

图8－3 SparkGraphX官方提供的属性图

在图8－3中，分别给出了属性图 （PropertyGraph）和对应的两个视图，VertexTable
（顶点表）和EdgeTable（边表）视图。其中，顶点属性包括名称和职业，边的属性是两个
顶点之间的关系。比如顶点3的名称是rxin，职业是stu.（学生）。顶点5的名称是 franlin，
职业是prof.（教授）。顶点5到顶点3表示的是5是3的 Advisor（指导教授）。rxin和 stu.
表示的是顶点3的属性，Advisor是边的属性。顶点和边都是有ID的，对于顶点的ID，是由
一个唯一的64位的标识符 （VertexID）作为key。而对于边来说有SourceID（源顶点ID）和
DestinationID（目标顶点ID），即对于边而言会有两个ID来表示从哪个顶点出发，到哪个顶
点结束，用来表明边的方向，这就是PropertyGraphX的表示方法。如果把Property映射到表
上的话，例如在 VertexTable中 ID为3的 Property就是 （rxin，student），而在 EdgeTable
中，3到7表明边的 Property是 Collaborator关系，2到5是 Colleague关系。更为重要的是
PropertyGraph和Table之间是可以相互转换的，在GraphX中所有操作的基础是Tableopera-
tor和Graphoperator，都是针对集合进行的操作。逻辑上的属性图对应于一对类型化的集合
（VertexRDD［VD］和EdgeRDD［ED］类），分别继承和优化自 RDD［（VertexID，VD）］和 RDD
［Edge［ED］］。VertexRDD［VD］和EdgeRDD［ED］都支持额外的功能来建立图计算和利用内
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部优化。

和RDD一样，属性图是不可变的、分布式的、容错的。图的值或者结构的改变会对应
生成一个新的图。注意，原始图的大部分顶点数据和边数据都可以在新图中重用，用来减少

数据的存储成本。在容错方面，同样和RDD一样，图中的每个分区可以在发生故障的情况
下被重新创建。

8.2.2  SparkGraphX图的切分和存储策略

一般图的分布式存储总体上有边分割和点分割两种存储方式 （如图8－3所示）。2013
年，GraphLab2.0将其存储方式由边分割变为点分割，在性能上取得重大提升，目前点分割
的存储方式基本上已经被业界广泛接受并使用。

边分割和点分割的两种存储形式如图8－4所示。

图8－4 图的边分割和点分割

下面比较一下两种分割方式的优缺点。

边分割 （Edge－Cut）：每个顶点都存储一次，但有的边会被打断分到两台机器上。这
样做的好处是节省存储空间，坏处是对图进行基于边的计算时，对于一条两个顶点被分到不

同机器上的边来说，要跨机器通信传输数据，内网通信流量大。

点分割 （Vertex－Cut）：每条边只存储一次，都只会出现在一台机器上。邻居多的点会
被复制到多台机器上，增加了存储开销，同时会引发数据同步问题。好处是可以大幅减少内

网通信量。

虽然两种方式互有利弊，但现在是点分割占主流，各种分布式图计算框架都将自己底层

的存储形式变成了点分割。主要原因有两个：磁盘价格下降，存储空间不再是问题，而内网

的通信资源没有突破性进展，集群计算时内网带宽是宝贵的，时间比磁盘更珍贵，这点就类

似于常见的空间换时间的策略；在当前的应用场景中，绝大多数网络都是 “无尺度网络”，

遵循幂律分布，不同点的邻居数量相差非常悬殊，而边分割会使那些多邻居的点所相连的边

大多数被分到不同的机器上，这样的数据分布会使得内网带宽更加捉襟见肘，于是边分割存

储方式被渐渐抛弃了。

SparkGraphX的分布式存储采用点分割的模式，它的特点是任何一条边只会出现在一台
机器上，每个点有可能分布到不同的机器上。通过调用 GraphImpl的 PartitonBy方法，由用
户指定不同划分策略 （PartitonStrategy）作为PartitonBy方法的参数进行分割，划分策略会将
边分配给各个EdgePartiton，顶点Master（主点）分配到各个 VertexPartiton，EdgePartition也
会缓存本地关联点的Ghost副本。划分策略的不同会影响需要缓存的 Ghost副本数量，以及
每个EdgePartiton分配的边的均衡程度，需要根据图的结构特征选取最佳策略。目前有Edge-
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Partition2D、EdgePartition1D、RandomVeertexCut和 CanonicalRandomVertexCut这四种分割
策略。

图8－5展示了PropertyGraph（属性图）采取 EdgePartition2D的划分策略进行点分割的
方式，可以看到对顶点A和顶点 D切割后形成了 Part.1和 Part.2两个边分区，其中 Part.1
中的顶点A是主点，Part.2中的顶点A是虚点，Part.1中的顶点D是虚点，Part.2中的顶点
D是主点。划分后的数据以RDD的方式分布式地存储在集群中的各个结点上，从表 Vertex
Table中可以看到图的顶点 RDD（VertexRDD）被分成两个分区，表 EdgeTable中可以看到
边RDD（EdgeRDD）也被分成了两个分区，每个分区中记录了不同的边。

图8－5 图的划分和存储示例

在图计算的时候，如果顶点A的数据发生了变化，可以先更新Part.1中顶点A的数据，
然后将所有更新好的数据发送到 Part.2的顶点 A更新它的数据。这样做的好处是在边的存
储上是没有冗余的，而且对于某个顶点与它的邻居的交互操作，只要满足交换律和结合律，

比如求顶点的所有边的条数这样的操作，可以在不同机器上并行进行，只要把每台机器上的

结果进行汇总就可以了，网络开销也比较小，代价是每个顶点可能要存储到多份，更新顶点

要有数据同步开销。

这里有个重要的概念就是 RoutingTable（路由表），RoutingTable里记录着结点的路由
信息，也就是图在进行计算时将顶点 RDD（VertexRDD）发送给边 RDD（EdgeRDD）的路
由信息。这样做的好处是在有些图计算的过程中 （比如 mapVertices操作和 mapEdges等操
作），图的内部结构不会改变，所以可以通过使用RoutingTable重用顶点数据。考虑到Rou-
tingTable可能在图计算过程中会被多次使用，因此它在建立后即被缓存起来。在图8－5中，
表VertexTable中的一个Partition对应着RoutingTable中的一个Partition，RoutingTable记录
了一个顶点会涉及哪些EdgeTablePartition（边分区）。

最后需要强调的一点是，图的 TableView和 GraphView两种视图底层共用的物理数据
由VertexRDD和 EdgeRDD这两个 RDD组成，点和边实际都不是以表 Collection［tuple］的形

943



式存储的，而是由VertexPartiton／EdgePartition在内部存储一个带索引结构的分片数据块，以
加速不同视图下的遍历速度。不变的索引结构在 RDD转换过程中是共用的，降低了计算和
存储的开销。

8.2.3  SparkGraphX图的操作

SparkGraphX统一了Table视图和 Graph视图，所以对 Graph视图的所有操作，最终都
会转换成其关联的Table视图的 RDD操作。这样对一个图的计算，最终在逻辑上等价于一
系列的RDD的transformation（转换）过程。SparkGraphX的 Graph类和 GraphOps类提供了
丰富的图计算操作的实现方法，通过这些计算操作可以形成新的图。SparkGraphX的图的操
作主要分为下面几大类。

1.SparkGraphX图的构建操作
SparkGraphX中提供了以下几种方法来构建弹性分布式属性图。
● Graph类的fromEdgeTuples（）方法。
● Graph类的fromEdges（）方法。
● Graph类的apply（）方法。
● GraphLoader类的edgeListFile（）方法。
下面给出各个方法的具体使用方法。

（1）Graph类提供的fromEdgeTuples（）方法如下所示。

    deffromEdgeTuples［VD］（rawEdges：RDD［（VertexId，VertexId）］，defaultValue：VD，uniqueEdges：Op-
tion［PartitionStrategy］＝None，edgeStorageLevel：StorageLevel＝StorageLevel.MEMORY＿ONLY，vertexS-
torageLevel：StorageLevel＝StorageLevel.MEMORY＿ONLY）（implicitarg0：ClassTag［VD］）：Graph［VD，
Int］

该方法从于以一个顶点 ID（Vertexid）对的格式进行编码的边 （Edge）的集合中，构
建出一个Graph。

其中各个参数的含义如下：

● 参数rawEdges指的是一系列由元组 （源顶点ID，目的顶点ID）组成的边。
● 参数defaultValue是顶点属性的默认值，在创建图的时候会自动创建边中所存在的顶
点并设置它的属性为默认值。

● 参数uniqueEdges表示的是分区策略，默认是 None，如果在调用 fromEdgeTuples（）方
法时传入了uniqueEdges的值则会对生成的图进行分区操作，并且图中重复的边将会
被合并，重复的边的属性值会相加得到合并后的属性值。

● 参数edgeStorageLevel和vertexStorageLevel分别指的是边和顶点的存储策略，默认都是
Storagelevel.MEMORY＿ONLY。
（2）Graph类提供的fromEdges（）方法如下所示。

    deffromEdges［VD，ED］（edges：RDD［Edge［ED］］，defaultValue：VD，edgeStorageLevel：StorageLevel＝
StorageLevel.MEMORY＿ONLY，vertexStorageLevel：StorageLevel＝StorageLevel.MEMORY＿ONLY）（im-
plicitarg0：ClassTag［VD］，arg1：ClassTag［ED］）：Graph［VD，ED］
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该方法用于从一个以边 （Edge）为元素的RDD中，构建出一个Graph。
其中各个参数的含义如下：

● 参数edges指的是含有一系列边的RDD，这里的边不仅包括边的源顶点和目的顶点的
信息，还包括边的属性。

● 参数defaultValue是顶点属性的默认值。
● 参数edgeStorageLevel和vertexStorageLevel分别指的是边和顶点的存储策略，默认都是
Storagelevel.MEMORY＿ONLY。
（3）Graph类提供的apply（）方法如下所示。

    defapply［VD，ED］（vertices：RDD［（VertexId，VD）］，edges：RDD［Edge［ED］］，defaultVertexAttr：VD
＝null.asInstanceOf［VD］，edgeStorageLevel：StorageLevel＝StorageLevel.MEMORY＿ONLY，vertexStor-
ageLevel：StorageLevel＝StorageLevel.MEMORY＿ONLY）（implicitarg0：ClassTag［VD］，arg1：ClassTag
［ED］）：Graph［VD，ED］

该方法用于从一个以顶点 ID（VertexId）为元素的 RDD和边 （Edge）为元素的 RDD
中，构建出一个Graph。

其中各个参数的含义如下：

● 参数 vertices指的是一组顶点 RDD［VertexId，VD］，其中，VertexId是顶点的 ID，VD
是顶点的属性。

● 参数edges指的是一组边RDD［Edge［ED］］，ED是边的属性。
● 参数defaultVertexAttr是顶点属性的默认值，当顶点在边RDD中存在但在顶点RDD中
不存在时，为这种类型顶点的默认值。

● 参数edgeStorageLevel和vertexStorageLevel分别指的是边和顶点的存储策略，默认都是
Storagelevel.MEMORY＿ONLY。
（4）GraphLoader类提供了从外部文件系统读取文件加载成图的方法edgeListFile（），其

中读取的文件内部是一系列邻接列表对 （源顶点 ID，目的顶点 ID）。edgeListFile（）方法如
下所示。

    defedgeListFile（sc：SparkContext，path：String，canonicalOrientation：Boolean＝false，numEdgePartitions：
Int＝－1，edgeStorageLevel：StorageLevel＝StorageLevel.MEMORY＿ONLY，vertexStorageLevel：Stor-
ageLevel＝StorageLevel.MEMORY＿ONLY）：Graph［Int，Int］

该方法用于通过加载外部文件系统中的、包含边的列表的文件，构建出一个Graph。
其中各个参数的含义如下：

● 参数sc指的就是SparkContext上下文对象。
● 参数path指的是文件的存储路径。
● 参数canonicalOrientation指的是邻接列表对 （源顶点ID，目的顶点ID）所对应的边是
否有方向 （srcId＜dstId），默认值 false；如果是有方向的即 canonicalOrientation的值
设置为true，那么只有在源顶点的ID大于目标顶点的ID的时候，邻接列表对才是有
效的。

● 参数numEdgePartitions指的是边RDD的分区大小，默认设置为－1，这时指的是采用
系统默认的并行度 （系统的并行度的值是由参数spark.default.parallelism来指定的）。
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● 参数edgeStorageLevel和vertexStorageLevel分别指的是边和顶点的存储策略，默认都是
Storagelevel.MEMORY＿ONLY。
2.SparkGraphX的属性操作
SparkGraphX的属性操作包括获取属性图的顶点集、边集、三元组Triplet集等操作，这

些获取属性的方法主要在Graph和GraphOps两个类中提供。
Graph提供的获取属性的方法主要有以下几种。
（1）Graph的vertices方法：Graph.vertices返回的是一个包含一组顶点 （顶点ID，顶点

属性）的VertexRDD。代码如下：

    valvertices：VertexRDD［VD］

  AnRDDcontainingtheverticesandtheirassociatedattributes.

（2）Graph的edges方法：Graph.edges返回的是一个包含一组边 （源顶点 ID，目的顶
点ID，边的属性）的EdgeRDD。代码如下：

    valedges：EdgeRDD［ED］

  AnRDDcontainingtheedgesandtheirassociatedattributes.

（3）Graph的 triplets方法：Graph.triplets返回的是一个 RDD［EdgeTriplet［VD，ED］］，
该RDD内部包含了一组合并了边 （源顶点ID，目的顶点ID，边的属性）、源顶点属性和目
的顶点属性的EdgeTriplet［VD，ED］］。代码如下：

    Lazyvaltriplets：RDD［EdgeTriplet［VD，ED］］

  ReturnaRDDthatbringsedgestogetherwiththeirsourceanddestinationvertices.

GraphOps类提供了一系列图操作的扩展方法，主要有以下几种。
（1）GraphOps的numEdges方法：GraphOps.numEdges返回图中边的数量。代码如下：

    lazyvalnumEdges：Long

  Thenumberofedgesinthegraph.

（2）GraphOps的 numVertices方法：GraphOps.numVertices返回的是图中顶点的数量。
代码如下：

    lazyvalnumVertices：Long

  Thenumberofverticesinthegraph.

（3）GraphOps的degrees方法：GraphOps.degrees返回的是一个包含图中每个顶点的出
入度之和的VertexRDD，其中孤立的顶点不会出现在结果之中。代码如下：

    lazyvaldegrees：VertexRDD［Int］
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  Thedegreeofeachvertexinthegraph.

（4）GraphOps的inDegrees方法：GraphOps.inDegrees返回的是一个包含图中每个顶点
的入度的VertexRDD，其中无入度的顶点不会出现在结果之中。代码如下：

    lazyvalinDegrees：VertexRDD［Int］

  Thein－degreeofeachvertexinthegraph.

（5）GraphOps的 outDegrees方法：GraphOps.outDegrees返回的是一个包含图中每个顶
点的出度的VertexRDD，其中无出度的顶点不会出现在结果之中。代码如下：

    lazyvaloutDegrees：VertexRDD［Int］

  Theout－degreeofeachvertexinthegraph.

3.SparkGraphX的转换操作
SparkGraphX的转换操作包括顶点属性转换、边属性转换等操作，主要在Graph和Gra-

phOps两个类中提供。
Graph类提供的转换方法主要有以下几种。
（1）Graph的mapVertices（）方法：Graph的mapVertices（）方法用于对图中每个顶点的属

性 （VD）进行转换，生成新的顶点属性 （VD2），这样也就生成了一个新的图。代码如下：

    defmapVertices［VD2］（f：（VertexId，VD）⇒VD2）（implicitarg0：ClassTag［VD2］，eq：＝：＝［VD，
VD2］＝null）：Graph［VD2，ED］

Transformseachvertexattributeinthegraphusingthemapfunction.

（2）Graph的mapEdges（）方法：Graph的 mapEdges（）方法用于对图中每条边的属性
（ED）进行转换，生成新的边属性 （ED2），这样也就生成了一个新的图。代码如下：

    defmapEdges［ED2］（map：（Edge［ED］）⇒ED2）（implicitarg0：ClassTag［ED2］）：Graph［VD，ED2］

  Transformseachedgeattributeinthegraphusingthemapfunction.

（3）Graph的mapTriplets（）方法：Graph的mapTriplets（）方法通过使用它的参数 map函
数来作用于图中边的属性 （ED）、边的源顶点属性 （VD）和目的顶点属性 （VD），转换得
到ED2，进而生成新的图Graph［VD，ED2］。代码如下：

    defmapTriplets［ED2］（map：（EdgeTriplet［VD，ED］）⇒ED2）（implicitarg0：ClassTag［ED2］）：Graph
［VD，ED2］
  Transformseachedgeattributeusingthemapfunction，passingittheadjacentvertexattributesas
well.

例如在初始化边的属性时，如果边的属性是由边的源顶点属性和目的顶点属性计算结果

决定的，我们就可以使用以下伪代码进行转换：

    valrawGraph：Graph［Int，Int］＝someLoadFunction（） 
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valgraph＝rawGraph.mapTriplets［Int］（edge＝＞edge.src.data－edge.dst.data），

在这里map函数是 edge＝＞edge.src.data－edge.dst.data，也就是说边的属性值是边的
源顶点属性值减去目的顶点属性值后得到的。

（4）根据分区策略对图中的边进行分区，其中参数partitionStrategy指的是要选择的分区
策略，目前有 EdgePartition2D、EdgePartition1D、RandomVeertexCut和 CanonicalRandomVer-
texCut这四种分区 （分割）策略。代码如下：

    defpartitionBy（partitionStrategy：PartitionStrategy）：Graph［VD，ED］

  RepartitionstheedgesinthegraphaccordingtopartitionStrategy.

GraphOps类提供的转换操作如下。
GraphOps类提供了filter（）方法对图进行过滤操作。在方法中，首先会使用 preprocess

（预处理函数）对图的顶点属性 （VD）和边的属性 （ED2）进行转换操作，生成新的顶点
属性 （VD2）和边的属性 （ED2），然后分别在新生成的边属性和顶点属性上使用 epred函
数和vpred函数进行过滤操作，最后返回一个原图过滤后的子图。代码如下：

    deffilter［VD2，ED2］（preprocess：（Graph［VD，ED］）⇒Graph［VD2，ED2］，epred：（EdgeTriplet［VD2，
ED2］）⇒Boolean＝（x：EdgeTriplet［VD2，ED2］）＝＞true，vpred：（VertexId，VD2）⇒Boolean＝（v：Ver-
texId，d：VD2）＝＞true）（implicitarg0：ClassTag［VD2］，arg1：ClassTag［ED2］）：Graph［VD，ED］

  Filterthegraphbycomputingsomevaluestofilteron，andapplyingthepredicates.

例如我们在一个图中移除出度 （outdegree）为0的顶点，可以使用以下伪代码来实现：

    graph.filter（graph＝＞｛
valdegrees：VertexRDD［Int］＝graph.outDegrees
graph.outerJoinVertices（degrees）｛（vid，data，deg）＝＞
  deg.getOrElse（0）
  ｝
｝，vpred＝（vid：VertexId，deg：Int）＝＞deg＞0）

经过这个过滤操作后，返回的是一个由出度大于0的顶点构成的图。
4.SparkGraph的结构操作
SparkGraph的结构操作包括修改属性图的边的方向、获取属性图子图、过滤属性图等

变更属性图结构的方法，主要有以下几种。

（1）Graph类中的reverse（）方法：Graph类中的reverse（）方法用来反转图中所有边的方
向，例如图中某条边的源顶点是A，目的顶点是B，反转后该边的源顶点是 B，目的顶点是
A。代码如下：

    defreverse：Graph［VD，ED］

  Reversesalledgesinthegraph.

（2）Graph类中的subgraph（）方法：Graph的 subgraph（）方法，通过对图中的边和顶点
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分别使用epred函数和vpred函数来生成一个子图。代码如下：

    defsubgraph（epred：（EdgeTriplet［VD，ED］）⇒Boolean＝x＝＞true，vpred：（VertexId，VD）⇒Boolean＝
（v，d）＝＞true）：Graph［VD，ED］

  Restrictsthegraphtoonlytheverticesandedgessatisfyingthepredicates.

其中各个参数的含义如下所示。

● 参数epred函数会对图的EdgeTriplet［VD，ED］中的边数据 （源顶点ID、目的顶点ID，
边属性）和顶点属性进行过滤。

● 参数vpred函数是对图的顶点属性进行过滤。
（3）Graph的mask（）方法：Graph的mask（）方法用来在图中过滤出在 other图中也存在

的顶点和边，返回一个新的图，也就是说在新的图中保留的是原图在 other图中包含的顶点
和边。这里特别需要注意的一点是，对于新图中的顶点属性和边的属性保留的是原图中的

值。代码如下：

    defmask［VD2，ED2］（other：Graph［VD2，ED2］）（implicitarg0：ClassTag［VD2］，arg1：ClassTag
［ED2］）：Graph［VD，ED］

  Restrictsthegraphtoonlytheverticesandedgesthatarealsoinother，butkeepstheattributesfrom
thisgraph.

（4）Graph的groupEdges（）方法：Graph的 groupEdges（）方法用来将图中两个顶点之间
的多条边合并成一条，为了保证结果的正确性，图必须首先使用Grpah的partitionBy（）方法
进行分区操作。其中参数merge函数除了用来合并两个顶点之间的多条边为一条，还使用交
换律和结合律来合并重复边的属性。代码如下：

    defgroupEdges（merge：（ED，ED）⇒ED）：Graph［VD，ED］

  Mergesmultipleedgesbetweentwoverticesintoasingleedge.

5.SparkGraphX的连接操作
SparkGraphX的连接操作主要在Graph类中提供，包括joinVertices（）方法和outerJoinVe-

rtices（）方法。
（1）Graph类提供的 joinVertices（）方法：在 GraphOps类中定义了 joinVertices（）方法，

使用该方法可以将图中的顶点与输入的 RDD［（VertexId，U）］根据顶点 ID的值进行连接操
作，并过滤掉图中存在但输入的RDD中不存在的顶点，然后使用 mapFunc函数作用于连接
好的数据项，产生新的顶点数据，进而生成一个新的图。这里需要注意的一点是，如果被连

接的RDD［（VertexId，U）］不包含原图中某些顶点的需要更新的数据，那么在新图中就会使
用原图中的旧数据。代码如下：

    defjoinVertices［U］（table：RDD［（VertexId，U）］）（mapFunc：（VertexId，VD，U）⇒VD）（implicitarg0：
ClassTag［U］）：Graph［VD，ED］

JointheverticeswithanRDDandthenapplyafunctionfromthethevertexandRDDentrytoanewver-
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texvalue.

这个方法常用来通过外部文件提供的数据来更新原图中的顶点的顶点数据，例如我们先

加载一个外部文件构成一个图，然后求出包含了图中所有顶点出度的VertexRDD，最后对图
使用joinVertices（）方法进行连接操作并更新图中的顶点数据，我们可以用以下伪代码来
实现：

    valrawGraph：Graph［Int，Int］＝GraphLoader.edgeListFile（sc，＂webgraph＂）.mapVertices（（＿，＿）＝＞
0） valoutDeg＝rawGraph.outDegrees valgraph＝rawGraph.joinVertices［Int］（outDeg）（（＿，＿，out-
Deg）＝＞outDeg）。

经过上述代码的操作，生成了一个更新过顶点数据的新图。

（2）Graph类提供的outerJoinVertices（）方法：在GraphOps类中定义了outerJoinVertices（）
方法，它的作用类似于GraphOps中的joinVertices（）方法，也是对图中的顶点数据和外部的
RDD［（VertexId，U）］进行连接操作，然后使用mapFunc函数作用于连接好的数据项，产生新
的顶点数据，进而生成一个新的图。不同的一点是输入的 RDD［（VertexId，U）］应包含图中
所有顶点的VertexId，如果不满足，则mapFunc函数的输入为None。代码如下：

    defouterJoinVertices［U，VD2］（other：RDD［（VertexId，U）］）（mapFunc：（VertexId，VD，Option［U］）⇒
VD2）（implicitarg0：ClassTag［U］，arg1：ClassTag［VD2］，eq：＝：＝［VD，VD2］＝null）：Graph［VD2，
ED］

JoinstheverticeswithentriesinthetableRDDandmergestheresultsusingmapFunc.

我们同样可以使用以下伪代码来实现：

    valrawGraph：Graph［＿，＿］＝Graph.textFile（＂webgraph＂） valoutDeg：RDD［（VertexId，Int）］＝raw-
Graph.outDegrees valgraph＝rawGraph.outerJoinVertices（outDeg）｛（vid，data，optDeg）＝＞opt-
Deg.getOrElse（0）｝。

这里的 mapFunc函数是（vid，data，optDeg）＝＞optDeg.getOrElse（0），也就是说如果输入
的RDD［（VertexId，U）］不存在vid（图中的顶点ID）时，optDeg接受到的输入值是None。
6.SparkGraphX的聚合操作
SparkGraphX的聚合操作主要在Graph和GraphOps两个类中提供。
（1）GraphOps类的collectNeighbors（）方法：GraphOps类的 collectNeighbors（）方法用来

收集每个顶点的相邻顶点的数据，返回的是一系列Array［（VertexId，VD）］构成的VertexRDD。
代码如下：

    defcollectNeighbors（edgeDirection：EdgeDirection）：VertexRDD［Array［（VertexId，VD）］］

  Collecttheneighborvertexattributesforeachvertex.

其中：

● Array［（VertexId，VD）］是由每个顶点的相邻顶点 ID和相邻顶点属性组成的数组。需
要注意的是，当图中某个顶点的出入度较大时，在单一位置会占用很大的存储空间。
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● 参数edgeDirection指的是控制收集方向，比如要收集的是顶点的目的顶点数据还是顶
点的源顶点数据。

（2）GraphOps类的collectNeighborIds（）方法：GraphOps类的collectNeighborIds（）方法用
于收集每个相邻顶点的ID数据，返回的是一系列 Array［VertexId］构成的 VertexRDD。代码
如下：

    defcollectNeighborIds（edgeDirection：EdgeDirection）：VertexRDD［Array［VertexId］］

  Collecttheneighborvertexidsforeachvertex.

其中：

● Array［VertexId］是由每个顶点的相邻顶点ID组成的数组。
● 参数edgeDirection同样指的是控制收集方向。
（3）Graph类提供的聚合操作。mapReduceTriplets（）方法，这是 GraphX中最核心和强

大的一个接口。该方法将用户定义的 mapFunc函数作为输入参数，并将 mapFunc函数作用
于图中的每个EdgeTriplet［VD，ED］，生成一个或者多个消息，消息以EdgeTriplet［VD，ED］关
联的两个顶点中的任意一个或两个为目的顶点 （也就是说支持消息发往 EdgeTriplet［VD，
ED］的源顶点或目的顶点）。接着会使用用户定义的 reduceFunc函数将发送到同一个目的顶
点的消息进行合并，生成发送给该顶点的消息。最后返回的是一个VertexRDD［A］，它包含
所有以每个顶点聚合后的消息 （类型为 A），没有收到消息的顶点不包含在返回的 Ver-
texRDD。

需要注意的是，mapReduceTriplets（）方法需要一个附加的可选参数 activeSetOptOption，
它通过选取一些活跃顶点来对图中的部分顶点进行操作 （也就是说 mapFunc函数仅仅作用
于那些在活跃顶点集合中的顶点），同时参数 activeSetOptOption中的 EdgeDirection指定了
mapFunc函数计算时收集的方向。如果 EdgeDirection指定的方向是 in，则用户定义的 map-
Func函数将仅仅作用于目的顶点在活跃顶点集中的 EdgeTriplet［VD，ED］；如果方向是 out，
则该mapFunc函数将仅仅作用在那些源顶点在活跃顶点集中的 EdgeTriplet［VD，ED］；如果
方向是either，则mapFunc函数将仅作用于源顶点或目的顶点在活跃顶点集中的 EdgeTriplet
［VD，ED］；如果方向是 both，则mapFunc函数将作用于两个顶点都在活跃顶点集中的Edge-
Triplet［VD，ED］。同时要注意活跃顶点集合中的顶点必须来自图的顶点。

代码如下：

    defmapReduceTriplets［A］（mapFunc：（EdgeTriplet［VD，ED］）⇒Iterator［（VertexId，A）］，reduceFunc：
（A，A）⇒A，activeSetOpt：Option［（VertexRDD［＿］，EdgeDirection）］）（implicitarg0：ClassTag［A］）：
VertexRDD［A］

Aggregatesvaluesfromtheneighboringedgesandverticesofeachvertex.

7.SparkGraphX的缓存操作
SparkGraphX的缓存操作由Graph类提供，主要有以下几种。
（1）Graph类的cache（）方法：cache（）方法用来缓存图中的顶点和边的数据，是persist（）

的默认缓存策略的快捷方法，即对应的缓存策略是 StorageLevel.MEMORY＿ONLY。代码
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如下：

    defcache（）：Graph［VD，ED］

Cachestheverticesandedgesassociatedwiththisgraphatthepreviously－specifiedtargetstoragelevels，
whichdefaulttoMEMORY＿ONLY.

（2）Graph类的persist（）方法：persist（）用来持久化图的顶点和边的数据，默认的持久
化方式是StorageLevel.MEMORY＿ONLY，用户可以通过传递适合自己的持久化方式 （缓存策

略）来存取数据。代码如下：

    defpersist（newLevel：StorageLevel＝StorageLevel.MEMORY＿ONLY）：Graph［VD，ED］

Cachestheverticesandedgesassociatedwiththisgraphatthespecifiedstoragelevel，ignoringanytarget
storagelevelspreviouslyset.

（3）Graph类的unpersist（）方法：unpersist（）方法用来取消图的顶点和边的数据的持久
化 （缓存）。代码如下：

    defunpersist（blocking：Boolean＝true）：Graph［VD，ED］

  Uncachesbothverticesandedgesofthisgraph.

（4）Graph类的unpersistVertices（）方法：使用 unpersistVertices（）方法后将不再持久化
（缓存）顶点的数据，但是边的数据会保留。代码如下：

    defunpersistVertices（blocking：Boolean＝true）：Graph［VD，ED］

  Uncachesonlytheverticesofthisgraph，leavingtheedgesalone.

8.3 SparkGraphX架构

SparkGraphX的架构共分为三层 （如图8－6所示）。
（1）模型层：在SparkGraphX中基于Spark的RDD实现了Pregel计算模型。
（2）接口实现层：Graph类是SparkGraphX的核心类，在 Graph类内部提供了 valverti-

ces：VertexRDD［VD］、valedges：EdgeRDD［ED］、valtriplets：RDD［EdgeTriplet［VD，ED］］这
三个属性对 VertexRDD、EdgeRDD、RDD［EdgeTriplet［VD，ED］］三个基本数据类型进行引
用。GraphImpl类是Graph类的具体实现子类，在 GraphImpl中 override（覆写）了 Graph的
很多方法，同时提供了apply方法用来简化Graph的创建。GraphOps类扩展了 Graph类的功
能，结合 Scala语言本身的隐式转换功能，Graph对象可以直接调用 GraphOps类中的方法。
在SparkGraphX的接口实现层里，还有 SparkGraphX的 PartitionStrategy（分区策略），在后
面的小节里我们会结合源码讲解四个主要的分区策略。

（3）图算法层：在 SparkGraphX中基于 Pregel模型实现了一些常用的图算法。包括
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图8－6 SparkGraphX架构图

PageRank、SVDPlusPlus、TriangleCount、ConncetedComponents和 StronglyConnectedCompo-
nents等。

8.3.1  Pregel图计算框架

1.Pregel简介
Pregel是Google公司于2010年推出的一个用于分布式图计算的计算框架，主要用于图

遍历 （BFS）、最短路径 （ShortestPaths）、PageRank等图算法的使用。Pregel借鉴MapReduce
的思想，提出了 “像顶点一样思考 （ThinkLikeAVertex）”的图计算模式，用户使用它时
不需要考虑并行分布式计算的细节，只需要实现一个顶点更新函数，然后在该顶点上不断地

进行算法迭代和数据同步。Pregel采用的是基于顶点的边分割，然后将图数据分成若干个分
区存储到各个结点的模式，其中每个分区包含的是一组顶点和以这组顶点为源顶点的边，结

点之间通过发送消息来完成操作，图数据的同步机制采用的是 BSP模型 （整体同步并行计

算模型）。

2.BSP模型
对于BSP模型在数据同步方面的处理思想，我们可以结合图8－7做如下解释。
（1）Processors指的是并行计算进程，它对应到集群中的多个结点，每个结点可以有多

个Processor；
（2）LocalComputation就是单个 Processor的计算，每个 Processor都会切分一些结点作

计算；

（3）Communication指的是Processor之间的通讯。图计算往往需要做些递归或是使用全
局变量，在BSP模型中，对图结点的访问分布到了不同的 Processor中，并且往往哪怕是关
系紧密具有局部聚类特点的结点也未必会分布到同个 Processor或同一个集群结点上，所有
需要用到的数据都需要通过Processor之间的消息传递来实现同步；

（4）BarrierSynchronization又叫障碍同步或栅栏同步。每一次同步也是一个超步的完成
和下一个超步的开始；
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（5）Superstep（超步），这是BSP的一次计算迭代，拿图的广度优先遍历来举例，从起
始结点每往前步进一层对应一个超步；

（6）程序该什么时候结束是由程序自己控制，一个作业可以选出一个 Proceessor作为
Master，每个Processor每完成一个Superstep都向Master反馈完成情况，Master在N个Super-
step之后发现所有Processor都没有计算可做了，便通知所有Processor结束并退出任务。

图8－7 BSP模型图

3.Pregel计算过程
在了解了BSP模型的处理思想后，我们继续分析Pregel的计算过程。在Pregel的计算模

型中，输入的数据是一个有向图，该有向图的每一个顶点都有一个相应的 vertexidentifier
（顶点ID）和顶点属性，这些顶点属性可以被修改，其初始值由用户定义。每一条有向边都
和其源顶点关联，并且也拥有一些用户定义的属性值，并同时还记录了其目的顶点的ID。

一个典型的Pregel计算过程如下。
（1）读取输入，初始化该图；
（2）当图被初始化好后，运行一系列的Supersteps（超步），每一次 Superstep都在全局

的角度上独立运行，直到整个计算结束，输出结果。

在每一次的Superstep中，顶点的计算都是并行的，每一次执行用户定义的同一个函数。
每个顶点可以修改其自身的状态信息或以它为起点的出边的信息，从前序 Superstep中接受
消息，并传送给其后续 Superstep，或者修改整个图的拓扑结构。边在这种计算模式中并不
是核心对象，没有相应的计算运行在其上。

算法是否能够结束取决于是否所有的顶点都已经通过 “Vote”（搜索）标识其自身达到
“halt”状态 （投票停止状态）了。在 Superstep0，所有顶点都会被置于 Active（活跃）状
态，每一个Active的顶点都会在计算执行的某一次的 Superstep中被计算。顶点通过将其自
身的状态设置成 “halt”来表示它已经不再 Active。这就表示该顶点没有进一步的计算需要
进行，而Pregel框架将不会在接下来的 Superstep中计算该顶点，除非该顶点收到一个其他
Superstep传送的消息。如果顶点接收到 Message（消息），该 Message将该顶点重新置 Ac-
tive，那么在随后的计算中该顶点必须在此通过投票停止设置自己的状态为停止状态。整个
计算在所有顶点都达到 “Inactive”（活动中）状态，并且没有Message（消息）在传送的时
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候宣告结束。这种简单的状态机制可以参考图8－8中的描述。

图8－8 Vertex状态机

整个Pregel程序的输出是所有顶点输出的集合。通常来说Pregel程序的输出是跟输入是
同构的有向图，但是并非一定是这样，因为在计算的过程中，可以对顶点和边进行添加和删

除。比如一个聚类算法，就有可能从一个大图中选出满足需求的几个不相连的点；一个对图

的挖掘算法就可能仅仅是输出了从图中挖掘出来的聚合数据等。

4.Pregel在SparkGraphX中的实现
在SparkGraphX的GraphOps类中提供了一个 pregel（）方法来实现 Pregel模型，需要注

意的是SparkGraphX中的Pregel模型并不严格遵循标准的Pregel模型，它是一个参考了GAS
模型 （邻居更新模型）后改进的模型。下面我们可以结合 GraphOps类源码中的 pregel（）方
法来分析一下在SparkGraphX中Pregel模型的实现。pregel（）方法的代码如下：

    defpregel［A：ClassTag］（
  initialMsg：A，
  maxIterations：Int＝Int.MaxValue，
  activeDirection：EdgeDirection＝EdgeDirection.Either）（
  vprog：（VertexId，VD，A）＝＞VD，
  sendMsg：EdgeTriplet［VD，ED］＝＞Iterator［（VertexId，A）］，
  mergeMsg：（A，A）＝＞A）
 ：Graph［VD，ED］＝｛
 Pregel（graph，initialMsg，maxIterations，activeDirection）（vprog，sendMsg，mergeMsg）
｝

pregel（）是一个柯里化方法，在第二个参数列表中的参数是三个函数 vprog、sendMsg和
mergeMsg，而标准的Pregel模型在这种情况下接受的是一个 messageList（消息列表），这也
是基于MapReduceTriplets（）方法的Pregel模型和标准的Pregel的最大区别，它不会在单个顶
点上进行消息的遍历，而是将多个 Ghost（虚点）副本收到的消息聚合后，发送给 Master
（主点）副本，在使用vprog函数来更新顶点的属性值，消息的接受和发送都被自动并行化
处理，不用担心超级结点 （指出入度大的结点）的问题。

在pregel（）方法中会通过 Pregel（graph，initialMsg，maxIterations，activeDirection）（vprog，
sendMsg，mergeMsg）这行代码调用Pregel类的apply（）方法继续完成实现。其中参数 graph指
的是向Pregel模型中传入的图数据；参数 initialMsg指的是初始化状态下向 Pregel模型发送
的消息；参数maxIterations指的是Pregel模型最大的迭代次数，当执行Pregel模型达到max-
Iterations设置的次数后如果程序仍然没有收敛则会强制停止执行；参数 activeDirection指的
是sendMsg函数在计算时的收集方向，sendMsg函数会根据源顶点、目的顶点和收集方向来
判断EdgeTriplet［VD，ED］是否处于活跃状态来进行计算。在第2段参数中，vprog、sendMsg
和mergeMsg都是用户自定义函数，其中vprog函数在每个顶点上执行，对输入的数据进行计
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算后生成新的顶点属性值；sendMsg函数在每个活跃的 EdgeTriplet［VD，ED］上运行，生成发
送给下一次迭代的消息；mergeMsg函数用于将发送给顶点的两条消息进行合并为一条消息。

下面我们看一下Pregel的apply（）方法的源码实现：

    defapply［VD：ClassTag，ED：ClassTag，A：ClassTag］
  （graph：Graph［VD，ED］，
  initialMsg：A，
  maxIterations：Int＝Int.MaxValue，
  activeDirection：EdgeDirection＝EdgeDirection.Either）
  （vprog：（VertexId，VD，A）＝＞VD，
  sendMsg：EdgeTriplet［VD，ED］＝＞Iterator［（VertexId，A）］，
  mergeMsg：（A，A）＝＞A）
  ：Graph［VD，ED］＝
｛

  ／／更新顶点数据并缓存
  varg＝graph.mapVertices（（vid，vdata）＝＞vprog（vid，vdata，initialMsg））.cache（）
  ／／computethemessages（调用 Graph的 mapReduceTriplets（）方法返回的是一个 VertexRDD
［A］。）
  varmessages＝g.mapReduceTriplets（sendMsg，mergeMsg）
  varactiveMessages＝messages.count（）
  ／／Loop
  varprevG：Graph［VD，ED］＝null
  vari＝0
  ／／判断是否有新的消息生成，是否超过最大的迭代次数
  while（activeMessages＞0＆＆i＜maxIterations）｛
   ／／Receivethemessages.Verticesthatdidn′tgetanymessagesdonotappearinnewVerts.
   ／／调用innerJoin（）方法将顶点RDD和接受到的消息进行连接，生成新的顶点RDD
   valnewVerts＝g.vertices.innerJoin（messages）（vprog）.cache（）
   ／／Updatethegraphwiththenewvertices.
   prevG＝g
   ／／使用outerJoinVertices（）方法连接newVerts，生成新的顶点属性
   g＝g.outerJoinVertices（newVerts）｛（vid，old，newOpt）＝＞newOpt.getOrElse（old）｝
   g.cache（）

   valoldMessages＝messages
   ／／Sendnewmessages.Verticesthatdidn′tgetanymessagesdon′tappearinnewVerts，sodon′t
   ／／gettosendmessages.Wemustcachemessagessoitcanbematerializedonthenextline，
   ／／allowingustouncachethepreviousiteration.
   messages＝g.mapReduceTriplets（sendMsg，mergeMsg，Some（（newVerts，activeDirection）））
.cache（）
   ／／Thecalltocount（）materializes`messages`，`newVerts`，andtheverticesof`g`.This
   ／／hidesoldMessages（dependedonbynewVerts），newVerts（dependedonbymessages）， 
   ／／andtheverticesofprevG（dependedonbynewVerts，oldMessages，andtheverticesofg）.
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   activeMessages＝messages.count（）

   logInfo（＂Pregelfinishediteration＂＋i）

   ／／UnpersisttheRDDshiddenbynewly－materializedRDDs
   oldMessages.unpersist（blocking＝false）
   newVerts.unpersist（blocking＝false）
   prevG.unpersistVertices（blocking＝false）
   prevG.edges.unpersist（blocking＝false）
   ／／counttheiteration
   i＋＝1
  ｝

  g
 ｝／／endofapply

｝／／endofclassPregel

通过以上源码可以看到，SparkGraphX的Pregel实现综合了标准Pregel和GAS模型两者
的优点，接口相对简单，又能保证性能，可以应对点分割的图存储模式，胜任符合幂律分布

的自然图的大型计算。

8.3.2  SparkGraphX的实现

SparkGraphX是在SparkCore上构建的一个子系统，对 GraphX视图的所有操作，最终
都会转换成其关联的Table视图的 RDD操作。这样对一个图的计算，最终在逻辑上等价于
一系列的RDD的转换过程。因此，SparkGraphX的属性图最终具备了 RDD的三个关键特
性：Immutable（不可变性）、Distributed（分布式）和 Fault－Tolerance（容错），其中最关
键的是Immutable（不可变性）。逻辑上，所有图的转换和操作都产生了一个新图；物理上，
SparkGraphX会有一定程度的不变顶点和边的复用优化，对用户透明。

SparkGraphX的代码架构非常简洁，SparkGraphX的核心代码只有3000多行，而在此
之上实现的Pregel模型，只要短短20多行。SparkGraphX的代码结构整体如图8－6所示，
其中大部分的实现都是围绕Partition（分区）的优化进行的，这在某种程度上说明了点分割
的存储和相应的计算优化的确是图计算框架的重点和难点。

对于Graph、GraphImpl和GraphOps这三个类，我们在前面图的操作部分已经基本分析
了它们内部的主要操作方法，下面我们主要结合源码分析一下 SparkGraphX的 VertexRDD、
EdgeRDD和EdgeTriplet三种数据类型和点分割的四种PartitionStrategy（分割存储策略）。
1.VertexRDD
VertexRDD［VD］继承自 RDD［（VertexID，VD）］，并增加了一些额外的限制，VertexID

表示的是顶点的ID每个并且VertexID只出现一次。此外，VertexRDD［VD］表示一个顶点集
合，其中每个顶点的属性是VD。本质上VertexRDD［VD］一个可重复使用的HashMap（哈希
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表）。利用VertexID这个索引可以快速查找到需要的顶点，对于VertexRDD［VD］，它提供了
以下常用的操作方法。

（1）filter（）方法：filter（）方法用来过滤满足pred函数的顶点集合。filter（）方法保留了
原始VertexRDD的索引结构，本质上是对每个VertexRDD的Partition进行计算，返回的是一
个VertexRDD。代码如下：

    deffilter（pred：（（VertexId，VD））⇒Boolean）：VertexRDD［VD］

  Restrictsthevertexsettothesetofverticessatisfyingthegivenpredicate.

（2）mapValues（）方法：mapValues（）方法是通过函数f对顶点的属性 （VD）进行操作，
最终返回的是一个顶点属性是VD2的VertexRDD。代码如下：

    defmapValues［VD2］（f：（VertexId，VD）⇒VD2）（implicitarg0：ClassTag［VD2］）：VertexRDD［VD2］

  Mapseachvertexattribute，additionallysupplyingthevertexID.

（3）diff（）方法：diff（）方法用来比较两个 VertexRDD的不同，返回的是调用 diff（）的
VertextRDD中存在而otherVertexRDD中不存在的元素构成的新的VertexRDD。需要注意的是
两个VertexRDD中的顶点ID集 （VertexIdToIndexMap）必须相同。代码如下：

    defdiff（other：VertexRDD［VD］）：VertexRDD［VD］

Hidesverticesthatarethesamebetweenthisandother；forverticesthataredifferent，keepsthevalues
fromother.

（4）innerJoin（）方法：用来对具有相同 VertexId的 VertexRDD进行连接，并通过函数 f
生成新的顶点属性，返回一个由在两个VertexRDD中都存在的顶点构成的 VertexRDD。代码
如下：

    definnerJoin［U，VD2］（other：RDD［（VertexId，U）］）（f：（VertexId，VD，U）⇒VD2）（implicitarg0：
ClassTag［U］，arg1：ClassTag［VD2］）：VertexRDD［VD2］

InnerjoinsthisVertexRDDwithanRDDcontainingvertexattributepairs.

（5）aggregateUsingIndex（）方法：aggregateUsingIndex（）方法用来对具有相同 VertexID
（顶点ID）的两个VertextRDD通过函数reduceFunc进行操作。代码如下：

    defaggregateUsingIndex［VD2］（messages：RDD［（VertexId，VD2）］，reduceFunc：（VD2，VD2）⇒VD2）
（implicitarg0：ClassTag［VD2］）：VertexRDD［VD2］
AggregatesverticesinmessagesthathavethesameidsusingreduceFunc，returningaVertexRDDco－in-
dexedwiththis.

其中参数messages指的是由目的顶点 ID和它接受到的消息数据作为属性构成的 Ver-
texRDD，函数reduceFunc会对 messages中 VertexId相同的属性值 （VD2）进行聚合操作，
聚合后的VD2属性值会作为调用 aggregateUsingIndex（）方法的 VertexRDD的顶点的属性值，
最终返回的是一个由VertexID和聚合后的顶点属性值构成的VertexRDD，需要注意的是，不
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包含messages中的VertexId的顶点将会被舍弃。
2.EdgeRDD
EdgeRDD［ED，VD］继承自RDD［Edge［ED］，EdgeRDD内的边是以点分割的方式分成

不同的块来进行管理的，具体的分区策略通过PartitionStrategy指定。在每个分块中，边属性
和邻接顶点信息分别存储，这使得更改边属性值时能够最大限度的复用邻接顶点的信息。

EdgeRDD还提供的三个额外的函数。
（1）mapValues（）方法：mapValues（）方法是应用函数 f于 EdgeRDD的边属性，只改变

EdgeRDD的边属性的值，而不改变EdgeRDD划分时的结构。代码如下：

    defmapValues［ED2］（f：（Edge［ED］）⇒ED2）（implicitarg0：ClassTag［ED2］）：EdgeRDD［ED2］

  Mapthevaluesinanedgepartitioningpreservingthestructurebutchangingthevalues.

（2）innerJoin（）方法：innerJoin（）方法是对两个 EdgeRDD进行连接操作，这里的两个
EdgeRDD必须是相同的 PartitionStrategy（分割策略），最后返回一个新的 EdgeRDD。代码
如下：

    definnerJoin［ED2，ED3］（other：EdgeRDD［ED2］）（f：（VertexId，VertexId，ED，ED2）⇒ED3）（implicit
arg0：ClassTag［ED2］，arg1：ClassTag［ED3］）：EdgeRDD［ED3］

InnerjoinsthisEdgeRDDwithanotherEdgeRDD，assumingbotharepartitionedusingthesamePartition-

Strategy.

其中新EdgeRDD的边属性的值是通过函数f得到的，并且新EdgeRDD保留的是只有在
原先两个EdgeRDD都出现过的边。

（3）reverse（）方法：reverse（）方法是对 EdgeRDD中所有的边进行反转操作，也就是说
改变EdgeRDD中源顶点和目的顶点连接的边的方向。代码如下：

    defreverse：EdgeRDD［ED］

  ReversealltheedgesinthisRDD.

3.EdgeTriplet
EdgeTriplet［VD，ED］是SparkGraphX特有的一种数据类型，它是顶点和边的结合，它继

承自Edge［ED］，并同时在类内部加入源顶点的属性 （srcAtrr）和目的顶点属性 （dstAttr）
信息作为自己的属性，由于它的父类Edge［ED］本身包含源顶点ID、目的顶点ID和边属性，
所以一个Edgetriplet［VD，ED具有源顶点的ID和属性、目的顶点 ID和属性以及边属性，本
质上来讲EdgeTtriplet是对Edge［VD］的一层封装。EdgeTriplet［VD，ED］这种数据类型的优势
就是在图的数据遍历方面提供了方便。我们可以看下以下伪代码中 EdgeTriplet［VD，ED］的
使用，下面的伪代码是通过图的triplets操作生成一个 RDD［EdgeTriplet［VD，ED］］对象，然
后调用RDD的collect（）方法生成一个单机的 Scala数组，该数组中的元素是有一组 Edge-
Triplet［VD，ED］对象组成的，这样就可以通过EdgeTriplet［VD，ED］遍历边的源顶点属性和目
的顶点属性。
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    ／／triplets操作，（（srcId，srcAttr），（dstId，dstAttr），attr）
println（＂列出所有的tripltes：＂）
for（triplet＜－graph.triplets.collect）｛
 println（s＂$｛triplet.srcAttr.＿1｝likes$｛triplet.dstAttr.＿1｝＂）
｝

4.PartitionStrategy
前面的小节我们已经简单介绍过 SparkGraphX是采用点分割的模式对图的数据进行分

布式存储的，在使用点分割的时候可以使用不同的PartitionStrategy（划分策略）对图数据进
行划分，不同的PartitionStrategy会影响到缓存的Ghost副本数量以及每个EdgePartiton分配的
边的均衡程度等，所以我们在使用PartitionStrategy时要结合图的结构特征选取最佳策略。

PartitionStrategy本身是一个 trait（特质），我们在使用它的时候，可以继承它然后实现
它内部的getPartition（）方法来实现自定义的划分策略，当然也可以使用SparkGraphX本身内
置的划分策略，目前内置的有EdgePartition1D、EdgePartition2D、RandomVeertexCut和Canon-
icalRandomVertexCut这4种划分策略。下面我们结合它们的源码实现一一介绍每种划分策略
的特点。

（1）EdgePartition1D：EdgePartition1D是根据边的源顶点 ID和 PartitionID进行对图数据
进行划分的，这种策略可以将所有源顶点相同的边放到一个分区里。PartitionID是图的分区
大小的整数标识，默认必须小于 2^30。mixingPrime是一个固定的LongInt值，它主要用来划
分时平衡图数据使得数据均匀地分布在集群的结点上，同时可以增强数据分布的随机性。，

当然mixingPrime无法从根本上解决数据分布的不均匀，只是减少这种情况发生的概率。

    ／**
*AssignsedgestopartitionsusingonlythesourcevertexID，colocatingedgeswiththesame

*source.
*／
caseobjectEdgePartition1DextendsPartitionStrategy｛
 overridedefgetPartition（src：VertexId，dst：VertexId，numParts：PartitionID）：PartitionID＝｛
  valmixingPrime：VertexId＝1125899906842597L
  （math.abs（src*mixingPrime）％ numParts）.toInt
 ｝
｝

（2）EdgePartition2D：EdgePartition2D采用的是二维的邻接矩阵的划分方式将边划分到
numParts个分区中，这种划分方式可以保证顶点的复制个数的上限是2*sqrt（numParts）个，
它同时会尽可能地平衡边在结点上的分布。EdgePartition2D的划分步骤如下：首先，getPar-
tition（）中的valceilSqrtNumParts：PartitionID＝math.ceil（math.sqrt（numParts））.toInt这行代码
用来获取分配矩阵的平方根因子；然后，EdgePartition2D同样引入了一个固定的 LongInt值
mixingPrime，使用mixingPrime和 ceilSqrtNumParts进行计算增加源顶点 ID和目的顶点 ID划
分的随机性和均匀性；最后通过（col*ceilSqrtNumParts＋row）％ numParts这行代码把边均匀
地划分到numParts个分区。

下面是EdgePartition2D的一个划分案例，即基于11个顶点的图，并划分到9个分区，
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具体划分示意图及其划分细节如下。

     ／**
*Assignsedgestopartitionsusinga2Dpartitioningofthesparseedgeadjacencymatrix，
*guaranteeinga`2*sqrt（numParts）`boundonvertexreplication.
*
*Supposewehaveagraphwith11verticesthatwewanttopartition
*over9machines. Wecanusethefollowingsparsematrixrepresentation：
*
*＜pre＞
*   ＿＿＿＿＿＿＿＿＿＿＿＿＿＿＿＿＿＿＿＿＿＿＿＿＿＿＿＿＿＿＿＿＿＿

* v0 P0*  P1   P2  * 

* v1  ****   *        

* v2  *******    **  ****  

* v3  *****  * *     * 

*   －－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－

* v4 P3*  P4*** P5** *

* v5  * *   *        

* v6    *    **  ****  

* v7  ***  * *     * 

*   －－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－

* v8 P6 * P7  * P8 * *

* v9   *   *  *      

* v10    *    **  * *  

* v11 *＜－E   ***     **

*   －－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－－
*＜／pre＞
*
*Theedgedenotedby′E′connects′v11′with′v1′andisassignedtoprocessor′P6′.Togetthe
*processornumberwedividethematrixinto′sqrt（numParts）′by′sqrt（numParts）′blocks.Notice
*thatedgesadjacentto′v11′canonlybeinthefirstcolumnofblocks′（P0，P3，
*P6）′orthelast
*rowofblocks′（P6，P7，P8）′. Asaconsequencewecanguaranteethat′v11′willneedtobe
*replicatedtoatmost′2*sqrt（numParts）′machines.
*
*Noticethat′P0′hasmanyedgesandasaconsequencethispartitioningwouldleadtopoor
*workbalance. Toimprovebalancewefirstmultiplyeachvertexidbyalargeprimeto
*shufflethevertexlocations.
*
*Oneofthelimitationsofthisapproachisthatthenumberofmachinesmusteitherbea
*perfectsquare.Wepartiallyaddressthislimitationbycomputingthemachineassignmentto
*thenext
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*largestperfectsquareandthenmappingbackdowntotheactualnumberofmachines.
*Unfortunately，thiscanalsoleadtoworkimbalanceandsoitissuggestedthataperfect

*squareisused.

*／
caseobjectEdgePartition2DextendsPartitionStrategy｛
 overridedefgetPartition（src：VertexId，dst：VertexId，numParts：PartitionID）：PartitionID＝｛
  valceilSqrtNumParts：PartitionID＝math.ceil（math.sqrt（numParts））.toInt
  valmixingPrime：VertexId＝1125899906842597L
  valcol：PartitionID＝（math.abs（src*mixingPrime）％ ceilSqrtNumParts）.toInt
  valrow：PartitionID＝（math.abs（dst*mixingPrime）％ ceilSqrtNumParts）.toInt
  （col*ceilSqrtNumParts＋row）％ numParts
 ｝
｝

（3）RandomVeertexCut：RandomVeertexCut是随机顶点划分的，首先根据源顶点 ID和
目的顶点 ID进行哈希值计算，对求得的哈希值取绝对值，然后除以 numParts求得划分个
数。需要注意的是这样的划分方式会将两个顶点之间方向相同的边划分到同一个分区

中去。

    ／**
 *AssignsedgestopartitionsbyhashingthesourceanddestinationvertexIDs，resultingina
 *randomvertexcutthatcolocatesallsame－directionedgesbetweentwovertices.
 *／
caseobjectRandomVertexCutextendsPartitionStrategy｛
 overridedefgetPartition（src：VertexId，dst：VertexId，numParts：PartitionID）：PartitionID＝｛
  math.abs（（src，dst）.hashCode（））％ numParts
 ｝
｝

（4）CanonicalRandomVertexCut：CanonicalRandomVertexCut的划分策略和 RandomVertex-
Cut相似，不同的是在对源顶点ID和目的顶点ID进行哈希值计算前会先根据顶点的ID进行
排序，使得源顶点ID和目的顶点ID中值小的那个排在前面，然后再对求得的哈希值取绝对
值并除以numParts求得划分个数。这样做的好处就是可以将两个顶点之间的所有边放在同
一个分区中，完全不用考虑边的方向是否相同。

    ／**
 *AssignsedgestopartitionsbyhashingthesourceanddestinationvertexIDsinacanonical
 *direction，resultinginarandomvertexcutthatcolocatesalledgesbetweentwovertices，
 *regardlessofdirection.
 *／
caseobjectCanonicalRandomVertexCutextendsPartitionStrategy｛
 overridedefgetPartition（src：VertexId，dst：VertexId，numParts：PartitionID）：PartitionID＝｛
  if（src＜dst）｛
   math.abs（（src，dst）.hashCode（））％ numParts
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  ｝else｛
   math.abs（（dst，src）.hashCode（））％ numParts
  ｝
 ｝
｝

8.3.3  SparkGraphX图算法的实现方法

基于Prege模型，SparkGraphX提供了一系列图算法来简化任务的分析。这些算法包含
在org.apache.spark.graphx.lib包中 （如图8－9所示），在 GraphOps类中封装了对这些图算
法进行直接调用的方法，同时由于 Spark采用了 Scala语言的隐式转换方法，所以 Graph可
以直接调用GraphOps类中的这些方法完成对图数据的特殊处理。我们结合图8－4来分析一
下常用的图算法。

图8－9 SparkGraphX中图算法源码的目录结构

1.PageRank
PageRank，又称网页排名，网页级别。它是 Google专有的算法，用于衡量特定网页

相对于搜索引擎索引中的其他网页而言的重要程度。它由 Google公司的创始人 LarryPage
和 SergeyBrin在20世纪90年代后期发明的。PageRank实现了将链接价值概念作为排名
因素。

PageRank把页面的链接看成是一个投票，来指示该页面的重要性。具体地来说，Pag-
eRank通过互联网浩瀚的超链接关系来确定一个页面的等级，一个页面的超链接相当于对该
页投一票，一个页面的PageRank值是由所有链向它的页面 （链入页面）的重要性经过递归

算法得到的。一个有较多链入的页面会有较高的等级，相反如果一个页面没有任何链入页

面，那么它就没有等级。例如在 Google搜索中，Google搜索引擎会把从 A页面到 B页面的
链接解释为A页面给B页面投票，Google根据投票来源 （甚至来源的来源，即链接到 A页
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面的页面）和投票目标的等级来决定新的等级。简单的说，一个高等级的页面可以使其他

低等级页面的等级提升。

下面我们通过源代码看一下PageRank算法在SparkGraphX中的实现。
（1）在GraphOps类中提供了 pageRank（）方法，在 pageRank（）方法继续调用 PageRank

的runUntilConvergence（）方法。这样设计的好处是即使我们不了解 PageRank算法的具体实
现，也可以很容易的去使用它进行图数据的计算。

    ／**
  *RunadynamicversionofPageRankreturningagraphwithvertexattributescontainingthe

*PageRankandedgeattributescontainingthenormalizededgeweight.

*
*＠see［［org.apache.spark.graphx.lib.PageRank$＃runUntilConvergence］］

*／
 defpageRank（tol：Double，resetProb：Double＝0.15）：Graph［Double，Double］＝｛
  PageRank.runUntilConvergence（graph，tol，resetProb）
 ｝

（2）继续跟踪PageRank的runUntilConvergence（）方法，在runUntilConvergence（）方法的
参数中，参数graph指的要使用PageRank处理的图；参数tol是一个收敛值，传入的这个值
越小PageRank计算的值就越精确，但是如果要计算的图数据量很大而设置的tol值很小就会
产生巨大的计算任务并消耗更多的时间，所以要结合自己 CPU和内存的实际情况来设置这
个值；参数resetProb是一个随机重置的默认值。

     ／**
 *RunadynamicversionofPageRankreturningagraphwithvertexattributescontainingthe
 *PageRankandedgeattributescontainingthenormalizededgeweight.
 *
 *＠tparamVDtheoriginalvertexattribute（notused）
 *＠tparamEDtheoriginaledgeattribute（notused）
 *
 *＠paramgraphthegraphonwhichtocomputePageRank
 *＠paramtolthetoleranceallowedatconvergence（smaller＝＞moreaccurate）.
 *＠paramresetProbtherandomresetprobability（alpha）
 *
 *＠returnthegraphcontainingwitheachvertexcontainingthePageRankandeachedge
 *    containingthenormalizedweight.
 *／
defrunUntilConvergence［VD：ClassTag，ED：ClassTag］（
  graph：Graph［VD，ED］，tol：Double，resetProb：Double＝0.15）：Graph［Double，Double］＝
｛

 ／／通过PageRank算法要处理的图实例graph初始化一个pagerankGraph对象
 ／／havingweight1／outDegreeandeachvertexwithattribute1.0.
 valpagerankGraph：Graph［（Double，Double），Double］＝graph
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  ／／关联图中的结点和结点的度
  .outerJoinVertices（graph.outDegrees）｛
   （vid，vdata，deg）＝＞deg.getOrElse（0）
  ｝
  ／／基于每条边上的度数设置权重
  .mapTriplets（e＝＞1.0／e.srcAttr）
  ／／设置结点属性为PageRank算法的初始值
  .mapVertices（（id，attr）＝＞（0.0，0.0））
  .cache（）

 ／／定义VertexProgram、SendMessage、messageCombiner三个需要实现GraphX的PageRank的函数
 defvertexProgram（id：VertexId，attr：（Double，Double），msgSum：Double）：（Double，Double）＝｛
 ／** 当上一轮次的messageCombiner函数执行完毕，则可以通过参数 msgSum获取上一轮次对
这个顶点的计算结果值，通过这个值（oldPR＋（1.0－resetProb）* msgSum）得到新的顶点的属
性。*／
  val（oldPR，lastDelta）＝attr
  valnewPR＝oldPR＋（1.0－resetProb）*msgSum
  （newPR，newPR－oldPR）
 ｝
 ／／将用户数据封装为（目的顶点ID，Value）对然后分发到目的顶点所在机器结点
 defsendMessage（edge：EdgeTriplet［（Double，Double），Double］）＝｛
  if（edge.srcAttr.＿2＞tol）｛
   Iterator（（edge.dstId，edge.srcAttr.＿2*edge.attr））
  ｝else｛
   Iterator.empty
  ｝
 ｝
 ／／将顶点收到的其他顶点发送来的数据进行聚合操作
 defmessageCombiner（a：Double，b：Double）：Double＝a＋b

 ／／TheinitialmessagereceivedbyallverticesinPageRank
 valinitialMessage＝resetProb／（1.0－resetProb）

 ／／以固定迭代次数执行Pregel
 Pregel（pagerankGraph，initialMessage，activeDirection＝EdgeDirection.Out）（
  vertexProgram，sendMessage，messageCombiner）
  .mapVertices（（vid，attr）＝＞attr.＿1）
｝／／endofdeltaPageRank

通过以上代码可以看到，在 runUntilConvergence（）方法最重要的还是 vertexProgram，、
sendMessage，、messageCombiner这三个函数的实现，它们会作为 Pregel的参数传给 Pregel模
型进行图数据的计算。
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2.SVDPlusPlus

SVDPlusPlus，就是指 SVD＋＋算法，它是在 SVD算法的基础上通过利用更多的信息衍
生出来的算法。SVD（singularvalurdecomposition，奇异值分解法），是线性代数中一种重要
的矩阵分解，是矩阵分析中正规矩阵酉对角化的推广。在信号处理、统计学等领域有重要应

用。在图计算中，我们主要用在进行社交网络和推荐系统上。

例如要预测用户A对一部电影M的评分，而手上只有用户A对若干部电影的评分和用
户B对若干部电影的评分 （包含M的评分），就可以使用 SVDPlusPlus算法来进行操作。它
会根据已有的评分情况，分析出评分者对各个因子的喜好程度以及电影包含各个因子的程

度，最后再反过来根据分析结果预测评分。电影中的因子可以理解成这些东西：电影的搞笑

程度，电影的爱情爱得死去活来的程度，电影的恐怖程度等等，SVDPlusPlus的想法抽象来
看就是将一个N行M列的评分矩阵R（R［u］［i］代表第u个用户对第i个物品的评分），分
解成一个N行F列的用户因子矩阵P（P［u］［k］表示用户u对因子k的喜好程度）和一个M
行F列的物品因子矩阵Q（Q［i］［k］表示第i个物品的因子k的程度）。用公式来表示就是：
R＝P*T（Q），R的元素数值越大，表示用户越喜欢这部电影。P的元素数值越大，表示用
户越喜欢对应的因子。Q的元素数值越大，表示物品对应的因子程度越高。分解完后，就能
利用P，Q来预测用户A对某电影的评分了。

3.TriangleCount

TriangleCount，是指三角形计数算法，当一个顶点有两个相邻的顶点以及相邻顶点之间
的边时，这个顶点是一个三角形的一部分。SparkGraphX在 TriangleCountobject中实现了一
个三角形计数算法，它计算通过每个顶点的三角形的数量。需要注意的是，在计算社交网络

数据集的三角形计数时，TriangleCount需要边的方向是规范的方向 （srcId＜dstId），并且图
通过Graph类的partitionBy（）方法进行过分区。

4.ConncetedComponents

ConncetedComponents，指的是连通分支图算法，连通分支图算法用 ID标注图中每个连
通分支，将连通分支中序号最小的顶点的ID作为连通分支的ID。该算法是图深度优先搜索
算法的另一重要应用，它可以将一个大图分解成多个连通分支，然后分别在各个联通分支上

独立运行计算，最后再根据分支之间的关系将所有的解组合起来。例如，在社交网络中，连

通分支可以近似为集群，SparkGraphX在ConnectedComponentsobject中包含了连通分支算法
的实现，我们可以通过ConnectedComponentsobject中run（）方法内的实现来计算社交网络数
据集中的连通分支图。

5.StronglyConnectedComponents

StronglyConnectedComponents，指的是强连通分支算法，它的实现和 ConnectedCompo-
nents算法很类似，不同在于它处理的对象是一个强连通分支图。对于强连通分支，我们可
以可以理解为：在有向图中，如果任意两个点能够互相联系，那么这就称为强连通分支，对

于给定一个有向图，它不一定是强连通的，但一定可以分为多个强连通分支。
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8.4 SparkGraphX图操作实例

8.4.1  基于 SparkGraphX的属性图的操作实例

在这里我们通过一个和 SparkGraphX官方类似的属性图来进行图的操作的演示 （如

图8－10），具体的操作我们会在spark－shell环境下进行演示。图8－10是一个由6个顶点和
8条边组成的社交关系的图，图中每个顶点的属性包括一个人的姓名和年龄，每条边有一个
属性值，我们可以假设这个属性值表示的是源顶点向目的顶点追求的次数。

图8－10 SparkGraphX属性图

下面我们在一个SimpleGraphXobject（对象）中完整地列出了我们进行图的操作时需要
的代码以及代码所表示的含义，这些代码是我们在IntelliJIDEA工具中编写的，考虑到演示
效果的因素，我们会截取其中的关键代码然后在spark－shell中进行图操作的演示。

    importorg.apache.log4j.｛Level，Logger｝
importorg.apache.spark.｛SparkContext，SparkConf｝
importorg.apache.spark.graphx.＿
importorg.apache.spark.rdd.RDD

objectSimpleGraphX｛
 defmain（args：Array［String］）｛
  ／／屏蔽日志
  Logger.getLogger（＂org.apache.spark＂）.setLevel（Level.WARN）
  Logger.getLogger（＂org.eclipse.jetty.server＂）.setLevel（Level.OFF）

  ／／设置运行环境
  valconf＝newSparkConf（）.setAppName（＂SimpleGraphX＂）.setMaster（＂local＂）
  valsc＝newSparkContext（conf）
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  ／／设置顶点和边，注意顶点和边都是用元组定义的Array
  ／／顶点的数据类型是VD：（String，Int）
  valvertexArray＝Array（
   （1L，（＂Alice＂，28）），
   （2L，（＂Bob＂，27）），
   （3L，（＂Charlie＂，65）），
   （4L，（＂David＂，42）），
   （5L，（＂Ed＂，55）），
   （6L，（＂Fran＂，50））
  ）
  ／／边的数据类型ED：Int
  valedgeArray＝Array（
   Edge（2L，1L，7），
   Edge（2L，4L，2），
   Edge（3L，2L，4），
   Edge（3L，6L，3），
   Edge（4L，1L，1），
   Edge（5L，2L，2），
   Edge（5L，3L，8），
   Edge（5L，6L，3）
  ）

  ／／构造vertexRDD和edgeRDD
  valvertexRDD：RDD［（Long，（String，Int））］＝sc.parallelize（vertexArray）
  valedgeRDD：RDD［Edge［Int］］＝sc.parallelize（edgeArray）

  ／／构造图Graph［VD，ED］
  valgraph：Graph［（String，Int），Int］＝Graph（vertexRDD，edgeRDD）

／／********************************************************************
／／***********************图的属性操作 ********************************
／／********************************************************************
  println（＂**********************************************************＂）
  println（＂属性演示＂）
  println（＂**********************************************************＂）
  ／／方法一
  println（＂找出图中年龄大于30的顶点方法一：＂）
  graph.vertices.filter｛case（id，（name，age））＝＞age＞30｝.collect.foreach｛
   case（id，（name，age））＝＞println（s＂$nameis$age＂）
  ｝
  ／／方法二
  println（＂找出图中年龄大于30的顶点方法二：＂）
  graph.vertices.filter（v＝＞v.＿2.＿2＞30）.collect.foreach（v＝＞println（s＂$｛v.＿2.＿1｝is$｛v.＿2.
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＿2｝＂））
  println

  ／／边的操作：找出图中属性大于5的边
  println（＂找出图中属性大于5的边：＂）
  graph.edges.filter（e＝＞e.attr＞5）.collect.foreach（e＝＞println（s＂$｛e.srcId｝to$｛e.dstId｝att$
｛e.attr｝＂））
  println

  ／／triplets操作，（（srcId，srcAttr），（dstId，dstAttr），attr）
  println（＂列出所有的tripltes：＂）
  for（triplet＜－graph.triplets.collect）｛
   println（s＂$｛triplet.srcAttr.＿1｝likes$｛triplet.dstAttr.＿1｝＂）
  ｝
  println

  println（＂列出边属性＞5的tripltes：＂）
  for（triplet＜－graph.triplets.filter（t＝＞t.attr＞5）.collect）｛
   println（s＂$｛triplet.srcAttr.＿1｝likes$｛triplet.dstAttr.＿1｝＂）
  ｝
  println

  ／／Degrees操作
  println（＂找出图中最大的出度、入度、度数：＂）
  defmax（a：（VertexId，Int），b：（VertexId，Int））：（VertexId，Int）＝｛
   if（a.＿2＞b.＿2）aelseb
  ｝
  println（＂maxofoutDegrees：＂＋graph.outDegrees.reduce（max）＋＂maxofinDegrees：＂＋
graph.inDegrees.reduce（max）＋＂maxofDegrees：＂＋graph.degrees.reduce（max））
  println

／／********************************************************************
／／**********************转换操作****************************
／／********************************************************************
  println（＂**********************************************************＂）
  println（＂转换操作＂）
  println（＂**********************************************************＂）
  println（＂顶点的转换操作，顶点age＋10：＂）
  graph.mapVertices｛case（id，（name，age））＝＞（id，（name，age＋10））｝.vertices.collect.foreach
（v＝＞println（s＂$｛v.＿2.＿1｝is$｛v.＿2.＿2｝＂））
  println
  println（＂边的转换操作，边的属性*2：＂）
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  graph.mapEdges（e＝＞e.attr*2）.edges.collect.foreach（e＝＞println（s＂$｛e.srcId｝to$｛e.dstId｝
att$｛e.attr｝＂））
  println

／／********************************************************************
／／**********************结构操作****************************
／／********************************************************************
  println（＂**********************************************************＂）
  println（＂结构操作＂）
  println（＂**********************************************************＂）
  println（＂顶点年纪＞30的子图：＂）
  valsubGraph＝graph.subgraph（vpred＝（id，vd）＝＞vd.＿2＞＝30）
  println（＂子图所有顶点：＂）
  subGraph.vertices.collect.foreach（v＝＞println（s＂$｛v.＿2.＿1｝is$｛v.＿2.＿2｝＂））
  println
  println（＂子图所有边：＂）
  subGraph.edges.collect.foreach（e＝＞println（s＂$｛e.srcId｝to$｛e.dstId｝att$｛e.attr｝＂））
  println

／／*****************************************************************
／／**********************连接操作****************************
／／********************************************************************

  println（＂**********************************************************＂）
  println（＂连接操作＂）
  println（＂**********************************************************＂）

  caseclassUser（name：String，age：Int，inDeg：Int，outDeg：Int）

  ／／创建一个新图，顶点VD的数据类型为User，并从graph做类型转换
  valinitialUserGraph：Graph［User，Int］＝graph.mapVertices｛case（id，（name，age））＝＞User
（name，age，0，0）｝

  ／／initialUserGraph与 inDegrees、outDegrees（RDD）进行连接，并修改 initialUserGraph中 inDeg
值、outDeg值
  valuserGraph＝initialUserGraph.outerJoinVertices（initialUserGraph.inDegrees）｛
   case（id，u，inDegOpt）＝＞User（u.name，u.age，inDegOpt.getOrElse（0），u.outDeg）
  ｝.outerJoinVertices（initialUserGraph.outDegrees）｛
   case（id，u，outDegOpt）＝＞User（u.name，u.age，u.inDeg，outDegOpt.getOrElse（0））
  ｝

  println（＂连接图的属性：＂）
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  userGraph.vertices.collect.foreach（v＝＞println（s＂$｛v.＿2.name｝inDeg：$｛v.＿2.inDeg｝ out-
Deg：$｛v.＿2.outDeg｝＂））
  println

  println（＂出度和入度相同的人员：＂）
  userGraph.vertices.filter｛
   case（id，u）＝＞u.inDeg＝＝u.outDeg
  ｝.collect.foreach｛
   case（id，property）＝＞println（property.name）
  ｝
  println

／／********************************************************************
／／**********************聚合操作****************************
／／********************************************************************

  println（＂**********************************************************＂）
  println（＂聚合操作＂）
  println（＂**********************************************************＂）
  println（＂找出年纪最大的追求者：＂）
  valoldestFollower：VertexRDD［（String，Int）］＝userGraph.mapReduceTriplets［（String，Int）］（
   ／／将源顶点的属性发送给目标顶点，map过程
   edge＝＞Iterator（（edge.dstId，（edge.srcAttr.name，edge.srcAttr.age））），
   ／／得到最大追求者，reduce过程
   （a，b）＝＞if（a.＿2＞b.＿2）aelseb
  ）

  userGraph.vertices.leftJoin（oldestFollower）｛（id，user，optOldestFollower）＝＞
   optOldestFollowermatch｛
    caseNone＝＞s＂$｛user.name｝doesnothaveanyfollowers.＂
    caseSome（（name，age））＝＞s＂$｛name｝istheoldestfollowerof$｛user.name｝.＂
   ｝
  ｝.collect.foreach｛case（id，str）＝＞println（str）｝
  println

  ／／找出追求者的平均年纪
  println（＂找出追求者的平均年纪：＂）
  valaverageAge：VertexRDD［Double］＝userGraph.mapReduceTriplets［（Int，Double）］（
   ／／将源顶点的属性（1，Age）发送给目标顶点，map过程
   edge＝＞Iterator（（edge.dstId，（1，edge.srcAttr.age.toDouble））），
   ／／得到追求着的数量和总年龄
   （a，b）＝＞（（a.＿1＋b.＿1），（a.＿2＋b.＿2））
  ）.mapValues（（id，p）＝＞p.＿2／p.＿1）
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  userGraph.vertices.leftJoin（averageAge）｛（id，user，optAverageAge）＝＞
   optAverageAgematch｛
    caseNone＝＞s＂$｛user.name｝doesnothaveanyfollowers.＂
    caseSome（avgAge）＝＞s＂Theaverageageof$｛user.name｝＼′sfollowersis$avgAge.＂
   ｝
  ｝.collect.foreach｛case（id，str）＝＞println（str）｝
  println

／／*****************************************************************
／／**********************聚合操作2****************************
／／********************************************************************

  println（＂**********************************************************＂）
  println（＂聚合操作＂）
  println（＂**********************************************************＂）
  println（＂找出5到各顶点的最短：＂）
  valsourceId：VertexId＝5L／／定义源点
  valinitialGraph＝graph.mapVertices（（id，＿）＝＞if（id＝＝sourceId）0.0elseDouble.PositiveInfinity）
  valsssp＝initialGraph.pregel（Double.PositiveInfinity）（
   （id，dist，newDist）＝＞math.min（dist，newDist），
   triplet＝＞｛ ／／计算权重
    if（triplet.srcAttr＋triplet.attr＜triplet.dstAttr）｛
     Iterator（（triplet.dstId，triplet.srcAttr＋triplet.attr））
    ｝else｛
     Iterator.empty
    ｝
   ｝，
   （a，b）＝＞math.min（a，b）／／最短距离
  ）
  println（sssp.vertices.collect.mkString（＂＼n＂））

  sc.stop（）
 ｝
｝

以上代码可以直接通过IntelliJIDEA工具进行操作实践。
1.图的构建
（1）在进行图的构建之前，我们首先要引入一些图操作中用到的类，比如 org.apache.

spark.graphx包下的Graph等。在spark－shell的命令终端输入以下内容：

    scala＞importorg.apache.spark.｛SparkContext，SparkConf｝
importorg.apache.spark.｛SparkContext，SparkConf｝
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scala＞importorg.apache.spark.graphx.＿
importorg.apache.spark.graphx.＿

scala＞importorg.apache.spark.rdd.RDD
importorg.apache.spark.rdd.RDD

（2）设置顶点。注意，顶点是用元组定义的 Array，顶点的数据类型是 VD：（String，
Int）。可以看到最终产生了一个类型为Array［（Long，（String，Int））］的变量vertexArray，其中
Long类型指的是顶点ID，（String，Int）指的是顶点属性的类型。

    scala＞valvertexArray＝Array（
     （1L，（＂Alice＂，28）），

     （2L，（＂Bob＂，27）），

     （3L，（＂Charlie＂，65）），

     （4L，（＂David＂，42）），

     （5L，（＂Ed＂，55）），

     （6L，（＂Fran＂，50））

    ）

vertexArray：Array［（Long，（String，Int））］＝Array（（1，（Alice，28）），（2，（Bob，27）），（3，（Charlie，
65）），（4，（David，42）），（5，（Ed，55）），（6，（Fran，50）））

（3）设置边。注意，边是用一组Edge对象组成的Array，边的数据类型是边的数据类型
ED：Int。可以看到在 spark－shell交互界面中输入设置边的代码后产生了一个 Array
［org.apache.spark.graphx.Edge［Int］］类型的edgeArray变量。

    scala＞valedgeArray＝Array（
     Edge（2L，1L，7），

     Edge（2L，4L，2），

     Edge（3L，2L，4），

     Edge（3L，6L，3），

     Edge（4L，1L，1），

     Edge（5L，2L，2），

     Edge（5L，3L，8），

     Edge（5L，6L，3）

    ）

edgeArray：Array［org.apache.spark.graphx.Edge［Int］］＝Array（Edge（2，1，7），Edge（2，4，2），Edge
（3，2，4），Edge（3，6，3），Edge（4，1，1），Edge（5，2，2），Edge（5，3，8），Edge（5，6，3））

（4）使用SparkContext对象的parallelize（）方法，把关于顶点的数组 vertexArray转换成
一个RDD［（Long，（String，Int））］类型的RDD。

    scala＞valvertexRDD：RDD［（Long，（String，Int））］＝sc.parallelize（vertexArray）
vertexRDD：org.apache.spark.rdd.RDD［（Long，（String，Int））］＝ParallelCollectionRDD［0］atparal-
lelizeat＜console＞：20
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（5）同样使用SparkContext对象的parallelize（）方法，把关于边的数组edgeArray转换成
一个org.apache.spark.rdd.RDD［org.apache.spark.graphx.Edge［Int］］类型的RDD。

    scala＞valedgeRDD：RDD［Edge［Int］］＝sc.parallelize（edgeArray）
edgeRDD：org.apache.spark.rdd.RDD［org.apache.spark.graphx.Edge［Int］］＝ParallelCollectionRDD
［1］atparallelizeat＜console＞：20

（6）下面我们就可以使用Graph类的apply（）方法构建一个图，其中图的顶点RDD就是
vertexRDD，边RDD就是edgeRDD。

    scala＞valgraph：Graph［（String，Int），Int］＝Graph（vertexRDD，edgeRDD）
graph：org.apache.spark.graphx.Graph［（String，Int），Int］＝org.apache.spark.graphx.impl.GraphImpl
＠766398

这样，经过以上6个步骤，我们就构建出了一个Graph对象，在下面几个小节中，对图
的数据的操作都是依赖于这里我们构建的这个图。

2.图的属性操作
（1）找出图中年龄大于30的顶点。首先使用graph.vertices找到我们构建的图中的顶点

vertices（VertexRDD）。然后使用filter｛case（id，（name，age））＝＞age＞30｝过滤出年龄大于30
的人员，因为顶点是用 “（顶点的ID号，（属性的姓名，属性的年龄）”来表示的，如（1L，
（＂Alice＂，28）），所以这里使用 “case（id，（name，age））”来进行匹配“（顶点的ID号，（属性
的姓名，属性的年龄））”。接着使用 RDD的 collect（）方法将过滤的结果进行收集，最后使
用foreach输出收集到的结果。最后我们可以看到年龄大于30的人有 David、Fran、Charlie
和Ed。

    scala＞graph.vertices.filter｛case（id，（name，age））＝＞age＞30｝.collect.foreach｛
     case（id，（name，age））＝＞println（s＂$nameis$age＂）

    ｝

15／05／1819：21：35INFOspark.SparkContext：Startingjob：collectat＜console＞：29
15／05／18 19：21：35 INFO scheduler.DAGScheduler：Registering RDD 6（mapPartitions at
VertexRDD.scala：452）
15／05／1819：21：35INFOscheduler.TaskSchedulerImpl：Addingtaskset1.0with1tasks
15／05／1819：21：35INFOscheduler.DAGScheduler：SubmittingStage2（ParallelCollectionRDD［0］at
parallelizeat＜console＞：20），whichhasnomissingparents
15／05／1819：21：35INFOstorage.MemoryStore：ensureFreeSpace（1488）calledwithcurMem＝2720，
maxMem＝280248975
……

15／05／1819：21：36INFOspark.SparkContext：Jobfinished：collectat＜console＞：29，took1.414064754s
Davidis42
Franis50
Charlieis65
Edis55

（2）对于从图的顶点中找出年龄大于30的人，我们除了在代码中使用 Scala语言的模
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式匹配外，还可以使用Scala的元组特性进行操作，如以下的代码所示，最终的查找结果跟
上一个查找结果相同。

    scala＞graph.vertices.filter（v＝＞v.＿2.＿2＞30）.collect.foreach（v＝＞println（s＂$｛v.＿2.＿1｝is$｛v.＿
2.＿2｝＂））
15／05／1819：22：59INFOspark.SparkContext：Startingjob：collectat＜console＞：29
15／05／1819：22：59INFOspark.MapOutputTrackerMaster：Sizeofoutputstatusesforshuffle0is
134bytes
15／05／1819：22：59INFOspark.MapOutputTrackerMaster：Sizeofoutputstatusesforshuffle1is
134bytes
15／05／1819：22：59INFOscheduler.DAGScheduler：Gotjob1（collectat＜console＞：29）with1output
partitions（allowLocal＝false）
15／05／1819：22：59INFOscheduler.DAGScheduler：Finalstage：Stage3（collectat＜console＞：29）
15／05／1819：22：59INFOscheduler.DAGScheduler：Parentsoffinalstage：List（Stage5，Stage4）
15／05／1819：22：59INFOscheduler.DAGScheduler：Missingparents：List（）
15／05／1819：22：59INFOscheduler.DAGScheduler：SubmittingStage3（VertexRDD［17］atRDDat
VertexRDD.scala：58），whichhasnomissingparents
15／05／1819：22：59INFOstorage.MemoryStore：ensureFreeSpace（4064）calledwithcurMem＝12424，
maxMem＝280248975
15／05／1819：22：59INFOstorage.MemoryStore：Blockbroadcast＿3storedasvaluesinmemory（estimated
size4.0KB，free267.3MB）
15／05／1819：22：59INFOscheduler.DAGScheduler：Submitting1missingtasksfromStage3（Ver-
texRDD［17］atRDDatVertexRDD.scala：58）
15／05／1819：22：59INFOscheduler.TaskSchedulerImpl：Addingtaskset3.0with1tasks
15／05／1819：22：59INFOscheduler.TaskSetManager：Startingtask0.0instage3.0（TID3，localhost，
ANY，1365bytes）
15／05／1819：22：59INFOexecutor.Executor：Runningtask0.0instage3.0（TID3）
15／05／1819：22：59INFOstorage.BlockManager：Foundblockrdd＿9＿0locally
15／05／1819：22：59INFOexecutor.Executor：Finishedtask0.0instage3.0（TID3）.2029bytesresult
senttodriver
15／05／1819：22：59INFOscheduler.DAGScheduler：Stage3（collectat＜console＞：29）finishedin
0.067s
15／05／1819：22：59INFOspark.SparkContext：Jobfinished：collectat＜console＞：29，took0.115964151s
Davidis42
Franis50
Charlieis65
Edis55

（3）边的操作：找出图中属性大于 5的边。首先使用 graph.edges产生一个边 RDD
（EdgeRDD），再调用EdgeRDD的filter（）方法来过滤出边属性大于5的边，然后使用 RDD
的collect（）方法收集结果为一个单机的数组，并调用数组的foreach（）把结果输出在spark－
shell控制台。最终的输出结果显示只有顶点 2到顶点 1的边和顶点 5到顶点 3的边值大
于5。
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    scala＞graph.edges.filter（e＝＞e.attr＞5）.collect.foreach（e＝＞println（s＂$｛e.srcId｝to$｛e.dstId｝
att$｛e.attr｝＂））
15／05／1819：24：12INFOspark.SparkContext：Startingjob：collectat＜console＞：29
15／05／1819：24：12INFOscheduler.DAGScheduler：Gotjob2（collectat＜console＞：29）with1output
partitions（allowLocal＝false）
15／05／1819：24：12INFOscheduler.DAGScheduler：Finalstage：Stage6（collectat＜console＞：29）
15／05／1819：24：12INFOscheduler.DAGScheduler：Parentsoffinalstage：List（）
15／05／1819：24：12INFOscheduler.DAGScheduler：Missingparents：List（）
15／05／1819：24：12INFOscheduler.DAGScheduler：SubmittingStage6（FilteredRDD［18］atfilterat＜
console＞：29），whichhasnomissingparents
15／05／1819：24：12INFOstorage.MemoryStore：ensureFreeSpace（2952）calledwithcurMem＝16488，
maxMem＝280248975
15／05／1819：24：12INFOstorage.MemoryStore：Blockbroadcast＿4storedasvaluesinmemory（estimated
size2.9KB，free267.2MB）
15／05／1819：24：12INFOscheduler.DAGScheduler：Submitting1missingtasksfromStage6（Filtere-
dRDD［18］atfilterat＜console＞：29）
15／05／1819：24：12INFOscheduler.TaskSchedulerImpl：Addingtaskset6.0with1tasks
15／05／1819：24：12INFOscheduler.TaskSetManager：Startingtask0.0instage6.0（TID4，localhost，
ANY，1529bytes）
15／05／1819：24：12INFOexecutor.Executor：Runningtask0.0instage6.0（TID4）
15／05／1819：24：12INFOstorage.BlockManager：Foundblockrdd＿2＿0locally
15／05／1819：24：13INFOscheduler.TaskSetManager：Finishedtask0.0instage6.0（TID4）in19ms
onlocalhost（1／1）
15／05／1819：24：13INFOscheduler.TaskSchedulerImpl：RemovedTaskSet6.0，whosetaskshaveall
completed，frompool
15／05／1819：24：13INFOscheduler.DAGScheduler：Stage6（collectat＜console＞：29）finishedin
0.020s
15／05／1819：24：13INFO spark.SparkContext：Jobfinished：collectat＜console＞：29，took
0.033620651s
2to1att7
5to3att8

（4）triplets（边三元组）操作：列出所有的 tripltes，其中每个边三元组包括源顶点 ID
和属性，目的顶点 ID和属性以及边的属性。格式如：（（srcId，srcAttr），（dstId，dstAttr），at-
tr）。首先调用graph.triplets产生一个RDD［EdgeTriplet［VD，ED］］类型的 RDD，然后调
用这个RDD的collect（）方法生成一个单机的数组，最后使用for循环遍历这个数组中的值并
使用println（）方法以 “triplet.srcAttr.＿1｝likes$｛triplet.dstAttr.＿1”的格式把结果打印到控
制台。

    scala＞for（triplet＜－graph.triplets.collect）｛
    println（s＂$｛triplet.srcAttr.＿1｝likes$｛triplet.dstAttr.＿1｝＂）

   ｝

15／05／1819：27：15INFOspark.SparkContext：Startingjob：collectat＜console＞：29
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15／05／1819：27：15INFOscheduler.DAGScheduler：RegisteringRDD0（parallelizeat＜console＞：22）
15／05／1819：27：16INFOscheduler.DAGScheduler：Gotjob0（collectat＜console＞：29）with1output
partitions（allowLocal＝false）
15／05／1819：27：16INFOscheduler.DAGScheduler：Finalstage：Stage0（collectat＜console＞：29）
………

15／05／1819：27：17INFOstorage.BlockFetcherIterator$BasicBlockFetcherIterator：Getting1non－empty
blocksoutof1blocks
15／05／1819：27：17INFOstorage.BlockFetcherIterator$BasicBlockFetcherIterator：Started0remotefet-
chesin0ms
15／05／1819：27：17INFOexecutor.Executor：Finishedtask0.0instage0.0（TID3）.2615bytesresult
senttodriver
15／05／1819：27：17INFOscheduler.DAGScheduler：Stage0（collectat＜console＞：29）finishedin
0.038s
15／05／1819：27：17INFOspark.SparkContext：Jobfinished：collectat＜console＞：29，took
1.306575574s
BoblikesAlice
BoblikesDavid
CharlielikesBob
CharlielikesFran
DavidlikesAlice
EdlikesBob
EdlikesCharlie
EdlikesFran

（5）同样是对triplets（边三元组）操作：列出边属性＞5的tripltes。这里的操作跟上一
个对边三元组的操作类似，唯一不同的是在调用 graph.triplets后会先对 RDD［EdgeTriplet
［VD，ED］］中的数据进行过滤，只保留边属性大于5的边三元组，最后还是输出结果到控制
台上。我们可以看到过滤后满足条件的边三元组只剩下两个。

    scala＞for（triplet＜－graph.triplets.filter（t＝＞t.attr＞5）.collect）｛
    println（s＂$｛triplet.srcAttr.＿1｝likes$｛triplet.dstAttr.＿1｝＂）

   ｝

15／05／1819：27：43INFOspark.SparkContext：Startingjob：collectat＜console＞：29
15／05／1819：27：43INFOspark.MapOutputTrackerMaster：Sizeofoutputstatusesforshuffle2is
134bytes
15／05／1819：27：43INFOspark.MapOutputTrackerMaster：Sizeofoutputstatusesforshuffle1is
134bytes
……

15／05／1819：27：43INFOstorage.MemoryStore：ensureFreeSpace（3920）calledwithcurMem＝15584，
maxMem＝280248975
15／05／1819：27：43INFOstorage.MemoryStore：Blockbroadcast＿4storedasvaluesinmemory（estimated
size3.8KB，free267.2MB）
15／05／1819：27：43INFOscheduler.DAGScheduler：Submitting1missingtasksfromStage4（Filtere-
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dRDD［19］atfilterat＜console＞：29）
15／05／1819：27：43INFOscheduler.TaskSchedulerImpl：Addingtaskset4.0with1tasks
15／05／1819：27：43INFOscheduler.TaskSetManager：Startingtask0.0instage4.0（TID4，localhost，
ANY，1976bytes）
15／05／1819：27：43INFOexecutor.Executor：Runningtask0.0instage4.0（TID4）
15／05／1819：27：43INFOstorage.BlockManager：Foundblockrdd＿2＿0locally
15／05／1819：27：43INFOstorage.BlockFetcherIterator$BasicBlockFetcherIterator：maxBytesInFlight：
50331648，targetRequestSize：10066329
15／05／1819：27：43INFOstorage.BlockFetcherIterator$BasicBlockFetcherIterator：Getting1non－empty
blocksoutof1blocks
15／05／1819：27：43INFOstorage.BlockFetcherIterator$BasicBlockFetcherIterator：Started0remotefet-
chesin1ms
15／05／1819：27：43INFOscheduler.TaskSetManager：Finishedtask0.0instage4.0（TID4）in20ms
onlocalhost（1／1）
15／05／1819：27：43INFOscheduler.TaskSchedulerImpl：RemovedTaskSet4.0，whosetaskshaveall
completed，frompool
15／05／1819：27：43INFOscheduler.DAGScheduler：Stage4（collectat＜console＞：29）finishedin
0.014s
15／05／1819：27：43INFOspark.SparkContext：Jobfinished：collectat＜console＞：29，took0.037875226s
BoblikesAlice
EdlikesCharlie

（6）Degrees操作：找出图中最大的出度、入度、度数。首先要预定义一个 max（）函
数，它负责从任意两个值中选出值大的那一个。接下来通过调用 graph.outDegrees.reduce
（max）得出出度最大的顶点ID和它的出度数，调用graph.inDegrees.reduce（max）得出入度最
大的顶点ID和它的入度数，调用 graph.degrees.reduce（max）得出度数 （包括出入度）最大

的顶点ID和它的度数。从输入结果中我们看到出度最大的是顶点 ID为5出度为3的顶点，
入度最大的是顶点 ID为2出度为2的顶点，出入度最大的是顶点 ID为 2出入度为 4的
顶点。

    scala＞defmax（a：（VertexId，Int），b：（VertexId，Int））：（VertexId，Int）＝｛
    if（a.＿2＞b.＿2）aelseb

   ｝

max：（a：（org.apache.spark.graphx.VertexId，Int），b：（org.apache.spark.graphx.VertexId，Int））
（org.apache.spark.graphx.VertexId，Int）

scala＞println（＂maxofoutDegrees：＂＋graph.outDegrees.reduce（max）＋＂maxofinDegrees：＂＋
graph.inDegrees.reduce（max）＋＂maxofDegrees：＂＋graph.degrees.reduce（max））
15／05／1819：28：24INFOspark.SparkContext：Startingjob：reduceat＜console＞：31
15／05／1819：28：24 INFO scheduler.DAGScheduler：Registering RDD 20（mapPartitionsat
GraphImpl.scala：192）
15／05／1819：28：24INFOscheduler.DAGScheduler：Gotjob2（reduceat＜console＞：31）with1output
partitions（allowLocal＝false）
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15／05／1819：28：24INFOscheduler.DAGScheduler：Finalstage：Stage8（reduceat＜console＞：31）
15／05／1819：28：24INFOscheduler.DAGScheduler：Parentsoffinalstage：List（Stage12，Stage9，Stage
10）
15／05／1819：28：24INFOscheduler.DAGScheduler：Missingparents：List（Stage12）
15／05／1819：28：24INFOscheduler.DAGScheduler：SubmittingStage12（GraphImpl.mapReduceTriplets
－preAggMapPartitionsRDD［20］atmapPartitionsatGraphImpl.scala：192），whichhasnomissingpar-
ents
15／05／1819：28：24INFOstorage.MemoryStore：ensureFreeSpace（4296）calledwithcurMem＝19504，
maxMem＝280248975
15／05／1819：28：24INFOstorage.MemoryStore：Blockbroadcast＿5storedasvaluesinmemory（estimated
size4.2KB，free267.2MB）
15／05／1819：28：24INFOscheduler.DAGScheduler：Submitting1missingtasksfromStage12（GraphIm-
pl.mapReduceTriplets－preAggMapPartitionsRDD［20］atmapPartitionsatGraphImpl.scala：192）
………

15／05／1819：28：24INFOscheduler.TaskSetManager：Finishedtask0.0instage18.0（TID10）in10
msonlocalhost（1／1）
15／05／1819：28：24INFOscheduler.TaskSchedulerImpl：RemovedTaskSet18.0，whosetaskshaveall
completed，frompool
15／05／1819：28：24INFOscheduler.DAGScheduler：Stage18（reduceat＜console＞：31）finishedin
0.006s
15／05／1819：28：24INFO spark.SparkContext：Jobfinished：reduceat＜console＞：31，took
0.062159757s
maxofoutDegrees：（5，3）maxofinDegrees：（2，2）maxofDegrees：（2，4）

3.转换操作 （PropertyOperations）
（1）顶点的转换操作：每一个顶点属性中的 age进行 age＋10。直接调用 graph.map-

Vertices（）方法并结合Scala的模式匹配对图中顶点的age属性进行转换操作，然后把转换操
作后产生的新图中的顶点数据进行收集并输出到 spark－shell控制台上。从输出结果中可以
看出原来David的年龄是42岁，而转化后David的年龄由于增加了10岁变成了52岁，其他
的人的年龄同理都增加了10岁。

    scala＞graph.mapVertices｛case（id，（name，age））＝＞（id，（name，age＋10））｝.
vertices.collect.foreach（v＝＞println（s＂$｛v.＿2.＿1｝is$｛v.＿2.＿2｝＂））
15／05／1819：31：25INFOspark.SparkContext：Startingjob：collectat＜console＞：29
15／05／1819：31：25INFOspark.MapOutputTrackerMaster：Sizeofoutputstatusesforshuffle1is
134bytes
15／05／1819：31：25INFOspark.MapOutputTrackerMaster：Sizeofoutputstatusesforshuffle2is
134bytes
15／05／1819：31：25INFOscheduler.DAGScheduler：Gotjob5（collectat＜console＞：29）with1output
partitions（allowLocal＝false）
15／05／1819：31：25INFOscheduler.DAGScheduler：Finalstage：Stage23（collectat＜console＞：29）
15／05／1819：31：25INFOscheduler.DAGScheduler：Parentsoffinalstage：List（Stage24，Stage25）
……..

583



15／05／1819：31：25INFOscheduler.DAGScheduler：Submitting1missingtasksfromStage23（Ver-
texRDD［33］atRDDatVertexRDD.scala：58）
15／05／1819：31：25INFOscheduler.TaskSchedulerImpl：Addingtaskset23.0with1tasks
15／05／1819：31：25INFOscheduler.TaskSetManager：Startingtask0.0instage23.0（TID11，localhost，
ANY，1365bytes）
15／05／1819：31：25INFOexecutor.Executor：Runningtask0.0instage23.0（TID11）
15／05／1819：31：25INFOstorage.BlockManager：Foundblockrdd＿9＿0locally
15／05／1819：31：25INFOscheduler.TaskSetManager：Finishedtask0.0instage23.0（TID11）in11
msonlocalhost（1／1）
15／05／1819：31：25INFOscheduler.TaskSchedulerImpl：RemovedTaskSet23.0，whosetaskshaveall
completed，frompool
15／05／1819：31：25INFOscheduler.DAGScheduler：Stage23（collectat＜console＞：29）finishedin
0.013s
15／05／1819：31：25INFOspark.SparkContext：Jobfinished：collectat＜console＞：29，took0.020798055s
Davidis52
Aliceis38
Franis60
Charlieis75
Edis65
Bobis37

（2）边的转换操作：边的属性×2。调用graph.mapEdges（）把每条边的属性值都乘以2，
然后调用collect（）方法收集每条边的数据并以 “$｛e.srcId｝to$｛e.dstId｝att$｛e.attr｝”的格
式输出到控制台。从输出结果中可以看出原来顶点2到顶点1的属性值是7，而转化后由于
乘以2变成了14，其他的边同理都变成了原来的2倍。

    scala＞graph.mapEdges（e＝＞e.attr*2）.edges.collect.foreach（e＝＞println（s＂$｛e.srcId｝to$｛e-
.dstId｝att$｛e.attr｝＂））
15／05／1819：32：11INFOspark.SparkContext：Startingjob：collectatEdgeRDD.scala：61
15／05／1819：32：11INFOspark.MapOutputTrackerMaster：Sizeofoutputstatusesforshuffle0is
134bytes
15／05／1819：32：11INFOscheduler.DAGScheduler：Gotjob6（collectatEdgeRDD.scala：61）with1
outputpartitions（allowLocal＝false）
15／05／1819：32：11INFOscheduler.DAGScheduler：Finalstage：Stage26（collectatEdgeRDD.scala：
61）
15／05／1819：32：11INFOscheduler.DAGScheduler：Parentsoffinalstage：List（Stage29）
15／05／1819：32：11INFOscheduler.DAGScheduler：Missingparents：List（）
15／05／1819：32：11INFOscheduler.DAGScheduler：SubmittingStage26（MappedRDD［38］atmapat
EdgeRDD.scala：61），whichhasnomissingparents
15／05／1819：32：11INFOstorage.MemoryStore：ensureFreeSpace（4312）calledwith
curMem＝69224，maxMem＝280248975
15／05／1819：32：11INFOstorage.MemoryStore：Blockbroadcast＿12storedasvaluesinmemory（esti-
matedsize4.2KB，free267.2MB）
……..
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15／05／1819：32：11INFOstorage.BlockFetcherIterator$BasicBlockFetcherIterator：Getting1non－empty
blocksoutof1blocks
15／05／1819：32：11INFOstorage.BlockFetcherIterator$BasicBlockFetcherIterator：Started0remotefet-
chesin0ms
15／05／1819：32：11INFOscheduler.TaskSetManager：Finishedtask0.0instage26.0（TID12）in17
msonlocalhost（1／1）
15／05／1819：32：11INFOscheduler.TaskSchedulerImpl：RemovedTaskSet26.0，whosetaskshaveall
completed，frompool
15／05／1819：32：11INFOscheduler.DAGScheduler：Stage26（collectatEdgeRDD.scala：61）finished
in0.002s
15／05／1819：32：11INFO spark.SparkContext：Jobfinished：collectatEdgeRDD.scala：61，took
0.023631988s
2to1att14
2to4att4
3to2att8
3to6att6
4to1att2
5to2att4
5to3att16
5to6att6

4.结构操作 （StructuralOperations）
（1）在这里的结构操作中，我们只演示根据条件产生一个图的子图的操作。首先我们

调用graph.subgraph（）并在subgraph（）方法内部提供了一个函数来判断顶点的属性 age＞30，
然后根据过滤后的结果产出一个新的子图subGraph。

    scala＞valsubGraph＝graph.subgraph（vpred＝（id，vd）＝＞vd.＿2＞＝30）
subGraph：org.apache.spark.graphx.Graph［（String，Int），Int］＝org.apache.spark.graphx.impl.
GraphImpl＠e1fdbd

（2）调用产出的子图subGraph.vertices.collect（）方法收集这个新图的顶点数据，然后调
用数组的foreach（）方法把结果输出到spark－shell控制台。从输出结果中可以看到顶点的数
量原来的6个减少到4个。

    scala＞subGraph.vertices.collect.foreach（v＝＞println（s＂$｛v.＿2.＿1｝is$｛v.＿2.＿2｝＂））
15／05／1819：33：20INFOspark.SparkContext：Startingjob：collectat＜console＞：31
15／05／1819：33：20INFOscheduler.DAGScheduler：Gotjob7（collectat＜console＞：31）with1output
partitions（allowLocal＝false）
15／05／1819：33：20INFOscheduler.DAGScheduler：Finalstage：Stage30（collectat＜console＞：31）
15／05／1819：33：20INFOscheduler.DAGScheduler：Parentsoffinalstage：List（Stage31，Stage32）
15／05／1819：33：20INFOscheduler.DAGScheduler：Missingparents：List（）
15／05／1819：33：20INFOscheduler.DAGScheduler：SubmittingStage30（VertexRDD［40］atRDDat
VertexRDD.scala：58），whichhasnomissingparents
15／05／1819：33：20INFOstorage.MemoryStore：ensureFreeSpace（4536）calledwithcurMem＝73536，
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maxMem＝280248975
15／05／1819：33：20INFOstorage.MemoryStore：Blockbroadcast＿13storedasvaluesinmemory（esti-
matedsize4.4KB，free267.2MB）
……

15／05／1819：33：20INFOexecutor.Executor：Runningtask0.0instage30.0（TID13）
15／05／1819：33：20INFOstorage.BlockManager：Foundblockrdd＿9＿0locally
15／05／1819：33：20INFOscheduler.TaskSetManager：Finishedtask0.0instage30.0（TID13）in4ms
onlocalhost（1／1）
15／05／1819：33：20INFOscheduler.TaskSchedulerImpl：RemovedTaskSet30.0，whosetaskshaveall
completed，frompool
15／05／1819：33：20INFOscheduler.DAGScheduler：Stage30（collectat＜console＞：31）finishedin
0.004s
15／05／1819：33：20INFOspark.SparkContext：Jobfinished：collectat＜console＞：31，took0.014150411s
Davidis42
Franis50
Charlieis65
Edis55

（3）同样我们可以求出子图 subGraph所有边，subGraph.edges.collect.foreach（e＝＞
println（s＂$｛e.srcId｝to$｛e.dstId｝att$｛e.attr｝＂））这行代码会先得出子图 subGraph的边
RDD，然后调用边RDD的collect收集数据，最终使用 foreach（）方法以“$｛e.srcId｝to$｛e-
.dstId｝att$｛e.attr｝”的格式把结果输出到spark－shell控制台上。从输出结果中我们发现边
的数量同样减少了，由原来的8条边减为3条边。

    scala＞subGraph.edges.collect.foreach（e＝＞println（s＂$｛e.srcId｝to$｛e.dstId｝att$｛e.attr｝＂））
15／05／1819：33：43INFOspark.SparkContext：Startingjob：collectatEdgeRDD.scala：61
15／05／1819：33：43INFOscheduler.DAGScheduler：Gotjob8（collectatEdgeRDD.scala：61）with1
outputpartitions（allowLocal＝false）
15／05／1819：33：43INFOscheduler.DAGScheduler：Finalstage：Stage33（collectatEdgeRDD.scala：61）
15／05／1819：33：43INFOscheduler.DAGScheduler：Parentsoffinalstage：List（Stage36）
15／05／1819：33：43INFOscheduler.DAGScheduler：Missingparents：List（）
15／05／1819：33：43INFOscheduler.DAGScheduler：SubmittingStage33（MappedRDD［43］atmapat
EdgeRDD.scala：61），whichhasnomissingparents
15／05／1819：33：43INFOstorage.MemoryStore：ensureFreeSpace（4312）calledwithcurMem＝78072，
maxMem＝280248975
15／05／1819：33：43INFOstorage.MemoryStore：Blockbroadcast＿14storedasvaluesinmemory（esti-
matedsize4.2KB，free267.2MB）
15／05／1819：33：43INFOscheduler.DAGScheduler：Submitting1missingtasksfromStage33（Mappe-
dRDD［43］atmapatEdgeRDD.scala：61）
15／05／1819：33：43INFOscheduler.TaskSchedulerImpl：Addingtaskset33.0with1tasks
15／05／1819：33：43INFOscheduler.TaskSetManager：Startingtask0.0instage33.0（TID14，localhost，
ANY，1976bytes）
15／05／1819：33：43INFOexecutor.Executor：Runningtask0.0instage33.0（TID14）
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15／05／1819：33：43INFOstorage.BlockManager：Foundblockrdd＿2＿0locally
15／05／1819：33：43INFOstorage.BlockFetcherIterator$BasicBlockFetcherIterator：maxBytesInFlight：
50331648，targetRequestSize：10066329
15／05／1819：33：43INFOstorage.BlockFetcherIterator$BasicBlockFetcherIterator：Getting1non－empty
blocksoutof1blocks
15／05／1819：33：43INFOstorage.BlockFetcherIterator$BasicBlockFetcherIterator：Started0remotefet-
chesin0ms
……

15／05／1819：33：43INFOexecutor.Executor：Finishedtask0.0instage33.0（TID14）.2140bytesre-
sultsenttodriver
15／05／1819：33：43INFOscheduler.DAGScheduler：Stage33（collectatEdgeRDD.scala：61）finished
in0.000s
15／05／1819：33：43INFO spark.SparkContext：Jobfinished：collectatEdgeRDD.scala：61，took
0.01430434s
3to6att3
5to3att8
5to6att3

5.连接操作 （JoinOperations）
（1）首先定义一个caseclassUser，用来作为后面生成的新图的顶点属性类型。

    scala＞caseclassUser（name：String，age：Int，inDeg：Int，outDeg：Int）
definedclassUser

（2）创建一个新图initialUserGraph，顶点VD的数据类型为User，并通过 graph的 map-
Vertices（）方法做类型的转换操作。

    scala＞valinitialUserGraph：Graph［User，Int］＝graph.mapVertices｛case（id，（name，age））＝＞User
（name，age，0，0）｝
initialUserGraph：org.apache.spark.graphx.Graph［User，Int］＝org.apache.spark.graphx.Impl.Graph

Impl＠f5fcc8

（3）initialUserGraph与分别它的 inDegrees（入度）、outDegrees（出度）进行 outerJoin-
Vertices操作 （连接操作），并修改initialUserGraph中顶点属性的inDeg值、outDeg值，最后
会生成一个连接操作后的新图userGraph。

    scala＞valuserGraph＝initialUserGraph.outerJoinVertices（initialUserGraph.inDegrees）｛
     case（id，u，inDegOpt）＝＞User（u.name，u.age，inDegOpt.getOrElse（0），u.outDeg）

    ｝.outerJoinVertices（initialUserGraph.outDegrees）｛

     case（id，u，outDegOpt）＝＞User（u.name，u.age，u.inDeg，outDegOpt.getOrElse（0））

    ｝

userGraph：org.apache.spark.graphx.Graph［User，Int］＝org.apache.spark.graphx.impl.GraphImpl
＠107166f

（4）通过userGraph.vertices.collect.foreach（v＝＞println（s＂$｛v.＿2.name｝inDeg：$｛v.＿
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2.inDeg｝这行代码我们可以在 spark－shell控制台以“$｛v.＿2.name｝inDeg：$｛v.＿2.inDeg｝
 outDeg：$｛v.＿2.outDeg｝”的格式输出新生成的连接图的顶点属性。

    scala＞userGraph.vertices.collect.foreach（v＝＞println（s＂$｛v.＿2.name｝inDeg：$｛v.＿2.inDeg｝ 
outDeg：$｛v.＿2.outDeg｝＂））
15／05／1819：41：50INFOspark.SparkContext：Startingjob：collectat＜console＞：35
15／05／1819：41：50 INFO scheduler.DAGScheduler：Registering RDD 60（mapPartitionsat
GraphImpl.scala：192）
15／05／1819：41：50 INFO scheduler.DAGScheduler：Registering RDD 48（mapPartitionsat

GraphImpl.scala：192）
15／05／1819：41：50INFOscheduler.DAGScheduler：Gotjob9（collectat＜console＞：35）with1output
partitions（allowLocal＝false）
15／05／1819：41：50INFOscheduler.DAGScheduler：Finalstage：Stage37（collectat＜console＞：35）
15／05／1819：41：50INFOscheduler.DAGScheduler：Parentsoffinalstage：List（Stage38，Stage42，Stage
39，Stage41）

15／05／1819：41：50INFOscheduler.DAGScheduler：Missingparents：List（Stage42，Stage41）
15／05／1819：41：50INFOscheduler.DAGScheduler：SubmittingStage41
……..
15／05／1819：41：50INFOstorage.MemoryStore：ensureFreeSpace（1800）calledwithcurMem＝27064，
maxMem＝280248975
15／05／1819：41：50INFOstorage.MemoryStore：Blockrdd＿64＿0storedasvaluesinmemory（estimated

size1800.0B，free267.2MB）
15／05／1819：41：50INFOstorage.BlockManagerInfo：Addedrdd＿64＿0inmemoryonSparkMaster：49562
（size：1800.0B，free：267.3MB）
15／05／1819：41：50INFOstorage.BlockManagerMaster：Updatedinfoofblockrdd＿64＿0
15／05／1819：41：50INFOscheduler.TaskSetManager：Finishedtask0.0instage37.0（TID17）in33
msonlocalhost（1／1）

15／05／1819：41：50INFOscheduler.TaskSchedulerImpl：RemovedTaskSet37.0，whosetaskshaveall
completed，frompool
15／05／1819：41：50INFOscheduler.DAGScheduler：Stage37（collectat＜console＞：35）finishedin
0.024s
15／05／1819：41：50INFOspark.SparkContext：Jobfinished：collectat＜console＞：35，took0.089561084s
DavidinDeg：1 outDeg：1

AliceinDeg：2 outDeg：0
FraninDeg：2 outDeg：0
CharlieinDeg：1 outDeg：2
EdinDeg：0 outDeg：3
BobinDeg：2 outDeg：2

（5）对于新生成的连通图 userGraph，调用 VertexRDD的 filter（）方法，过滤出入度
（u.inDeg）和出度 （u.outDeg）相同的顶点，然后把满足条件的顶点属性name输出到spark－
shell控制台。从输出结果中看到满足条件的name只有David和Bob。
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    scala＞userGraph.vertices.filter｛
     case（id，u）＝＞u.inDeg＝＝u.outDeg

    ｝.collect.foreach｛

     case（id，property）＝＞println（property.name）

    ｝

15／05／1819：43：07INFOspark.SparkContext：Startingjob：collectat＜console＞：37
15／05／1819：43：07INFOspark.MapOutputTrackerMaster：Sizeofoutputstatusesforshuffle2is
134bytes
15／05／1819：43：07INFOspark.MapOutputTrackerMaster：Sizeofoutputstatusesforshuffle1is
134bytes
15／05／1819：43：07INFOspark.MapOutputTrackerMaster：Sizeofoutputstatusesforshuffle0is
134bytes
15／05／1819：43：07INFOspark.MapOutputTrackerMaster：Sizeofoutputstatusesforshuffle6is
134bytes
15／05／1819：43：07INFOspark.MapOutputTrackerMaster：Sizeofoutputstatusesforshuffle7is
134bytes
15／05／1819：43：07INFOscheduler.DAGScheduler：Gotjob10（collectat＜console＞：37）with1out-
putpartitions（allowLocal＝false）
15／05／1819：43：07INFOscheduler.DAGScheduler：Finalstage：Stage43（collectat＜console＞：37）
15／05／1819：43：07INFOscheduler.DAGScheduler：Parentsoffinalstage：List（Stage48，Stage45，Stage
47，Stage44）
……

15／05／1819：43：07INFOscheduler.TaskSetManager：Startingtask0.0instage43.0（TID18，localhost，
ANY，1511bytes）
15／05／1819：43：07INFOexecutor.Executor：Runningtask0.0instage43.0（TID18）
15／05／1819：43：07INFOstorage.BlockManager：Foundblockrdd＿64＿0locally
15／05／1819：43：07INFOscheduler.TaskSetManager：Finishedtask0.0instage43.0（TID18）in9ms
onlocalhost（1／1）
15／05／1819：43：07INFOscheduler.TaskSchedulerImpl：RemovedTaskSet43.0，whosetaskshaveall
completed，frompool
15／05／1819：43：07INFOscheduler.DAGScheduler：Stage43（collectat＜console＞：37）finishedin
0.010s
15／05／1819：43：07INFOspark.SparkContext：Jobfinished：collectat＜console＞：37，took0.021893023s
David
Bob

6.聚合操作 （MapReduceTriplets、CollectingNeighbors）
（1）找出年纪最大的追求者。在做聚合操作时，我们会用到前面坐连接操作时生成的

一个连接图userGraph。首先我们会调用userGraph.mapReduceTriplets（）方法来生成一个Ver-
texRDD对象，在mapReduceTriplets（）方法有两个函数，一个负责将将源顶点的属性发送给
目的顶点，一个是在目的顶点对收到的属性消息进行判断，最后得到的是 edge.srcAttr.age
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值最大的顶点属性。当然mapReduceTriplets（）方法返回的 VertexRDD中包含的是一组顶点，
其中每个顶点包括顶点ID和顶点属性 （edge.srcAttr.name，edge.srcAttr.age）。

    scala＞valoldestFollower：VertexRDD［（String，Int）］＝userGraph.mapReduceTriplets［（String，Int）］（
     ／／将源顶点的属性发送给目的顶点，map过程

     edge＝＞Iterator（（edge.dstId，（edge.srcAttr.name，edge.srcAttr.age））），

     ／／得到最大追求者，reduce过程

     （a，b）＝＞if（a.＿2＞b.＿2）aelseb

    ）

oldestFollower：org.apache.spark.graphx.VertexRDD［（String，Int）］＝VertexRDD［81］atRDDatVer-
texRDD.scala：58

（2）使用userGraph.vertices生成一个 VertexRDD对象，然后使用这个对象和 oldestFol-
lower做左连接操作。在做左连接操作的过程中，会结合 Scala语言的模式匹配对 optOldest-
Follower进行匹配，如果它满足 caseSome（（name，age）），表明连接后的两个 VertexRDD中
存在oldestFollower（VertexRDD）中的顶点属性值，这时就会选择格式为 s＂$｛name｝istheol-
destfollowerof$｛user.name｝.＂的值作为新生成的连接图的顶点属性值，否则顶点属性值为
s＂$｛user.name｝doesnothaveanyfollowers.＂。最后还是把新生成的顶点属性值打印到
spark－shell控制台上。从输出结果中我们看到 “BobistheoldestfollowerofDavid”这样的语
句，它指的就是Bob所在的顶点有指向 David所在的顶点的边，且边的属性值是所有指向
David所在的顶点中最大的。

    scala＞userGraph.vertices.leftJoin（oldestFollower）｛（id，user，optOldestFollower）＝＞
     optOldestFollowermatch｛

      caseNone＝＞s＂$｛user.name｝doesnothaveanyfollowers.＂

      caseSome（（name，age））＝＞s＂$｛name｝istheoldestfollowerof$｛user.name｝.＂

     ｝

    ｝.collect.foreach｛case（id，str）＝＞println（str）｝

15／05／1819：44：30INFOspark.SparkContext：Startingjob：collectat＜console＞：42
15／05／1819：44：30 INFO scheduler.DAGScheduler：Registering RDD 56（mapPartitionsat
VertexRDD.scala：347）
……..
15／05／1819：44：30INFOscheduler.TaskSetManager：Finishedtask0.0instage49.0（TID23）in7ms
onlocalhost（1／1）
15／05／1819：44：30INFOscheduler.TaskSchedulerImpl：RemovedTaskSet49.0，whosetaskshaveall
completed，frompool
15／05／1819：44：30INFOscheduler.DAGScheduler：Stage49（collectat＜console＞：42）finishedin
0.008s
15／05／1819：44：30INFOspark.SparkContext：Jobfinished：collectat＜console＞：42，took0.131287322s
BobistheoldestfollowerofDavid.
DavidistheoldestfollowerofAlice.
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CharlieistheoldestfollowerofFran.
EdistheoldestfollowerofCharlie.
Eddoesnothaveanyfollowers.
CharlieistheoldestfollowerofBob.

（3）找出追求者的平均年纪。首先也是通过调用 userGraph.mapReduceTriplets（）方法生
成一个VertexRDD对象，其中 VertexRDD对象是由一组顶点组成，每个顶点还是包括顶点
ID和顶点属性 （追求者的数量，总年龄），然后调用这个 VertexRDD的 mapValues（）方法，
对顶点属性进行转换，生成一个顶点属性为追求者的平均年纪的VertexRDD对象。

    scala＞valaverageAge：VertexRDD［Double］＝userGraph.mapReduceTriplets［（Int，Double）］（
     ／／将源顶点的属性（1，Age）发送给目标顶点，map过程

     edge＝＞Iterator（（edge.dstId，（1，edge.srcAttr.age.toDouble））），

     ／／得到追求着的数量和总年龄

     （a，b）＝＞（（a.＿1＋b.＿1），（a.＿2＋b.＿2））

    ）.mapValues（（id，p）＝＞p.＿2／p.＿1）

averageAge：org.apache.spark.graphx.VertexRDD［Double］ ＝ VertexRDD［89］ atRDD at
VertexRDD.scala：58

（4）最后还是要调用 userGraph.vertices.leftJoin（）方法使得 userGraph的顶点和 aver-
ageAge进行左连接操作生成新的顶点属性值，然后把顶点属性值在 spark－shell控制台打印
出来。从输出结果中，我们可以看到每个顶点的追求者的平均年龄，而如果一个顶点没有追

求者 （指的是该顶点没有入度），如 Ed所在的顶点，那么在左连接后产生的新图中，它的
顶点属性就是 “Eddoesnothaveanyfollowers.”。

    scala＞userGraph.vertices.leftJoin（averageAge）｛（id，user，optAverageAge）＝＞
     optAverageAgematch｛

      caseNone＝＞s＂$｛user.name｝doesnothaveanyfollowers.＂

      caseSome（avgAge）＝＞s＂Theaverageageof$｛user.name｝＼′sfollowersis$avgAge.＂

     ｝

    ｝.collect.foreach｛case（id，str）＝＞println（str）｝

15／05／1819：46：36INFOstorage.BlockManager：Removingbroadcast15
15／05／1819：46：36INFOstorage.BlockManager：Removingblockbroadcast＿15
15／05／1819：46：36INFOstorage.MemoryStore：Blockbroadcast＿15ofsize4496droppedfrommemory
（free280188103）
……..
15／05／1819：46：36INFOscheduler.TaskSchedulerImpl：RemovedTaskSet64.0，whosetaskshaveall
completed，frompool
15／05／1819：46：36INFOscheduler.DAGScheduler：Stage64（collectat＜console＞：42）finishedin
0.009s
15／05／1819：46：36INFOspark.SparkContext：Jobfinished：collectat＜console＞：42，took0.065586956s
TheaverageageofDavid′sfollowersis27.0.
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TheaverageageofAlice′sfollowersis34.5.
TheaverageageofFran′sfollowersis60.0.
TheaverageageofCharlie′sfollowersis55.0.
Eddoesnothaveanyfollowers.
TheaverageageofBob′sfollowersis60.0.

（5）找出顶点ID为5的顶点到图中各顶点的最短距离。首先我们定义一个顶点ID为5
的源点，然后在调用graph.mapVertices（）方法时会借助这个源点的 ID是否与图中的某些顶
点的ID相等来生成新的顶点属性，进而生成一个新的图initialGraph。

    scala＞valsourceId：VertexId＝5L／／定义源点
sourceId：org.apache.spark.graphx.VertexId＝5
scala＞valinitialGraph＝graph.mapVertices（（id，＿）＝＞if（id＝＝sourceId）0.0elseDouble.Posit

iveInfinity）
initialGraph：org.apache.spark.graphx.Graph［Double，Int］＝org.apache.spark.graphx.impl.Grap
hImpl＠2b937e

（6）调用initialGraph.pregel（）方法来完成顶点ID为的顶点到各个顶点的最短距离的计
算，其中参数Double.PositiveInfinity是一个初始化消息，参数（id，dist，newDist）＝＞math.min
（dist，newDist）是一个顶点更新函数，参数 triplet＝＞｛……｝是生成发送消息的函数，参数
（a，b）＝＞math.min（a，b）是每个目的顶点上的聚合函数。最终会产生一个新的图sssp。

    scala＞valsssp＝initialGraph.pregel（Double.PositiveInfinity）（
     （id，dist，newDist）＝＞math.min（dist，newDist），

     triplet＝＞｛ ／／计算权重

      if（triplet.srcAttr＋triplet.attr＜triplet.dstAttr）｛

       Iterator（（triplet.dstId，triplet.srcAttr＋triplet.attr））

      ｝else｛

       Iterator.empty

      ｝

     ｝，

     （a，b）＝＞math.min（a，b）／／最短距离

    ）

15／05／1819：51：44INFOscheduler.DAGScheduler：running：Set（）

15／05／1819：51：44INFOscheduler.DAGScheduler：waiting：Set（Stage370）
15／05／1819：51：44INFOscheduler.DAGScheduler：failed：Set（）

15／05／1819：51：44INFOscheduler.DAGScheduler：MissingparentsforStage370：List（）
15／05／1819：51：44INFOscheduler.DAGScheduler：SubmittingStage370（MappedRDD［325］atmapat
VertexRDD.scala：111），whichisnowrunnable

15／05／1819：51：44INFOstorage.MemoryStore：ensureFreeSpace（13776）calledwith
curMem＝366920，maxMem＝280248975
15／05／1819：51：44INFOstorage.MemoryStore：Blockbroadcast＿74storedasvaluesinmemory（esti-
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matedsize13.5KB，free266.9MB）
……….

15／05／1819：51：44INFOstorage.BlockManager：RemovingRDD290
15／05／1819：51：44INFOrdd.ZippedPartitionsRDD2：RemovingRDD296frompersistencelist

15／05／1819：51：44INFOstorage.BlockManager：RemovingRDD296
sssp：org.apache.spark.graphx.Graph［Double，Int］＝org.apache.spark.graphx.impl.GraphImpl

＠956020

（7）最终调用println（sssp.vertices.collect.mkString（＂＼n＂））这行代码把图sssp的顶点收
集后打印到spark－shell控制台上。在输出结果中可以看到顶点5到顶点4的最短距离是4，
顶点5到顶点1的最短距离是5，大家可以把计算结果跟我们提供的SparkGraphX属性图的
数据进行比较来验证我们是否求出了顶点5到各个顶点的最短距离。

    scala＞println（sssp.vertices.collect.mkString（＂＼n＂））
15／05／1819：52：47INFOspark.SparkContext：Startingjob：collectat＜console＞：35
15／05／1819：52：47INFOspark.MapOutputTrackerMaster：Sizeofoutputstatusesforshuffle1is

134bytes
………

15／05／1819：52：47INFOscheduler.DAGScheduler：SubmittingStage415（VertexRDD［310］atRDDat

VertexRDD.scala：58），whichhasnomissingparents
15／05／1819：52：47INFOstorage.MemoryStore：ensureFreeSpace（13224）calledwithcurMem＝

374784，maxMem＝280248975
15／05／1819：52：47INFOstorage.MemoryStore：Blockbroadcast＿75storedasvaluesinmemory

（estimatedsize12.9KB，free266.9MB）
15／05／1819：52：47INFOscheduler.DAGScheduler：Submitting1missingtasksfromStage415（Ver-

texRDD［310］atRDDatVertexRDD.scala：58）

15／05／1819：52：47INFOscheduler.TaskSchedulerImpl：Addingtaskset415.0with1tasks
15／05／1819：52：47INFOscheduler.TaskSetManager：Startingtask0.0instage415.0（TID75，local-

host，ANY，1680bytes）
15／05／1819：52：47INFOexecutor.Executor：Runningtask0.0instage415.0（TID75）

15／05／1819：52：47INFOstorage.BlockManager：Foundblockrdd＿309＿0locally

15／05／1819：52：47INFOscheduler.TaskSetManager：Finishedtask0.0instage415.0（TID75）in7
msonlocalhost（1／1）

15／05／1819：52：47INFOscheduler.TaskSchedulerImpl：RemovedTaskSet415.0，whosetaskshaveall
completed，frompool

15／05／1819：52：47INFOscheduler.DAGScheduler：Stage415（collectat＜console＞：35）finishedin

0.007s
15／05／1819：52：47INFOspark.SparkContext：Jobfinished：collectat＜console＞：35，took0.034727507s

（4，4.0）
（1，5.0）

（6，3.0）
（3，8.0）
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（5，0.0）
（2，2.0）

至此，我们已经结合 Spark官方提供的 SparkGraphX属性图进行了一系列的图的操
作。在这里如果对图的操作方法的含义不太了解，可以翻看前面讲图的操作方法的定

义部分。

8.4.2  SparkGraphX图算法操作实例

1.用PageRank算法找出最有影响力的文章
（1）算法设计。PageRank是 Google用来标识网页的等级／重要性的一种方法，是

Google用来衡量一个网站的好坏的唯一标准。PageRank是 Google最核心的算法，目前很多
重要的链接分析算法都是在 PageRank算法基础上衍生出来的。在揉合了诸如 Title标识和
Keywords标识等所有其他因素之后，Google通过PageRank来调整结果，使那些更具 “等级／
重要性”的网页在搜索结果中令网站排名获得提升，从而提高搜索结果的相关性和质量。

其级别从0到10级，10级为满分。PR值越高说明该网页越受欢迎 （越重要）。PageRank的
基本算法如图8－11所示。

图8－11 PageRank的基本算法

我们假设有1、2、3、4共四张网页，PageRank会把每一个网页的权重设置为，例如ID
为1的网页指向ID分别为2、3、4这三个网页，则ID为2、3、4的网页则分别获得来自ID
为1的网页的1／3的权重，其他类似，这四个网页之间的应用关系构成了一个矩阵，然后该
矩阵和PageRank中的向量进行相乘得出新的向量，新的向量继续和矩阵进行相乘，不断的
迭代，Google已经证明该迭代过程是收敛的，可以设定具体停止收敛的参数，例如前后迭代
的误差小于0.001可以停止收敛，收敛完毕得出的 PageRank值就是各个网页的 PageRank
值。实际应用中 PageRank的实现会有多种，开发者可以根据自己的需要进行选择。
SparkGraphX在pregel图计算算法引擎中自带了 PageRank算法，可以直接应用 PageRank相
关的处理中。

本案例中的数据是来自经过处理的维基百科的数据，通过 ETL（Extract－Transform－
Load）把所有含有或者指向 “Berkeley”字段的标题文章保留下来，最终形成顶点的文件
“graphx－wiki－vertices.txt”和边的文件 “graphx－wiki－edges”，顶点文件 “graphx－wiki－verti-
ces.txt”的格式是文章VertexID和文章标题title的形式，内容如下所示。
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边的文件 “graphx－wiki－edges”的格式就是源顶点与目标顶点的VertexID的信息，如下
所示。

    

通过PageRank的计算，找出最有价值的、包含 “Berkeley”字段标题的文章。
（2）实现代码。代码使用scala实现，如下：
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    importorg.apache.log4j.｛Level，Logger｝
importorg.apache.spark.｛SparkContext，SparkConf｝
importorg.apache.spark.graphx.＿
importorg.apache.spark.rdd.RDD

objectPageRank｛
 defmain（args：Array［String］）｛
  ／／屏蔽日志
  Logger.getLogger（＂org.apache.spark＂）.setLevel（Level.WARN）
  Logger.getLogger（＂org.eclipse.jetty.server＂）.setLevel（Level.OFF）

  ／／设置运行环境
  valconf＝newSparkConf（）.setAppName（＂PageRank＂）.setMaster（＂local＂）
  valsc＝newSparkContext（conf）

  ／／读入数据文件
  valarticles：RDD［String］＝sc.textFile（＂／root／Downloads／graphx－wiki／graphx－wiki－vertices
.txt＂）
  vallinks：RDD［String］＝sc.textFile（＂／root／Downloads／graphx－wiki／graphx－wiki－
edges.txt＂）

  ／／装载顶点和边
  valvertices＝articles.map｛line＝＞
   valfields＝line.split（′＼t′）
   （fields（0）.toLong，fields（1））
  ｝

  valedges＝links.map｛line＝＞
   valfields＝line.split（′＼t′）
   Edge（fields（0）.toLong，fields（1）.toLong，0）
  ｝

  ／／cache操作
  ／／valgraph＝Graph（vertices，edges，＂＂）.persist（StorageLevel.MEMORY＿ONLY＿SER）
  valgraph＝Graph（vertices，edges，＂＂）.persist（）
  ／／graph.unpersistVertices（false）

  ／／测试
  println（＂**********************************************************＂）
  println（＂获取5个triplet信息＂）
  println（＂**********************************************************＂）
  graph.triplets.take（5）.foreach（println（＿））
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  ／／pageRank算法里面的时候使用了cache（），故前面persist的时候只能使用／／MEMORY＿ONLY
  println（＂**********************************************************＂）
  println（＂PageRank计算，获取最有价值的数据＂）
  println（＂**********************************************************＂）
  valprGraph＝graph.pageRank（0.001）.cache（）

  valtitleAndPrGraph＝graph.outerJoinVertices（prGraph.vertices）｛
   （v，title，rank）＝＞（rank.getOrElse（0.0），title）
  ｝

  titleAndPrGraph.vertices.top（10）｛
   Ordering.by（（entry：（VertexId，（Double，String）））＝＞entry.＿2.＿1）
  ｝.foreach（t＝＞println（t.＿2.＿2＋＂：＂＋t.＿2.＿1））

  sc.stop（）
 ｝
｝

（3）代码分析如下。
1）屏蔽日志：通过调用 Java语言中的 Logger的两个 getLogger（）方法创建两个 Logger

对象，然后调用它的 setLevel（）方法设置日志消息输出的级别分别是 Level.WARN和 Lev-
el.OFF，在各自的Logger对象中，低于设置的Logger级别的日志信息将被丢弃。
2）设置运行环境：通过valconf＝newSparkConf（）.setAppName（＂PageRank＂）.setMaster

（＂local［2］＂）和valsc＝newSparkContext（conf）这两行代码来初始化 SparkConf和 SparkCon-
text对象。
3）读取数据：分别调用sc.textFile（）方法从／root／Downloads／graphx－wiki目录下读取顶

点文件graphx－wiki－vertices.txt和边的文件graphx－wiki－edges.txt。
4）接下来装载顶点和边：把读进来的两个文件进行 map（）转换操作后生成 vertices和

edges两个RDD，这样就装载成两个关于顶点和边的RDD。
5）根据装载的顶点和边来构建图：调用valgraph＝Graph（vertices，edges，＂＂）.persist（）

来构建图，并且在这里要对构建好的图进行一下 cache操作，persist（）默认的缓存策略就是
cache。需要格外注意的是因为在进行 PageRank的时候需要进行不断的迭代，所以需要把
Graph进行cache缓存操作，在这里使用以 StorageLevel.MEMORY＿ONLY为参数的 persist或
则cache都可以，但是不要使用其他类型的StorageLevel（缓存策略），因为使用其他类型的
persist会与PageRank内部的cache缓存类型产生冲突。
6）接下来我们调用graph.triplets.take（5）.foreach（println（＿））来显示五个 Triplets的信

息到控制台，看一下是不是都具有 “Berkeley”这个关键字，如图8－12的运行代码所示，
可以发现目标顶点都是含有 “Berkeley”关键字的文章。
7）接下来进行PageRank的计算：由于PageRank算法里面的时候使用了cache（），故前

面调用 persist（）方法进行缓存的时候只能使用 MEMORY＿ONLY。调用 valprGraph＝
graph.pageRank（0.001）.cache（）这行代码进行PageRank的计算。我们给PageRank传入的参
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图8－12 获取五个triplet信息的运行代码

数是0.001，也就是说前一次迭代和后一次迭代误差如果小于0.001的时候，我们就结束迭
代，从而返回计算出的PageRank值的集合。
8）返回来后的含有PageRank值的顶点的集合因为没有顶点的属性，也就是说没有文章

的标题，所以要调用valtitleAndPrGraph＝graph.outerJoinVertices（prGraph.vertices）｛（v，title，
rank）＝＞（rank.getOrElse（0.0），title）｝这段代码进行连接操作。
9）然后调用 titleAndPrGraph.vertices.top（10）｛Ordering.by（（entry：（VertexId，（Double，

String）））＝＞entry.＿2.＿1）｝.foreach（t＝＞println（t.＿2.＿2＋＂：＂＋t.＿2.＿1））这段代码进行顶
点的排序，并获取最有价值的前10名的文章。
10）最后调用sc.stop（）关闭SparkContext，在调用SparkContext的stop（）方法的时候会完成

Spark驱动和任务调度系统中的DAGScheduler和TaskScheduler等内容资源释放和清理等工作。
（4）程序运行过程。程序运行过程截图如图8－13所示。

图8－13 找出最有影响力的文章的运行结果
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程序运行结果会按照PageRank值由大到小的顺序打印出10条记录。PageRank值越大，
说明该文章影响力越大。从上述程序运行结果可以发现，被应用最多而影响力最大的题目为

“UniversityofCalifornia，Berkeley”这篇文章。
（5）性能改进方案。因为图计算中一般涉及的顶点和边非常多，一般会到达上千万甚

至过亿的顶点，所以如果要改进性能一个比较好的方式是打开序列化器并采用Google的Kryo
序列化器，我们可以把Spark安装目录中的conf目录下的 “spark－defaults.conf.template”复
制成 “spark－defaults.conf”：

    

然后打开 “spark－defaults.conf”：

    

在 “spark－defaults.conf”中加入如下内容：

    

这样就为SparkGraphX配置好了应给Kryo序列化器。
（6）可复用性。本算法广泛适用于一般的社交网络、电子商务、视频推荐等内容，例

如FaceBook、微信、微博、Twitter、LinkedIn、淘宝、京东商城等，获取到相关的数据后可
以使用SparkSQL进行ETL，获取到满足格式要求的业务关注数据，就可以计算出每个 Item
的影响力值，评价Item的影响力。

（7）程序扩展。在实际的生产环境中，IT系统一般会采集用户的行为数据以日志文件
的方式存储，当日志文件导入到Spark所支持的分布式存储系统后，可以使用 SparkSQL进
行ETL产出目标数据，然后使用本案例中的类似算法进行数据的深度挖掘，来达到从数据
中提取出更有价值的信息来更好的支持业务的目的。
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思考题

1.在SparkGraphX中实现了Pregel模型，但是 SparkGraphX中的 Pregel模型并不严格
遵循标准的Pregel模型，它是一个参考了 GAS模型 （邻居更新模型）后改进的模型。这样

的改进有什么优势？

2.SparkGraphX的几种常用类型的图操作，你是否已经熟练掌握，并可以在生产环境下
熟练使用？

3.对于图计算，最复杂的就是图算法了。在 SparkGraphX中帮我们封装了图算法的具
体实现，使得我们可以很方便的调用一些简单的方法就可以完成负责的图数据的计算。当然

对于像PageRank这样的常用的算法，你是否了解它的源码实现，并在生产环节熟练使用它
来进行图数据的操作？
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9.1 机器学习简介

9.2 MLlib的简介

9.3 MLlib常用算法操作实践



9.1 机器学习简介

9.1.1  机器学习的定义

机器学习 （MachineLearning，ML）是一门多领域交叉学科，涉及概率论、统计学、凸
分析、算法复杂度理论等多门学科。它专门研究计算机怎样模拟或实现人类的学习行为，以

获取新的知识或技能，重新组织已有的知识结构使之不断改善自身的性能。机器学习是人工

智能 （AI，artificialintelligence）领域中与算法相关的一个子域，它允许计算机不断地进行
学习。大多数情况下，这相当于将一组数据传递给算法，并由算法推断出与这些数据的属性

相关的信息，借助这些信息，算法就能够预测出未来有可能会出现的其他数据。

机器学习有下面几种定义：“机器学习是一门人工智能的科学，该领域的主要研究对象

是人工智能，特别是如何在经验学习中改善具体算法的性能”。“机器学习是对能通过经验自

动改进的计算机算法的研究”。“机器学习是用数据或以往的经验，以此优化计算机程序的性

能标准。”一种经常引用的英文定义是：“AcomputerprogramissaidtolearnfromexperienceE
withrespecttosomeclassoftasksTandperformancemeasureP，ifitsperformanceattasksinT，
asmeasuredbyP，improveswithexperienceE.”对于机器学习的英文定义，我们可以结合
图9－1做一下解释。

图9－1 机器学习的处理过程

如图9－1所示，机器学习的处理过程是：首先数据通过算法构建出模型并对模型进行
评估；接着评估的性能如果达到要求就拿这个模型来测试其他数据，如果达不到要求就要调

整算法来重新建立模型，再次进行评估；如此循环往复，最终获得满意的经验来处理其他

数据。

机器学习已经有了十分广泛的应用，例如：数据挖掘、计算机视觉、自然语言处理、生

物特征识别、搜索引擎、医学诊断、检测信用卡欺诈、证券市场分析、DNA序列测序、语
音和手写识别、战略游戏和机器人运用等。这些应用场景已经完全覆盖了我们日常生活中的

衣食住行，例如我们可以借助衣物销售数据和客户调查数据对特定的客户提出针对性的时尚

建议，借助社交网络数据 （文本和地理位置信息）给出餐馆的食物中毒概率，借助建筑的

工程参数和能耗给出相似建筑的能耗预测，借助交通信号灯的图片和意义然后在实际场景下
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立即识别出信号灯的信息。一个实际的例子来自于2006年美国一家公司 Netflix举办的一个
有奖竞赛，一共有480189个用户对17770部电影的100480507条评论作为初始数据，来预
测用户未来的评论行为，如果预测精确度较之前提高10％以上，就能获得100万美元的奖
励，6年后Netflix基于这些大数据制作了大热美剧 《纸牌屋》。

9.1.2  机器学习的分类

对于机器学习，根据不同的方式会有不同的分类，可以按照学习策略进行分类，也可以

按照所获取知识的表示形式进行分类，或者按照机器学习的算法类似性进行分类等。在这里

我们是按照机器学习的学习方式进行分类，这种分类方式常常是人们在机器学习或者人工智

能领域首先考虑到的分类方式。这是因为考虑到数据类型的不同，对一个问题的建模有不同

的方式。这样的分类可以让人们在建模和算法选择的时候考虑能根据输入数据来选择最合适

的算法来获得最好的结果。

按照学习方式我们将机器学习分成监督学习、非监督学习、半监督学习和强化学习四

类，下面针对每一种学习方式做一下简单的介绍。

1.监督学习
监督学习 （SupervisedLearning）是从给定的训练数据集 （在监督学习中，输入数据被

称为训练数据）中学习一个函数 （模型），当新的数据到来时，可以根据这个函数 （模型）

预测结果。监督学习的训练集要求包括输入和输出，也可以说是特征和目标。训练集中的目

标是由人标注 （标量）的。例如现在有一批训练数据，其中每组训练数据有一个明确的标

识或结果，如对防垃圾邮件系统中 “垃圾邮件”“非垃圾邮件”，或者是对手写数字识别中

的 “1”，“2”，“3”，“4”等。在建立预测模型的时候，监督式学习建立一个学习过程，将
预测结果与训练数据的实际结果进行比较，不断地调整预测模型，直到模型的预测结果达到

一个预期的准确率。监督式学习的常见应用场景如分类问题和回归问题。常见算法有逻辑回

归 （LogisticRegression）和反向传递神经网络 （BackPropagationNeuralNetwork）。

图9－2 以R基础包自带的鸢尾花
数据进行聚类分析

2.非监督学习
非监督学习 （UnsupervisedLearning），也叫无监督学习。与监督学习相比，非监督学习

用到的训练集没有人为标注的结果。在非监督学习中，数据并不被特别标识，学习模型是为

了推断出数据的一些内在结构，这听起来似乎有点不

可思议，但是在我们自身认识世界的过程中很多地方

都用到了非监督学习。比如我们去参观一个画展，我

们完全对艺术一无所知，但是欣赏完多幅作品之后，

我们也能把它们分成不同的派别 （比如哪些更朦胧一

点，哪些更写实一些，即使我们不知道什么叫作朦胧

派，什么叫作写实派，但是至少我们能把他们分为两

个类）。非监督学习常见的应用场景包括关联规则的

学习以及聚类等。常见的算法包括Apriori算法和k－
Means算法。这类学习的目标不是让效用函数最大
化，而是找到训练数据中的近似点。图9－2展示的是
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以R语言内建的鸢尾花数据集进行聚类分析然后画出散点图的例子，其中petalwidth表示花
瓣宽度，petallength表示花瓣长度，sepallength表示花萼长度。
3.半监督学习
半监督学习 （Semi－SupervisedLearning）是介于监督学习与非监督学习之间一种机器

学习方式，是模式识别和机器学习领域研究的重点问题，它主要考虑如何利用少量的标注样

本和大量的未标注样本进行训练和分类的问题。传统的机器学习技术分为监督学习和非监督

学习两类。监督学习则只利用标记的样本集进行学习，而非监督学习只利用未标记的样本

集。但在很多实际问题中，只有少量的带有标记的数据，因为对数据进行标记的代价有时很

高，比如在生物学中，对某种蛋白质的结构分析或者功能鉴定，可能会花上生物学家很多年

的工作，而大量的未标记的数据却很容易得到。这就促使能同时利用标记样本和未标记样本

的半监督学习技术迅速发展起来。半监督学习对于减少标注代价，提高学习机器性能具有非

常大的实际意义。它的主要算法有五大类：基于概率的算法；在现有监督算法基础上作修改

的算法；直接依赖于聚类假设的算法；基于多视图的算法；基于图的算法。

4.强化学习
强化学习 （ReinforcementLearning），又称再励学习，评价学习。通过观察来学习如何

完成动作，每个动作都会对环境有所影响，学习对象根据观察到的周围环境的反馈来做出判

断。在这种学习模式下，输入数据作为对模型的反馈，不像监督模型那样输入数据仅仅作为

一个检查模型对错的方式。在强化学习下，输入数据直接反馈到模型，模型必须对此立刻做

出调整。目前强化学习在很多领域已经成功获得应用，比如自动直升机，机器人控制，手机

网络路由，市场决策，工业控制，高效网页索引等。常见的强化学习算法包括 Q－Learning
以及时间差学习 （Temporaldifferencelearning）。

最后我们总结一下各种学习方式目前的主要应用场景：在企业数据应用的场景中，人们

最常用的可能就是监督式学习和非监督式学习的模型；在图像识别等领域，由于存在大量的

非标识的数据和少量的可标识数据，目前半监督式学习是一个很热的话题；而强化学习更多

的应用在机器人控制及其他需要进行系统控制的领域。

9.1.3  机器学习的常用算法

根据算法的功能和形式的类似性，我们可以把算法分类，比如说基于树的算法，基于神

经网络的算法等。但是机器学习的范围非常庞大，有些算法很难明确归类到某一类。而对于

有些分类来说，同一分类的算法可以针对不同类型的问题。这里，我们尽量把常用的算法按

照最容易理解的方式进行分类。

1.回归算法
回归算法是试图采用对误差的衡量来探索变量之间的关系的一类算法。回归算法是统计

机器学习的利器。在机器学习领域，人们说起回归，有时候是指一类问题，有时候是指一类

算法，这一点常常会使初学者有所困惑。常见的回归算法包括：最小二乘法 （OrdinaryLeast
Square）、逻辑回归 （LogisticRegression）、逐步式回归 （StepwiseRegression）、多元自适应
回归样条 （MultivariateAdaptiveRegressionSplines）以及本地散点平滑估计 （LocallyEsti-
matedScatterplotSmoothing）。
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2.基于实例的算法
基于实例的算法常常用来对决策问题建立模型，这样的模型常常先选取一批样本数据，

然后根据某些近似性把新数据与样本数据进行比较。通过这种方式来寻找最佳的匹配。因

此，基于实例的算法常常也被称为 “赢家通吃”学习或者 “基于记忆的学习”。常见的算法

包括K－NearestNeighbor（KNN）、学习矢量量化 （LearningVectorQuantization，LVQ）、以
及自组织映射算法 （Self－OrganizingMap，SOM）。
3.正则化方法
正则化方法是其他算法 （通常是回归算法）的延伸，根据算法的复杂度对算法进行调

整。正则化方法通常对简单模型予以奖励而对复杂算法予以惩罚。常见的算法包括：Ridge
Regression、LeastAbsoluteShrinkageandSelectionOperator（LASSO）以及弹性网络 （Elastic
Net）。
4.决策树算法学习
决策树算法根据数据的属性采用树状结构建立决策模型，决策树模型常常用来解决分类

和回归问题。常见的算法包括：分类及回归树 （ClassificationAndRegressionTree，CART）、
ID3（IterativeDichotomiser3）、Chi－squaredAutomaticInteractionDetection（CHAID）、Deci-
sionStump、随机森林 （RandomForest）、多元自适应回归样条 （MARS）以及梯度推进机
（GradientBoostingMachine，GBM）。
5.贝叶斯方法
贝叶斯方法算法是基于贝叶斯定理的一类算法，主要用来解决分类和回归问题。常见算

法包括：朴素贝叶斯算法、平均单依赖估计 （AveragedOne－DependenceEstimators，AODE）
以及BayesianBeliefNetwork（BBN）。
6.基于核的算法
基于核的算法中最著名的莫过于支持向量机 （SVM）了。基于核的算法把输入数据映

射到一个高阶的向量空间，在这些高阶向量空间里，有些分类或者回归问题能够更容易的解

决。常见的基于核的算法包括：支持向量机 （SupportVectorMachine，SVM）、径向基函数
（RadialBasisFunction，RBF）以及线性判别分析 （LinearDiscriminateAnalysis，LDA）等。
7.聚类算法
聚类，就像回归一样，有时候人们描述的是一类问题，有时候描述的是一类算法。聚类

算法通常按照中心点或者分层的方式对输入数据进行归并。所有的聚类算法都试图找到数据

的内在结构，以便按照最大的共同点将数据进行归类。常见的聚类算法包括 k－Means算法
以及期望最大化算法 （ExpectationMaximization，EM）。
8.关联规则算法
关联规则算法通过寻找最能够解释数据变量之间关系的规则，来找出大量多元数据集中

有用的关联规则。常见算法包括 Apriori算法和Eclat算法等。
9.人工神经网络
人工神经网络算法模拟生物神经网络，是一类模式匹配算法。通常用于解决分类和回归

问题。人工神经网络是机器学习的一个庞大的分支，有几百种不同的算法 （其中深度学习

就是其中的一类算法，后面会单独介绍）。重要的人工神经网络算法包括：感知器神经网络

（PerceptronNeuralNetwork）、反向传递 （BackPropagation）、Hopfield网络、自组织映射
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（Self－OrganizingMap，SOM）。学习矢量量化 （LearningVectorQuantization，LVQ）。
10.深度学习算法
深度学习算法是对人工神经网络的发展。在百度开始发力深度学习后，更是在国内引起

了很多关注。在计算能力变得日益廉价的今天，深度学习试图建立很大也很复杂的神经网

络。很多深度学习的算法是半监督式学习算法，用来处理存在少量未标识数据的大数据集。

常见的深度学习算法包括：受限波尔兹曼机 （RestrictedBoltzmannMachine，RBN）、Deep
BeliefNetworks（DBN）、卷积网络 （ConvolutionalNetwork）、堆栈式自动编码器 （Stacked
Auto－encoders）。
11.降低维度算法
像聚类算法一样，降低维度算法试图分析数据的内在结构，不过降低维度算法是以非监

督学习的方式试图利用较少的信息来归纳或者解释数据，这类算法可以用于高维数据的可视

化或者用来简化数据以便监督式学习使用。常见的算法包括：主成份分析 （PrincipleCompo-
nentAnalysis，PCA）、偏最小二乘回归 （PartialLeastSquareRegression，PLS）、Sammon映
射，多维尺度 （Multi－DimensionalScaling，MDS）以及投影追踪 （ProjectionPursuit）等。
12.集成算法
集成算法用一些相对较弱的学习模型独立地就同样的样本进行训练，然后把结果整合起

来进行整体预测。集成算法的主要难点在于究竟集成哪些独立的较弱的学习模型以及如何把

学习结果整合起来。这是一类非常强大的算法，同时也非常流行。常见的算法包括：Boos-
ting、BootstrappedAggregation（Bagging）、AdaBoost、堆叠泛化 （StackedGeneralization，
Blending）、梯度推进机 （GradientBoostingMachine，GBM）以及随机森林 （Random
Forest）。

9.2 MLlib的简介

9.2.1  什么是 MLlib

MLlib（MachineLearninglib）是Spark对常用的机器学习算法的实现库，同时包括相关
的测试和数据生成器。目前MLlib是Spark的四大子框架之一，对于其在机器学习方面的优
势，我们大致总结了三点：

（1）由于Spark本身的设计初衷就是基于内存的计算框架，而这一点非常适合机器学习
算法迭代计算的特点，因为机器学习的算法一般都需要经过多次迭代直到获得足够小的误差

时才会停止执行，在这个过程中影响最大的就是 I／O和 CPU的消耗，与 MapReduce这样的
每次计算都需要读写磁盘的计算框架相比，当然基于内存计算的Spark无疑更有优势。

（2）MLlib的第二个优势就是它的易用性和部署方便。MLlib同样提供了对 Scala语言、
Java语言和Python语言的支持，方便用户使用自己擅长的语言进行Spark应用的开发。同时
如果已经部署好Hadoop系统时，只需要部署 Spark系统，MLlib就可以直接使用 Hadoop生
态系统的文件系统和数据库作为数据的输入源 （如HDFS、Hbase等）。
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（3）MLlib的API是在Spark的RDD基础上建立起来的，作为Spark的子系统，它完全
可以与SparkSQL、SparkStreaming、SparkGraphX这些同样基于RDD的Spark子系统进行无
缝的结合。例如MLlib和 SparkStreaming结合则可以构造机器学习在线训练模型，具体来
说，通过SparkStreaming使数据不断地流进来，然后使用MLlib中的算法对流进来的数据进
行训练，这对于一些复杂的实时流计算场景是非常有价值的。

MLlib目前支持四种常见的机器学习问题：分类、回归、聚类和协同过滤，同时也包括
一个底层的梯度下降优化基础算法。在后面的小节，我们会具体分析四种常见的机器学习

问题。

9.2.2  MLlib的架构

从图9－3中可以看出，MLlib的架构主要包含三个部分：

图9－3 MLlib的架构图

1.底层基础
MLlib的底层基础包括Spark的运行库、矩阵库和向量库等。具体来讲包括：
（1）BLAS／LAPACK：BLAS，全称BasicLinearAlgebraSubprograms，即基础线性代数子

程序库，里面拥有大量已经编写好的关于线性代数运算的程序。LAPACK，其名为 Linear
AlgebraPACKage的缩写，是一以 Fortran编程语言写就，用于数值计算的函式集。LAPACK
提供了丰富的工具函式，可用于诸如解多元线性方程式、线性系统方程组的最小平方解、计

算特征向量、用于计算矩阵QR分解的Householder转换、以及奇异值分解等问题。
（2）Java＆R.T.：指的是JavaRuntime，也就是俗称的JVM虚拟机。
（3）Spark＆R.T.：指的是SparkRuntime。
（4）ResilinetDistributedDataset：就是RDD了，它是Spark的核心抽象。
（5）Brezze：Brezze是伯克利大学发行的用scala编写的矩阵计算库，Breeze库是scalanlp

中三大支柱性项目之一，breeze库提供了vector／matrix的实现以及相应计算的接口。
（6）Netlib－java：Netlib－java相当于一层 JNI接口，使 Breeze可以调用底层的 BLAS／

LAPACK库。
（7）MLlibvectorinterface：MLlibvectorinterface是MLlib中自带向量的接口。
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（8）MLlibmatrixinterface：在RDD和MLlibvectorinterface之上封装了一层MLlibmatrix
interface，从这里可以看出 MLlib的 vector是本地的 vector，而 MLlib的 matrix既可以是本地
的matrix又可以是分布式的matrix。
2.算法库
包含广义线性模型、推荐系统、聚类、决策树和评估的算法等。在MLlibmatrixinterface

之上的就是Spark机器学习算法的多种多样的库，具体来讲，包括：
（1）左侧的 Classification，是用来做分类的，它包括 LR和 SVM两种算法，其中 LR

（LogisticRegression，逻辑回归）是用来做分类中的逻辑回归，同样我们可以看到非常经典
的分类算法SVM （SupportVectorMachine，支持向量机）。而Regression是用来做回归迭代计
算的，包括LR、RR（RidgeRegression，岭回归）、Lasso（leastabsoluteshrinkageandselec-
tionoperator）三种算法。Classification和Regress的底层都是GLMs，即广义线性模型，其优
化算法有三种，即 SGD（StochasticGradientDescent，随机梯度下降）、ADMM （Alternating
DirectionMethodofMultipliers）、L－BFGS（Limited－memoryBFGS，拟牛顿法的多个变种
之一）。

（2）在MLlib算法库中，中间部分是 Rcommendation，即推荐算法，这里实现的是 ALS
（AlternatingLeastSquare）算法。推荐算法右侧是聚类的实现算法Kmeans，在聚类右侧是决
策树 （DecisionTree）相关的内容，然后在整个架构图的最上面是 MLlib中已经实现的对算
法评价的方法，例如 AUC（AreaUnderrocCurve）、ROC（ReceiverOperatingCharacteris-
tic）、Precision－Recall和F－measure。
3.实用程序
包括数据的验证器、Label的二元和多元的分析器、多种数据生成器和数据加载器等，

这些内容在MLlib的util包中。

9.2.3  MLlib的数据类型

MLlib支持数据存储在单个机器的本地向量 （localvectors）和本地矩阵 （localmatirces）
中，同时也可以存储在由一个或多个 RDD支撑实现的分布式矩阵。本地向量和本地矩阵是
提供公共服务接口的简单数据模型。底层的线性代数操作通过 Breeze库和 blas库来实现的。
在 MLlib中，监督学习的一个训练实例被称之为 “标记向量 （labeledpoint）”。
1.本地向量
一个本地向量由从0开始的整型索引数据和对应的 Double型值数据组成，它存储在某

一个机器中。MLlib支持两种类型的本地向量：密集向量和稀疏向量。一个密集向量通过一
个doublearray来存储向量中每个元素的值，而一个稀疏向量通过两个并列的数组 indices和
values来分别存储向量的索引值和向量的元素。比如，向量 （1.0，0.0，3.0）可以用密集向
量 ［1.0，0.0，3.0］存储，或者用稀疏向量的格式 （3，［0，2］，［1.0，3.0］）来存储，稀疏向
量中第一个 3表示向量长度。

本地向量的基类是 Vector，MLilib提供了两个实现子类 DenseVector和 SparseVector。官
方建议通过Vectors中实现的工厂方法来创建本地向量。本地向量的实例对象的创建如下代
码所示。
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    importorg.apache.spark.mllib.linalg.｛Vector，Vectors｝

／／Createadensevector（1.0，0.0，3.0）.
valdv：Vector＝Vectors.dense（1.0，0.0，3.0）
／／Createasparsevector（1.0，0.0，3.0）byspecifyingitsindicesandvaluescorrespondingto／／nonzero
entries.
valsv1：Vector＝Vectors.sparse（3，Array（0，2），Array（1.0，3.0））
／／Createasparsevector（1.0，0.0，3.0）byspecifyingitsnonzeroentries.
valsv2：Vector＝Vectors.sparse（3，Seq（（0，1.0），（2，3.0）））

在这里需要注意的是：Scala语言默认引入的是 scala.collection.immutable.Vector，为了
使用MLlib的Vector，你必须显示引入org.apache.spark.mllib.linalg.Vector。
2.标记向量
一个标记向量，由一个本地向量 （密集向量或稀疏向量）和一个标签 （label／response）

组成。在MLlib中，监督学习算法会使用标记向量。在标记向量中我们使用一个double类型
来存储一个标签，因此我们可以在回归和分类中使用到标记向量。对二元分类来说，一个标

签或为 0（负向）或为 1（正向）；对多元分类来说，标签应该是从0开始的索引，如 0，
1，2，……

含有标签的标记向量通过caseclassLabeledPoint来表示，标记向量的实例化如以下代码
所示。

    importorg.apache.spark.mllib.linalg.Vectors
importorg.apache.spark.mllib.regression.LabeledPoint

／／Createalabeledpointwithapositivelabelandadensefeaturevector.
valpos＝LabeledPoint（1.0，Vectors.dense（1.0，0.0，3.0））

／／Createalabeledpointwithanegativelabelandasparsefeaturevector.
valneg＝LabeledPoint（0.0，Vectors.sparse（3，Array（0，2），Array（1.0，3.0）））

3.稀疏数据
在实际运用中，稀疏数据是很常见的。MLlib可以读取以LIBSVM格式存储的训练实例，

LIBSVM格式是LIBSVM和LIBLINEAR使用的默认格式，这是一种文本格式，文件中每行代
表一个含标签的稀疏特征向量。格式如下：

    labelindex1：value1index2：value2…

索引是从1开始并且递增。加载完成后，索引被转换为从0开始。
通过 MLUtils.loadLibSVMFile读取训练实例并以 LIBSVM格式存储，如下面代码：

    importorg.apache.spark.mllib.regression.LabeledPoint
importorg.apache.spark.mllib.util.MLUtils
importorg.apache.spark.rdd.RDD

valexamples：RDD［LabeledPoint］＝MLUtils.loadLibSVMFile（sc，＂data／mllib／sample＿
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libsvm＿data.txt＂）

4.本地矩阵
一个本地矩阵由整型的行列索引号和对应的 double型值数据组成，存储在某一个机器

中。MLlib支持密集矩阵，密集矩阵的值数据以列优先的方式存储在一个double数组中。比
如下面的矩阵：

1.0 2.0
3.0 4.0









5.0 6.0

其存储方式是一个一维数组 ［1.0，3.0，5.0，2.0，4.0，6.0］和矩阵的行列大小 （3，2）。
本地矩阵的基类是Matrix，目前官方提供了一个实现DenseMatrix，建议通过Matrices中实

现的工厂方法来创建本地矩阵，本地矩阵的创建如以下代码所示。

    importorg.apache.spark.mllib.linalg.｛Matrix，Matrices｝

／／Createadensematrix（（1.0，2.0），（3.0，4.0），（5.0，6.0））
valdm：Matrix＝Matrices.dense（3，2，Array（1.0，3.0，5.0，2.0，4.0，6.0））

5.分布式矩阵
一个分布式矩阵由long型行列索引号和对应的 double型值数据组成，它分布式存储在

一个或多个RDD中。对于数据量大的分布式的矩阵来说，选择正确的存储格式非常重要。
将一个分布式矩阵转换为另一种不同格式需要全局的 Shuffle操作，这样做代价很高。目前，
官方实现了三类分布式矩阵存储格式，最基本的类型是 RowMatrix，一个 RowMatrix是一个
面向行的分布式矩阵，其行索引是没有具体含义的。比如一个特征向量集合，通过一个

RDD来代表所有的行，每一行就是一个本地向量。对于 RowMatrix，我们假定其列数量并不
大，这样一个本地向量可以恰当地与驱动结点 （Driver）交换信息 ，并且能够在某一结点中
存储和操作。IndexedRowMatrix与RowMatrix相似，但有行索引，可以用来识别行和进行join
操作。而CoordinateMatrix是一个以坐标格式 （coordinatelist，COO）进行存储的分布式矩
阵，其实体集合 （它的值数据）也是一个RDD。

需要注意的是：因为我们需要缓存矩阵数据的大小，所以分布式矩阵的底层 RDD必须
是确定的 （deterministic）。通常来说，使用非确定的 RDD（non－deterministicRDDs）会导
致错误。

（1）面向行的分布式矩阵 （RowMatrix）：一个 RowMatrix是一个面向行的分布式矩阵，
其行索引是没有具体含义的。比如一个特征向量集合，通过一个 RDD来代表所有的行，每
一行就是一个本地向量。既然每一行由一个本地向量表示，所以其列数就被整型数据大小所

限制，其实在实际环境下列数是一个很小的数值。

一个 RowMatrix可从一个RDD［Vector］实例创建。然后我们可以计算行列来统计数据信
息，以下是创建RowMatrix实例的示例代码：

    importorg.apache.spark.mllib.linalg.Vector
importorg.apache.spark.mllib.linalg.distributed.RowMatrix
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valrows：RDD［Vector］＝… ／／anRDDoflocalvectors
／／CreateaRowMatrixfromanRDD［Vector］.
valmat：RowMatrix＝newRowMatrix（rows）

／／Getitssize.
valm＝mat.numRows（）
valn＝mat.numCols（）

（2）行索引矩阵 （IndexedRowMatrix）：IndexedRowMatrix与 RowMatrix相似，但其行索
引具有特定含义，IndexedRowMatrix本质上是一个含有行索引信息的数据集合 （anRDDof
indexedrows）。每一行由long型索引和一个本地向量组成。一个IndexedRowMatrix可从一个
RDD［IndexedRow］实例创建，这里的 IndexedRow是 （Long，Vector）的封装类，剔除
IndexedRowMatrix中的行索引信息就变成一个 RowMatrix。IndexedRowMatrix实例的创建如以
下示例代码所示。

    importorg.apache.spark.mllib.linalg.distributed.｛IndexedRow，IndexedRowMatrix，RowMatrix｝

valrows：RDD［IndexedRow］＝… ／／anRDDofindexedrows
／／CreateanIndexedRowMatrixfromanRDD［IndexedRow］.
valmat：IndexedRowMatrix＝newIndexedRowMatrix（rows）

／／Getitssize.
valm＝mat.numRows（）
valn＝mat.numCols（）

／／Dropitsrowindices.
valrowMat：RowMatrix＝mat.toRowMatrix（）

（3）坐标矩阵：一个CoordinateMatrix是一个分布式矩阵，其实体集合 （数据项）也是

用一个RDD存储，每一个实体是一个元组 （i：Long，j：Long，value：Double），其中i代表行索
引，j代表列索引，value代表实体的值。只有当矩阵的行和列都很大并且矩阵很稀疏时才使
用 CoordinateMatrix。

一个 CoordinateMatri可从一个 RDD［MatrixEntry］实例创建，这里的 MatrixEntry是
（Long，Long，Double）的封装类，通过调用 toIndexedRowMatrix（）方法可以将一个 Coordinate-
Matrix转换为一个IndexedRowMatrix（但其行是稀疏的）。目前暂不支持对CoordinateMatri的
其他计算操作。CoordinateMatrix实例的创建如以下代码所示。

    valentries：RDD［MatrixEntry］＝… ／／anRDDofmatrixentries
／／CreateaCoordinateMatrixfromanRDD［MatrixEntry］.
valmat：CoordinateMatrix＝newCoordinateMatrix（entries）

／／Getitssize.
valm＝mat.numRows（）
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valn＝mat.numCols（）

／／ConvertittoanIndexRowMatrixwhoserowsaresparsevectors.
valindexedRowMatrix＝mat.toIndexedRowMatrix（）

9.2.4  MLlib的算法

1.分类
分类是一个监督学习问题。分类是一种基于训练样本数据 （这些数据都已经被贴标签）

区分另外的样本数据标签的过程，即另外的样本数据应该如何贴标签的问题。分类问题通过

对被贴过标签的样本数据运行一个学习算法，然后返回一个训练好的分类模型，应用这个分

类模型，能对另外未被贴标签的数据进行归类。目前分类问题的算法常见的应用场景有客户

流失预测、精准营销、客户获取、个性偏好等。MLlib目前支持分类学习问题的算法有：逻
辑回归、线性支持向量机 （SVMs）、朴素贝叶斯和决策树。

下面我们使用朴素贝叶斯算法作为案例来看下关于分类问题在MLlib中的实现。
朴素贝叶斯是一种简单的多类分类方法，它假定分类特征之间两两不相关。朴素贝叶斯

在训练上非常有效率，对训练集中的每一记录，它计算每一特征在类标签上的条件概率分

布，然后运用贝叶斯理论计算某一观察在类标签的条件概率分布并用之来预测。MLlib支持
多模朴素贝叶斯 （multinomialnaiveBayes），一种主要用于文档分类的算法。用于此场景时，
每个观察者是一个文档，每个特征代表一个单词，特征的值是单词的频率。特征值必须是非

零的单词出现频率。附加的平滑处理可通过设置参数λ（默认值为 1.0）来完成。对于文档
分类，输入特征向量通常是稀疏向量，并且能够获得稀疏输入的特有优势。由于熟练数据只

是用一次，因此没有必要缓冲它。

下面代码片段演示了如何加载数据集，运用算法对象的静态方法执行训练算法，以及运

用模型预测来计算训练误差。NaiveBayes实现了多模朴素贝叶斯算法。它接收一个 Labeled-
Point格式的RDD和一个可选的平滑参数 lambda作为输入，输出一个用于评估和预测的
NaiveBayesModel模型。

    importorg.apache.spark.mllib.classification.｛NaiveBayes，NaiveBayesModel｝
importorg.apache.spark.mllib.linalg.Vectors
importorg.apache.spark.mllib.regression.LabeledPoint

valdata＝sc.textFile（＂data／mllib／sample＿naive＿bayes＿data.txt＂）
valparsedData＝data.map｛line＝＞
 valparts＝line.split（′，′）
LabeledPoint（parts（0）.toDouble，Vectors.dense（parts（1）.split（′′）.map（＿.toDouble）））
｝

／／切分训练数据和测试数据，其中60％为训练数据，40％为测试数据
valsplits＝parsedData.randomSplit（Array（0.6，0.4），seed＝11L）
valtraining＝splits（0）
valtest＝splits（1）
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valmodel＝NaiveBayes.train（training，lambda＝1.0）

valpredictionAndLabel＝test.map（p＝＞（model.predict（p.features），p.label））
valaccuracy＝1.0*predictionAndLabel.filter（x＝＞x.＿1＝＝x.＿2）.count（）／test.count（）

／／保存并加载数据模型
model.save（sc，＂myModelPath＂）
valsameModel＝NaiveBayesModel.load（sc，＂myModelPath＂）

2.回归
线性回归是另一个经典的监督学习问题。在这个问题中，每个个体都有一个与之相关联

的实数标签，并且我们希望在给出用于表示这些实体的数值特征后，所预测出的标签值可以

尽可能接近实际值。MLlib目前支持回归算法有：线性回归、岭回归、Lasso和决策树。
下面我们使用随机森林算法作为案例来看下关于回归问题在MLlib中的实现。
随机森林 （RandomForest），顾名思义，是用随机的方式建立一个森林，森林里面有很

多的决策树组成，随机森林的每一棵决策树之间是没有关联的。随机森林可以看作是决策树

的复数集合，在分类和回归应用中是最为成功的机器学习模型之一。随机森林整合了许多决

策树以降低过度拟合的风险，并且同决策树算法一样，随机森林在处理类别特征时不需要进

行特征自适应 （featurescaling），并能把这一特点延伸到多元分类问题上。除此以外，随机
森林还能应对非线性问题以及交互变量。MLlib中的随机森林支持二元和多类分类，支持连
续特征和分类特征的回归，使用随机森林可以按照现成的决策树实现方式。

随机森林对于一系列决策树采用区分训练的方式，因此训练过程可以并行进行。这个算

法在训练过程中注入了随机性特征因此每棵决策树都会有小量差异，随机森林算法将每棵树

的预测结果进行整合来降低预测结果的方差值，以此来提高测试数据的正确率。

下面代码片段演示了如何加载 LIBSVM格式的数据，将其解析为 LabeledPoint格式的
RDD，然后采用随机森林来进行回归，我们通过计算均方误差 （MSE）来评估拟合度。

    importorg.apache.spark.mllib.tree.RandomForest
importorg.apache.spark.mllib.tree.model.RandomForestModel
importorg.apache.spark.mllib.util.MLUtils

／／加载数据文件
valdata＝MLUtils.loadLibSVMFile（sc，＂data／mllib／sample＿libsvm＿data.txt＂）
／／Splitthedataintotrainingandtestsets（30％ heldoutfortesting）
valsplits＝data.randomSplit（Array（0.7，0.3））
val（trainingData，testData）＝（splits（0），splits（1））

／／训练随机森林模型
／／ EmptycategoricalFeaturesInfoindicatesallfeaturesarecontinuous.
valnumClasses＝2
valcategoricalFeaturesInfo＝Map［Int，Int］（）
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valnumTrees＝3／／Usemoreinpractice.
valfeatureSubsetStrategy＝＂auto＂／／Letthealgorithmchoose.
valimpurity＝＂variance＂
valmaxDepth＝4
valmaxBins＝32

valmodel＝RandomForest.trainRegressor（trainingData，categoricalFeaturesInfo，
numTrees，featureSubsetStrategy，impurity，maxDepth，maxBins）

／／评估数据模型
vallabelsAndPredictions＝testData.map｛point＝＞
 valprediction＝model.predict（point.features）
 （point.label，prediction）
｝

valtestMSE＝labelsAndPredictions.map｛case（v，p）＝＞math.pow（（v－p），2）｝.mean（）
println（＂TestMeanSquaredError＝＂＋testMSE）
println（＂Learnedregressionforestmodel：＼n＂＋model.toDebugString）

／／Saveandloadmodel
model.save（sc，＂myModelPath＂）
valsameModel＝RandomForestModel.load（sc，＂myModelPath＂）

3.聚类
聚类，Clusteranalysis，有时也被翻译为簇类，其核心任务是：将一组目样本数据划分

为若干个簇，每个簇之间的数据尽可能的相似，簇与簇之间的数据尽可能的相异。聚类算法

是机器学习 （或者说是数据挖掘更合适）中重要的一部分，除了最为简单的K－Means聚类
算法外，较常见的还有：层次法 （CURE、CHAMELEON等）、网格算法 （STING、Wave-
Cluster等）等。

聚类是一个非监督学习问题，所谓聚类问题，就是给定一个元素集合 D，其中每个元
素具有 n个可观察属性，使用某种算法将 D划分成 k个子集，要求每个子集内部的元素
之间相异度尽可能低，而不同子集的元素相异度尽可能高。其中每个子集叫作一个簇。

与分类不同，分类是监督学习，要求分类前明确各个类别，并断言每个元素映射到一个

类别，而聚类是观察式学习，在聚类前可以不知道类别甚至不给定类别数量，是非监督

学习的一种。目前聚类广泛应用于统计学、生物学、数据库技术和市场营销等领域，相

应的算法也非常的多。

MLlib目前已经支持的聚类算法是K－Means聚类算法，K－Means属于非监督学习，最
大的特别和优势在于模型的建立不需要训练数据。在日常工作中，很多情况下没有办法事先

获取到有效的训练数据，这时采用 K－Means是一个不错的选择。但 K－Means需要预先设
置有多少个簇类 （K值），这对于像计算某省份全部电信用户的交往圈这样的场景就完全的
没办法用K－Means进行。对于可以确定K值不会太大但不明确精确的K值的场景，可以进
行迭代运算，然后找出评估最小时所对应的K值，这个值往往能较好地描述有多少个簇类。
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MLlib的实现中包含一个k－means＋＋方法的并行化变体 kmeansⅡ，算法的停止条件是迭代
次数达到设置的最大迭代次数值，或者是某次迭代计算后结果有所收敛。该算法在MLlib里
面的实现有如下的参数：

● k：所需的类簇的个数。
● maxIterations：最大的迭代次数。
● initializationMode：这个参数决定了是用随机初始化还是通过k－meansⅡ进行初始化。
● runs：跑k－means算法的次数 （k－mean算法不能保证能找出最优解，如果在给定的
数据集上运行多次，算法将会返回最佳的结果）。

● initializiationSteps：决定了k－meansⅡ算法的步数。
● epsilon：决定了判断k－means是否收敛的距离阀值。
下面我们使用KMeans算法作为案例来看下关于回归问题在 MLlib中的实现。在下面的

例子中，在载入和解析数据之后，我们使用KMeans对象来将数据聚类到两个类簇当中。所
需的类簇个数会被传递到算法中。然后我们将计算集内均方差总和 （WSSSE）.你可以通过
增加类簇的个数k来减小误差。实际上，最优的类簇数通常是1，因为这一点通常是WSSSE
图中的 “低谷点”。

    importorg.apache.spark.mllib.clustering.KMeans
importorg.apache.spark.mllib.linalg.Vectors

／／加载数据
valdata＝sc.textFile（＂data／mllib／kmeans＿data.txt＂）
valparsedData＝data.map（s＝＞Vectors.dense（s.split（′′）.map（＿.toDouble）））.cache（）

／／将数据集聚类，2个类，20次迭代，形成数据模型
valnumClusters＝2
valnumIterations＝20
valclusters＝KMeans.train（parsedData，numClusters，numIterations）

／／使用误差平方之和来评估数据模型
valWSSSE＝clusters.computeCost（parsedData）
println（＂WithinSetSumofSquaredErrors＝＂＋WSSSE）

4.协同过滤
协同过滤常被应用于推荐系统，这些技术旨在补充用户 －商品关联矩阵中所缺失的部

分。基于协同过滤的推荐可以分为三类：

（1）基于用户的推荐 （通过共同口味与偏好找相似邻居用户，K－邻居算法，你朋友喜
欢，你也可能喜欢）；

（2）基于项目的推荐 （发现物品之间的相似度，推荐类似的物品，你喜欢物品 A，C
与A相似，可能也喜欢C）；

（3）基于模型的推荐 （基于样本的用户喜好信息构造一个推荐模型，然后根据实时的

用户喜好信息预测推荐）。
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MLlib当前支持基于模型的协同过滤推荐，其中用户和商品通过一小组隐语义因子 （如

浏览，单击，购买，点赞，分享等）进行表达，并且这些因子也用于预测缺失的元素。为

此，MLlib实现了交替最小二乘法 （ALS）来学习这些隐性语义因子。在 MLlib中的实现有
如下的参数：

numBlocks：是用于并行化计算的分块个数 （设置为－1为自动配置）。
rank：是模型中隐语义因子的个数。
iterations：是迭代的次数。
lambda：是ALS的正则化参数。
implicitPrefs：决定了是用显性反馈ALS的版本还是用适用隐性反馈数据集的版本。
alpha：是一个针对于隐性反馈ALS版本的参数，这个参数决定了偏好行为强度的基准。
下面我们使用KMeans算法作为案例来看下关于回归问题在 MLlib中的实现。在下面例

子中，首先加载评级数据，每行由一个用户，一个产品和一个评级组成。然后假定评级信息

是显性的，使用默认的 ALS.train（）方法来训练。最后计算评级预测的均方误差来评估推荐
模型。

    importorg.apache.spark.mllib.recommendation.ALS
importorg.apache.spark.mllib.recommendation.MatrixFactorizationModel
importorg.apache.spark.mllib.recommendation.Rating

／／装载数据
valdata＝sc.textFile（＂data／mllib／als／test.data＂）
valratings＝data.map（＿.split（′，′）match｛caseArray（user，item，rate）＝＞
  Rating（user.toInt，item.toInt，rate.toDouble）
 ｝）

／／使用最小二乘法（ALS）算法建立评估模型
valrank＝10
valnumIterations＝20
valmodel＝ALS.train（ratings，rank，numIterations，0.01）

／／评估数据模型
valusersProducts＝ratings.map｛caseRating（user，product，rate）＝＞
 （user，product）
｝

valpredictions＝
 model.predict（usersProducts）.map｛caseRating（user，product，rate）＝＞
  （（user，product），rate）
 ｝
valratesAndPreds＝ratings.map｛caseRating（user，product，rate）＝＞
 （（user，product），rate）
｝.join（predictions）
valMSE＝ratesAndPreds.map｛case（（user，product），（r1，r2））＝＞
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 valerr＝（r1－r2）
 err*err
｝.mean（）
println（＂MeanSquaredError＝＂＋MSE）

／／Saveandloadmodel
model.save（sc，＂myModelPath＂）
valsameModel＝MatrixFactorizationModel.load（sc，＂myModelPath＂）
Iftheratingmatrixisderivedfromanothersourceofinformation（e.g.，itisinferredfromothersignals），
youcanusethetrainImplicitmethodtogetbetterresults.

valalpha＝0.01
valmodel＝ALS.trainImplicit（ratings，rank，numIterations，alpha）

9.3 MLlib常用算法操作实践

9.3.1  K－Means算法解析和实践

1.K－Means算法解析
在前面介绍MLlib的算法时，我们已经简单介绍过K－Means算法，K－Means是最为经

典的基于划分的聚类方法，是十大经典数据挖掘算法之一。给定数据样本集 Sample和应该
划分的类数K，对样本数据Sample进行聚类，最终形成 K个聚类，其相似的度量是某条数
据与中心点的 “距离”（距离可分为绝对值距离、欧式距离、闵可夫斯基距离、切比雪夫距

离和马氏距离。这里所说的距离是欧式距离，欧氏距离 （Euclideandistance）也称欧几里得
距离，它是一个通常采用的距离定义，它是在m维空间中两个点之间的真实距离）。

对于K－Means算法，它的执行过程可分为以下4步：
（1）选择K个点作为初始中心；
（2）将每个点指派到最近的中心，形成K个簇 （聚类）；

（3）重新计算每个簇的中心；
（4）重复（2）～（3），直至中心不再发生变化。
2.K－Means算法实例操作
（1）数据准备。在kmeans＿data.txt文件中，我们准备了以下数据：

    0.00.00.0
0.10.10.1
0.20.20.2
9.09.09.0
9.19.19.1
9.29.29.2
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（2）实现思路如下。
1）屏蔽不必要的日志显示在终端上。
2）设置运行环境。
3）装载kmeans＿data.txt数据集。
4）将数据集聚类 （聚成两个类），进行20次迭代计算，形成数据模型。
5）在控制台打印数据模型的两个中心点。
6）使用误差平方之和来评估数据模型。
7）使用模型测试单点数据。
8）交叉评估1，只返回结果。
9）交叉评估2，返回数据集和结果。
（3）代码实例如下。

    importorg.apache.log4j.｛Level，Logger｝
importorg.apache.spark.｛SparkConf，SparkContext｝
importorg.apache.spark.mllib.clustering.KMeans
importorg.apache.spark.mllib.linalg.Vectors

objectKmeans｛
 defmain（args：Array［String］）｛
  ／／屏蔽不必要的日志显示在终端上
  Logger.getLogger（＂org.apache.spark＂）.setLevel（Level.WARN）
  Logger.getLogger（＂org.eclipse.jetty.server＂）.setLevel（Level.OFF）

  ／／设置运行环境
  valconf＝newSparkConf（）.setAppName（＂Kmeans＂）.setMaster（＂local［4］＂）
  valsc＝newSparkContext（conf）

  ／／装载数据集
  valdata＝sc.textFile（＂／root／Downloads／kmeans＿data.txt＂，1）
  valparsedData＝data.map（s＝＞Vectors.dense（s.split（′′）.map（＿.toDouble）））

  ／／将数据集聚类，2个类，20次迭代，形成数据模型
  valnumClusters＝2
  valnumIterations＝20
  valmodel＝KMeans.train（parsedData，numClusters，numIterations）

  ／／数据模型的中心点
  println（＂Clustercenters：＂）
  for（c＜－model.clusterCenters）｛
   println（＂ ＂＋c.toString）
  ｝
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  ／／使用误差平方之和来评估数据模型
  valcost＝model.computeCost（parsedData）
  println（＂WithinSetSumofSquaredErrors＝＂＋cost）

  ／／使用模型测试单点数据
  println（＂Vectors0.20.20.2isbelongstoclusters：＂＋model.predict（Vectors.dense（＂0.20.2
0.2＂.split（′′）.map（＿.toDouble））））
  println（＂Vectors0.250.250.25isbelongstoclusters：＂＋model.predict（Vectors.dense（＂0.25
0.250.25＂.split（′′）.map（＿.toDouble））））
  println（＂Vectors888isbelongstoclusters：＂＋model.predict（Vectors.dense（＂888＂.split（′′）
.map（＿.toDouble））））

  ／／交叉评估1，只返回结果
  valtestdata＝data.map（s＝＞Vectors.dense（s.split（′′）.map（＿.toDouble）））
  valresult1＝model.predict（testdata）
  result1.saveAsTextFile（＂／root／Downloads／machine－learning／result1＂）

  ／／交叉评估2，返回数据集和结果
  valresult2＝data.map｛
   line＝＞
    vallinevectore＝Vectors.dense（line.split（′′）.map（＿.toDouble））
    valprediction＝model.predict（linevectore）
    line＋＂＂＋prediction
  ｝.saveAsTextFile（＂／root／Downloads／machine－learning／result2＂）

  sc.stop（）
 ｝
｝

（4）运行结果
1）加载进来的数据首先会把每行向量化赋值给 parsedData，然后会调用 Kmeans类的

train（）方法把向量化数据迭代20此并分成2个聚类。最终在控制台打印数据模型的两个中
心点 （两个中心点都是向量），从图 9－4的运行结果可以看到中心点分别为向量
［0.10000000000000002，0.10000000000000002，0.10000000000000002］和向量 ［9.1，9.1，
9.1］。

调用model.computeCost（parsedData）对形成的数据模型model使用误差平方之和来评估，
可以看到评估结果的值是0.11999999999994547。
2）使用数据模型进行单点数据的测试，这里的单点数据指的是一个向量，这里提供了

三个单点向量 （向量 ［0.2，0.2，0.2］，向量 ［0.25，0.25，0.25］，向量 ［8，8，8］），分别
对其进行测试。

图9－5是运行结果的截图。这里需要注意的是由于每次求出中心点并打印在控制台上
时显示的顺序不一样 （当然聚类中心点的索引是从0开始递增的），所以接下来显示单点数

124



图9－4 打印数据模型的中心点

据所属有的中心点时会参考前面求出的中心点的顺序。从图9－5中可以看出向量 ［0.2，
0.2，0.2］属于中心点索引为 1的向量 ［0.10000000000000002，0.10000000000000002，
0.10000000000000002］，向量 ［0.25，0.25，0.25］进行数据模型预测后也属于中心点索引为
1的向量 ［0.10000000000000002，0.10000000000000002，0.10000000000000002］，而向量
［8，8，8］属于中心点索引为0的向量 ［9.1，9.1，9.1］。

图9－5 使用数据模型进行单点数据测试

3）对于交叉评估1，需要使用模型进行预测的数据 testdata是通过对从本地文件目录
加载进来的数据 data进行 map操作，在 map操作内部的函数会把 data中的每行数据转换
为一个向量。接着调用 model.predict（testdata），并把预测的结果 result1保存到本地的文
件目录下 （如图9－6）。打开 result1文件可以看到结果只显示了每个向量所属的聚类索引
号，我们并不知道到底是哪个向量属于哪个聚类，因此交叉评估1的结果不是我们先要
看到的。

图9－6 交叉评估1的运行结果

4）接着进行交叉评估2的操作，在交叉评估2的实现代码中，最关键的实现是在数据
集data调用的map操作内的函数实现，在map操作的函数中，会对每行数据line进行向量。

化并直接使用数据模型对向量进行测试 （预测），这样最终的操作结果是返回数据集和

它所属的中心点的索引值 （如图9－7所示）。
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图9－7 交叉评估2的运行结果

当然这时候在控制台显示的聚类顺序如图9－8所示，这样我们很清楚地知道向量 ［0，0，0］
属于索引值为0的向量 ［0.10000000000000002，0.10000000000000002，0.10000000000000002］，向量
［9.0，9.0，9.0］属于中心点索引值为1的向量 ［9.1，9.1，9.1］。

图9－8 控制台显示的聚类顺序

到此，K－Means算法解析和实践的讲解暂时告一段落，考虑到 K－Means算法在生产
环境中的重要性，还是希望大家彻底掌握它。

9.3.2  协同过滤算法分析和案例实践

自从亚马逊公司公布了协同过滤算法后，在推荐系统领域，它就占据了很重要的地位。

不像传统的内容推荐，协同过滤不需要考虑物品的属性问题、用户的行为和行业问题等，只

需要建立用户与物品的关联关系即可，可以物品之间更多的内在关系，类似于经典的啤酒与

尿不湿的营销案例。所以，讲到推荐必须要首先分享协同过滤。对于协同过滤及其经典算法

ALS（交替最小二乘法），在介绍 MLlib的四大算法里面我们已经讲过，这里我们直接使用
ALS算法来根据某用户对电影的打分进行电影的推荐。
1.数据准备
这里我们使用的是 MoiveLens的数据集，下载地址是：http：／／www.grouplens.org／data-

sets／movielens／。它提供了100KB到100多 MB大小的数据，我们这里选择1MB大小的数
据。对下载的数据解压之后，会出现很多文件，我们需要使用 ratings.dat、users.dat和 mov-
ies.dat文件中的数据。详细的数据说明可以参见README.txt文件。

（1）ratings.dat文件是用户对电影的评分数据，数据格式为：UserID（用户 ID）：：Mov-
ieID（电影ID）：：Rating（评分）：：Timestamp（时间戳），样本数据如下所示。

    userId，movieId，rating，timestamp
1，253，3.0，900660748
1，1387，3.0，900660748
1，1407，5.0，900660871
1，1717，5.0，900660871
1，1876，3.0，900660543
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1，1882，3.0，900660584
1，1895，4.0，900660518
1，1909，3.0，900660468
1，1911，3.0，900660543
1，1917，4.0，900660518
1，1918，4.0，900660518
1，1982，5.0，900660748
1，1983，5.0，900660951
1，2000，4.0，900661051
1，2001，4.0，900661051
1，2002，4.0，900661051
1，2003，2.0，900660748

（2）users.dat文件是用户的个人信息，数据格式是：UserID（用户 ID）：：Gender（性
别）：：Age（年龄）：：Occupation（职业）：：Zip－code（邮政编码），样本数据如下所示。

    1：：F：：1：：10：：48067
2：：M：：56：：16：：70072
3：：M：：25：：15：：55117
4：：M：：45：：7：：02460
5：：M：：25：：20：：55455
6：：F：：50：：9：：55117
7：：M：：35：：1：：06810
8：：M：：25：：12：：11413
9：：M：：25：：17：：61614
10：：F：：35：：1：：95370
11：：F：：25：：1：：04093
12：：M：：25：：12：：32793
13：：M：：45：：1：：93304
14：：M：：35：：0：：60126
15：：M：：25：：7：：22903
16：：F：：35：：0：：20670
17：：M：：50：：1：：95350
18：：F：：18：：3：：95825
19：：M：：1：：10：：48073
20：：M：：25：：14：：55113
21：：M：：18：：16：：99353
22：：M：：18：：15：：53706

（3）movies.dat文件是电影的详细信息，数据格式为：MovieID（电影ID）：：Title（电影
名）：：Genres（电影类型），样本数据如下：

    1：：ToyStory（1995）：：Animation Children′s Comedy
2：：Jumanji（1995）：：Adventure Children′s Fantasy

3：：GrumpierOldMen（1995）：：Comedy Romance
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4：：WaitingtoExhale（1995）：：Comedy Drama

5：：FatheroftheBridePartII（1995）：：Comedy
6：：Heat（1995）：：Action Crime Thriller

7：：Sabrina（1995）：：Comedy Romance

8：：TomandHuck（1995）：：Adventure Children′s
9：：SuddenDeath（1995）：：Action
10：：GoldenEye（1995）：：Action Adventure Thriller

11：：AmericanPresident，The（1995）：：Comedy Drama Romance

12：：Dracula：DeadandLovingIt（1995）：：Comedy Horror

13：：Balto（1995）：：Animation Children′s
14：：Nixon（1995）：：Drama
15：：CutthroatIsland（1995）：：Action Adventure Romance

16：：Casino（1995）：：Drama Thriller

17：：SenseandSensibility（1995）：：Drama Romance

2.实现的功能
这里有10万条用户对电影的评分，从1分到5分，1分表示差劲，5分表示非常好看。

根据用户对电影的喜好，给用户推荐可能感兴趣的电影。

3.实现思路
（1）装载由评分由评分器生成的用户评分数据。
（2）装载样本评分数据，其中最后一列 Timestamp取除10的余数作为 key，Rating为

值，即 （Int，Rating）。这里的Rating是MLlib中实现的一个caseclass。
（3）训练不同参数下的模型，并在校验集中验证，获取最佳参数下的模型。
（4）用最佳模型预测测试集的评分，并计算和实际评分之间的均方根误差。
（5）推荐前十部最感兴趣的电影，注意要剔除用户已经评分的电影。
4.代码实现
（1）评分器生成用户评分的代码，如下所示。

    importsys
fromosimportremove，removedirs
fromos.pathimportdirname，join，isfile
fromtimeimporttime

topMovies＝＂＂＂1，ToyStory（1995）
780，IndependenceDay（a.k.a.ID4）（1996）
590，DanceswithWolves（1990）
1210，StarWars：EpisodeVI－ReturnoftheJedi（1983）
648，Mission：Impossible（1996）
344，AceVentura：PetDetective（1994）
165，DieHard：WithaVengeance（1995）
153，BatmanForever（1995）
597，PrettyWoman（1990）
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1580，MeninBlack（1997）
231，Dumb＆Dumber（1994）＂＂＂

parentDir＝dirname（dirname（＿＿file＿＿））
ratingsFile＝join（parentDir，＂personalRatings.txt＂）

ifisfile（ratingsFile）：
  r＝raw＿input（＂Lookslikeyou′vealreadyratedthemovies.Overwriteratings（y／N）？＂）
  ifrandr［0］.lower（）＝＝＂y＂：
    remove（ratingsFile）
  else：
    sys.exit（）

prompt＝＂Pleaseratethefollowingmovie（1－5（best），or0ifnotseen）：＂
printprompt

now＝int（time（））
n＝0

f＝open（ratingsFile，′w′）
forlineintopMovies.split（＂＼n＂）：
  ls＝line.strip（）.split（＂，＂）
  valid＝False
  whilenotvalid：
    rStr＝raw＿input（ls［1］＋＂：＂）
    r＝int（rStr）ifrStr.isdigit（）else－1
    ifr＜0orr＞5：
      printprompt
    else：
      valid＝True
      ifr＞0：
        f.write（＂0：：％s：：％d：：％d＼n＂％（ls［0］，r，now））
        n＋＝1
f.close（）

ifn＝＝0：
  print＂Noratingprovided！＂

（2）电影推荐系统的代码，如下所示。

    importjava.io.File
importscala.io.Source
importorg.apache.log4j.｛Level，Logger｝
importorg.apache.spark.SparkConf
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importorg.apache.spark.SparkContext
importorg.apache.spark.SparkContext.＿
importorg.apache.spark.rdd.＿
importorg.apache.spark.mllib.recommendation.｛ALS，Rating，MatrixFactorizationModel｝

objectMovieLensALS｛

 defmain（args：Array［String］）｛
  ／／屏蔽不必要的日志显示在终端上
  Logger.getLogger（＂org.apache.spark＂）.setLevel（Level.WARN）
  Logger.getLogger（＂org.eclipse.jetty.server＂）.setLevel（Level.OFF）

  if（args.length！＝2）｛
println（＂Usage：／path／to／spark／bin／spark－submit－－driver－memory2g－－classweek6.Movie-
LensALS＂＋
    ＂target／scala－*／movielens－als－ssembly－*.jarmovieLensHomeDirpersonalRatings-
File＂）
   sys.exit（1）
  ｝

  ／／设置运行环境
  valconf＝newSparkConf（）.setAppName（＂MovieLensALS＂）
  valsc＝newSparkContext（conf）

  ／／装载用户评分，该评分由评分器生成
  valmyRatings＝loadRatings（args（1））
  valmyRatingsRDD＝sc.parallelize（myRatings，1）

  ／／样本数据目录
  valmovieLensHomeDir＝args（0）

  ／／装载样本评分数据，其中最后一列Timestamp取除10的余数作为 key，Rating为值，即（Int，
Rating）
  valratings＝sc.textFile（newFile（movieLensHomeDir，＂ratings.dat＂）.toString）.map｛line＝＞
   valfields＝line.split（＂：：＂）
   （fields（3）.toLong％ 10，Rating（fields（0）.toInt，fields（1）.toInt，fields（2）.toDouble））
  ｝

  ／／装载电影目录对照表（电影ID－＞电影标题）
  valmovies＝sc.textFile（newFile（movieLensHomeDir，＂movies.dat＂）.toString）.map｛line＝＞
   valfields＝line.split（＂：：＂）
   （fields（0）.toInt，fields（1））
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  ｝.collect（）.toMap

  valnumRatings＝ratings.count（）
  valnumUsers＝ratings.map（＿.＿2.user）.distinct（）.count（）
  valnumMovies＝ratings.map（＿.＿2.product）.distinct（）.count（）

println（＂Got＂＋numRatings＋＂ratingsfrom＂＋numUsers＋＂userson＂＋numMovies＋＂movies.＂）

  ／／将样本评分表以 key值切分成 3个部分，分别用于训练（60％，并加入用户评分），校验
（20％），and测试（20％）
  ／／该数据在计算过程中要多次应用到，所以cache到内存
  valnumPartitions＝4
  valtraining＝ratings.filter（x＝＞x.＿1＜6）
   .values
   .union（myRatingsRDD）／／注意ratings是（Int，Rating），取value即可
   .repartition（numPartitions）
   .cache（）
  valvalidation＝ratings.filter（x＝＞x.＿1＞＝6＆＆x.＿1＜8）
   .values
   .repartition（numPartitions）
   .cache（）
  valtest＝ratings.filter（x＝＞x.＿1＞＝8）.values.cache（）

  valnumTraining＝training.count（）
  valnumValidation＝validation.count（）
  valnumTest＝test.count（）

  println（＂Training：＂＋numTraining＋＂，validation：＂＋numValidation＋＂，test：＂＋numTest）

  ／／训练不同参数下的模型，并在校验集中验证，获取最佳参数下的模型
  valranks＝List（8，12）
  vallambdas＝List（0.1，10.0）
  valnumIters＝List（10，20）
  varbestModel：Option［MatrixFactorizationModel］＝None
  varbestValidationRmse＝Double.MaxValue
  varbestRank＝0
  varbestLambda＝－1.0
  varbestNumIter＝－1
  for（rank＜－ranks；lambda＜－lambdas；numIter＜－numIters）｛
   valmodel＝ALS.train（training，rank，numIter，lambda）
   valvalidationRmse＝computeRmse（model，validation，numValidation）
  println（＂RMSE（validation）＝＂＋validationRmse＋＂forthemodeltrainedwithrank＝＂
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    ＋rank＋＂，lambda＝＂＋lambda＋＂，andnumIter＝＂＋numIter＋＂.＂）
   if（validationRmse＜bestValidationRmse）｛
    bestModel＝Some（model）
    bestValidationRmse＝validationRmse
    bestRank＝rank
    bestLambda＝lambda
    bestNumIter＝numIter
   ｝
  ｝

  ／／用最佳模型预测测试集的评分，并计算和实际评分之间的均方根误差
  valtestRmse＝computeRmse（bestModel.get，test，numTest）

  println（＂Thebestmodelwastrainedwithrank＝＂＋bestRank＋＂andlambda＝＂＋bestLambda
   ＋＂，andnumIter＝＂＋bestNumIter＋＂，anditsRMSEonthetestsetis＂＋testRmse＋＂.＂）

  ／／createanaivebaselineandcompareitwiththebestmodel
  ／／
  valmeanRating＝training.union（validation）.map（＿.rating）.mean
  valbaselineRmse＝
   math.sqrt（test.map（x＝＞（meanRating－x.rating）*（meanRating－x.rating））.mean）
  valimprovement＝（baselineRmse－testRmse）／baselineRmse*100
  println（＂Thebestmodelimprovesthebaselineby＂＋＂％1.2f＂.format（improvement）＋＂％.＂）

  ／／推荐前十部最感兴趣的电影，注意要剔除用户已经评分的电影
  valmyRatedMovieIds＝myRatings.map（＿.product）.toSet
  valcandidates＝sc.parallelize（movies.keys.filter（！myRatedMovieIds.contains（＿））.toSeq）
  valrecommendations＝bestModel.get
   .predict（candidates.map（（0，＿）））
   .collect（）
   .sortBy（－＿.rating）
   .take（10）

  vari＝1
  println（＂Moviesrecommendedforyou：＂）
  recommendations.foreach｛r＝＞
   println（＂％2d＂.format（i）＋＂：＂＋movies（r.product））
   i＋＝1
  ｝

  ／／结束
  sc.stop（）
 ｝
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 ／**校验集预测数据和实际数据之间的均方根误差 **／
 defcomputeRmse（model：MatrixFactorizationModel，data：RDD［Rating］，n：Long）：Double＝｛
  valpredictions：RDD［Rating］＝model.predict（data.map（x＝＞（x.user，x.product）））
  valpredictionsAndRatings＝predictions.map（x＝＞（（x.user，x.product），x.rating））
   .join（data.map（x＝＞（（x.user，x.product），x.rating）））
   .values
  math.sqrt（predictionsAndRatings.map（x＝＞（x.＿1－x.＿2）*（x.＿1－x.＿2））.reduce（＿＋＿）／
n）
 ｝

 ／**装载用户评分文件 **／
 defloadRatings（path：String）：Seq［Rating］＝｛
  vallines＝Source.fromFile（path）.getLines（）
  valratings＝lines.map｛line＝＞
   valfields＝line.split（＂：：＂）
   Rating（fields（0）.toInt，fields（1）.toInt，fields（2）.toDouble）
  ｝.filter（＿.rating＞0.0）
  if（ratings.isEmpty）｛
   sys.error（＂Noratingsprovided.＂）
  ｝else｛
   ratings.toSeq
  ｝
 ｝
｝

5.运行
此次我们选择把在 IntelliJIDEA中建立的关于 MovieLensALS协同过滤工程进行打包，

然后再在Spark集群中进行运行。在 IntelliJIDEA中构建项目以及 Spark集群的启动我们在
前面的章节已经讲过，这里不再具体演示。

（1）首先我们在／home／／IdeaProjects／machine－learning／目录下会有一个名称为personal-
Ratings.txt.template的文件，在用评分器进行评分的时候会在这个文件的基础之上生成一个
名称为personalRatings.txt的评过分数的文件。该文件里面的内容如下：

    0：：1：：？：：1400000000：：ToyStory（1995）
0：：780：：？：：1400000000：：IndependenceDay（a.k.a.ID4）（1996）
0：：590：：？：：1400000000：：DanceswithWolves（1990）
0：：1210：：？：：1400000000：：StarWars：EpisodeVI－ReturnoftheJedi（1983）
0：：648：：？：：1400000000：：Mission：Impossible（1996）
0：：344：：？：：1400000000：：AceVentura：PetDetective（1994）
0：：165：：？：：1400000000：：DieHard：WithaVengeance（1995）
0：：153：：？：：1400000000：：BatmanForever（1995）
0：：597：：？：：1400000000：：PrettyWoman（1990）
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0：：1580：：？：：1400000000：：MeninBlack（1997）
0：：231：：？：：1400000000：：Dumb＆Dumber（1994）

（2）在Spark集群运行关于MovieLensALS的工程之前，我们先在Ubuntu的shell命令终
端执行以下代码来调用用户评分器文件 （rateMovies），然后生成一个用户进行评分的文件。

    cd／home／／IdeaProjects／machine－learning／
bin／rateMovies

（3）执行上述bin／rateMovies命令后在 Shell终端会输出 “Pleaseratethefollowingmovie
（1－5（best），orOifnotseen）：”，这时陆续点击回车键输出每部电影，并对其进行评分。
（从1分到5分，1分表示差劲，5分表示非常好看），如图9－9所示。

图9－9 用评分器对电影进行评分

（4）评完11部电影的分数后，会在／home／／IdeaProjects／machine－learning／目录下生成
一个名称为personalRatings.txt的用户评分文件，如图9－10所示。

图9－10 用户评分文件personalRatings.txt

（5）最后就是在shell命令终端用 spark－submit工具来提交任务了，首先要进入 Spark
的$HOME目录下，执行以下命令：

    bin／spark－submit－－masterspark：／／SparkMaster：7077－－executor－memory8g ／
         －－classmlmovie.MovieLensALSmlmovie.jar ／

         file：／／／home／／IdeaProjects／machine－learning／movielens／medium／／ ／home／／

IdeaProjects／machine－learning／personalRatings.txt

在这里我们简单介绍一下submit的参数列表的含义：
1）Master我们选择的是Standalone运行模式下主机名为 SparkMaster的 Master，主机名
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就是用户自己配置的Master结点的主机名；
2）mlmovie.MovieLensALSmlmovie.jar指的是要运行的含有 Main方法的打过包的 jar

文件；

3）file：／／／home／／IdeaProjects／machine－learning／movielens／medium是要加载的样本数据
的目录，目录下面有我们要加载的ratings.dat和movies.dat文件；
4）／home／／IdeaProjects／machine－learning／personalRatings.txt就是用户通过评分器生成

的评过分的文件。

（6）运行结果。从如图9－11的运行结果中我们看到加载进来的样本数据有6040位用
户对 3706部电影做了 1000209个评分；有 602252条评分数据用来做 Training（训练），
198919条评分数据做validation（评估），199049条数据用来做 test（测试）；在对8种情况
的参数组合进行最佳数据模型的测试后，得出最好的数据模型是参数 rank＝8、lambda＝
10.0、numIter＝20的模型；最终向使用评分器对提供的11部电影进行过评分的用户推荐了
10部电影。

图9－11 电影推荐系统的运行结果

至此，协同过滤算法的案例实战操作已经讲完，这里最重要的就是objectMovieLensALS
中的代码实现了，希望读者多看几遍这部分的代码，并在自己搭建的Spark系统下亲自运行
操作。

思考题

1.机器学习是一门多交叉的学科，内容庞大，算法复杂，对于一般的开发人员而言，
最基本的要求是对这些算法的使用，对于常用的那些算法，你是否清楚它的原理？

2.本章中对MLlib中非常常见重要的两种算法 （聚类和协同过滤的算法）进行了案例

的实战操作，你是否参考笔者的内容在自己的IntelliJIDEA和Spark集群上进行过实战操作？
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